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昂贵区间多目标优化空间数据挖掘求解策略

陈志旺, 赵子铮†, 姚嘉楠, 韩 艳

(燕山大学工业计算机控制工程河北省重点实验室，河北秦皇岛 066004)

摘 要: 针对优化函数未知的昂贵区间多目标优化问题,提出一种基于主曲线建模的NSGA-II算法.该算法首先
根据决策空间流形分布的种群数据构建K主曲线;然后利用所构建的K主曲线模型,通过插值和延展的方法生成
子代.与遗传算法的随机生成子代策略相比,通过所提出方法生成有效子代效率会更高.由于目标空间拥挤距离
无法求出,为此利用K主曲线找出待测解的前、后近距离解,按照决策空间拥挤距离对同序值解进行筛选,从而实
现NSGA-II算法的改进.
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Spatial data mining strategy for expensive interval multi-objective
optimization
CHEN Zhi-wang, ZHAO Zi-zheng†, YAO Jia-nan, HAN Yan

(Key Lab of Industrial Computer Control Engineering of Hebei Province，Yanshan University，Qinhuangdao 066004，
China)

Abstract: In this paper, an improved NSGA - II algorithm is proposed based on the principal curve modeling for solving
the expensive interval multi-objective optimization with unknown objective function. Firstly, the proposed algorithm
builds a K principal curve using the population data of the manifold distribution in decision space. Then, a new offspring
is generated through interpolation and extension according to the built K principal curve, and the proposed strategy of
offspring generation is more efficient than that of random offspring generation in the genetic algorithm. Finally, because
of the absence of the crowding distance in objective space, the closest solutions before and after the candidate solution
can be found based on the built K principal curve, so the solutions with same sequence are screened by crowding distance
in decision space, thus the NSGA-II is improved.
Keywords: multi-objective optimization；spatial data mining；interval programming；NSGA-II；principal curve

0 引

在现实生活、工程中, 人们经常会遇到使多个目
标在给定区域同时最佳的优化问题,这些目标常常相
互冲突,此类问题称作多目标优化问题 (MOP)[1].近
些年,采用进化算法求解MOP取得的成果较多[2],但
求解的对象多是优化函数已知的确定性问题.实际
优化问题与此不同: 1)优化函数经常是未知的,且评
估实验成本非常昂贵,例如空气动力学优化设计[3]、

药物设计[4]等; 2)目标函数中含有可用区间表示的
不确定变量,如电力系统优化调度[5]等.本文将具有
上述特点的问题总结为“优化函数未知的昂贵区间

多目标优化问题”.
对于昂贵区间多目标优化问题,由于优化函数

未知,无法利用优化函数在目标空间求解,即无法利
用目标函数值的支配关系推动算法进化,需要在决
策空间利用空间数据挖掘算法 (如模式识别等)求
解. Gong等[6-7]将决策者的偏好融入到区间多目标优

化问题中,在建立区间优化问题偏好多面体的理论基
础上,提出了一种基于偏好多面体的区间多目标交互
式遗传算法.文献 [8]将支配性预测用于目标函数未
知的区间多目标优化问题,并利用决策空间数据的流
形方法[9-10]解决了无目标向量的情况下相同序值解
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的筛选.
上述在决策空间中求解多目标优化问题的策略,

可概括为解决点 (遗传个体)与点、点 (遗传个体)与线
流形的关系问题,因此都可以看作是对决策空间进
行“空间数据挖掘”[11].空间数据挖掘利用几何技术
方法从空间数据中挖掘潜在的规律,而多目标遗传算
法的种群个体在决策和目标空间中拥有空间和距离

的特性,且相互邻近的种群个体之间存在相互影响,
进而种群个体之间关系更为复杂.因此,可将多目标
遗传算法看成一种特殊的空间数据挖掘方法[12],即
对解空间中所有 (点)个体的分布评估.由文献 [9-10]
可知,一个连续m个目标的多目标优化问题的Pareto
解集会呈现出一个分段连续的m − 1维流形. Zhou
等[13]根据决策空间呈现流形的数据分布,采用主成
分分析算法在决策空间建立概率模型,并交替采用遗
传操作和概率建模的策略来产生子代. Zhou等[9]采

用了新的收敛评判准则,由该准则决定选择遗传操作
或是通过建立概率模型产生子代.文献 [10]提出了
基于规则模型的多目标分布估计算法 (RM-MEDA).
文献 [14]采用多重分形作为收敛准则评判决策空间
流形标准,并提出建立非线性模型.
上述多目标优化算法,利用决策空间数据分布

的规律和特征规则引导算法进化,但存在以下 3方
面问题: 1)文献都以决策空间数据呈流形为依据建
立模型,建模方法多采用聚类算法结合主成分分析
(PCA)法,而没有考虑数据间存在的强非线性关系,
因此建模不准确,且结果易受聚类数影响,文献 [14]
中虽提出建立非线性模型,但并未给出具体的方法和
策略; 2)文献中的模型进化算法全部运用在目标函
数已知的多目标优化中,而对于优化函数未知的区间
多目标问题少有运用; 3)文献中的模型进化算法都
需要用收敛准则指导算法是否运用模型生成子代,即
未充分利用决策空间数据的规律引导算法进化.
针对以上问题.本文基于文献 [8],将流形建模用

到优化函数未知的昂贵区间多目标问题中,即在决策
空间中建立非线性主曲线模型,并在主曲线模型上运
用子代生成算法产生子代.对于决策空间拥挤距离
的问题,通过引入决策空间的主曲线模型,解决了无
目标向量情况下对相同序值解筛选的问题.

1 区间多目标优化问题基本概

区间多目标优化问题如下:

min
x

F (x,u) = (f1(x,u), f2(x,u), · · · , fm(x,u)),

m = 1, 2, · · · , z.
s.t. gj(x,u) ⩾ aj = [aj , aj ], j = 1, 2, · · · , n;

hk(x,u) = bk = [bk, bk], k = 1, 2, · · · , n∗;

x = (x1, · · · , xq) ∈ Rq, xt ∈ [xt, xt], t = 1, 2, · · · , q;

u = (u1, · · · , up) ∈ Rp, ul ∈ [ul, ul], l = 1, 2, · · · , p.
(1)

其中: gj(x,u)和hk(x,u)均为区间函数, gj(x,u) ⩾
aj为第j个区间不等式约束,hk(x,u) = bk为第k个

区间等式约束,其他参数见文献[15].
定义1 [15] 令P (fm(xi,u) ⩽ fm(xj ,u))为区间

fm(xi,u)小于等于区间fm(xj ,u)的区间可能度,有

P (fm(xi,u) ⩽ fm(xj ,u)) =

0, fm(xj ,u) ⩽ fm(xi,u);

(fm(xj ,u)− fm(xi,u))
2

8 · fr
m(xi,u) · fr

m(xj ,u)
,

fm(xj ,u) < fm(xi,u) < fm(xj ,u) < fm(xi,u);

f c
m(xj ,u)− fm(xi,u)

2 · fr
m(xi,u)

,

fm(xi,u) < fm(xj ,u) < fm(xj ,u) ⩽ fm(xi,u);

1−
(fm(xi,u)− fm(xj ,u))

2

8 · fr
m(xi,u) · fr

m(xj ,u)
,

fm(xi,u) ⩽ fm(xj ,u) < fm(xi,u) < fm(xj ,u);

fm(xj ,u)− f c
m(xi,u)

2 · fr
m(xj ,u)

,

fm(xj ,u) ⩽ fm(xi,u) < fm(xi,u) ⩽ fm(xj ,u);

1, fm(xi,u) ⩽ fm(xj ,u).

(2)

定义2 [15] 对于式 (1)的两个解xi和xj ,如果区
间可能度P (fm(xi,u) ⩽ fm(xj ,u))均不小于0.5,且
存在区间可能度P (fm(xi,u) ⩽ fm(xj ,u))大于0.5,
则称xi支配xj ,记为xi ≻P xj ,也可称xj被xi支配,
记为xj ≺P xi,即

xi ≻P xj ⇔ ∀m ∈ (1, 2, · · · , z) :

P (fm(xi,u) ⩽ fm(xj ,u)) ⩾ 0.5;

∃m ∈ (1, 2, · · · , z) :

P (fm(xi,u) ⩽ fm(xj ,u)) > 0.5. (3)

区间距离公式、可行解和Pareto支配性的最近邻
预测见文献[8].

2 决策空间数据K主曲线建模

空间数据挖掘对于揭示空间数据规律起着重要

作用.在空间数据挖掘的方法中主成分分析方法应
用广泛[16],但在数据集具有非线性特征时,主曲线比
主成分分析法能更好地反映数据的流形[17].在当前
多种类型主曲线中,K主曲线因其分段线性化[18-19]

的特点和矢量量化[20]的思想得到广泛应用,因此
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本文采用K主曲线对决策空间数据进行建模.由
Karush-Kuhn-Tucker条件[9-10]可知,决策空间的Pareto
解集呈现为流形,可以利用主曲线对空间流形形式的
数据点进行非线性建模,实现由空间点建立空间线的
模型.建模过程是利用多段线段逼近光滑的主曲线,
达到建立模型的目的.在建模数据获取方法上,第1
代建模数据由算法初始化 (随机生成子代)给出,以后
每代建模数据采用父代同序值数据进行建模.
决策空间上的K主曲线建模示意图见图1.图1

中的点选自NSGA-II算法第1代子代中序值为1的9
个个体,这些个体组成建模点集X ′,其具体数值为

X ′ = [x′
1,x

′
2, · · · ,x′

i, · · · ,x′
r] =

[0.678 9 2.818 8; 1.083 9 2.556 0; 2.155 2.440 4;

1.177 4 2.384 2; 1.961 0 2.457 6; 0.361 1 2.708 8;

0.998 7 2.771 4; 1.025 34 2.482 4; 0.518 9 2.885 7],

其中r = 9.此处设每个子代解中有两个自变量,即x′
i

= [x′
i1, x

′
i2]为二维向量.
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图 1 主曲线建模

图1中:“•”为决策空间同序值解x′
i;“◦”为主曲

线顶点,用vj表示;“---”为第一主元方向;“−·−·”为
投影方向;“◦−◦”为主曲线线段,用sw表示;“◦ · · · ◦”
为淘汰的主曲线. K主曲线建模主要包括如下部分:

1)主元曲线生成.首先采用“逐样本均值消减方
法”,对X ′中的数据进行标准化处理.该标准化方法
能移除数据的统计平均值,体现数据的差异性,有

xij = (x′
ij − xj), i = 1, 2, · · · , r, j = 1, 2, (4)

其中xj =
1

r

r∑
i=1

x′
ij .处理后的数据集为X = [x1,x2,

· · · ,xi, · · · ,xr].
利用PCA方法找到最大主元方e,得到如图1(a)

所示过原点且斜率为e = [e1 e2]的直线s0,称为主
元曲线.计算数据点xi = [xi1 xi2]中个体到s0上的

投影值x′′
i (x′′

i 为标量),有

x′′
i = exT

i = [e1 e2]

[
xi1

xi2

]
= e1xi1 + e2xi2. (5)

在得到的投影中找到最大最小投影值max(x′′
i )和

min(x′′
i ),利用下式找到图1(a)中的顶点v1和v2:

v1 = max(x′′
i )e = [max(x′′

i )e1 max(x′′
i )e2],

v2 = min(x′′
i )e = [min(x′′

i )e1 min(x′′
i )e2]. (6)

2)K主曲线“剪枝”操作.按下式将数据集合X

通过直线s0分为两类,直线上侧为第1类Ds0 ,其他为
第2类Ds′0

:

Ds0 = {x|xT
i e > 0, i = 1, 2, · · · , r},

Ds′0
= {x|xT

i e ⩽ 0, i = 1, 2, · · · , r}. (7)

Ds0和Ds′0
数据集合重心分别为

v3 =


1

NDs0

∑
xi∈Ds0

xi, NDs0
> 0;

(v1 + v2)/2, otherwise.
(8)

v′
3 =


1

NDs′0

∑
xi∈Ds′0

xi, NDs′0
> 0;

(v1 + v2)/2, otherwise.
(9)

其中:NDs0
为属于Ds0类集合中的元素个数,v3和v′

3

为新生成K主曲线顶点.这样便构造出最初的两条
折线f (由v1、v3、v2组成的折线)和f ′(由v1、v

′
3、v2组

成的折线),如图1(a)所示.取其中一条折线作为初始
折线.数据集X到折线f中各线段的距离为

df (xi, f) =
1

n

1

j

n∑
i=1

λ−1∑
w=1

ds(xi, sw). (10)

其中: ds(xi, sw)为数据点xi到线段 sw的欧氏距离,
sw为相邻两顶点vm和vn生成的线段 (如图 1(a)中
s1由顶点v1和v3组成的线段, s2由顶点v3和v2组

成的线段).通过比较df (xi, f)和df (xi, f
′)的大小进

行f和f ′的取舍,若df (xi, f) < df (xi, f
′),则保留f

舍弃f ′.式 (10)和f、f ′的取舍过程体现了主曲线强

调寻找通过数据分布的“中心线”的特点,即使用近
似折线代替线性主成分线分析数据,以求出对称变
量之间的近似折线,这样的折线从数据的中部通过,
可以实现对数据的线性平均.由实际数据计算得到
df (xi, f) < df (xi, f

′),所以保留f舍弃f ′,见图1(a).
3)K主曲线调整顶点.调整顶点过程如图 1(b)

所示.根据数据点xi到所有顶点vj的欧氏距离的极

小值进行分类,按照下式进行:
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min
1⩽j⩽λ

d(xi,vj), (11)

其中d(, )表示两点之间的欧氏距离.若顶点的个数
为λ,则数据点分为λ类,属于顶点vj的数据点可表示

为xi ∈ Dvj .调整后顶点位置计算公式为

vj =
1

NDvj

∑
xi∈Dvj

xi, (12)

其中NDvj
为集合Dvj

中xi元素个数.调整后的顶点
如图1(b)所示.

4)K主曲线增加顶点.增加顶点过程如图1(b)
所示.根据xi到线段的欧氏距离分类到距离最小的

线段(相邻的两个顶点为线段),即

min
1⩽j⩽λ−1

ds(xi, sw), w = 1, 2, · · · , λ− 1. (13)

式(13)中ds(xi, sw)与(10)相同.若线段的个数为λ−
1,则数据点分为λ − 1类,属于线段sw的数据点可表

示为xi ∈ Dsw .新增顶点计算公式为

vj=
1

NDsw
+2

( ∑
xi∈Dsw

xi + vm + vn

)
, j ⩽ 2k. (14)

其中: k为算法循环次数, sw为相邻两顶点vm和vn

生成的线段.由图1(b)和式(14)可知,第k次循环线段

的增长数为2k,而顶点会随着线段的增长而增长,因
此顶点的增长规律也为2k.

通过以上第3)和第4)步过程迭代,提取了决策
空间数据的流形特征,并依据该特征采用K主曲线

逼近数据流形,进而完成了空间数据模型的建立.
综上所述,主曲线建模步骤如下.
Step 1:对数据X ′由式 (4)进行初始化,通过PCA

算法获取数据X第一主成分方向e,令循环次数k=1.
Step 2:由式 (5)计算数据点xi(i = 1, 2, · · · , r)在

e上的投影值,由式(6)找到主曲线两个端点v1和v2.
Step 3:按照式 (7)将空间数据点分为两类集合

Ds0和Ds′0
.

Step 4:利用式 (8)和 (9)计算v3和v′
3,构建两个初

始折线f = {v1,v3,v2}和f ′ = {v1,v
′
3,v2}.

Step 5:通过式 (10)得出 df (x, f)和 df (x, f
′),如

果df (x, f) < df (x, f
′),则保留f ,删除f ′.

Step 6:依据式(12)调整现有的顶点位置.
Step 7:按照式(14)计算新增顶点.
Step 8:令k = k + 1,如果k < log2(r),则转至

Step 6,否则算法停止.
上述算法中, Step 8每次增加新顶点个数为2k, k

为算法迭代次数.因此采用k < log2(r)作为算法停

止准则,使生成的顶点数小于数据点的个数,否则,若
生成的顶点数大于数据点的个数,则会造成“有限信
息的过拟合”.

3 子代生成算法

空间数据建模是从存在的数据中找到一个函数

模型,使该模型最好地描述这些已知的空间数据规
律,并能根据函数模型求出区域范围内其他任意点的
值[21].由第2节可知,多目标优化问题的决策空间解
分布满足主曲线的规律,而文献 [8]中NSGA-II多目
标优化算法采用交叉变异方法生成具有随机性的子

代,此方法未充分挖掘决策空间数据的规律来引导算
法的进化.本文利用K主曲线建立决策空间数据模

型,利用K主曲线模型引导子代的生成,有利于提高
算法的收敛速度.
子代生成算法如图2所示.图2中:“⋆”为产生的

子代,用pi表示;L为线段长度;β为延展率.
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图 2 子代生成算法

子代生成算法首先获得同序值种群个体在K主

曲线上的投影值.例如,图 2(a)中数据点xi = [xi1,

xi2]到 sw线段的投影点为xi到 sw线段的垂足 ti =

[ti1, ti2], sw线段两端点为 [vj1, vj2], [v(j+1)1, v(j+1)2].
根据平面几何垂足计算公式可得

ti1 =
µ ∗ (v(j+1)2 ∗ vj1 − vj1 ∗ vj2)

v(j+1)1 − vj1 + µ ∗ v(j+1)2 − µ ∗ vj2
+

vj2 ∗ (vj2 − xi2)− v(j+1)2 ∗ (vj2 − xi2)

v(j+1)1 − vj1 + µ ∗ v(j+1)2 − µ ∗ vj2
+

v(j+1)1 ∗ xi1 − vj1 ∗ xi1

v(j+1)1 − vj1 + µ ∗ v(j+1)2 − µ ∗ vj2
, (15)

ti2 = µ ∗ (ti1 − vj1) + vj2, (16)

其中µ = (v(j+1)2 − vj2)/(v(j+1)1 − vj1).
若数据点在主曲线上 (如图 2(a)中数据点xi−1

和xi+2在K主曲线线段sw上),则投影点和数据点重
合,即ti−1 = xi−1, ti+2 = xi+2.得到投影值后需对
投影值进行排序,排序的方法是选择线段sw的某个
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端点vj为基准,将投影点与vj的距离称为投影距离,
按照投影距离进行排序.投影距离的公式为

di = d(ti,vj). (17)

利用式 (17)得到每段线段上所有的投影距离 di,将
di按升序排列.由于 di与 ti存在对应关系,通过 di

可以得到 ti的顺序.重复上述过程得到每段线段上
ti的顺序.按照线段首尾相连的顺序确定各线段 ti

的先后顺序,这样即可得到主曲线上 ti的顺序.如
图2(a)中的数据点xi−1,xi,xi+1,xi+2,由式 (13)得到
xi−1,xi属于线段sw;xi+1,xi+2属于线段sw+1.由式
(15)和 (16)计算投影点,得到线段 sw上投影 ti−1, ti;
线段sw+1上投影 ti+1, ti+2.由式 (17)计算投影距离,
在线段 sw上得到 ti−1小于 ti,在线段 sw+1上得到

ti+1小于 ti+2.按照线段顺序sw在sw+1前,得到投影
顺序ti−1, ti, ti+1, ti+2.
基于投影顺序,子代生成方法分为插值策略和延

展策略:
1)插值策略,见图2(a).图中“⋆”为产生的子代,

在两相邻插值点ti和ti−1上取平均值产生子代,有

pi−1 = [p(i−1)1 p(i−1)2] =[(ti1 + t(i−1)1)

2

(ti2 + t(i−1)2)

2

]
. (18)

利用式 (18)产生子代时, r个投影值可产生r − 1个子

代.此外,线段连接的转折处作为子代保留,如图2(a)
的pi所示.

2)延展策略,见图2(b).延展策略即在第1段线段
s1和最后一段 sλ−1的延长线段上,新生成延展线段
的端点即为新产生的子代.求得第一段和最后一段
线段的距离,即

L = d(v2,v1), L
′ = d(vλ,vλ−1). (19)

利用式(19)得到L和L′,进而得到延展线段距离公式

H = βL, H ′ = βL′. (20)

式(20)中β为延展率,延展率数值并不为一,采用不同
的延展率会对Pareto解集的测度产生影响.如图2(b)
中,第 1个和最后 1个顶点为v1 = [v11 v12],vλ =

[vλ1 vλ2],设延展策略产生的子代为pi = [pi1 pi2],
pi+1 = [p(i+1)1 p(i+1)2],利用子代到顶点的欧氏距离
等于H或H ′,得到公式

d(pi,v1) = H, d(pi+1,vλ) = H ′. (21)

由式(20)和(21)推导出求解首段线段延展子代公式

pi1 =

√
(β2 ∗ L2)

ε2 + 1
+ v11,

pi2 = ε
(√(β2 ∗ L2)

ε2 + 1

)
+ v12, (22)

其中ε = (v22− v12)/(v21− v11).同理,末段线段延展
子代公式可按式 (22)推得.利用以上公式完成pi和

pi+1的求解,即完成延展策略算法.
综上,基于主曲线的插值策略和延展策略提高了

生成优质子代的效率.此外,延展策略增加了空间数
据的搜索能力.

4 决策空间拥挤距离

对于优化函数未知的区间多目标优化问题,由于
无法在目标空间计算拥挤距离,在决策空间采用拥挤
距离思想对同序值解进行排序[8].第2节通过对决策
空间数据进行挖掘,得到了描述决策空间数据流形的
主曲线.主曲线具有“自相合”特征,即主曲线上的每
个点是所有投影至该点的数据点的期望均值,如果两
个点xi和xi+1是相邻的,则可以推出在曲线上的投
影ti和ti+1也是相邻的,因此保证了数据分布的序结
构在主曲线上保持不变,进而可以通过主曲线上的投
影确定种群解的前后近距离解.利用此方法计算决
策空间的拥挤距离,拥挤距离越大则解集在决策空间
的多样性越好[22],这样便实现了相同序值解的筛选.
决策空间拥挤距离示意图如图 3所示.图 3中,

“--”为拥挤距离 dis(xi),具体计算方法如下:根据
第 3节方法找到 ti的升序关系为 ti−2, ti−1, ti, ti+1,
ti+2,由于 ti与xi之间存在对应关系,数据的升序为
xi−2,xi−1,xi,xi+1,xi+2.找出 xi的前后近距离解,
计算xi的拥挤距离为

dis(xi) =

d(xi+1,xi−1), i = 2, 3, · · · , r − 1;

Inf, i = 1, i = r.

(23)
x i+1

v j+1

v j

x i+2

dis( )x i+1

dis( )x i

x i

x i-1

t i-1

t i-2

x i-2

v j-1

t i+1

图 3 决策空间拥挤距离

由于保留位于整体流形两端点处的解,可提高
流形的散布性,图 3中xi+2和xi−2可直接定为无穷

大.与文献 [8]拥挤距离求解算法相比,本文算法省略
了聚类步骤,并且利用多段折线而不是一段直线去逼
近种群流形,因此本文算法精度更高.
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5 改进的NSGA-II算法
文献[8]只利用遗传算法的随机性对优化问题求

解,并未充分挖掘决策空间数据的规律,因此本文进
行如下改进:

1)采用K主曲线对决策空间种群非线性数据进

行建模.
2)根据K主曲线模型,采用内插策略和延展策

略产生子代,代替传统遗传算法的交叉变异操作,即
利用确定性操作代替随机操作.

3)针对目标函数未知的情况下同序值解的排序
问题,利用K主曲线模型确定前后近距离解,进而求
得拥挤距离.

Step 1:初始化算法参数. G为算法运行总代
数, k∗为进化代数,并令k∗ = 0, ke为判断当前代为评
估或预测环节的参数,N(k∗)为初始化种群, pop为种
群规模.同时,初始化算法必备集合:可行解备选集、
训练样本集和精英储备集.

Step 2:利用第2节K主曲线建模策略,对父代决
策空间种群进行主曲线建模,并运用子代生成算法
(第3节)得到种群个数为pop的子代.通过ke是否能
整除k∗进行分支选择,若是则执行下一步,否则转至
Step 6.

Step 3:合并精英储备集、子代和父代得到新种群
R(k∗)(种群规模不大于3× pop).

Step 4:采用训练样本集策略[8]更新训练样本集.
Step 5:通过评估结果,按照序值和目标空间拥挤

距离对种群R(k∗)进行筛选,进而得到种群N(k∗ +

1),同时更新精英储备集.转至Step 11.
Step 6:通过合并父代、子代构成新的种群R(k∗).
Step 7:通过ke是否能整除k∗ − 1进行分支选择,

若是则执行下一步,否则转至Step 9.
Step 8:应用可行解备选集策略[8]去除不满足约

束条件的解.
Step 9:采用最近邻法预测[8]获得种群R(k∗)中

个体的序值,序值小者为优.
Step 10:利用第4节方法对决策空间同序值解进

行拥挤距离排序,进而得到新种群N(k∗ + 1).
Step 11:判断 k∗是否等于G,如果等于则转至

Step 12,否则令k∗ = k∗ + 1,转至Step 2.
Step 12:输出最优Pareto解集.

6 仿真优化实验

以优化问题Q1
[23]和Q2

[15]为例,验证所提出算
法的有效性.

Q1 :

min f1(x,u) = −10e−u1

√
x2
1+x2

2 ,

f2(x,u)= |x1|0.8+|x2|0.8+u2(sinx3
1+sinx3

2),

x1, x2∈ [−5, 5], u1∈ [0.19, 0.21], u2∈ [4.9, 5.1];

(24)

Q2 :

min f1(x,u) = u1(x1 + x2 − 7.5)2+

u2
2(x2 − x1 + 3)2/4,

f2(x,u) = u2
1(x1 − 1)/4 + u3

2(x2 − 4)2/2.

s.t. g1(x,u)=u1
2(x1 − 2)3/2+u2x2−2.5⩽ [0, 0.3],

g2(x,u) = u3
1x2 + u2

2x1 − 3.85−

8u2
2(x2 − x1 + 0.65)2 ⩽ [0, 0.3],

x1 ∈ [0, 5], x2 ∈ [0, 3], u1, u2 ∈ [0.9, 1.1].

针对目标函数为区间数这一特点,本文选用3种
测度以检验所提出改进NSGA-II的性能[15].其中:E
测度值越小, Pareto前沿的分布越均匀;D测度越大,
分布越宽广;C测度越小,集合A趋近于集合B的程

度越高.以下实验数据无特殊说明,均为算法独立运
行30次误差在一定范围内获得的结论.算法参数取
值如下: η初值为40, θmax

δ = 0.5, pop= 40, ke = 20,G
= 200.

6.1 延展率对算法的影响

延展率β对Pareto前沿性能影响如表1所示.由
表1可知,延展率对性能指标的影响与具体的优化问
题有关,并非越大或越小越好.本文为了便于比较,仿
真均取β = 0.2.

表 1 不同延展率下的前沿性能指标

延展率 β = 0.2 β = 0.4 β = 0.6 β = 0.8 β = 1

Q1

E测度 0.131 3 0.160 5 0.184 9 0.176 4 0.179 5

D测度 8.287 1 8.151 3 8.260 8 8.216 4 8.355 9

C测度 0.338 6 0.371 7 0.373 5 0.390 4 0.375 0

Q2

E测度 0.295 2 0.302 1 0.314 2 0.306 9 0.314 8

D测度 12.370 4 12.401 2 12.327 4 12.452 0 12.502 1

C测度 0.300 4 0.314 5 0.324 7 0.325 2 0.310 6

6.2 决策空间拥挤距离筛选准确率

图4分别为Q1、Q2筛选准确率随遗传代数增加

的走势图,表 2为筛选准确率[8]平均值.由上述数据
可知,利用主曲线建模算法得出拥挤距离筛选准确率
高于原始算法的筛选准确率,并且多次测试的平均值
均大于0.9,验证了主曲线建模算法解决决策空间拥
挤距离的有效性.
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图 4 拥挤距离预测准确率

表 2 筛选准确率平均值

Q1 Q2

聚类和PCA算法 0.866 0 0.982 0
K主曲线建模算法 0.962 7 0.996 1

6.3 本文算法的Pareto前沿与其他算法的比较

图5为采用主曲线建模和子代生成算法改进的
NSGA-II算法,对问题Q1、Q2进行优化所得前沿.由
图5可见,得到的前沿具有较好的均匀性和散布度.
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图 5 改进算法的Pareto前沿

图6为文献[8]区间NSGA-II算法、文献[23]区间
粒子群和本文改进算法的前沿中心对比图,表3为各
算法的前沿测度指标.由上述数据可知, 3种算法的

Pareto前沿分布非常接近,本文算法Q1的D测度和E

测度好于前二者,Q2的E测度劣于前二者,但D测度

好于前二者,总体测度优于其他两种算法.
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图 6 不同算法的Pareto前沿

表 3 不同算法的测度指标

NSGA-II[8] 区间粒子群[23] 本文NSGA-II

E测度 D测度 E测度 D测度 E测度 D测度

Q1 0.160 9 8.249 8 0.145 7 8.176 8 0.131 3 8.287 1
Q2 0.223 2 11.813 0 0.223 6 11.929 2 0.295 2 12.370 4

本文与文献 [8]算法进行比较,两者同在优化函
数未知的情况下进行优化求解,最终部分性能指标优
于后者,体现了本文建模算法的可行性.本文与文献
[23]算法进行比较,后者采用区间粒子群算法在优化
函数已知的情况下求解,本文算法采用区间NSGA-
II算法在优化函数未知的情况下求解 (优化函数未
知情况更符合实际).由于本文的已知条件劣于文献
[23]算法,但最终性能指标与文献 [23]接近,并且部分
测度要优于优化函数已知算法,从而体现了本文比文
献[23]的算法更具有实用性.

7 结 论

本文基于空间数据挖掘的思想,以决策空间数据
呈现流形为前提,利用K主曲线建模得到种群个体

决策空间分布规律.在主曲线上运用插值和延展策
略产生子代,代替文献 [8]采用的交叉变异方法,提高
算法效率,加速算法收敛.同时在决策空间,利用主曲
线模型得到前后近距离解,从而解决了决策空间拥挤
距离计算的问题,提高了种群多样性,而且提高了拥
挤距离在决策空间的筛选准确率.
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