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箱粒子PHD演化网络群目标跟踪算法
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摘 要: 群演化网络模型对群结构的构建和实时更新提供了良好的实现方式.针对粒子概率假设密度 (SMC-
PHD)滤波算法存在运算量大的问题,提出一种基于箱粒子概率假设密度 (BP-PHD)滤波的演化网络群目标跟踪
算法.将群演化网络模型得到的群结构信息反馈回BP-PHD滤波过程中,从而实现群目标的跟踪和群数目的估
计.对比实验表明,所提出算法可以在保证跟踪效果的同时减少计算量,并且在杂波密集的条件下具有更好的跟
踪精度和鲁棒性.
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Box-particle evolution network PHD filter for group targets tracking
SONG Li-ping†, LIU Yu-hang, CHENG Xuan

(School of Electronic Engineering，Xidian University，Xi’an 710071，China)

Abstract: The evolving network model provides a better method to deal with the structure of groups, including the
formation and real-time update. The box-particle evolution networks probability hypothesis density(PHD) filter for group
targets tracking is proposed to improve the increase of computational effort about a sequential Monte Carlo(SMC) PHD
filter. The proposed algorithm obtains information of group targets which is combined with BP-PHD and evolving
network models, and then feeds back the information to the filter. Consequently, the algorithm realizes the tracking and
number estimation of group targets. Comparative experiments show that, the proposed algorithm is more effictive than
the SMC-PHD filter, especially in high clutter environments.
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0 引 言

随着目标跟踪技术的不断发展,跟踪场景的复
杂度也不断提高,尤其是密集多目标跟踪领域,跟踪
对象通常由相同或相似运动状态的多个目标组成,并
且对外表现出一种群组特征,同时会涉及群组的分裂
与合并等情况,例如:弹道导弹的头体和碎片分离前
后的跟踪和威胁评估等,此类跟踪问题就是群目标
跟踪.群目标跟踪是在近代目标跟踪的基础上,借鉴
编队目标队形跟踪的方法,将数据关联和态势关联相
统一的跟踪方法.群目标跟踪打破了目标数量、密集
程度和量测与目标对应关系的限制,具有一定的态势
认知能力[1-2]. 20世纪90年代, Salmond等[3]提出了群

和扩展目标跟踪的概念,主要方法是用贝叶斯多假设
方法和粒子滤波相结合的方式实现目标跟踪;随后,
在21世纪初期, Gning等[4-5]将蒙特卡洛方法的粒子

滤波实现形式进行了进一步的完善,并逐渐提出了群
演化网络模型以及非线性估计等概念,使得粒子滤波
在群目标跟踪领域得到了迅速的发展.随着实际应
用中场景的日益复杂,为了保证粒子滤波的跟踪效果
需要采用数目更多的粒子,随之而来的是计算量的增
大.为了解决因为粒子数增大带来的问题,在21世纪
初期提出了箱粒子滤波的概念[6].
箱粒子滤波是最近兴起的一种基于区间分析的

滤波算法,将粒子滤波与区间分析相结合,为基于随
机集的滤波提供了新的实现方法,尤其适用于区间量
测条件下的目标跟踪问题.量测过程一般存在3种不
确定因素: 1)统计不确定性,这是由随机量测噪声引
起的,即传统点量测; 2)集合论不确定性,对于具有未
知分布和偏差的量测,为了描述其有界误差,需将其
建模为多维区间,即区间量测; 3)数据关联不确定性,
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这是由传感器的漏检和虚警引起的,或者在复杂的分
布式观测系统中经常存在未知的同步偏差或系统时

延等,导致得到的量测数据以区间的形式出现[7].对
于以区间形式出现的这种非传统量测即区间量测

而言,采用区间分析的方法对其建模和描述更为切
合. Gning等[8]提出了单目标伯努利箱粒子滤波算法,
将箱粒子理论引入目标跟踪领域;随后, Schikora等[9]

结合随机集滤波提出了箱粒子PHD 算法,这种算法
只需用很少的粒子便可达到与传统粒子PHD滤波相
近的跟踪效果,大大降低了计算复杂度.在传统粒子
滤波方面,文献 [10]用箱粒子替换原来的粒子,并对
比基于广义似然函数加权的粒子滤波算法,都有较好
的表现,但并未采用多目标跟踪的PHD滤波算法.
本文采用区间分析的方法解决群目标问题,用区

间量测解决实际应用中的量测不确定性问题,能够在
大大降低计算复杂度的同时保证跟踪效果.群目标
跟踪不同于传统多目标跟踪,因为群目标跟踪不仅要
维持群内个体目标的轨迹,还要对不同的目标依据状
态信息进行建模以及不断构建和更新群结构.针对
不同的目标运动场景,还会存在一种部分可分辨的群
目标,主要是由于群内目标比较密集,并且传感器的
分辨力不够充分,导致群内的个体目标是部分可分辨
的[11].此外,群的合并与分裂也是群目标跟踪问题的
关键,群演化网络模型为群结构的构建和实时更新提
供了较好的实现方式.本文将箱粒子PHD算法应用
到群目标跟踪中,对群目标进行预测更新,并与群演
化网络模型相结合,将得到的群结构信息反馈回箱粒
子PHD算法迭代过程中,从而实现群目标的跟踪和
群数目的估计.对比实验表明,相比于粒子PHD滤波
算法,本文提出的算法可以在保证跟踪效果的同时提
高运算效率.

1 演化网络模型

群演化网络模型是由顶点与边构成的一张实

时更新的图,其中顶点表示目标,边则用来对应目
标之间的关系,假设N个目标构成了一个顶点集

合V = {v1, · · · , vN},用边E(i, j) = (vi, vj)表示两

个目标之间的关系,因此整个群结构可以表示为
G = ({v1, · · · , vN}, E).为了定量地描述目标之间的
关系,可将满足某种判别准则的目标划分到同一个
群中,当且仅当两个目标之间的关系满足条件时,可
以认为它们同属于一个群[12].例如:通过计算不同目
标之间位置和速度的马氏距离,与队形的门限进行对
比,判定哪些目标属于一个连通的分支,同属于一个

连通分支的这些目标可以被视为一个群.所以也可
以用Gt = {g1, · · · , gnG

}描述整体的群网络结构,其
中gi代表第 i个连通的分支,即第 i个子群,nG则代表

当前时刻G内子群的个数.

1.1 模型初始化fI

假设在 t = 0时刻,目标的数目N以及它们各自

的状态是已知的. N个目标构成了一个顶点集合V

= {v1, · · · , vN},其中vi中包含第 i个目标的初始状

态信息x0,i和方差信息P0,i.模型初始化的主要步骤
为:计算集合V 中的任意两个不同顶点的马氏距离

di,j(i, j = 1, 2, · · · , N ; i ̸= j),与之前选定好的门限
值ε作比较,落入预设门限内的边的信息保存在E中,
最后得到初始化的群结构G0 = ({v1, · · · , vN}, E).

1.2 边的更新

由于群目标所涉及的目标数目相对较多,建立模
型时顶点集合中的元素也较多,计算边更新时的运算
量较大.为了降低计算量,文献 [12]提出了一种结合

前一时刻群结构信息的算法,根据Gt−1的信息,抽取
出每个子群g的中心状态Og =

( 1

ng

) ∑
vk∈g

xgk和子群

内所有目标的平均协方差矩阵P g =
( 1

ng

) ∑
vk∈g

P g
k ,

其中ng表示子群g内目标的个数.然后由nG个抽

取出来的子群中心状态和平均均方误差矩阵构成

一个顶点集合V ′ = {v′1, · · · , v′nG
},根据初始化模型

中的方法,依据合适的门限ε′形成一个新的群结构

G′ = ({v′1, · · · , v′nG
}, E′),通过G′找出邻近的子群,

对邻近子群中的节点进行更新,避免了不相关子群
之间节点的更新,从而提高了计算效率.

1.3 新节点的加入

当有新的节点加入时,同样需要计算新节点vnew

与其他节点之间的马氏距离,从而得到新节点的边的
信息.为了能够减少运算量,参考边更新时的群结构
G′ = ({v′1, · · · , v′nG

}, E′),计算vnew 和子群gi的中心

状态Ogi与协方差矩阵P gi之间的马氏距离.与预设
门限进行比较,若满足条件,则新节点被划分到对应
的子群gi中,否则,新节点则被认为是一个单独的子
群.

1.4 节点的删除

节点的删除是整个群演化网络模型中相对简单

的部分,如果模型中一段时间内获取的量测信息中没
有关于节点vD的信息,则vD被视为一个消亡目标对

应的节点,节点删除部分的功能便是删除消亡目标节
点以及该节点所对应的边的信息.
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2 箱粒子PHD滤波器
传统的量测可通过统计形式进行描述,表现为所

谓的点量测.然而在实际应用中,特别是复杂的分布
式观测系统中,由于经常存在未知的系统延时、有界
偏差量测和未知的同步偏差等,使得量测结果常被未
知分布的区间误差所影响[7].针对这种非传统量测,
采用区间分析更为合理.箱粒子滤波的主要思想是
在状态空间中采用最大误差已知、具有一定大小且

大小可控的箱粒子代替传统的点粒子拟合目标的后

验概率密度,从而进行滤波处理.用量测箱粒子表示
具有最大误差边界的区间量测,对于量测分布未知与
箱粒子区域内量测是否来自于目标有着更好的适应

性.在复杂场景中还可通过将区域划分为一个个排
列整齐的矩形箱来标记落入范围内的所有量测,从而
大大简化了系统复杂度.
在处理区间量测时,箱粒子滤波具有与粒子滤波

相似的预测和更新步骤,然而也存在不同的地方.在
预测步骤中,箱粒子通过非线性转移函数传递后,很
难得到一个规则的箱体,不规则的箱体增加了计算复
杂度,因此,引入包含函数将传递后的预测区域转化
为规则的箱粒子[13].粒子滤波量测更新步骤需要计
算似然函数,而箱粒子更新的似然函数是由预测箱和
量测箱的重叠面积与预测箱面积的比值确定的.由
于每个规则的箱粒子都包含冗余信息,需要根据每个
箱粒子和量测箱的重叠关系进行收缩.重采样步骤
用来防止箱粒子退化,保证箱粒子多样性,在箱粒子
滤波中经常采用随机子划分重采样方法[14].

在多目标跟踪中,随机有限集理论被广泛应用,
由于目标数目和量测数目都是随机过程,目标的状态
集合与量测集合可以分别表示为两个随机有限集合,
即

Xk = {xk,1, · · · ,xk,Nk
} ∈ F (χ), (1)

Zk = {zk,1, · · · , zk,Mk
} ∈ F (ψ). (2)

其中:Nk为k时刻目标数;xk,i(i = 1, 2, · · · , Nk)为目

标 i的状态; zk,j(j = 1, 2, · · · ,Mk)为量测 j在量测

空间 F (ψ)上的量测矢量,包含真实量测和杂波量
测;Mk为k时刻得到的量测数目.
类比于传统量测,针对非传统量测可将量测集表

示为

rk = {[z]k,1, · · · , [z]k,Mk
} ∈ F (IZ). (3)

其中: [z]为区间分析的表示形式,在一维空间中包
含区间长度的信息,在二维空间中包含矩形箱的信
息; IZ为观测空间;Mk为k时刻所得到的量测数目之

和.
类比随机向量的期望值,可以得到随机集后

验分布的一阶矩[15],并将它命名为概率假设密度
(PHD).本文主要研究的是群目标跟踪中箱粒子PHD
和群演化网络模型的应用,故采用区间数据对随机集
进行处理.

PHD滤波器主要包含预测和更新两部分,预测
部分可通过如下公式实现:

fk|k−1(xk−1) =

b(xk) +
w
ps(xk−1)p(xk|xk−1)fk−1|k−1(xk−1)dxk−1.

(4)

其中: b(xk)为k时刻新生目标的强度函数, ps(xk−1)

为目标存活的概率, p(xk|xk−1)为单个目标的转移概

率密度.更新步骤的公式如下:

fk|k(xk) ∼= F (Z|xk)fk|k−1(xk), (5)

F (Zk|xk) =

1− pD(xk)+∑
z∈Zk

pD(xk)p(z|xk)

λc(z) +
w
pD(xk)p(z|xk)fk|k−1(xk)dxk

. (6)

其中: pD(xk) 为目标在 k 时刻被检测到的概率,
p(z|xk)为量测的似然函数, c(z)为杂波的概率分
布,λ为平均杂波数目.

3 箱粒子PHD演化网络群目标跟踪算法
3.1 群目标运动模型和量测模型

1)群内个体目标的运动模型假定为CV模型[16],
在二维空间中,目标状态的给出方式如下:

xk = Fxk−1 + Γωk. (7)

其中:目标状态转移矩阵F = diag(F1,F1),F1 =[
1 T

0 1

]
;状态噪声的转移矩阵Γ =

[
T 2/2 T 0 0

0 0 T 2/2 T

]′
,

T为采样时间间隔;ωk为过程噪声.
2)假设量测空间Z ⊆ Rnz, t时刻第 i个目标的

点量测zt,i ∈ Z 可以表示如下:

zt,i = Hxk−1 + νk. (8)

其中:目标量测矩阵H=diag(H1,H1),H1=

[
1 0

0 0

]
;

量测噪声νk服从高斯分布,且协方差矩阵已知.本文
采用箱粒子滤波处理区间量测数据 [z] ⊂ Z,可将其
理解为一个模糊区间覆盖了点量测zt,i,因此可用 t

时刻的有限集表示量测集合Zt : Zt = {[zt,i], · · · ,
[zt,N ]} ∈ F (Z),其中F (Z)表示区间量测子集空间.
将个体目标的运动模型和演化网络模型相结合,
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可以得到群目标模型,使得目标状态和群结构之间建
立起必要的联系,从而可以在滤波过程的目标估计结
果中动态地得到群结构信息.

3.2 算法基本流程

针对目标量测非精确的情况,传统粒子滤波过程
需要更多的粒子来保证精度,从而导致计算量增大且
不利于实时跟踪.因此,本文引入箱粒子滤波以解决
区间量测下的群目标跟踪,将传统的SMC-PHD滤波
中的点粒子用箱粒子代替得到BP-PHD滤波,同时对
群的整体结构应用演化网络模型进行更新.本文算
法的基本流程如下.
3.2.1 初始化

在初始化中,假设 k − 1时刻存活箱粒子集为

{wpre,(i)
k−1 , [x

pre,(i)
k−1 ]}Nk−1

i=1 ,在前一时刻的量测周围进行
采样,生成新的箱粒子补充到原有的粒子集中.由于
每个时刻均有新的箱粒子补入,前一时刻每个量测产
生的新箱粒子数目如下:

N
(j)
k,new =

⌈Nk,new

mk−1

⌉
, j = 1, 2, · · · ,mk−1. (9)

其中: ⌈x⌉为向上取整,Nk,new为量测数目,mk−1为

k − 1时刻的量测数目.新粒子的权值分配如下:

w
bir,(i)
k−1 =

PrB,k([x])

Nk,new
, i = Nk + 1, · · · , Nk,new, (10)

PrB,k([x])为新生概率.初始化中箱粒子集合由两部
分组成,存活箱粒子集和补入的箱粒子集,即

{w(i)
k−1, [x

(i)
k−1]}

Nk

i=1 =

{wpre,(n)
k−1 , [x

pre,(n)
k−1 ]}Nk−1

n=1

∪
{wbir,(m)

k−1 , [x
bir,(m)
k−1 ]}Nk,new

m=1 ,

(11)

k时刻更新后箱粒子总数可以表示为

Nk = Nk−1 +Nk,new.

模型初始化时,根据初始状态X0得到初始时

刻的顶点集合V0,参照 fI中的方法,计算V0中任意

两个目标顶点之间的马氏距离,与选定好的门限值
ε作比较,根据比较结果形成初始化群结构G0.由
于BP-PHD算法中采用的是区间量测,得到初始化
的顶点集合时需要进行箱粒子的点化操作 x′ =

mid([x(i)
k−1]),其中mid([x])表示返回当前箱粒子x的

中心状态,从而得到初始时刻的目标群结构G0.
3.2.2 预 测

通过状态转移方程进行状态预测,粒子的权值表
示如下:

[x
(i)
k|k−1] = [fk|k−1][x

(i)
k−1] + [ωk], i = 1, 2, · · · , Nk;

(12)
w

(i)
k|k−1 = PrS,k[x(i)

k−1]w
(i)
k−1, i = 1, 2, · · · , Nk. (13)

其中: [fk|k−1]为包含函数, [ωk]为k时刻噪声的区间

量测, PrS,k为目标存活概率.
3.2.3 更 新

假设有服从参数为λ的杂波均匀地分布在监控

区域内, k时刻粒子权值更新如下:

w
(i)
k =

(1− PrD,k([x
(i)
k|k−1]))w

(i)
k|k−1+

mk∑
j=1

gk([zj ]|[x(i)
k|k−1])PrD,k([x

(i)
k|k−1])

λk/k−1([zj ])
w

(i)
k|k−1, (14)

其中PrD,k为检测概率.在箱粒子滤波中采用了一种
特殊的似然函数 [9]对检测到的部分进行更新,即

gk([zj ]|[x(i)
k|k−1]) =

∣∣[hcp]([x(i)
k|k−1], [zj ])

∣∣∣∣[x]∣∣ , (15)

λk/k−1([zj ]) =

λc([zj ]) +

Nk−1+Nk,new∑
i=1

gk([zj ]|[x(i)
k|k−1])×

PrD,k([x
(i)
k|k−1])w

(i)
k|k−1. (16)

在更新步骤中,对箱粒子的预测状态进行约束,
其中预测箱和量测箱主要有两种位置关系:非重叠
和重叠.非重叠部分在滤波过程中被舍弃,而后者则
根据 [hcp]([x

(i)
k|k−1], [zj ])进行约束传播

[6],
∣∣[x]∣∣表示

区间 [x]在二维状态空间的长度,其约束方法如下:

[x] = [x]
∩
[xz], [y] = [y]

∩
[yz]. (17)

如式 (17)所示,通过在二维空间两个维度上各自取交
集的方式,得到约束传播之后的结果.
3.2.4 重采样

更新之后得到的箱粒子集要保持其多样性,因
此必须进行重采样操作.箱粒子的数目比较少,并且
都是以区间的形式呈现,所以不同于粒子滤波,箱粒
子的重采样既要避免收敛过快,又要防止其过分发
散.因此,采用现有的随机子划分的重采样方法,在预
测步骤中需要根据前一时刻的量测位置实时加入新

的箱粒子[7],以解决BP-PHD算法中箱粒子集的多样
性.
3.2.5 群结构更新与反馈

对重采样之后得到的箱粒子集合进行初步的状

态提取,将提取出的结果按照群演化网络模型中边的
更新步骤进行分群操作,从而得到更新之后的群结构
Gk,进一步得到各个目标在k时刻的联系和目标与

子群的所属关系以及k时刻的子群g的数目nG.
将箱粒子集合 {w(i)

k , [x
(i)
k ]}Nk

i=1中同属于一个子

群g中的目标状态根据当前时刻的群信息进行修正,
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根据更新之后的群结构信息将属于同一个子群内所

有目标的运动速度统一,从而将滤波过程中因为预测
和更新时噪声对目标状态带来的影响进行合理的修

正,以完成群结构信息的反馈,进一步得到包含了群
结构信息的新的箱粒子集合{w(i)

k , [x
(i)
Gk

]}Nk

i=1.
3.2.6 目标状态提取

对得到的箱粒子集合{w(i)
k , [x

(i)
Gk

]}Nk

i=1进行点化

得到目标区间状态的中心,状态估计结果为

x̂ =

Nk∑
i=1

w
(i)
k · mid([x(i)

Gk
]). (18)

根据状态估计结果,结合当前时刻估计的群数量进行
k-means聚类,从而得到k时刻的群中心状态.

4 仿真实验与分析

为了验证本文提出的箱粒子PHD演化网络群目
标跟踪算法的性能,设计了群目标跟踪的仿真实验,
模拟了群目标的合并与分裂等场景.实验采用两种
群目标滤波算法: SMC-PHD和BP-PHD.使用OSPA
距离作为滤波性能的评价指标[17].
模拟一个大小为A = [± 500]m × [± 500]m且

分布有随机噪声的二维观测区域,区域中有 8个目
标,运动时长为 40 s,运动过程中会有群的分裂与合
并.目标状态方程和量测方程分别如式 (7)和 (8)所
示.采样时间间隔 T = 1,过程噪声ωk的标准差 σx

= σy = 0.05,量测噪声νk的标准差σx = σy = 2.5,目
标的存活概率PrS,k = 0.99. OSPA距离参数设置为
p = 2, c = 70.箱粒子区间量测 [z]k = [hk(x) + νk −
0.5∆,hk(x) + νk + 0.5∆],区间长度∆ = [14, 24]T.
粒子PHD滤波算法中每一个时刻保留3 000个粒子,
且每个时刻补入新粒子数为8个;而本文提出的算法
中每一个时刻保留35个箱粒子,并在上一时刻量测
位置附近补入2个箱粒子.
目标的真实运动状态如表1所示,表1中的“∼”

表示目标速度发生变化的时刻所对应的位置信

息.目标的真实运动轨迹和一次蒙特卡罗 (MC)仿真
的跟踪结果如图1所示.图1中的实线表示目标在二

表 1 目标运动参数

2∼ 12 s 13∼ 29 s 30∼ 40 s

1 [−400, 20, 400,−23]

2 [400,−7, 470,−23]

3 [−400, 20, 410,−23]

4 [405,−7, 470,−23]

5 [−400, 22,−300, 15]

6 [−405, 22,−300, 15]

7 [−400, 22,−300, 15] [∼, 18,∼,−15]

8 [−400, 20, 0, 14] [∼, 20,∼,−23]

维空间的真实运动轨迹,“◁”表示BP-PHD滤波跟踪
结果,“◦”表示SMC-PHD滤波跟踪结果,“·”表示真
实的群中心轨迹.

-500 0 500
-500

-300

-100

100

300

500

t /s

Y
/m

图 1 目标运动轨迹和跟踪结果

本文采用50次MC仿真的结果来验证算法的平
均运行效果.仿真条件与上述条件一致,设置平均杂
波数目 r = 2,跟踪结果和评价指标如图 2和图 3所
示.

t /s
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图 2 群目标数估计结果
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图 3 OSPA距离

1)性能指标与结果分析.
由图 2可看出,两种滤波算法对群目标数目的

估计在大部分时刻都与真实值一致.在群合并时刻
(13 s)附近,真实群目标数与群目标数估计结果有一
个时刻的延迟,而群分裂时刻 (30 s)的群目标数存在
过估的情况.群合并时刻的误差主要是因为在真实
目标轨迹合并前一时刻,两个群分别保持着各自群中
心对应的速度,直到两个群的合并,即在两个群中心
基本重合时因其保持各自的速度而超过演化网络模

型分群的速度门限,从而导致真实群目标数目比滤波
结果的群目标数目滞后了一个时刻;而图2中个别时
刻出现不同程度的目标数目过估是因受到杂波的影

响.
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由图3可看出,两种滤波器的OSPA距离比较接
近, SMC-PHD滤波器滤波跟踪结果的误差稍小于
BP-PHD滤波器,但通过比较两种滤波器的平均运行
时间 (如表2所示)可以看出, BP-PHD滤波器比SMC-
PHD滤波器有着更高的计算效率,这也是引入箱粒
子滤波的优势所在.

表 2 两种算法所需粒子数和平均运行时间

滤波器类型 BP-PBH SCM-PHD

存活粒子数目 35 3 000

补入粒子数目 2 8

运行时间 / s 110 357

2)杂波数与(箱)粒子数对两种算法的影响.
在相同的实验条件下,本文进一步仿真分析了杂

波数目对两种算法的影响;然后,在保证杂波数目不
变的情况下分析了箱粒子数目对本文算法跟踪精度

的影响;最后分析了在相同条件下,两种算法在不同
(箱)粒子数目时的运行时间.
由图 4可以看出,随着杂波数目的不断增加,两

种滤波算法的平均OSPA距离都会逐渐增大,但从图
中曲线可以看出,箱粒子滤波算法的平均OSPA距离
曲线的斜率要小于传统粒子滤波算法,即面对杂波密
集的场景,箱粒子滤波算法有着更好的表现.主要原
因是:箱粒子滤波算法中采用区间分析的方式处理
目标的状态信息,对于量测的不确定性有着更好的适
应能力;用箱粒子代替点粒子进行迭代更新时,在上
一时刻区间量测周围产生的箱粒子对下一时刻的目

标具有检测作用;在计算似然函数更新 (箱)粒子步骤
时,传统粒子滤波算法会针对当前时刻得到的每一个
点量测都分配一个权值,将所有杂波量测的信息按照
不同的权值代入更新过程中,而箱粒子滤波采用预测
箱和量测箱的重叠面积来计算似然函数,使得一部分
杂波分配到的权值为零而不参与更新,从而规避掉一
些杂波带来的影响.所以在杂波环境密集的条件下,
箱粒子滤波对杂波的过滤作用使得箱粒子滤波比传

统粒子滤波具有更好的鲁棒性.
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SMC-PHD

图 4 杂波数对平均OSPA距离的影响

图 5给出了箱粒子滤波算法平均OSPA距离随
着箱粒子数目的变化规律 (仿真时杂波数目保持不
变 r = 2).由图 5可看出,随着箱粒子数目的不断增
加, BP-PHD算法的平均OSPA距离逐渐减小,即箱粒
子数目增加可以提高算法的跟踪精度.这是由于箱
粒子数目越多,对后验概率密度函数的拟合越准确,
因此跟踪精度越高.

d
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BP-PHD

number of box-particle

图 5 箱粒子数目对平均OSPA距离的影响

表3和表4分析了BP-PHD和SMC-PHD两种算
法的平均运行时间和 (箱)粒子数目的关系.可以看
出,随着粒子或者箱粒子数目的增加,两种算法的平
均运行时间都随之增加,但箱粒子滤波算法的运行时
间远小于传统粒子滤波算法.结合图5可知:随着箱
粒子数目的不断增加,在提高跟踪精度的同时算法运
行时间会有所增加,因此在实际应用中应该权衡计算
效率与精度以便选取合适的(箱)粒子数目.

表 3 BP-PHD算法平均运行时间

箱粒子数 25 35 45 55

运行时间 / s 99 110 128 145

表 4 SMC-PHD算法平均运行时间

粒子数 2 000 2 500 3 000 3 500

运行时间 / s 288 399 357 394

5 结 论

本文提出了基于箱粒子PHD滤波演化网络的群
目标跟踪算法.该算法将箱粒子PHD滤波和演化网
络模型相结合,将群的结构信息反馈到滤波过程中,
使得群目标整体与群内个体之间保持必要的联系,保
证个体目标正确估计的同时对每一个时刻的群目标

的整体进行有效地估计,尤其是群结构分裂或者合
并的复杂情况.该算法能够对群目标动态地进行识
别与划分,从而稳定地估计群目标的状态信息.在实
际应用中,可以动态地根据所跟踪目标的运动形式作
出准确的处理.与传统粒子PHD滤波算法的多次实
验仿真对比得出:本文提出的算法与SMC-PHD滤波
算法的跟踪结果精度相近,但前者的计算效率有着明
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显的优势;本文提出的算法在密集杂波环境下,跟踪
精度与性能均优于SMC-PHD滤波算法.因此,在杂
波较为密集的群目标跟踪中,用BP-PHD代替SMC-
PHD具有明显的优势.
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