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基于改进蜂群算法的K-means算法

于佐军†, 秦 欢
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摘 要: 针对标准人工蜂群算法搜索效率低、收敛速度慢等缺点提出一种改进的人工蜂群算法.通过引入算术
交叉操作以及利用最优解指导搜索方向,增加算法收敛的速度.在7个基准函数上的测试结果表明了算法的有效
性.在此基础上,针对K-means算法的缺点提出基于改进蜂群算法的K-means算法,并加入自动获得最佳聚类数
的功能.在人工数据集和UCI真实数据集上的测试验证了所提出算法的性能.
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K-means algorithm based on improved artificial bee colony algorithm
YU Zuo-jun†, QIN Huan

(College of Information and Control Engineering，China University of Petroleum(East China)，Qingdao 266580，China)

Abstract: In order to overcome the disadvantage of the canonical artificial bee colony algorithm, which has low search
efficiency and slow convergence, an improved artificial bee colony algorithm is proposed. This algorithm increases the
convergence speed by introducing the arithmetic crossover operation and guiding the search direction by the global best
solution. The proposed algorithm is proved to be effective with a test on seven benchmark functions. On the basis of
previous work, according to the drawbacks of the K-means algorithm, the K-means algorithm based on the improved
artificial bee colony algorithm is proposed, and the function of automatically selecting the best number of clusters is
added. A test on the artificial data sets and UCI real data sets verifies the performance of the proposed algorithm.
Keywords: artificial bee algorithm；clustering algorithm；arithmetic crossover；best number of clusters

0 引 言

聚类作为分析数据的重要方法,被广泛用于数据
挖掘、模式识别、图像分析等领域,其目的是将给定
的数据集划分为若干类,使得同一类之间的数据相似
性最大,不同类之间的数据相似性最小.

K-means算法是一种基于中心的聚类算法,结构
简单、收敛速度快,但极易受初始聚类中心的影响,导
致最终陷入局部最优解[1],且预先给定的聚类数对结
果起着决定性作用. 然而,多数情况下很难预先获知
最佳的聚类个数,因此算法本身能够获得最佳聚类数
显得十分重要.
群智能算法是一种模拟生物群体行为的人工智

能算法,常见算法有蚁群算法、粒子群算法、遗传算
法. Karaboga于2005年提出人工蜂群算法[2],其概念
简单、易于实现、控制参数少.群智能算法由于具有
强大的全局搜索能力而被广泛用于聚类领域,文献
[3]提出了一种结合蚁群算法的聚类算法;文献 [4]采

用粒子群算法来解决聚类问题;文献 [5]提出了结合
人工蜂群算法的聚类算法.
鉴于人工蜂群算法和K-means聚类算法各自的

优点,本文首先对人工蜂群算法作出改进,以提高算
法的收敛速度;然后用其优化K-means算法中聚类
中心的位置,消除初始聚类中心的影响和陷入局部最
优解的可能,并在其中加入利用聚类准则函数获得最
佳聚类数的环节.

1 聚类相关和基本人工蜂群算法

1.1 聚类相关

聚类问题可以描述为:给定一个样本数为n的数

据集Y = (y1, y2, · · · , yn),将其划分成k个类,即C =

(C1, C2, · · · , Cn).本文使用均方误差MES作为聚类
的目标函数,定义为

MSE =
1

n

k∑
j=1

∑
yi∈Cj

∥yi − zj∥2, (1)
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其中zj表示聚类中心. MSE的值越小,相应的聚类效
果越好.

1.1.1 K-means算法

K-means算法的具体步骤如下.
Step 1:随机选取k个样本作为初始聚类中心;
Step 2: 计算每个样本与各个聚类中心的欧氏距

离,将样本划分给最近的聚类中心;
Step 3:利用下式更新聚类中心后转Step 2:

zj =
∑

yi∈Cj

yi/nj , (2)

其中nj表示第j个类中数据的个数.

1.1.2 聚类评价函数

本文使用基于聚类分布的有效性度量方法[6]来

构造聚类评价函数,通过此函数评价不同聚类数下的
聚类效果,找出其中最佳的聚类数.
对于给定的数据集Y ,类内方差定义如下:

var(Y ) =

√√√√ n∑
i=1

d2(yi, ȳ)/n. (3)

其中: ȳ =

n∑
i=1

yi/n, d( )表示欧氏距离.

聚类密集性定义如下:

Cvar =

k∑
i=1

(var(Ci)/var(Y ))/k. (4)

聚类邻近性定义如下:

Pr =
1

k(k − 1)

k∑
i=1

k∑
j ̸=i,j=1

exp
[
− d2(Ci, Cj)

2σ2

]
, (5)

其中d(Ci, Cj)表示类Ci与Cj中心点的距离.
最终构造出聚类有效性指标

PC = 1− [λ× Cvar + (1− λ)× Pr], (6)

其中λ ∈ [0, 1]. PC值越大表示聚类效果越好.

1.2 基本人工蜂群算法

人工蜂群算法是一种模仿蜜蜂觅食行为的群智

能算法,算法中的蜂群分为3个部分:引领蜂、跟随蜂
和侦查蜂[7].引领蜂对应特定的食物源,并携带与食
物源有关的具体信息;跟随蜂在蜂巢的舞蹈区等待
引领蜂分享关于食物源的相关信息,并据此选定某个
食物源在其周边进一步探索;侦查蜂负责随机地搜
索新的食物源.
基本人工蜂群算法主要分为以下4个阶段.
1)初始化阶段.
在可行解空间内随机产生SN个食物源,每个食

物源表示一个可行解,具体公式如下:

xi,j = xmin
j + rand(0, 1)× (xmax

j − xmin
j ). (7)

其中: i = 1, 2, · · ·,SN; j = 1, 2, · · ·D,D表示可行
解的维数;xmax

j 和xmin
j 表示第 j个参数的上限和下

限.此外,对每个食物源设置一个计数器,将其中的数
值置0.

2)引领蜂搜索阶段.
引领蜂在对应的食物源附近展开邻域搜索,寻找

新的食物源vi,搜索公式如下:

vi,j = xi,j + (−1 + 2× rand)(xi,j − xk,j). (8)

其中: k表示随机选取的与 i不同的食物源, k ̸= i.对
于新、旧两个食物源xi和vi,采用“贪婪选择”算法,即
对新、旧食物源的质量进行比较,如果新的食物源的
质量好,则保留新的食物源,令其计数器置0;否则,保
留旧的食物源,令其计数器中的数字加1.

3)跟随蜂搜索阶段.
跟随蜂按轮盘赌的方式从当前食物源中选中一

个食物源.每个食物源被选择的概率如下:

Pi = fiti
/ SN∑

j=1

fitj . (9)

其中: fiti表示食物源的质量,计算公式如下:

fiti =

1/(1 + fi), fi ⩾ 0;

1 + abs(fi), otherwise.
(10)

其中fi代表目标函数的值.
跟随蜂选定食物源之后,按照式 (8)的方式进行

邻域搜索,然后进行贪婪选择的相关操作.
4)侦查蜂搜索阶段.
为了避免在进化过程中丧失种群多样性,蜂群算

法中加入了特有的侦查蜂搜索模式.当某个食物源
所对应的计数器中的数值大于某个预先设置的阀值

limit时,可以认为当前食物源已经耗尽,放弃此食物
源,相应的引领蜂变为侦查蜂,采用式 (7)在可行解空
间内随机产生新的食物源.

2 改进的人工蜂群算法

基本人工蜂群算法存在如下两个缺点: 1)邻域
搜索是一种单维搜索模式,收敛速度慢; 2)邻域搜
索是一种随机的搜索方式,缺乏方向性并且效率较
低.这些缺点引起了众多学者的关注,各种新算法也
相继被提出. Yan等[8]提出了结合遗传算法独有的交

叉操作的混合人工蜂群 (HABC)算法; Zhu等[9]提出

了结合粒子群算法优点的GABC算法; Zou等[10]提

出了利用虚拟蜜蜂获取各个维数上最优解的协同人

工蜂群 (CABC)算法; Cong等[11]受差分算法中突变
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操作与HABC算法的交叉操作的启迪,提出了EABC
算法.
本文结合遗传算法中的算术交叉操作与粒子群

算法中最优解指导搜索方向的思想,对蜂群的搜索方
式作出改进. 针对邻域搜索收敛速度慢的缺点,引入
算术交叉操作,具体形式为

child = rand × parent1 + rand × parent2. (11)

其中: child表示新的解, parent表示已存在的解.这种
对所有维数同时进行操作的搜索方式收敛速度更

快.针对邻域搜索缺乏方向性的缺点,利用最优解来
指导搜索方向,使蜜蜂沿着蜜源质量升高的方向进行
搜索,增加寻找到全局最优解的概率.

2.1 改进的引领蜂搜索方式

改进的引领蜂搜索方式有两种.在算法的早期
阶段,搜索方式如下:首先判断当前所选择的引领蜂
所代表的食物源是否为最优,是则采用下式:

vi,j = xi,j + (−1 + 2× rand)(xi,j − xk,j); (12)

不是则采用下式:

vi,j =xi,j + rand × (xbetter,j − xi,j)+

rand × (Gbest,j − xi,j). (13)

其中:xbetter表示比当前食物源xi的质量高的任一食

物源;Gbest表示当前质量最高的食物源,即当前全局
最优解.在算法的后期阶段,搜索方式如下:首先判断
当前所选择的引领蜂所代表的食物源是否为最优,是
则采用下式:

vi = xi + rand × (xi − xk); (14)

不是则采用下式:
vi = rand × xi + rand × xbetter. (15)

从上面的公式可以看出,对代表当前最优解的蜜
蜂采取随机搜索方式,增加算法跳出局部最优的能
力,对其余蜜蜂则利用全局最优解和相对最优解引导
搜索方向,提高搜索效率.
在算法的不同阶段采取不同搜索策略的原因为:

早期阶段产生的解的随机性比较大,与全局最优解相
差较大,此时使用全维搜索方式 (即式 (14)、(15))的弊
端在于会忽略单个维数的变化趋势,使得算法无法收
敛到全局最优解;后期阶段产生的解接近全解最优
解,使用全维搜索方式有助加快算法收敛,且不必担
心会忽略单维的变化趋势.

2.2 改进的跟随蜂搜索方式

跟随蜂的作用主要是对引领蜂代表的蜜源进行

更进一步的精细搜索,因此只采用式(12)、(13)所描述

的单维交互信息的搜索方式.

2.3 改进的侦查蜂搜索方式

在侦查蜂搜索的基本模式中加入额外的判断条

件,即放弃某个食物源之前进行一次判断,如果其是
当前的最优解,则不放弃该食物源,否则放弃此食物
源并将相应引领蜂变为侦查蜂.

3 基于改进蜂群算法的K-means算法
基本思想:按照K-means算法的聚类原则,利用

改进蜂群算法优化聚类中心,得到不同聚类数下的聚
类划分,然后利用聚类评价函数获得最佳聚类数.
利用改进蜂群算法优化聚类中心,是由于蜂群算

法是一种随机寻优算法,不受初始解的干扰,且具备
优越的跳出局部解的性能.这些优点保证其能够在
整个搜索空间内得到使聚类目标函数尽可能小的聚

类中心,虽然其随机性使得结果不一定为最优,但是
与最优解之间的误差极小.对整个数据集进行聚类
划分时,是按照样本与聚类中心的欧氏距离最近的原
则划分的,聚类中心位置的细微变动不会对划分结果
产生显著影响,因此可以认为用改进蜂群算法优化聚
类中心能够得到最佳的聚类结果.在此基础上,利用
聚类评价函数可得到相应结构标准下的最佳聚类数.
在算法的实现中有两个部分需要注意.
1)初始化阶段.
确定聚类数的搜索范围并进行食物源初始化操

作.聚类数的搜索范围为 [2,Cmax],其中Cmax ⩽ √
n.

食物源的形式为xi = (z1, z2, · · ·, zk),表示对数据集
的一种划分,其中zj为聚类中心.

2)目标函数计算阶段.
计算目标函数之前,首先按照样本与当前聚类中

心之间的欧氏距离最小原则将所有样本重新划分类

别,然后利用式(1)计算目标函数.
算法的具体步骤如下.
Step 1:确定聚类数的搜索范围,令初始聚类数

k = 2;
Step 2:按照当前聚类数完成食物源初始化,计算

食物源的目标函数并选出当前最优解Gbest;
Step3̇:循环执行改进的人工蜂群算法的3个搜索

阶段,循环结束后输出最优的聚类结果,并据此计算
聚类有效性指标PC ;

Step 4:令k = k+1,如果k < Cmax,则转到Step 2,
否则转到Step 5;

Step 5:根据聚类有效性指标PC找出最佳的聚类

数,并输出相应的聚类结果.



184 控 制 与 决 策 第33卷

4 实验仿真与分析

算法的性能验证主要包含两个部分: 1)改进蜂
群算法寻找最优解的性能; 2)基于改进蜂群算法的
K-means算法寻找最优聚类数的性能.

4.1 改进蜂群算法性能分析

将本文提出的改进蜂群算法与基本人工蜂群算

法(ABC)、协同人工蜂群算法(CABC)、混合人工蜂群
算法 (HABC)、遗传算法 (GA)、粒子群算法 (PSO)相
比较,利用一系列的基准函数作为测试算法性能的基
准,基准函数详细表达见文献[12].

4.1.1 相关算法参数设置

实验中,所有变量维数设为 30,种群大小设为
100, limit = 100,其余参数与文献 [12]一致.使用函
数运行次数FEs(function evaluations)作为测量基准,
算法的终止条件是FEs> 100 000.

4.1.2 仿真结果及分析

表1展示了每种算法运行30次之后获得的基准
函数值的平均值和标准差 (除ABC算法和本文算法
结果外,其余算法结果均出自文献 [12]).从表1可以
看出,在7个基准函数中, HABC算法在4个基准函数
上性能最佳,本文提出的算法在3个基准函数上性能
最佳,其余算法总体性能稍差.将HABC算法与本文
算法性能进行单独比较,本文算法在5个基准函数上
的性能均优于HABC算法.
值得注意的一点是, HABC算法在基准函数 f2

上最终会困于局部最优解处,连续运行30次,均未能
跳出局部最优解.原因可能为:对全维进行操作可能
会忽略某些单维方面的变化趋势,导致算法无法收敛
到最优解.在此基准函数上,本文算法虽然在多次运
行期间也出现过陷于局部最优的情况,但整体而言仍
然可以找到全局最优解.

表 1 本文方法与ABC、CABC、HABC、GA、PSO算法效果比较

函数 ABC CABC HABC GA PSO 本文算法

Sphere(f1)
均值 9.194e-15 3.122e-13 0 1.390e+00 1.035e-05 1.001e-18
标准差 5.177e-15 3.343e-13 0 50 156e-01 7.015e-06 1.001e-18
排名 3 4 1 6 5 2

Rosenbrock(f2)
均值 3.363e-01 6.205e+00 2.812e+01 1.440e+03 3.405e+01 3.023e+00
标准差 3.676e-01 1.432e+01 5.434e-01 7.813e+02 2.111e+01 6.736e+00
排名 1 3 4 6 5 2

Quadric(f3)
均值 1.082e+02 8.578e+01 0 2.058e+02 4.030e-02 9.622e-19
标准差 1.847e+01 2.011e+01 0 5.777e+01 1.961e-02 1.246e-18
排名 5 4 1 6 3 2

Rastrigin(f4)
均值 7.060e-02 2.843e-07 0 1.380e+02 5.998e+01 0
标准差 2.526e-01 6.281e-07 0 3.247e+01 1.651e+01 0
排名 3 2 1 5 4 1

Schwefel(f5)
均值 1.942e+02 3.848e-04 7.916e+02 1.023e+03 6.005e+03 4.738e+01
标准差 1.235e+02 6.918e-06 3.549e+02 4.212e+02 8.005e+02 6.671e+01
排名 3 1 4 5 6 2

Ackley(f6)
均值 7.458e-06 2.618e-05 8.882e-16 1.919e+01 2.116e+00 8.882e-16
标准差 3.253e-06 1.192e-05 2.006e-31 8.464e-01 4.708e-01 0
排名 3 4 2 6 5 1

Griewank(f7)
均值 2.144e-08 4.138e-04 0 5.060e+00 3.138e-02 0
标准差 8.414e-08 1.842e-03 0 1.634e+00 1.455e-01 0
排名 2 3 1 5 4 1

整体而言,对于文中采用的 7个基准函数,本文
提出的算法性能最优.

4.2 算法寻找最佳聚类数性能分析

为了测试本文算法的有效性,利用人工和真实数
据集验证算法寻找最优聚类数的效果.
4.2.1 测试数据集

测试数据集包括两个服从高斯分布的人造数据

集S1、S2(见图1和图2)和来自UCI机器学习数据库
的数据集Iris, glass, cmc,数据集特征如表2所示.
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图 1 服从高斯分布的人造数据集S1
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图 2 服从高斯分布的人造数据集S2

表 2 测试数据集特征描述

数据集 大小 类别 维数 单类对象数目

S1 400 4 3 100
S2 1 400 7 3 200
Iris 150 3 4 50
Glass 214 6 9 70, 76, 17, 13, 9, 29
Cmc 1 473 3 10 629, 333, 511

4.2.2 实验结果与分析

检验本文算法聚类准确率的性能时,预先给定每
个数据集正确的聚类数;检验本文算法获取最优聚
类数的性能时,重复运行算法10次,记录算法得到的
正确最优聚类数的次数,结果如表3所示.

表 3 算法运行10次结果

数据集 聚类准确率 / % K值正确次数

S1 100 10
S2 100 10
Iris 90 9
Glass 51.8 5
Cmc 39.5 0

由上述结果可以看出:在聚类准确率方面,本文
提出的算法对于分离性良好的球状人工数据簇S1、
S2能够实现正确的聚类,而对于呈带状簇的真实数
据集的聚类效果较差;在寻找最佳聚类数方面,本文
提出的算法对于分离性良好的球状簇能够找到正确

的聚类数,对非球状簇的真实数据集难以找到理论上
的最优聚类数.总而言之,本文算法的泛化能力较差,
适用于球状簇组成的数据集的聚类.

5 结 论

本文首先提出了一种改进的蜂群算法,分别从引
领蜂和跟随蜂的搜索模式方面进行了改进,提高了
算法收敛的速度,增加了算法跳出局部最优解的能
力.然而,实验结果表明,该算法在求解某些函数时仍
有陷于局部最优的情况,如何在保证收敛速度的情况
下增加跳出局部最优的能力有待进一步研究.随后,

结合改进蜂群算法和K-means聚类,提出了一种能自
动寻找最优聚类数的聚类算法,并利用相应数据集进
行了聚类测试,验证了算法的可行性.
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