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基于深度收缩稀疏自编码网络的飞行员疲劳状态识别
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摘 要: 飞行员的疲劳状态识别具有重要的研究意义和应用价值.针对飞行员疲劳状态识别的复杂性和准确性,
提出一种新的基于脑电信号的飞行员疲劳状态识别深度学习模型.在对飞行员的脑电信号进行滤波分解的基础
上,提取delta波 (0.5∼ 4 Hz)、theta波 (5∼ 8 Hz)、alpha波 (7∼ 14 Hz)和beta波 (14∼ 30 Hz),将其重组信号作为深度
收缩稀疏自编码网络-Softmax模型的输入向量,用以对飞行员疲劳状态的识别,所得到的实验结果与深度自编码
网络-Softmax模型和传统方法PCA-Softmax模型识别结果进行比较,结果表明所建立的深度学习模型具有很好的
分类效果,分类准确率可达91.67 %,且学习所得的特征稳定性好,验证了所提模型具有稳定性和重复验证性.
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Abstract: Recognition of fatigue status of pilots has important research significance. Aiming at the complexity and
accuracy of recognition of fatigue status of pilots, a new deep learning model based on electroencephalogram signals is
proposed to recognize fatigue status of pilots. The delta wave (0.5∼ 4 Hz), theta wave (5∼ 8 Hz), alpha wave (7∼ 14 Hz)
and beta wave (14∼ 30 Hz) are extracted by multi-scale decomposition of electroencephalogram signals using filters, and
the reconstruction signals of them are taken as the input vectors of the model. A deep contractive sparse auto-encoding
network-Softmax model is proposed for identifying pilots’ fatigue status, and its recognition results are also compared
with these of the deep auto-encoding network-Softmax and traditional PCA-Softmax model. The results show that the
proposed deep learning model not only has a nice classification, the accuracy of which is up to 91.67 %, but also the
learned features are stable, and the proposed model is stable and reusable verified.
Keywords: pilots’ fatigue；electroencephalogram signals；deep contractive sparse auto-encoding network；deep auto-
encoding network；Softmax classifier；accuracy rate

0 引 䀰

随着世界各国对航空安全的不断重视,以及飞
行器设计制造技术的不断进步,飞机的可靠性和安
全性有了很大的提高,由飞机机械故障导致事故的
比例从80 %下降到了20 %,但人为因素造成事故的
比例则逐渐增多[1-3].通过调查发现,美国国家安全局
近40年来最关心的人为因素为飞行员疲劳,据其统

计发现,由于飞行员疲劳造成的航空事故多达300多
起.因此,减少因飞行员疲劳造成的飞行事故,对提高
航空安全有很大意义.
飞行员疲劳,即飞行员长时间高应激状态的飞行

驾驶,心理生理产生疲劳,有机体的生理心理过程不
能使其机能继续维持在安全飞行这一特定的水平上,
多表现为身体工作能力下降,思维和操纵警觉水平下
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降[4-5].在目前已有的技术中,大多通过主观评价和客
观测量的方法进行飞行员疲劳监测.主观评价通过
主观调查表、飞行员自我记录表、皮尔逊疲劳量表

或斯坦福睡眠尺度表等评定飞行员的疲劳状态.客
观测量则是通过测量眼睑闭合、头部运动、手部运

动、心率、脉搏等生理特征变化来判断飞行员的疲劳

状态.相较于主观评价,客观测量更能量化地反映飞
行员的疲劳程度,因此逐渐成为疲劳检测的主流发展
方向[6-7].
大脑神经中枢控制大量神经原的活动,从而控

制人的行为意识,因此可以通过记录神经细胞活动
时产生的突触后电位变化来研究人的行为意识.如
Ghaemi等[8]用脑电信号来识别左右手的活动,平均
准确率达到76.24 %; Xu等[9]使用EEG信号对受试者
特异性情感状态进行分类,在高低唤醒分类中得到
86.67 %、86.60 %和86.69 %的平均F1分数.因此,采
用脑电信号监测飞行员疲劳状态具有实际应用价值.

特征提取在脑电图检测中起着至关重要的作

用.近50年来,已经开发了许多特征提取方法,包括
时域分析、频域方法、时频域分析[10].传统脑电信
号特征提取方法主要集中在信息熵领域,如Slanzi
等[11] 提取了脑电信号的近似熵等特征,用逻辑回归
预测实验者是否点击网页,准确率为71.09 %.但人工
提取脑电时频特征受制于专家自身研究水平的局限,
不足以表征脑电信息.而目前出现的深度学习方法
可以弥补这些方面的不足,深度学习能自主学习特征
并进行分类处理,可以最大化保留原始数据特征,给
出比人工提取特征更好的描述[12]. Yan等[13]利用稀

疏自动编码器来无监督学习正常人和病患的脑电信

号,并取得高达100 %的识别率.对于飞行员非疲劳、
微疲劳、极度疲劳状态下的脑电信号,不仅需要提取
各自有代表性的信息,还需要去除冗余信息增加计算
效率,以保障高效率高准确率的疲劳状态识别,达到
及时告警的目的.此外,深度学习的编码器具有自主
学习特征的无意识性、输出结果的不定性、缺乏后续

可验证性的特征.基于此,为了突出非疲劳、微疲劳、
极度疲劳状态之间的微小变化对输出值的影响,本文
在稀疏自动编码器 (Sparse auto-encoder, SAE)的基础
上,引入多层学习的方法,提出一种新的深度收缩稀
疏自编码网络 (Deep contractive sparse auto-encoding
network, DCSAEN),以求极大化提取表征脑电信号的
特征,增加模型的可验证性和稳定性.

为了实现飞行员不同疲劳状态的精确分类,本文
使用Softmax分类器实现脑电信号的分类. Softmax
分类器[14]是一种多类分类器,是逻辑回归分类器的

推广,通过最大似然估计求解分类模型,最大化保留
不同类别的代表性特征,适合作为深度学习的顶层分
类器,进行飞行员疲劳状态 (非疲劳、微疲劳、极度
疲劳)识别.通过以上分析,提出一种基于DCSAEN-
Softmax的飞行员脑电特征自学习和状态识别模型,
并与目前常用的DAEN-Softmax模型和传统的PCA-
Softmax模型进行比较.

1 DCSAEN-Softmax模型
1.1 自动编码器

标准自动编码器分为3层,分别为输入层x、隐藏

层h和输出层y,自动编码器 (Auto-encoder, AE)包含
编码和解码两部分.
编码过程:通过非线性映射函数将输入变量x以

一定的方式映射到隐层h,由此h便成为了输入x的

另一种表现形式.编码的原理为

h = hθ(x) = s(Wx+ b), (1)

s(t) =
1

1 + exp(−t)
. (2)

其中:x ∈ [0, 1]
d
, h ∈ [0, 1]

d
,W为d×d′的权重矩阵, b

为输入层偏置向量, θ = {W, b}, s(· )为Sigmoid函数.
解码过程:将隐藏层形成的编码h映射到输出层

y,输出层具有与输入层相同的单元数,映射关系如下
所示:

y = gθ′(h) = s(W ′h+ b′). (3)

其中: y ∈ [0, 1]
d
;W ′为隐藏层到输出层的权重矩阵,

且有W ′ = WT; b′为隐藏层的偏置向量; θ′ = {W ′,

b′},将参数合并为θ = {θ, θ′} = {W, b, b′}.通过训
练来调节参数θ,使得输入与输出之间的重构误差函
数—–代价函数最小.传统AE采用的代价函数为均
方误差(MSE),即

JAE_cost(θ) = JMSE(θ) =
1

m

m∑
i=1

[1
2
∥yi − xi∥2

]
. (4)

其中:m为样本的数量,xi为输入向量, yi为输出向
量, θ为网络中所有参数的集合.
1.2 稀疏自动编码器

由于AE学习到的抽象特征有冗余的缺陷,为了
克服这一不足,在AE的基础上,增加L1的正则化限
制 (L1主要是约束每一层中的大部分节点都要为0,
只有少数不为0),得到一种稀疏自动编码器 (Sparse
auto-encoder, SAE). SAE在编码解码过程中,对其中
大多数神经元进行稀疏约束,去除特征冗余情况.它
通过对每个隐藏层单元的响应添加约束条件,使隐藏
层单元的大多数神经元处于“抑制”状态,只有少数
神经元处于“兴奋”状态,在数学模型中,这种约束通
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过向代价函数中添加稀疏约束项来实现.
在AE的代价函数中,添加以下稀疏约束条件:
JSAE_cost(θ) = JMSE(θ) + JSparse(θ), (5)

JSparse(θ) = β
2∑

i=1

KL(ρ|ρj), (6)

KL(ρ|ρj) = ρlog ρ

ρj
+ (1− ρ)log 1− ρ

1− ρj
. (7)

其中: ρj是隐藏层单元神经元的平均激活度; ρ是人
为设置的参数,一般比较小; β决定了稀疏约束项在
代价函数中所起的作用.从式 (7)可以看出, ρj与ρ越

接近,代价函数越小.

1.3 收缩稀疏自动编码器

为了增强SAE的可验证性及稳定性,引入雅克
比矩阵作为惩罚项,构建新的最优化问题.雅可比矩
阵是对某给定点的可微方程提供最优线性逼近,其
中包含信号的各个方向信息特点,反应了原始空间微
小变化引发的值域空间变化的敏感度.因此,对SAE
的代价函数中增加关于雅克比矩阵的约束,可以抑
制信息在所有方向上的扰动,从而增强SAE特征学
习的可验证性和模型的稳定性.收缩稀疏自动编码
器[12] (Contractive sparse auto-encoder, CSAE)的代价
函数由式(5)变换得到,有
JCSAE_cost(θ) =

JMSE(θ) + JJacobian(θ)+

JSparse(θ) =

1

m

m∑
i=1

(1
2
|yi − xi|2 +

λ

2
|Jf (x)|2F

)
+ β

2∑
i=1

KL(ρ|ρj).

(8)

其中:雅克比矩阵为Jf (x) =
∂hj(x)

∂xi
, h(x)为编码函

数,则 |Jf (x)|2F =
∑
i

j
(∂hj(x)

∂xi

)
.

1.4 Softmax分类器

与逻辑回归分类解决的是二分类问题相对应,
Softmax分类解决的是多分类问题, Softmax分类是
逻辑回归分类的一种扩展,通过最大似然估计求解
分类模型,最大化地提取信息中本质特点,从而区分
不同类别.记类标y可以取r个不同的值,对于训练集
{(x(1), y(1)), · · · , (x(m), y(m))},类标签为ym ∈ {1, 2,
· · · , r}, r为分类数.对于给定的输入x(n),用假设函
数hλ(x

(n))针对每一类k估算出概率值P = (y(n) =

k|x(n)), k = 1, 2, · · · , r. hλ(x
(n))输出一个 r维列向

量 (和为 1),每行表示当前类的概率.假定假设函数
hλ(x

(n))为

hλ(x
(n)) =


p(y(n) = 1|x(n));λ

p(y(n) = 2|x(n));λ
...

p(y(n) = 2|x(n));λ

 =

( r∑
k=1

eλT
k x(n)

)−1


eλT

1 x(n)

eλT
2 x(n)

...
eλT

r x(n)

 . (9)

其中:λ1, λ2, · · · , λr是模型参数;将 x(n)分为第 k类

的概率记为

p(y(n) = k|x(n)) = eλT
k x(n)

/ r∑
k=1

eλT
k x(n)

. (10)

对于样本x(n),选择概率p(y(n) = k|x(n);λ)最大

的值对应的类别k作为当前样本的分类标签,并与样
本本身的标签做对比,如果一致,则分类正确,否则分
类错误.分类准确率(Accuracy rate)可以表示为

AccuracyRate =
正确分类样本数量

所有样本数量
. (11)

1.5 DCSAEN-Softmax模型

深度收缩稀疏自编码网络 (Deep contractive
sparse auto-encoding network, DCSAEN)结合了深度
稀疏自编码网络和深度收缩自编码网络的优势,由若
干个CSAE组成,原始数据作为第一层CSAE的输入,
逐层训练,训练好的L − 1层的输出作为第L层的输

入.该网络充分体现了深度理论的优势,能够弥补传
统浅层结构的不足,增加实验结果的可验证性和模
型的稳定性.在此基础上,建立一种基于DCSAEN的
飞行员疲劳状态识别框架:首先采用一种无监督的
DCSAEN逐层学习获取较为优化的网络初始权值,
然后通过在网络顶层附加Softmax分类器对整体网
络参数进行进一步细微调节,最终输出模型的识别准
确率.

2 基于脑电信号的飞行员疲劳状态识别

2.1 脑电信号采集

采集和处理的脑电数据来源于航空公司飞行员

模拟飞行实验.实验使用BCI 2000系统,包含国际10-
20系统中的64个参考电极,采样频率为160 Hz,如图
1(a)所示.实验情形设置如下:共有40名飞行员 (身体
素质良好,且有3年以上飞行经验)参与飞行实验,飞
行员连续6个小时从旧金山到洛杉矶来回模拟飞行,
飞行路径如图1(b)所示,飞行时间安排如表1所示,持
续飞行时间段为8: 00∼ 14: 00,分别采集不同时段的
脑电信号作为非疲劳、微疲劳、极度疲劳状态的数据.
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图 1 脑电信号采集环境示意图

表 1 不同时间段的模拟飞行实验

飞行模拟 实验要求 状态

飞行员在前夜保证充足

非疲劳状态 睡眠,取次日上午 非疲劳

8:30∼ 8:50段实验数据

飞行员在前夜保证充足

微疲劳状态 睡眠,取次日上午 微疲劳

11:00∼ 11:50段实验数据

飞行员在前夜保证充足

疲劳状态 睡眠,取次日下午 极度疲劳

13:30∼ 13:50段实验数据

由于实际需求中需要实时监测飞行员的疲劳状

态,会产生大量的脑电信号数据,但在较长时间内飞
行员的疲劳状态界限不明显,因此需要截取一段长
度为19 200的脑电数据,得到每名飞行员一个状态下
的64 × 19 200个脑电信号数据;另外,并非所有脑区
上采集到的脑电信号都与疲劳有关,因此为了降低脑
电信号中信息冗余和干扰,同时减少数据处理的复杂
度,根据疲劳的相关文献[15-16],挑选出与疲劳相关的
工作区域,选取的电极位置为FP1.

2.2 脑电信号预处理

由于脑电信号幅值较小,在采集过程中极易受
到干扰,往往参杂大量噪声,在分类识别之前需进行
滤波处理.一般,脑电信号的基本特征包括频率、周
期、幅值、相位等,其中频率特性具有突出的特点.根
据频率和幅值的特性,脑电信号主要可分为delta波

(0.5∼ 4Hz)、theta波 (5∼ 8Hz)、alpha波 (7∼ 14Hz)和
beta波(14∼ 30Hz).不同特性的波在不同的状态下信
号的表现不同[17].采用滤波器对脑电信号进行处理,
提取出delta波(0.5∼ 4Hz)、theta波(5∼ 8Hz)、alpha波
(7∼ 14Hz)和beta波 (14∼ 30Hz) 4种节律波段,再对4
种节律波段重组形成较纯净的脑电信号.

2.3 飞行员疲劳状态识别模型搭建

根据深度网络对比浅层网络的优势,一般情况
下,层数越多,其学习能力越强,但是对硬件的需求以
及时间的要求则越高.考虑到实用性以及条件的限
制,选择搭建含有3层隐藏层的收缩稀疏编码网络.
同时,过低的输入信号维度会造成识别准确率下降,
因此选择信号的输入维度为19 200.深度模型通常用
更高维的映射来描述学习到的特征,但是过多的神经
元对时间以及硬件的成本要求过高,而过少的神经元
则会影响到识别的准确率.在飞行员的疲劳状态识
别中,需保证在高准确率的情况下提高时效性,因此
在选择隐藏层神经元数量时,要尽可能地保证高的识
别正确率.图2是在不同隐藏层节点下的识别结果.
根据识别的准确率以及实际的条件,设置隐藏层节点
数为3 000-800-200.

0.4

0.6

0.8

1.0
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图 2 不同隐藏层节点下的识别正确率

综上,搭建每层节点数为 19 200-3 000-800-200-
39的5层深度收缩稀疏自编码网络.以Matlab为编程
工具,对120× 19 200的信号矩阵进行DCSAEN处理.
设置CSAE的参数如下: hiddennumber = 3,Sparsity
Proportion = 0.05, L2 Weight Regularization =

0.001, Sparsity Regularization = 4, lambda = 0.05,

contractionlevel = 0.3, gradspeed = 0.01.得到120×
39的训练结果,以此作为优化特征进行Softmax分类
的输入,并采用5折交叉验证方法来评估Softmax分
类器的分类结果.
将数据集进行如下划分:
1) 40个非疲劳信号矩阵,按4: 1进行划分, 32个

数据集作为训练样本, 8个数据集作为测试样本;
2) 40个微疲劳信号矩阵,按4: 1进行划分, 32个

数据集作为训练样本, 8个数据集作为测试样本;
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3) 40个极度疲劳信号矩阵,按4: 1进行划分, 32
个数据集作为训练样本, 8个数据集作为测试样本.
2.4 飞行员疲劳状态识别

根据DCSAEN-Softmax模型的原理,研究实现了
飞行员疲劳状态识别,具体技术路线如图3所示.首
先,对飞行员脑电信号进行降噪滤波预处理,获取脑
电动态节律;然后, DCSAEN对飞行员脑电动态节律
重组后的信号进行特征学习,得出飞行员疲劳状态的
抽象特征;最后,将抽象特征作为顶层分类器Softmax
输入,对飞行员疲劳状态进行识别.

!"#、%"#&'("#)*+
,-./01-234 120 × 19200

5678

!"#、%"#&'("#)
./01-234120 × 19200

DCSAEN

9:;)!"#、%"#&'("#
./01-234120 × 39

<=-
!"#、%"#&'("#)
./01-23496 × 39

Softmax>?@

<=;) >?@Softmax

%"#!"# '("#

AB-
!"#、%"#&'("#)
./01-23424 × 39

图 3 基于脑电信号的飞行员疲劳状态识别流程

采用5折交叉验证,得到基于DCSAEN-Softmax
模型的飞行员疲劳状态识别结果如图4所示.其中: ∗
表示的是标注的标签,△表示的是实际识别的结
果;纵坐标1表示非疲劳状态,纵坐标2表示微疲劳状
态,纵坐标3表示极度疲劳状态.

同时,为了说明所提出方法的有效性和可比性,
选择与DCSAEN具有相同结构的5层深度自编码网
络 (DAEN)和传统PCA方法进行对比,提取飞行员
疲劳状态的特征,并设置不同的特征提取维度,利用
Softmax进行分类识别,得到的识别结果如下.

1) 39维特征模式:采用DCSAEN模型提取信号
的39维特征,利用Softmax模型进行分类,得到的平
均识别准确率为91.67 %,如图4(a)所示; DAEN模型
的平均识别准确率为83.33 %,如图4(b)所示; PCA方
法的平均识别准确率为20.83 %,如图4(c)所示.

2) 20维特征模式:采用DCSAEN模型提取信号
的20维特征,利用Softmax模型进行分类,得到的平

均识别准确率为87.50 %,如图4(d)所示; DAEN模型
的平均识别准确率为79.17 %,如图4(e)所示; PCA方
法的平均识别准确率为8.33 %,如图4(f)所示.

3) 10维特征模式:采用DCSAEN模型提取信号
的10维特征,利用Softmax模型进行分类,得到的平
均识别准确率为79.17 %,如图4(g)所示; DAEN模型
的平均识别准确率为70.83 %,如图4(h)所示; PCA方
法的平均识别准确率为20.83 %,如图4(i)所示.

4) 3维特征模式:采用DCSAEN模型提取信号的
3维特征,利用Softmax模型进行分类,得到的平均识
别准确率为75.00 %,如图4(j)所示; DAEN模型的平
均识别准确率为58.33 %,如图4(k)所示; PCA的平均
识别准确率为37.50 %,如图4(l)所示.
由图4的识别结果可知: DAEN-Softmax模型在

较高维度下的识别效果较好,但总体的识别效果都
低于DCSAEN-Softmax模型;对比于PCA-Softmax模
型,深度模型明显取得了较好的识别效果,通过PCA
提取的脑电信号特征,不能很好地表征脑电信息;相
比于目前常用的DAEN-Softmax模型和传统的PCA-
Softmax模型, DCSAEN-Softmax模型在不同维度下
都能更好地识别飞行员的3种疲劳状态 (非疲劳、微
疲劳和极度疲劳).
此外,为了验证所提方法的可验证性,给出多次

使用模型的情况,用所提模型训练的特征及飞行员疲
劳状态识别精度进行模型验证.首先,设置DCSAEN-
Softmax模型中各个CSAE的参数,进而多次使用所
提模型获取3维特征,并采用Softmax模型得出分类
结果;其次,多次使用DCSAEN-Softmax模型去除雅
克比行列式影响后的情形,再获取 3维特征,并采
用Softmax模型得出分类结果;最后,对比DCSAEN-
Softmax模型和其去除雅克比行列式影响后的情形,
结果如图5和图6所示.其中:△表示极度疲劳,⃝表
示微疲劳, ∗表示非疲劳.
最终的实验结果如下:第 1次使用DCSAEN-

Softmax模型获取3维特征,分类结果准确率为75 %,
第1次去除DCSAEN-Softmax模型中雅克比行列式
的影响获取3维特征,分类结果准确率为50 %;第2
次使用DCSAEN-Softmax模型获取3维特征,分类结
果准确率为66.67 %,第2次去除DCSAEN-Softmax模
型中雅克比行列式的影响获取3维特征,分类结果
准确率为33.33 %;第3次使用DCSAEN-Softmax模型
获取3维特征,分类结果准确率为75 %,第3次去除
DCSAEN-Softmax模型中雅克比行列式的影响获取
3维特征,分类结果准确率为66.67 %.实验结果表明,
DCSAEN-Softmax模型识别结果比较稳定,多次学习
的特征结果变化不大,同时识别准确率也较高.
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图 4 不同维度下DCSAEN-Softmax, DAEN-Softmax和PCA-Softmax模型的分类结果
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通过深度收缩稀疏自编码网络对脑电信号进行

降维,提高了飞行员疲劳状态识别的效率,但是深度
学习对训练时间的要求较高,表 2给出了相同结构
的DCSAEN-Softmax和DAEN-Softmax模型以及直
接采用PCA-Softmax模型在实验中的耗时.实验环境
为Matlab R2016a, i7-6700处理器,16 G内存, win10 64
位系统.

表 2 不同模型的训练时间比较

模型 训练耗时

DCSAEN-Softmax 8 h 35 min 22 s
DAEN-Softmax 8 h 30 min 58 s
PCA-Softmax 2 min 13 s

由表2可知, PCA-Softmax模型的训练时间仅为
2分钟多,而深度网络由于输入的数据维数较多,隐
藏层中含有神经元数量较多,训练时间则需要8个多
小时.相比于基础的DAEN-Softmax模型,所提出的
DCSAEN-Softmax模型在训练时间和计算效率上没
有太大差异,但是识别的准确率却有了明显的提高.

3 结 论

飞行员疲劳状态识别的研究一直以来都具有重

要的意义,而脑电信号对于判断人的疲劳状态具有
极高的参考价值,因此学者们始终在尝试用不同的
方法分析脑电信号以提高识别效果.本文提出了基
于深度收缩稀疏自编码网络-Softmax模型,将该模
型与深度自编码网络-Softmax模型和传统方法PCA-
Softmax模型相比较,比较结果表明,基于深度收缩自
编码网络-Softmax模型能够很好地识别飞行员的疲
劳状态,其识别准确率可达91.67 %,明显高于另外两
种模型.同时,实验结果也说明了该模型多次所学的
特征具有很小的变化范围,保证了模型的稳定性和重
复验证性,基于DCSAEN-Softmax模型的飞行员疲劳
状态识别具有良好的实验结果.
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