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基于多输出极限学习机的快速一致性分类器

王 迪†, 王 萍, 石君志
(天津大学电气自动化与信息工程学院，天津 300072)

摘 要: 一致性分类器是建立在一致性预测基础上的分类器,其输出结果具有很高的可靠性,但由于计算框架的
限制,学习的时间往往较长.为了加快学习速度,首次将一致性预测与多输出极限学习机相结合,提出基于两者的
快速一致性分类算法.该算法利用了极限学习机,能够快速计算样本标签的留一交叉估计的特性,极大地加快了
学习速度.算法复杂度分析表明,所提算法的计算复杂度与多输出极限学习机的算法复杂度相同,该算法继承了
一致性预测的可靠性特征,即预测的错误率能够被显著性水平参数所控制.在 10个公共数据集上的对比实验表
明,所提算法具有极快的计算速度,且与其他常用一致性分类器相比,该算法的平均预测标签个数在某些数据集上
更少,预测结果更有效.
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A fast conformal classifier based on multi-output extreme learning
machine
WANG Di†, WANG Ping, SHI Jun-zhi

(School of Electrical and Information Engineering，Tianjin University，Tianjin 300072，China)

Abstract: A conformal classifier is a conformal prediction based classifier. Although the prediction is highly valid, the
learning time of conformal classifiers is often very long due to the limitation of the computational framework. To make
the conformal classifier learn faster, this paper firstly proposes an algorithm combining the conformal prediction with the
multi-output extreme learning machine whose leave-one-out predictions on the training set can be computed efficiently.
From the analysis of algorithm complexity, the computational complexity of the proposed algorithm is equivalent to
that of the multi-output extreme learning machine. The experiments on ten public data sets show that the proposed our
algorithm has fast computation speed and inherits the property of validity from conformal prediction, whose prediction
error can be controlled by the significance level. The average number of labels per prediction of the proposed algorithm
is lower than that of other common conformal classifiers on some data sets, which shows that of is more efficient in some
applications.
Keywords: conformal prediction；jackknife conformal prediction；conformal classifier；neural network；multi-output
extreme learning machine；fast learning

0 引 言

现如今,在大数据和计算机科学发展的推动下,
机器学习与数据挖掘技术得到了蓬勃的发展,越来越
多的应用领域开始应用甚至依赖机器学习与数据挖

掘方法为人类服务,例如搜索引擎技术、商品推荐服
务和垃圾邮件识别等.但对于诸如故障检测、医疗和
金融等有着高风险低容错的应用,很少有成熟的具有
独立决策能力的机器学习系统,因为在这些领域中,

预测的可信度是需要得到保证的.对于每一个样本,
都需要机器学习算法给出高可信度的预测结果,但传
统的机器学习算法对这样的要求无能为力,因为它们
在预测时往往只给出一个标签,且对预测结果没有可
靠的保证.然而,作为近些年来新提出的机器学习框
架,一致性预测 (Conformal prediction)很好地解决了
这一问题.
一致性预测框架的萌芽起源于20世纪90年代,
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是在柯尔莫戈洛夫复杂性和半监督支持向量机的启

发下提出的,其主要的理论框架成型于2005 年,之后
在理论和应用中得到了研究和发展[1-2]. 一致性预测
作为一种学习框架,可以建立在传统的监督学习方法
(称为底层算法)之上,可以看作是对底层算法的补充
和提升.为了保证预测的可靠性,一致性预测器在预
测时并不是只给出一个预测标签,而是给出一个预测
的标签集合.例如对于分类问题,一致性预测器的预
测结果是类别的集合,集合中可能包含多个类别;对
于回归问题,预测结果可以是区间.在样本是独立同
分布的假设下,用一致性预测方法得到的标签集合包
含真实标签的概率可以被人为指定,这使得预测结果
有极高的可信度,对于高风险行业具有重要的参考价
值.
虽然一致性预测器有很好的应用价值,但由于原

始计算框架的限制,其计算过程较繁琐,且整体计算
速度与底层算法是否高效息息相关,使得目前的一致
性预测器很难有效地应用到需要快速处理数据的场

合.为解决一致性预测计算速度慢的问题,已有的工
作主要从改进一致性预测的计算框架入手,代表性的
工作有归纳一致性预测、交叉一致性预测[3]和刀切

法一致性预测[4]等.解决一致性预测计算问题的另
一种方法是采用快速且学习能力强的底层算法.本
文即从这方面入手,首次尝试将一致性预测与多输
出极限学习机(Multi-output extreme learning machine,
M-ELM)[5-6]相结合,并专注于解决分类问题,提出基
于多输出极限学习机的快速一致性分类器算法.该
算法充分结合了刀切法一致性预测的特性以及极限

学习机能够快速计算留一交叉验证估计的优点,在保
持预测可靠性和有效性的基础上,大幅度提高了一致
性分类的计算速度.

1 一致性预测

本节介绍原始一致性预测框架及其变种—–刀
切法一致性预测框架[4].
设训练集为zl = {(xi,yi), i = 1, 2, · · · , l}.其

中:xi ∈ Rn为输入向量,yi ∈ R为其对应的标签.记
zl
(−m) = {(xi,yi), i = 1, 2, · · · ,m− 1,m+1, · · · , l}.
一致性预测的目标是对于一个新来的测试输入

xl+1,输出一个标签的集合,yl+1属于该集合的概率

大于1 − ϵ,其中 ϵ 为人为指定的参数,用来控制预测
的错误率,称为显著性水平.

1.1 原始一致性预测框架

原始一致性预测构造预测标签集合的方法如

下:首先对每一个可能的标签 ỹ,生成增广数据集

zl
∪
{(xl+1, ỹ)},然后计算 l + 1个一致性得分

αỹ
i = A({zl

(−i), (xl+1, ỹ)}, (xi,yi)),

αỹ
l+1 = A(zl, (xl+1, ỹ)),

其中 i = 1, 2, · · · , l. A(S, z)是一个度量数据 z与数

据集S的一致性函数,被称为一致性得分[2].该函数
值越大,说明 z与数据集S的一致性越强,A(S, z)的
选取往往与具体的应用有关.
对于每一个 ỹ,计算完一致性得分后还要计算其

p值,公式如下:

pỹ =
|{i ∈ {1, 2, · · · , l}|αỹ

i ⩽ αỹ
l+1}|+ 1

l + 1
.

对于给定的显著性水平 ϵ,一致性预测输出的预
测集合为 {ỹ|pỹ > ϵ}.根据一致性预测的理论结
果,若数据满足独立同分布的假设,则xl+1的标签在

{ỹ|pỹ > ϵ}中的概率大于1− ϵ.
一致性预测的计算过程实际上运用了假设检验

的思想.对于每一个可能的 ỹ, (xl+1, ỹ)和训练数据

集zl通过函数A(S, z)计算得到了一个与(xl+1, ỹ)有

关一致性得分的分布.因为数据是满足独立同分布
的,且αỹ

l+1作为一致性得分应该越大越好,所以αỹ
l+1

在一致性得分分布中的前100(1 − ϵ)%时,一致性预
测不拒绝yl+1 = ỹ的假设,反之则拒绝.这样,最终得
到的预测集合{ỹ|pỹ > ϵ}为所有通过检验的 ỹ.
对于原始一致性预测框架,每计算一次A(S, z),

则需要训练一次底层算法,因此当可能的标签数较
多甚至为无穷时,原始计算框架的计算过程将非常耗
时.为了解决原始计算框架计算性能低下的问题,一
些改进的计算框架被提出,包括归纳一致性预测、交
叉一致性预测和刀切法一致性预测.由于刀切法一
致性预测的计算框架用到了训练样本的留一交叉估

计值,而极限学习机可以快速地计算留一交叉估计,
两者结合可以使整个算法的计算速度得到巨大的提

升,因此本文将两者结合,并用于分类问题.下面介绍
刀切法一致性预测.

1.2 刀切法一致性预测

刀切法一致性预测是最近被提出的原始一致性

预测的变种,其计算速度快于原始计算框架.该计算
框架得到预测集合的过程用到了底层算法对训练数

据的留一交叉验证估计,故被称为刀切法.刀切法一
致性预测的计算过程[4]如下.
算法1 刀切法一致性预测.
输入:训练数据zl,显著性水平 ϵ,分类算法µ,函

数Â(m,n),其中m,n ∈ Rk;
输出:对于每个x ∈ Rn,给出预测标签集合
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C(x).
Step 1:在训练集上用分类算法µ得到分类器µ̂;
Step 2:对每个训练样本zi,在训练集上计算其留

一交叉估计 µ̂i,并利用该值得到该样本的一致性得
分估计Ai = Â(µ̂i,yi);

Step 3:找出集合{Ai, i = 1, 2, · · · , l}中第q个最

大的值并记为d,其中q = ⌈l(1− ϵ)⌉;
Step 4:对于每个x ∈ Rn,预测的标签集合为

C(x) = {ỹ|Â(µ̂(x), ỹ) ⩽ d}.
算法1中的 Â(m,n)是将标签估计m和标签n

转换成一致性得分估计的函数,其形式可以根据分类
器的特点而定.
刀切法一致性预测不同于原始一致性预测的主

要地方在于,前者不是对每个可能的yl+1 = ỹ,给出
一个与(xl+1, ỹ)有关的一致性得分分布进而计算pỹ,
而是在得到新数据自变量xl+1之前,先利用训练数
据集、留一交叉估计和函数Â(m,n)计算一致性得分

的经验分布,该分布只与训练集有关.当预测xl+1的

标签集合时,对于每一个yl+1 = ỹ,用 Â(µ̂(xl+1), ỹ)

计算一致性得分的估计,然后保留那些使得该估计排
在分布前100(1− ϵ)%的 ỹ.

2 多输出极限学习机分类器

极限学习机是一种快速的训练单隐层前馈神经

网络的算法.其主要特点是隐层神经元个数很多,且
隐层参数是随机产生的,隐层到输出层的参数一般用
最小二乘方法求解.由于ELM的隐层参数不参与训
练,且需要人为调整的超参数较少,使得其比BP神经
网络和支持向量机的学习速度更快,需要的人为干预
更少,且在一些应用中与后两者有相同甚至更好的泛
化能力[7-8].这些优点吸引了许多学者对其进行了相
关的理论研究、模型扩展和应用实践[9-12].

将极限学习应用到分类问题时,主要有单输出和
多输出两种模型.由于多输出的极限学习机分类器
(M-ELM)在许多数据集都有很好的表现,本文使用
多输出极限学习分类器作为一致性预测的底层学习

算法.
设分类问题的类别数目为k,则数据zi = (xi,

yi)的标签yi为一k维向量.若该数据属于第 j类,则
yi的第j个元素y

(j)
i 为1,其余元素为0.

多输出极限学习机分类器的输出函数的形式为

f(x) = h(x)β,

其中

h(x) =
1√
L
[g(wT

1 x+ b1), · · · , g(wT
Lx+ bL)],

g(wTx+ b)是参数为w和b的激活函数,β是L×k维

的输出权重矩阵.
根据文献 [5],对于给定的L、λ和zl, M-ELM首

先随机生成参数wi和 bi,然后通过求解如下的优化
问题得到β:

min 1

2
∥β∥2 + λ

1

2

l∑
i=1

∥ξi∥2;

s.t. h(xi)β = yi − ξi.

求解以上问题之后,便可得到M-ELM的输出函数

f̂(x) = h(x)
(I
λ
+HTH

)−1

HTY . (1)

其中

H =


h(x1)

h(x2)
...

h(xl)

 , Y =


yT
1

yT
2

...
yT
l

 .

记 f̂ (j)(x) 为 M-ELM 的输出函数 f̂(x) 对测

试输入 x的第 j个输出值,则 x被M-ELM分到第
arg maxj(f̂

(j)(x))类.
在学习过程中, M-ELM首先将样本转换到一个

L维的向量空间,然后利用线性回归中的岭回归方法
求解在该L维空间下的输出权重矩阵β.由于使用了
岭回归,使得M-ELM对于训练样本的留一交叉估计
存在闭式解,并可以很快得到.
记 f̂i为M-ELM在训练集得到的分类器和第

i个样本的留一交叉估计向量, hatii 为H
(I
λ

+

HTH
)−1

HT的第 i行第 i列的值,则由文献 [13]可
得如下公式:

f̂i =
f̂(xi)− yi × hatii

1− hatii
. (2)

由式 (2)可以看出, M-ELM只需在训练集中训练
一次即可得到 l个训练数据的留一交叉估计.此公式
和M-ELM自身的快速学习能力使得本文提出的一
致性分类器具有很快的学习速度.

3 基于多输出极限学习机的快速一致性分

类器

为了将算法 1与M-ELM相结合,还需要确定函
数 Â(m,n)的类型.由于M-ELM是最小化最小二乘
误差,根据文献 [14],对用于回归问题的单输出ELM
而言,随着数据量的增大, ELM的输出函数逐渐逼近
并收敛到y对x的条件期望函数fρ(x) = E(y|x).因
此,当y的取值为0或1时, ELM的输出函数将收敛到
y = 1对x的条件概率,即fρ(x) = P (y = 1|x).

由于本文M-ELM的类别标签采用了0和1进行
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二值编码,对于式 (1)的第j个函数 f̂ (j)(x),实际上相
当于只用Y 的第 j列训练得到的单输出ELM,并且
当训练数据属于第 j类时,对应的标签为 1,其余情
况下为 0.这样,根据上文的分析,当样本足够大时,
f̂ (j)(x)的值近似等于P (y(j) = 1|x),即近似等于给
定x的情况下,该数据属于第j类的条件概率.
根据文献 [15],当样本足够大时,使用P (y(j) =

1|x)作为一致性得分是有效的,可以使得输出集合所
含标签数的平均个数尽可能的少(Theorem 1).
由以上分析,本文利用M-ELM的第 j个输出近

似等于P (y(j) = 1|x),且使用P (y(j) = 1|x)作
为一致性得分具有一定的最优性的特点,构造 Â(m,

n).即令 Â(m,n) = m(arg maxj(n
(j))),其中n(j)为

n的第 j个分量.该式的含义是:若n的第 j个元素

最大,则 Â的值即为m(j).如此,对于数据 (xi,yi),

Â(µ̂(xi),yi)) = µ̂(xi)
(arg maxj(y

(j))),当y(j1) = 1时,
Â(µ̂(xi),yi)) = µ̂(xi)

(j1),即近似为P (y(j1) = 1|x).
综上所述,将M-ELM与刀切法一致性预测相结

合,并令 Â(m,n) = m(arg maxj(n
(j))),即为本文提出

的快速一致性预测算法.具体细节见如下算法.
算法2 快速一致性预测算法.
输入:训练数据zl,显著性水平 ϵ,隐节点个数L,

正则化参数λ;
输出:对于每个x ∈ Rn,给出预测标签集合

C(x).
Step 1:在训练集上训练M-ELM,得到输出函数

(1);
Step 2:利用式 (2)得到训练样本的留一交叉估

计 f̂i,进而得到一致性得分估计Ai = Â(f̂i,yi) =

f̂
(arg maxj(y

(j)
i ))

i ;
Step 3:找出集合{Ai, i = 1, 2, · · · , l}中第q个最

大的值并记为d,其中q = ⌈l(1− ϵ)⌉;
Step 4:对于每个x ∈ Rn,预测的标签集合为

C(x) = {ỹ|Â(f̂(x), ỹ) ⩾ d}.
确定隐节点个数L和正则化参数λ后,算法2前

两步的计算复杂度为Θ(l).若使用线性时间排序算
法[16],则Step 3的时间复杂度为Θ(l).故对于算法2的
学习阶段,总计算复杂度为Θ(l),与计算式 (1)的计算
复杂度相同.这说明算法2有很快的学习速度,克服
了现有的一致性预测学习速度慢的缺点.

4 实 验

一致性分类器的性能好坏主要通过两个方面来

衡量,即可靠性和有效性[2].一致性分类器的错误率
是指预测的标签集合不包含真实标签的概率,若该

错误率不大于或接近显著性水平,则称该一致性分类
器是可靠的,即其错误率可以被显著性水平参数所控
制.对于输出标签集合的预测器,可靠性是被优先考
虑的.在可靠性条件满足的情况下,有效性用于衡量
预测器输出的集合是否包含足够的信息,如果一个集
合预测器预测的标签个数越少,则该预测器给出的信
息越多,越有效.有效性一般用测试集上预测标签平
均个数来衡量,该值越小,预测器越有效[15].下面通
过两个实验考察本文算法.

4.1 显著性水平参数在本文算法中的作用

为了了解显著性水平 ϵ对本文提出的一致性分

类器的可靠性和有效性的影响,使用UCI数据库中的
Ionosphere数据集进行实验.实验取L = 1000, λ =

1.将该数据集随机分成两份,其中70%的数据作为
训练集,余下的数据作为测试集.图1为本文算法在
测试集上的错误率随 ϵ变化的关系图.从图1可以看
出,两者关系曲线在对角线的下方或非常靠近对角
线,这说明ϵ可以很好地控制预测的错误率.
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图 1 错误率与显著性水平的关系

图2是本文算法在测试集上预测标签的平均个
数随 ϵ变化的图像.当显著性水平很低时,为了保证
预测错误率也很低,算法倾向于输出多个标签;而随
着显著性水平的升高,预测标签的平均个数有所减
少,预测得到的结果更清晰,但预测错误的风险更高.
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图 2 平均预测标签个数和显著性水平的关系

图 2的特性说明,通过调节显著性水平参数,可
以使得最终预测的集合为单标签集合,即让一致性分
类器只输出单一标签.因此一致性分类器也可用于
传统分类问题,此时即将单标签集合中的标签作为测
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试输入的分类结果.对于该分类结果,一致性分类器
可以给出分类的可信度指标,具体的指标构造方法参
见文献[2].

4.2 与基于决策树和支持向量机的一致性分类器的

对比实验

本小节实验旨在验证本文算法的可靠性,并与
文献 [17]中提出的基于 CART的原始一致性分类
器 (CART-TCP)、 基于CART的归纳一致性分类器
(CART-ICP)、基于SVM的原始一致性分类器 (SVM-
TCP)和基于 SVM的归纳一致性分类器 (SVM-ICP)
进行比较,以证明本文算法在加快了计算速度的同
时,并不影响预测的有效性.

实验在10个UCI公共数据集[18]上进行.实验设
计方案和数据集的使用参考了文献 [17].所有数据集
上的实验结果都来源于5 × 10重交叉验证的平均结

果.
实验首先测试了在显著性水平 ϵ = 0.05和 ϵ =

0.01的情况下,本文提出的一致性预测算法2的错误
率是否被ϵ所控制,实验结果见表1.结果表明,参数ϵ

确实可以有效地控制预测的错误率,使得预测结果的
可靠性得到保证.

表 1 本文算法在各数据集上的错误率

数据集 ϵ = 0.05 ϵ = 0.01

breast-w 0.051 0.011
credit-a 0.043 0.011
credit-g 0.044 0.006
diabetes 0.047 0.010
haberman 0.048 0.004
heart-s 0.053 0.011
Ionosphere 0.050 0.013
kr-vs-kp 0.049 0.009
liver-disorders 0.045 0.009
sonar 0.042 0.011

接下来的实验对比了算法 2与基于CART和
SVM的一致性分类器的平均预测标签个数和在各个
数据集上的平均运行时间.在同样的错误率前提下,
平均预测标签个数越小,预测的结果信息量越大,预
测器的性能越好,预测越有效.实验结果见表2∼表
4.其中:各表中每行的最小值被加粗;各表的倒数第
二行是各一致性分类器在10个数据集上的错误率或
平均运行时间的平均值.对于表2,在每个数据集上,
首先通过将错误率由小到大排序,可以得到各一致性
分类器在该数据集上的序数,即秩;然后将每个一致
性分类器在各数据集上的所有秩取平均,即为表2最
后一行的平均秩.同理也可计算表3和表4的平均秩,
平均秩即各一致性分类器在各数据集表现性能排序

的平均值,可用于衡量一个一致性分类器的整体性
能[17].

表 2 各算法的平均预测标签个数 (ϵ = 0.05)

CART-TCP CART-ICP SVM-TCP SVM-ICP 算法2

breast-w 1.518 1.257 0.990 0.985 1.034

credit-a 1.898 1.743 1.776 1.765 1.713

credit-g 1.905 1.848 1.850 1.824 1.749

diabetes 1.895 1.844 1.864 1.819 1.698

haberman 1.841 1.851 1.606 1.678 1.772

heart-s 1.894 1.816 1.898 1.902 1.668

Ionosphere 1.892 1.588 1.038 1.056 1.179

kr-vs-kp 1.892 0.948 1.016 1.033 1.038

liver-disorders 1.862 1.879 1.848 1.860 1.816

sonar 1.900 1.830 1.647 1.721 1.650

均值 1.541 1.384 1.294 1.304 1.276

平均秩 4.500 3.333 2.500 2.667 2.000

表 3 各算法的平均预测标签个数 (ϵ = 0.01)

CART-TCP CART-ICP SVM-TCP SVM-ICP 算法2

breast-w 1.588 1.841 1.229 1.255 1.336

credit-a 1.982 1.953 1.935 1.931 1.885

credit-g 1.980 1.969 1.972 1.957 1.932

diabetes 1.979 1.968 1.982 1.964 1.881

haberman 1.956 1.968 1.920 1.934 1.976

heart-s 1.979 1.952 1.977 1.982 1.936

Ionosphere 1.976 1.917 1.331 1.543 1.510

kr-vs-kp 1.981 1.070 1.255 1.205 1.229

liver-disorders 1.961 1.976 1.947 1.970 1.951

sonar 1.981 1.970 1.875 1.921 1.902

均值 1.614 1.549 1.452 1.472 1.462

平均秩 4.250 3.500 2.333 2.750 2.167

表4 各算法在数据集上的平均运行时间 s

CART-TCP CART-ICP SVM-TCP SVM-ICP算法2

breast-w 236.7 0.006 9 976 0.237 0.110
credit-a 304.2 0.007 1.203×104 0.281 0.107
credit-g 885.5 0.010 3.946×104 0.439 0.138
diabetes 432.1 0.008 9 955 0.188 0.176
haberman 45.89 0.005 977.8 0.115 0.074
heart-s 39.81 0.006 603.0 0.092 0.064
Ionosphere 68.06 0.006 1 380 0.122 0.065
kr-vs-kp 12 010 0.013 2.158×106 2.346 0.454
liver-disorders 71.14 0.007 1017 0.094 0.065
sonar 46.25 0.012 430.7 0.109 0.057

均值 1 178 0.007 1.861 5×105 0.335 0.109
平均秩 3.917 1.167 4.833 3.000 2.083

表2和表3的结果表明,本文算法的平均预测标
签个数在一些数据集上小于前4种算法,说明在这些
数据集上本文算法比前4种算法更有效.从表2和表
3还可以看出,本文算法在显著性水平参数为0.05和
0.01的情况下,平均秩均为最小,说明本文算法在整
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体上表现最优.表4中,本文算法在各个数据集上的
平均运行时间只高于CART-ICP算法,而小于其他算
法,说明本文算法有极快的计算速度.考虑到表2和
表 3中CART-ICP算法的预测标签平均个数一般较
大,故本文算法在同时考虑计算速度和预测标签平均
个数上具有比其他算法更优的性能.
综合以上实验结果可知,本文算法在加快一致性

分类器计算速度的同时,保持了可靠性和有效性,可
以在快速处理数据的同时给出可信度很高的预测结

果.

5 结 论

本文在多输出极限学习机和刀切法一致性预测

的基础上提出了基于极限学习机的快速一致性分类

器.通过算法复杂度的分析和实际数据集的检验,验
证了本文算法在保持了一致性预测可靠性和有效

性的前提下,大幅度加快了一致性分类器的学习速
度.对于如故障检测、量化交易等需要实时数据处理
且对预测结果的可信度要求很高的应用领域,本文的
算法具有极高的应用价值.
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