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基于GoogLeNet模型的剪枝算法
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摘 要: GoogLeNet包含多个并行的卷积层和池化层,极具表现力,但也导致其参数数量冗余和计算量大,解决该
问题的根本途径是将网络稀疏化.剪枝算法通过训练网络、修剪低权重连接和再训练网络三步操作,只保留卷积
层和完全连接层中的强相关连接,实现简化网络结构和参数数量的效果,获得近似的网络模型,不影响网络后验概
率估计的准确性,达到压缩效果.传统计算方式不适合非均匀稀疏数据结构,所提出的阈值剪枝算法设定合适的
阈值,将原始GoogLeNet模型中将近1 040万参数减少到65万,大约压缩了16倍.原始网络在进行剪枝处理后,准
确率会有所降低,但经过少数次迭代,网络的准确率与原始模型不相上下,达到了压缩模型的效果,验证了阈值剪
枝算法对改进GoogLeNet模型训练过程的有效性.
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Pruning algorithm based on GoogLeNet model
PENG Dong-liang, WANG Tian-xing†

(College of Automation，Hangzhou Dianzi University，Hangzhou 310018，China)

Abstract: GoogLeNet contains a number of parallel convolutional layers and pooled layers, which makes the network
highly expressive and leads to redundant and computational quantity of GoogLeNet parameters. The fundamental way
to solve the problem is to rarefly network. A pruning algorithm consists of three steps: training the network, pruning
the low-weight connection, and retraining the network, retaining the strong correlation between the convolution layer and
the fully connected layer. It reduces the number of network structure and parameters to obtain an approximate network
model and does not affect the accuracy of the network posterior probability estimation in order to achieve compression.
The traditional calculation methods are not suitable for the non-uniform and sparse data structures. The threshold pruning
algorithm is proposed, which sets a suitable threshold and reduces the original 10.4 million parameters in the original
GoogLeNet model to 650,000, approximately 16 times compressed. After pruning the original network, the accuracy rate
will be reduced. Then the accuracy of the network is comparable with the original model through a few iterations, and
the effect of the compressed mode is achieved. It is proved that the proposed threshold pruning algorithm can effectively
improve the GoogLeNet model training process.
Keywords: pruning algorithm；GoogLeNet；Inception module；weight threshold；parameter redundancy；overfitting

0 引 䀰

2014年 ILSVRC挑战赛中, GoogLeNet[1]因其特

有的 Inception模块获得了冠军. Inception中包含多
个并行的卷积层和池化层,使得神经网络极其具有表
现力,可以学习和映射其输入与输出之间非常复杂的
关系.为了提高深层神经网络的性能,人们不断扩充
网络的层级数量以延伸网络深度,或者增加每个层级
中的单元数量以拓展网络宽度.然而,更大的尺寸通
常意味着更多的参数,扩大的网络更容易过拟合,特
别是当训练集中标记示例的数量有限时,创建高质量

的训练集可能非常棘手,这已经成为神经网络发展的
一个主要瓶颈.
当使用有限的训练数据时,许多采样噪声也对网

络模型训练生成的复杂映射产生了影响,即使它们与
训练集都服从同分布,这些关系也将在后续的数据测
试中产生误差.针对这一问题,研究人员已经提出了
许多优化方法,其中包括训练集与测试集准确率偏差
变大前停止训练,或是引入诸如L1和L2正规化以及

权重共享和各种权重惩罚项[2].
解决这个问题的根本途径是将网络架构从完全

连接转变为稀疏连接.除了模仿生物系统外, Arora
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等[3]所做的开创性工作成为了该方法的坚实理论基

础,其主要结果表明,如果数据集的概率分布可以表
示为庞大而稀疏的深层神经网络,则可以通过分析最
后一层激活的相关统计和具有高度相关输出的聚类

神经元,逐层构建最优网络拓扑.赫布学习规则指出,
神经元连接间的激活水平能够改变权值,而变化的量
与两个神经元的活性之和成正比,这种学习的结果是
使网络能够提取训练集的统计特性,从而将输入信息
按照其相似性程度划分为若干类.两者共同阐明了,
即使严格的数学证明需要非常苛刻的条件,但在不太
严格的现实条件下,实践应用中也是适用的.
网络剪枝是一项网络稀疏化技术,可以防止过

拟合,为拓展网络规模和加快训练速度提供了可能
性.网络剪枝是指当训练一个较大神经网络时,移除
部分不需要连接的方法.通过移除一个单元,将其和
其所有的传入传出连接从网络中删除.同时,较大尺
寸的网络架构对初始训练条件较为敏感,而修剪网
络能够降低网络的复杂度,有利于提升泛化能力.不
足之处在于,当对非均匀稀疏数据结构进行数值计
算时,传统的计算基础设施非常低效,即使算术运算
的数量减少了100倍,查找和缓存的消耗也非常巨大,
以至切换到稀疏矩阵得不偿失.通过使用改进的高
度调优的数据库,允许极快的密集矩阵乘法,利用底
层CPU或GPU硬件的特性,导致这一差距进一步扩
大[4-5].此外,不均匀稀疏模型需要更复杂的工程和计
算基础设施.本文调用了CUDA的 cuSPARSE库,该
库主要是为了优化稀疏矩阵的运算,提供了很多方便
易用的接口.
本文介绍了 GoogLeNet 模型以及其特有的

Inception模块,阐明了采用的剪枝原理和操作细节,
分别对其卷积层、全连接层和 Inception模块进行剪
枝操作.通过对比,剪枝网络在保持原有模型性能的
前提下,降低了计算量和存储空间,甚至在某些方面,
剪枝后的模型比原始模型更好.由于剪枝算法主要
针对卷积层和全连接层,它可以普遍地应用于各种卷
积神经网络模型.给出了仿真实验结果,将不同层级
进行剪枝,并与原始模型进行比较,分析了剪枝算法
对GoogLeNet模型性能的影响.最后总结全文,证明
了剪枝算法对优化神经网络模型性能和训练过程的

合理性和有效性.

1 剪枝原理

1.1 剪枝算法

在 Cun等[6]提出的最优脑损伤 (Optimal brain
damage)算法中,将参数的显着性定义为由于删除该

参数而引起目标函数的变化.从这个定义直接评估
每个参数显着性,即暂时删除每个参数并重新评估目
标函数,简化目标函数E,有

E =
1

2

∑
i

hiiu
2
i . (1)

其中:hii为对角二阶导数,ui为待测参数.计算每个
参数的收益 si,依照显着性对参数进行排序,并删除
一些低显着性参数,有

si =
hiiu

2
i

2
. (2)

这一过程相当费时费力,需要一种有效计算hii

的方法. OBS算法在OBD算法上做了一定的改进[7],
由于Hessian矩阵上有许多非对角线项与其对角线
项相当, OBS算法采用对角线的值作为近似值代替,
简化了计算过程和计算量.同时注意到,在该算法中,
基于幅度的方法假设Hessian矩阵各项同性; OBD算
法假设H为对角矩阵; FARM算法[8]假设线性网络表

达,并且只更新最后两层之间的权重.事实表明,这些
假设都不是有效的,也不足以达到最佳的剪枝效果.

虽然隐藏单元的数量在很大程度上决定了网络

准确估计后验概率的能力,但是神经网络中的连接数
随着隐藏层级和单元数量的增加而迅速增加,并且该
数量受到实际可用计算资源的约束.参数数量的确
是网络性能重要因素,可是了解它们如何投入使用,
获取网络中可用的训练参数和连接更为重要.

为了评估完全连接层结构的效率,本节研究了其
连接权重的幅值的统计特性.该想法基于权重是训
练完成的网络中连接的显着性指标.图1为完成训练
后GoogLeNet模型卷积层中连接权重的直方图,细线
为正态分布,平均值为−0.01,标准偏差为0.056.
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图 1 GoogLeNet模型Conv层中连接权重直方图

由图 1可见,大部分权重接近于零,可以对经过
训练后的神经网络进行稀疏化仿真实验.如果小幅
值权重可删减的假设是正确的,则由图 1可以看出,
许多连接可能会被修剪,这将大大减少训练网络过程
的计算量.由于修剪减少了自由参数的数量,可以提
高网络的泛化能力.文献 [9]仅使用反向传播计算中
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收集的信息 (权重和梯度)来度量剪枝进程.本文实
验将采用类似策略,由两个参数控制剪枝进程,当权
重w符合下式时,即可剪去:

|wi| < αmax
i

(wi),∣∣∣wi
∂E

∂wi

∣∣∣ < β.
(3)

其中:α的敏感值低于 0.10;β取决于网络和训练数
据,但可以调整以获得所需的修剪准确性.实验表明,
第2个约束比第1个约束弱得多.通过考虑权重的绝
对值,实现相同数量的修剪得到几乎相同的网络性
能.因此,本文仅使用式 (3)评估中的第1个标准,或者
等效的,令β = ∞.如果 |w| < α,则权重被简单地去
除.在这种情况下,不断调整以获得最优的修剪量.
用于权重更新的梯度下降法会产生许多小的

权重.假设对于小权重,如果单次更新后新参数是具
有相同分布的独立随机变量,则所得权重是正态分
布.依据图1的权重分布可见,其实际分布可以通过
正态分布很好地近似,均值接近于零,但对于幅值约
0.1的权重,拟合度并不好.由此得出结论,至少不是
所有的 0.1左右权重都是训练过程的人为因素产生
的,这对参数α的选择是极具参考价值的.

修剪后,网络被重新训练,可以找到新的、更具相
关性的最优网络权重,并且再训练的收敛速度比原来
的训练快得多.这是因为网络规模较小,通常几次迭
代即可满足.虽然重新训练的主要作用是纠正被删
除连接中所产生的误差,但可能对离开误差函数的局
部最小值也有影响.

文献 [6]中OBD的一个遗憾是,在再训练前,将
OBD方法与简单的基于幅度的方法进行比较较为优
越,但在再训练后没有比较.这并不能令人信服,因为
再训练的影响远大于修剪后直接对比两种方法之间

的差异.第2节对剪枝前后网络再训练,实验结果表
明,尽管采用简单的修剪标准,再训练后的网络性能
可以媲美甚至比原始网络更好.

1.2 剪枝流程

剪枝方法需要进行三步操作:首先,通过正常网
络训练开始更新权重,与传统训练不同,本文并不关
心迭代后权重的最终值,而是聚焦于训练前后层级单
元之间关系是否重要;然后,修剪低权重连接,从网络
中删除权重低于阈值的所有连接,将密集网络转换为
稀疏网络;最后,重新训练网络,以获取剩余稀疏连接
的最终权重，这一步十分关键,如果修剪后的网络在
没有再训练的情况下直接进行使用,则其精度会受到
极大影响.

1.2.1 Blob结构的修改
Caffe使用Blob结构来存储、交换和处理网络中

正向和反向迭代的数据和导数信息, Blob是Caffe的
标准数组结构,提供了Caffe的统一内存接口.
一般对于批量图形数据, Blob的维度为像数量

N×通道数K×图像高度H×图像宽度W . Blob按行
为主存储,四维Blob数组中,坐标为 (n, k, h, w)的值

的物理位置为((n×K + k)×H + h)×W +w.若该
层为全连接层,则Blob为二维数组,维度分别为输入
数量和输出数量.
在 Caffe中, Blob包括 data_、 diff_、 count_、

capacity_、 shape_和 shape_data_6个属性.将原始
矩阵由密集存储转化为稀疏形式,需要添加新的
属性来存储稀疏化后的矩阵参数.本文采用 CSR
(Compressed sparse row)稀疏矩阵的存储方式, CSR
格式使用3个一维数组A、IA、JA,按行为主存储
m × n的稀疏矩阵M .设nnz表示M中非零项的数

量,数组A的长度为nnz,按从左到右从上到下的顺序
保存M的所有非零项.数组 IA的长度为m + 1, IA

的前m个元素存储M每一行中第1个非零元素A的

偏移索引值,最后一个元素 IA[m]存储nnz.数组JA

的长度为nnz,存储A每个元素在M中的列索引.这
种格式允许进行快速的行访问和矩阵向量乘法.因
此, Blob的数据结构中添加了3个向量val_、rowptr_、
colind_,这3个变量分别存储着所有非零元素值、非
零元素行指针、非零元素列索引.此外,还需要添加
3个变量 nnz_、sparse_、mask_, nnz_用来存储非零
元素的个数, sparse_用来判断是否需要进行稀疏存
储, mask_用来标记该元素是否需要进行梯度更新.
1.2.2 正则化与弃置层

选择正确的正则化方式会影响剪枝和再训练的

表现. L1正则化惩罚非零参数,导致更多的参数接近
于零,因此在修剪后再训练之前可以提供更好的准确
性.然而,训练留下的连接不如L2正则化,再训练后
精度有所降低.
弃置层广泛用于防止过度拟合,也适用于再训

练,但在再训练期间必须调整弃置率,以应对网络架
构的变化. Hinton构建的弃置算法[10]可以被认为是

一个“软弃置”,因为每个参数都以概率丢弃,而不是
绝对地丢弃.修剪可以被认为是一个“硬弃置”,如果
参数在修剪后被置零,则没有机会回来.随着矩阵稀
疏化,分类器将选择最多的信息预测因子,因此具有
更少的预测方差,减少了过度拟合.由于剪枝已经提
高了模型的泛化能力,再训练时弃置率应该更小.
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令Ci为第 i层中的连接数,Cio为原始网络,Cir

为再训练后网络,Ni为第i层中神经元的数量,有

Ci = NiNi−1, (4)

Dr = Do

√
Cio

Cir
. (5)

其中:Do为原始弃置率,Dr为再训练时的弃置率.由
于弃置层的作用,且Ci与Ni具有平方关系,根据式
(4),修剪参数后的弃置率应遵循式(5).
1.2.3 局部剪枝和参数协同适应

在再训练期间,应将训练阶段得到的权重作为剪
枝后剩余连接的权重,而不是将剪枝网络的参数重新
初始化.文献 [11]表明,卷积神经网络拥有脆弱的协
同适应特征:网络模型在原始训练权重下,进行梯度
下降能够继续优化,恢复精度,但是重新初始化一些
层级参数后,进行重新训练则没有达到预期效果.所
以如果重新初始化剪枝网络,则必须重新整理;如果
在剪枝网络上再训练,则需要保留剩余连接的原始参
数.
从保留权重开始重新训练已修剪的层需要较少

的计算,因此不需要通过整个网络传播.此外,随着网
络越来越深,神经网络容易遭受消失的梯度问题[12],
使得深层网络中的修剪错误难以恢复.为了防止这
种情况发生,修复了网络的一部分参数,只通过重新
使用幸存参数来重新训练浅网络,这些参数在初始训
练期间已经与未修剪的层共同适配.
1.2.4 修剪神经元

修剪连接后,可以安全地修剪具有零输入连接或
零输出连接的神经元.通过去除或从修剪神经元的
所有连接来进一步修剪.再训练阶段,到达具有零输
入连接和零输出连接的死神经元时,系统会执行自动
赋值,这是由于梯度下降和正则化,具有零输入连接
(或零输出连接)的神经元将不会对最终损耗产生贡
献,导致其输出连接 (或输入连接)的梯度为零.只有
正则化才能将权重置为零.因此,在再训练期间,死神
经元将被自动去除.

1.3 卷积神经网络的定量分析

在典型的卷积神经网络中,假定第 k层卷积层,
其输入特征图尺寸为DM × DM × M,M为输入图

像通道数,经卷积操作后得到的输出特征图尺寸为
DN×DN×N,N为输出通道数,则可知该卷积层由N

个卷积核组成.假设每个卷积核的尺寸为Dk ×Dk ×
M ,则有

DN =
DM −Dk + 2P

S
+ 1. (6)

其中:P 为边缘填充的宽度,S为卷积核的滑动步
长.本文GoogLeNet网络模型中的卷积核长宽均相
等,且不带偏置项,第k层卷积层的参数数量pk与计

算开销ck分别为

pk = M ×N ×Dk ×Dk, (7)

ck = M ×N ×D2
k ×D2

N = pk ×D2
N . (8)

由式 (7)和 (8)可见,通道数与参数数量、计算开
销存在正相关关系,表明降低通道数能够减少网络模
型的参数规模.对比网络修剪前后的参数数量和计
算开销,作为剪枝算法有效程度的量化参考.

2 仿真实验

2.1 GoogLetNet训练数据分析

本文采用 ILSVRC2012数据集,由于时间和硬件
性能等原因,使用前100个类,每类训练集有1 300张
图片,格式为 JPEG.这100个类一一对应于WorldNet
的100个同义子集, 100个同义子集互相不重复,也不
是父类.
模型训练250个周期,最小批次为64, GoogLeNet

开始学习速率α为0.01,学习速率变化因子γ为0.96,
学习策略为每个步长迭代后,将α乘以γ.每16 k次迭
代时,降低学习速率,最大迭代次数为500 k,动量µ为

0.9,权重衰减率为0.000 2.
每经过16 k次迭代,学习率α便会降低,防止精

度振荡,加快收敛过程.在第1个16 k次迭代, Top-1和
Top-5的精度上升最快,此时神经网络之间的连接关
系已经形成,之后的迭代训练是为了不断地强化相关
性和消除噪声干扰,因此选择第16 k训练得到的模型
进行剪枝.

为了帮助理解每个结构单元对整个GoogeLeNet
模型性能的影响,将给定的12个结构分别进行剪枝
处理,并分别冻结它们;检测不同阈值下的相应性能
指标,并进行迭代.仅经过少数次的迭代,其指标即可
回升至剪枝前的数值.有人会认为,剪枝算法仅去除
了神经网络本身对噪声拟合的相关连接,从而达到
了良好泛化效果.卷积层剪枝后的网络模型性能对
比如图2所示.由图2可知,同时对所有或者大部分
架构进行剪枝操作,会影响整个网络架构的整体性
能.正因为如此,如果输入中提取的特征被严重破坏,
则即使深度足够的神经网络也不能很好地映射图像

特征.因此,不同结构单元之间存在的依赖程度越大,
临界阈值越小;结构单元越接近输出层,临界阈值越
大.
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图 2 卷积层剪枝后的网络模型性能对比

2.2 Inception模块的剪枝

依照上述方法流程,分别对 9个 Inception模块
(见图3)进行一系列实验,研究不同阈值下剪枝算法
对最终性能的影响.每个 Inception模块包含4个并行
通道,每个通道都有1×1的卷积核,用来降维以减少
计算量,每个卷积核后面都有ReLU激活层,用来进行
线性整流.
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convolutions
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图 3 Inception结构

每个具体的 Inception模块具有不同数量的输出
尺寸,包括28× 28× 256(3a), 28× 28× 480(3b), 14×
14 × 512(4a,b, c), 14 × 14 × 528(4d), 14 × 14 ×
832(4e), 7× 7× 832(5a), 7× 7× 1 024(5b).
每经过16 k次迭代,即一个周期后,为神经网络

训练样本生成一个相应的caffemodel,对其进行剪枝
并继续训练.实验结果表明,剪枝网络的剩余连接可
以很好地模拟原始神经网络,保持其相应的性能.同
时,本文只对原始网络和剪枝网络进行训练,对剪枝
网络进行再剪枝操作是多此一举.因为进行再次剪
枝操作,极容易超过临界修剪阈值,严重破坏提取到
的特征.同时,这对模型存储、收敛速度以及计算量
等指标的改善均无足轻重.所以,本文所有性能指标
对比仅且仅需与原始网络对比.
仿真结果表明,任何一个Inception模块中的任意

一条降维通道都可以完全剪去,但最好保留至少2个
并行通道进行训练,否则反而会降低收敛速度和整
体网络性能.表1为各 Inception模块剪枝后的网络模

型性能对比 (修剪阈值为0.9).由表1可见,在靠近输
入层的 Inception中,剪去高卷积核通道效果较好;在
靠近输出层的Inception中,剪去低卷积核通道效果较
好.因为低层模块主要提取图像的低维特征,而较为
抽象的特征更容易在高层捕获.

表1 各 Inception模块剪枝后的网络模型性能对比

loss Top-1 Top-5

Inception(3a) 2.491 04 0.379 0 0.649 6

Inception(3b) 2.497 64 0.370 4 0.648 8

Inception(4a) 2.376 49 0.397 4 0.673 0

Inception(4b) 2.244 78 0.424 6 0.700 6

Inception(4c) 2.284 73 0.422 4 0.691 0

Inception(4d) 2.268 65 0.432 2 0.702 2

Inception(4e) 2.251 23 0.432 2 0.704 8

Inception(5a) 2.235 94 0.431 8 0.710 8

Inception(5b) 2.213 21 0.442 2 0.721 8

仅对Inception模块进行剪枝前后,网络性能对比
状况与仅修剪卷积层的情形类似.过小的阈值没有
达到简化网络的要求;过大的阈值会损坏网络架构,
经过再训练也不能恢复到原来的性能.设定合适的
阈值,网络在进行剪枝处理后,准确率会有所降低,但
经过少数次迭代,网络的准确率与原始模型不相上
下,此时已经减少了参数量和计算量,达到了网络剪
枝的目的.

2.3 网络剪枝

根据上述特性,对GoogLeNet模型不同结构作
了不同程度的剪枝处理,前两个卷积层仅修剪60 %
的参数,尽可能保留原始网络提取低维特征的功
能. Inception模块剪去1或2个降维通道,其余并行通
道剪枝阈值为70 %∼ 90 %.作为输出的3个全连接
层模块几乎占据全部参数的一半,由于 loss1和 loss2
对最终结果仅有部分参考价值,在训练前就已经剪
去;剩余的 loss3也仅保留5 %∼ 10 %的参数.因此,最
后剪枝GoogLeNet模型中大约仅有65万参数,压缩
了16倍,主要集中在卷积层.
图4为剪枝前后网络性能比较.由图4可见,在修

剪前后经过400次迭代后,剪枝网络的准确率已达到
同时期的原始网络.在上述剪枝策略下,模型性能指
标没有明显下降,甚至比原始模型稍好,收敛速度更
快.这支持了剪枝算法可以抑制过度拟合、增强泛化
性的观点.
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图 4 剪枝前后网络性能比较

3 结 论

本文针对网络参数量和计算量冗余问题,通过剪
枝算法简化网络结构,减少参数数量,获得近似的网
络模型,以达到压缩效果.由于卷积层和完全连接层
中强相关连接很大程度上决定了网络准确估计后验

概率的能力,对原始网络模型进行训练、剪枝、再训
练等一系列操作来减少计算量和存储,保留了强相关
连接,不影响网络的其他性能.从理论和实验效果上
证明了该方法的可行性和有效性.研究结果表明,对
GoogeLeNet模型不同结构进行不同程度的剪枝,经
过少量迭代后,能够保留原始性能,大大减少网络计
算量.此外,应该分析过度剪枝的网络,以理解在深度
神经网络中各个层级之间连接协同适应和相互依赖

的关系.
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