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摘　要: 智能网联车辆作为现代交通系统的重要组成部分, 在提升交通效率、保障交通安全及改善环境质量等方

面展现出巨大潜力, 已成为智慧交通领域的研究热点. 鉴于此, 对车辆队列模型、队列控制策略以及数据驱动系

统架构等领域的最新研究成果进行深入调研与系统梳理, 全面总结基于数据驱动的智能网联车辆队列控制的研

究现状与发展趋势. 首先, 总结智能网联车辆队列建模的方法, 比较分析机理建模与数据驱动建模的异同与优势;

其次, 探讨智能网联车辆队列系统的优化控制问题, 重点分析传统控制方法与数据驱动控制策略之间的差异, 特

别是多目标优化方法在智能化与网联化交通环境中的应用潜力; 进一步, 阐述数据驱动控制策略的数据来源、系

统架构及其实现路径, 并讨论实施过程中的技术挑战与解决方案; 最后, 总结当前智能网联车辆控制系统发展过

程中面临的主要问题与挑战, 并对未来研究的方向与重点进行展望, 旨在为推动智能网联车在复杂交通环境中的

广泛应用提供理论指导与实践依据.
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Abstract: Connected and autonomous vehicles (CAVs), as a critical component of the modern transportation system,
have demonstrated significant potential  in enhancing traffic efficiency, ensuring safety,  and improving environmental
quality, making them a research hotspot in the field of intelligent transportation. This paper conducts an in-depth review
of  the  latest  research  achievement  in  vehicle  platoon  models,  platoon  control  strategies,  and  data-driven  system
architectures.  It  also  provides  a  comprehensive  overview of  the  current  status  and development  trends  in  data-driven
platoon control for CAVs. Firstly, the paper summarizes the methods for modeling vehicle platoons and compares the
similarities, differences, and advantages of mechanistic modeling and data-driven modeling. Secondly, it delves into the
optimization control issues in the platoon system, with a focus on analyzing the differences between traditional control
methods  and  data-driven  control  strategies,  particularly  highlighting  the  application  potential  of  multi-objective
optimization methods in intelligent and connected traffic environments. Next, it elaborates on the data sources, system
architecture  and  implementation  pathways  of  data-driven  control  strategies.  Finally,  the  paper  identifies  the  key
challenges and bottlenecks of the development of platoon control  systems and outlines future research directions and
priorities, aiming to provide both theoretical guidance and practical insights for promoting the widespread application
of CAVs in complex traffic environments.
Keywords: connected  and  autonomous  vehicles；platoon  control；data-driven；optimization；modelling； system
architecture
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0    引　言

在全球范围内, 汽车产业面临前所未有的变革

浪潮, 与之相关的汽车技术正处于蓬勃发展的关键

阶段. 电动化、智能化和网联化作为三大核心驱动

力 , 正以前所未有的速度推动汽车产业迈向新高

度
[1]. 智 能 网 联 汽 车 (connected  and  autonomous

vehicles, CAVs) 作为这一变革的代表性成果, 凭借

其先进感知、决策和控制技术, 成为实现车辆的自主

驾驶与智能网联的先进交通载体
[2]. 通过多模态传感

器获取车辆周边环境数据, 再经高性能计算与机器

学习等前沿技术进行环境感知、行为预测与路径规

划, 最终通过控制执行单元实现车辆精准操作
[3]. 而

电动化技术赋予车辆高效能源利用率和零排放特性,
不仅有利于减少环境污染, 而且显著降低了能源消

耗. 智能化技术则让车辆能够及时响应复杂的交通

环境, 实现自动驾驶和智能避障, 从而提高驾驶安全

性和舒适性
[4]. 此外, 智能网联电动技术借助 5G车

联通信技术实现人、车、路之间的高效数据交互 (如
图 1所示), 有利于智能交通系统的优化运行和资源

有效调配, 从而提高交通效率
[5-6].

  

M

图1   智能网联车技术框架
 

为推动智能网联汽车的发展, 各国相继出台了

一系列政策和法规. 美国早在 1990年就已发布了

《智能车-高速路系统战略计划》, 开启了智能联网与

自动驾驶汽车技术的发展浪潮
[7]. 2020年, 美国政府

公布了《确保美国自动驾驶汽车技术的领航地位: 自
动驾驶汽车 4.0法案》

[8], 进一步明确了美国自动驾

驶领域的未来发展方向. 2017年 5月, 德国总理起草

并由联邦参议院通过了首个自动驾驶相关法律《道

路交通法-第八修正案》, 该法律允许自动驾驶在特

定条件下替代人类进行驾驶
[9]. 同年, 日本自动驾驶

研究工作组发布了《日本自动驾驶政策方针 1.0版》,
并每年持续. 近期, 工作组又颁布了《日本自动驾驶

政策方针 4.0版》, 对自动驾驶服务、道路普及线路

图、技术测试和验证等多方面进行了完善
[10]. 在国际

层面, 联合国也积极推动自动驾驶技术的发展, 除了

已有的《LKAS车道自动保持系统条例》技术法规外,
2016年 3月 23日正式发布《维也纳公约 -道路交

通》
[11]. 这也是联合国在自动驾驶领域出台的主要技

术规范, 其规定在符合联合国车辆管理条例情况下,
自动驾驶技术可以成功应用到交通运输行业中. 我
国也将智能网联汽车技术的发展同样提升至国家战

略层面. 中国工程院在 2016年出台了《智能网联汽

车技术路线图》, 提出了 2030年智能网联汽车发展

的目标和关键技术路线
[12]. 2018年, 由工业和信息化

部联合发布的《智能网联汽车标准体系建设指南》,
明确了智能网联汽车标准体系的框架和主要内容,
涵盖车辆和信息通信方面

[13]. 2021年, 工信部与交通

运输部又先后分别出台了《智能网联汽车道路测试

与示范应用管理规范》和《交通运输部关于服务构建

新发展格局的指导意见》, 进一步推进智能网联汽车

试点示范工作
[14], 推动了从道路测试向示范应用的

转变. 三部委于 2023年启动了《关于开展智能网联

汽车准入和上路通行试点工作》, 正式宣布我国智能

网联车辆进入应用阶段. 2025年, 工业和信息化部与

市场监管总局联合发布《关于进一步加强智能网联

汽车产品准入、召回及软件在线升级管理的通知》,
推动了智能网联汽车产业生态的构建

[15].
为此, 美国、中国、日本和欧洲等世界主要汽车

强国在智能网联汽车领域已开展了大量前瞻性研究

工作. 例如, 美国著名的 Peloton车辆队列自动跟驰

项目 、欧洲的 Grand  cooperative  driving  challenge
(GCDC) 项目、 Safe  road  trains  for  the  environment
(SARTER) 项目和 SCANIA项目

[16]
等. 这些项目均

已顺利完成或推进到了实车验证阶段, 如图 2所示.
欧美的各大汽车厂商已将相关的研究成果整合到最

新车辆系统中. 例如, 融合了雷达、超声波探测器、摄

像头以及全球定位系统 (global  positioning system,
GPS) 的通用凯迪拉克 Super Cruise系统, 具备自适

应巡航和路况障碍物识别等能力的奔驰自动驾驶系

统, 以及可感知周围交通状况并对前方道路进行导

航的谷歌 Waymo Driver系统等
[17]. 在商业化应用方

面, 多家国际汽车制造商和科技公司相继推出了具

有部分或完全自动驾驶功能的车辆, 并在特定区域

或公共道路上进行了实车测试
[18]. 这些活动不仅验

证了智能网联汽车的实用性和安全性, 也促进了相

关技术标准和法规体系的建立和完善. 尽管面临技

术挑战、法律法规限制和公众接受度等问题, 国外智

能网联汽车的发展仍表现出强劲的动力和广阔的前

景. 在国内, 已有诸多与车辆队列相关的研究和应用

成果, 如长安进行了 55辆 CS55商用车车辆队列试

验, 由汽标委智能网联汽车分标委组织的全国首次

大规模商用车列队跟驰公开验证试验等
[19]. 在城市
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应用层面, 深圳市利用智能网联技术, 率先开展了城

市公交车队的智能调度系统试点, 通过精准的数据

分析与实时通信技术, 显著优化了公交车辆的运行

效率. 此外, 宁波市的港口物流也引入了智能网联车

队, 借助智能调度和路线优化, 显著提升了港口物流

的作业效率和装卸效率
[20]. 这些应用实例不仅彰显

了中国在智能网联车辆队列技术方面的先进性, 更
为智能网联汽车的未来发展提供了有益的探索与实

践经验.
 
 

长安汽车 SCANIA

Peloton SARTER

图2   智能网联车商业化应用
 

现有综述大多侧重于智能网联车辆队列控制的

某一特定领域, 如机理建模、控制策略等, 而本综述

则以“数据驱动”的方法为核心, 全面涵盖了车辆队

列建模、控制策略的优化以及数据驱动系统架构的

最新研究进展. 特别是在数据驱动建模方面, 本文突

出基于大数据和人工智能技术的创新应用, 重点介

绍如何通过深度学习、强化学习等方法来应对传统

方法难以处理的复杂交通场景和非线性问题. 因此,
本综述不仅对现有研究成果进行总结, 还通过比较

分析不同建模方法的优势与局限, 进一步扩展研究

的深度和广度.
本文结构如下: 第 1节介绍智能网联车辆队列

的建模方法; 第 2节综述智能网联车辆队列的控制

方法和局限性; 第 3节围绕智能网联车数据来源及

系统框架进行分析; 第 4节进行总结与展望. 

1    车辆队列建模 

1.1    机理建模

车辆队列建模旨在通过对车辆队列行驶的动态

行为进行数学建模和分析, 从而深入解析车辆间的

网联互通机制、自主协同控制策略机理
[21]. 随着智能

网联技术的快速发展和交通需求的日益增长, 智能

网联车辆队列建模在优化交通流、提升道路安全性

等方面具有重要的理论意义和实践价值
[22]. 目前, 主

流的车辆队列建模方法主要分为机理建模方法和数

据驱动建模方法
[23]. 此外, 可以根据研究对象和目标

不同分为单车建模与车辆队列建模两部分, 二者分

别体现出微观与宏观分析的区别
[24]. 单个车辆动力

学建模聚焦于车辆的物理行为和运动机制, 如加速、

转向和制动等, 通过精准的动力学和运动学原理来

模拟车辆在不同条件下的响应
[25]. 相比之下, 车辆队

列建模将多辆车视为一个整体, 着重探索其在交通

系统中的行为模式和相互作用, 强调车辆之间的距

离维持、速度同步以及群体行驶的稳定性.
车辆队列动力学建模涉及动力传动系统中多项

非线性结构, 如发动机、传动系统以及制动系统
[26].

目前, 许多研究利用这种单体车辆模型构建分布式

车辆队列系统, 以保证队列的弦稳定性
[27]. 此外, 线

性模型在车辆队列建模中已被广泛应用, 包括单积

分器模型、二阶模型 (包括双积分器模型) 以及三阶

模型. 对于单积分器模型, 车辆速度作为控制输入,
位置则是其唯一状态. 该模型简化了控制器设计的

理论分析, 并能将车队中的最优控制问题简化为一

个凸优化问题
[28]. 然而, 考虑到这种模型与实际车辆

动力结构存在一定差异, 可能会引发队列行驶过程

中的不稳定现象. 因此, 一些学者提出将车队视为单

一质点更为合理, 从而推导出双积分器模型, 即二阶

模型
[29]. 上述两种模型作为众多重要理论成果的基

础, 皆以加速度作为车辆的控制输入
[30]. 但是, 使用

加速度控制模型难以准确描述车辆内部动力学特征.
鉴于此, 三阶模型应运而生

[31]. 该模型以扭矩而非加

速度作为控制输入, 能够更加准确地调节发动机和

制动系统, 从而更准确地模拟动力传动系统的输入

和输出特征
[32].

然而, 考虑到 CAVs的渗透率难以在短期内达

到 100%, 在未来一段时间内将呈现混合交通阶段
[33].

在此背景下, 有必要对人类驾驶车辆 (human driving
vehicles, HDVs) 进行建模, 以便深入理解和预测其

驾驶行为. HDVs与 CAVs之间的关键差异在于前

者涉及到不可控的驾驶人行为, 这种非理想的驾驶

行为具有内在的不确定性和随机性, 可能会影响队

列的稳定性
[34]. 为了描述这种复杂的人类驾驶行为

特性, 研究人员相继开发了一系列驾驶人数学模型,
如智能驾驶人模型 (intelligent  driver  model,  IDM)、
最优速度模型 (optimal velocity model, OVM)、坦佩

雷模型及前馈反馈集成模型等
[35].  IDM由 Treiber

等
[36]

于 2000年提出, 用于模拟驾驶人在跟车和保持

安全距离方面的动态响应. 该模型综合考虑车辆的

当前速度、与前车的相对距离及相对速度, 并采用非

线性函数计算车辆的加速度, 从而模拟驾驶人在不

同交通状况下的驾驶偏好
[37]. 事实上, 当队列间隔显
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著低于期望间隔时, 车辆加速度将会急剧增加, 进而

导致车辆失稳. 为解决这一问题, Kesting等[38]
引入

恒定加速度启发式 (constant  acceleration  heuristic,
CAH) 方法限制车辆速度的突变, 从而提出了自适应

巡航控制 (adaptive cruise control,  ACC) 模型 .  ACC
模型结合 IDM的动态车辆特性预测与 CAH算法的

反馈控制机制, 能够智能调整车辆的加速度, 以确保

车辆队列稳定. 针对传统 IDM模型在复杂交通环境

下的局限性, 研究人员引入了随机性因素、多车道交

互及车辆间通信机制, 以模拟实际交通流中的非线

性特性和车辆间的动态交互
[39]. 近年来, 大量基于深

度学习和机器学习方法已广泛应用于 IDM模型的

优化, 旨在提升模型对 HDVs行为预测的准确度
[40].

OVM作为交通流理论中的一个重要分支 , 自
20世纪 90年代初由 Bando等[41]

提出以来, 已成为

智能网联车辆控制与建模领域的研究热点. OVM模

型基于非线性车辆动力学的特性, 通过定义车辆与

前车之间的最优跟随距离来调整车速, 从而提高车

辆 行 驶 的 平 滑 性 和 道 路 通 行 效 率 . 基 于 此 ,
Helbingand通过分析大量实测数据来校准模型参数,
并采用阶跃函数来处理模型中的异常加速与减速现

象
[42]. 近年来, 一种基于碰撞时间的新型 OVM受到

了广泛关注, 其通过简化单变量函数描述交错车辆

的跟随状态, 能够有效评估单向双车道中头车间距、

速度和加速度的影响
[43]. 然而, 上述方法仅关注车辆

与其最优速度之间的偏差, 未考虑车辆间相对速度

的变化, 这在一定程度上限制了其对复杂交通环境

的适应性. 为此, Jiang等[44]
提出了一种全速差模型

(full velocity difference model,  FVDM), 该模型引入

速度差项, 使模型对领航车辆状态的变化更为敏感.
考虑到延迟因子对车辆稳定性造成的影响, 驾驶人

反应时间的延迟被纳入 FVDM模型开发中
[45]. 为研

究超车行为对队列跟踪行为的影响, He等[46]
提出一

种考虑车头间距分布和预设道路超车行为的最优速

度模型. 此外, 为探究驾驶人心理状态对于不同交通

条件下车辆间距的影响, Wang等[47]
将车辆跟随动

态行为融入最优速度模型中, 结果表明驾驶人的心

理状态对交通的拥堵有显著影响.
上述工作主要关注纵向车辆队列模型, 但是无

法满足复杂的道路交通场景, 因此开展横向和纵向

耦合的队列模型研究至关重要. 横纵向耦合模型不

仅涉及车辆的安全跟驰行为, 还涵盖车辆的加速、减

速、转向等动作, 这对车辆队列的高效协同运行至关

重要
[48]. 传统的车辆控制研究主要聚焦于纵向或横

向控制的独立研究, 然而, 这种分离的研究思路忽略

了车辆在实际行驶过程中横纵向行为的相互影响,
无法全面反映车辆动态行为的复杂性. 因此, 近年来,
学者们开始致力于横纵向耦合动力学模型的探索,
旨在通过综合考虑车辆在横向和纵向上的动态响应,
实现对车辆行为的更加准确的建模和控制

[49-50]. 但
是, 这种耦合的动力学模型包含复杂的动力学系统

和难以量化为驾驶人行为参数, 因而难以构建精准

的动力模型. 

1.2    数据驱动建模

随着智能交通系统的持续发展, 实时监测和存

储大量的人车路交通数据成为可能. 在对这些交通

数据进行分析处理时, 传统的理论驱动方法需根据

数据特征施加相关研究对象的假设, 并建立符合假

设的数学模型
[21, 51]. 然而, 在混合车辆队列的建模中,

不仅需要自动驾驶车辆在感知、决策和控制方面的

高级功能, 还需考虑驾驶人行为的多样性和不确定

性. 而基于单一理论假设难以建立较为准确的数学

模型, 且传统的物理建模方法已经无法满足当前交

通系统发展的需求. 因此, 如何利用交通大数据解析

复杂交通系统的内在规律, 成为学术界亟需解决的

问题 . 近年来 , 一些数据驱动方法 , 如 Koopman算
子、子空间辨识和深度强化学习, 为混合车辆队列的

建模提供了有效的解决方案
[22]. 这些方法旨在根据

收集到的大量实车数据准确地描述不同类型车辆的

驾驶行为模式, 从而开发有效的车辆队列模型.
Koopman算 子 理 论 自 20世 纪 30年 代 由

Koopman[52] 提出以来, 已在复杂系统的数据驱动建

模领域得到广泛应用, 其通过在无限维函数空间中

将非线性动态系统的演化描述为线性形式, 为复杂

系统提供了一种可行的分析和建模手段. 在车辆队

列数据驱动建模中, Koopman算子能够将高维非线

性车辆动态行为转化为线性问题, 极大地简化了模

型的分析、预测及控制过程
[53]. 具体而言, Koopman

算子利用动态模式分解技术, 可以在不直接处理系

统内部复杂的非线性相互作用的前提下, 刻画出车

辆队列的主要特征. 针对 Koopman算子在实际应用

中遇到的诸多挑战, 如高维数据处理的计算效率低

下、模型解释性不足等问题, 一些研究者已经提出相

应 的 改 进 策 略 .  Williams等 [54]
将 深 度 学 习 与

Koopman算子相结合, 提出一种新的数据驱动建模

方法, 显著提高了模型的预测准确性. 例如, Proctor
等

[55] 引入稀疏编码技术, 有效降低了 Koopman算子

的计算复杂度, 同时保留了模型预测精度. Kutz等[56]

则通过开发更为高效的算法来近似 Koopman算子,
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提高了数据处理的效率和模型的应用范围 . 尽管

Koopman算子在车辆队列数据驱动建模研究中已取

得显著进展, 但如何进一步提高模型的预测准确性,
并扩展到更多交通场景以及增强模型的可解释性等

问题仍然是未来研究的重点.
子空间辨识方法最早由 Kung于 1978年提出

[57],
随后, Juang等 [58] 将这一概念应用于结构模型参数

的辨识中, 其本质是通过输入/输出 (I/O) 数据构成

的 Hankel矩阵直接计算出状态空间模型. 相较于传

统的基于机理模型的方法, 子空间辨识技术无需依

赖于详细的系统先验知识, 能够有效适应复杂变化

的工作环境, 提高系统建模的准确性和实时性. 近年

来, 子空间辨识方法在理论研究领域得到了迅速发

展, 涌现出许多代表性的算法, 包括典型变量分析法

(canonical variate analysis, CVA)、多变量输出误差状

态 空 间 法 (multivariable  output  error  state  space,
MOESP)、数值子空间系统辨识方法 (numerical
algorithms for subspace system identification, N4SID).
其中, CVA方法作为一种多变量统计分析方法, 常
用于处理具有多个变量的数据集, 以寻找变量间的

最大相关性. 在模型参数辨识领域, CVA则广泛应

用于识别系统模型中的参数, 特别是在动态系统的

建模与辨识中
[59]. 该方法通过“过去”数据的线性组

合实现对“未来”数据的最优估计, 使用加权的估计

误差来定义此估计的范数指标, 并通过范数指标的

极小化构造辨识算法. 近些年来, 已有研究开始探索

将 CVA与其他优化算法相结合, 以解决传统参数辨

识方法难以应用于复杂系统中的问题
[60]. MOESP辨

识是由 Verhaegen[61] 提出的一类基于几何概念的子

空间辨识方法, 该方法利用己知数据构造出特定的

Hankel矩阵, 并通过正交三角分解方法将结果分解

成两个相互正交的子空间, 从而获得系统广义可观

测性矩阵的一致估计. 然后, 根据获得的广义可观测

矩阵进一步求解出系统矩阵 .  N4SID方法由 van
Overschee等[62]

受线性系统的几何性角度启发而提

出, 可视为一种具有秩约束的多步预报误差法, 该方

法采用线性回归法求解系统矩阵, 并通过几何方法

实现预测误差的极小化. N4SID利用 Kalman滤波获

取系统状态的估计, 并利用这一估计计算系统矩阵,
可有效降低噪声数据对系统识别结果的影响, 从而

提高模型辨识的精度和可靠性.
子空间辨识方法作为一种高效的数据驱动建模

技术, 近年来在车辆队列数据驱动建模领域得到了

广泛应用
[63], 该方法直接从系统输入输出数据中提

取模型结构, 在处理复杂交通系统的建模问题时显

示出独特的优势
[64]. 此外, 针对子空间辨识方法在车

辆队列中遇到的计算效率和模型精度问题, 一些研

究通过算法优化和模型改进提出了一系列有效的解

决方案. 例如, 通过改进交通数据预处理和特征提取

步骤, 以提高车辆模型的数据处理能力和预测准确

性
[65]. 通过引入稀疏表示和正则化技术, 可以有效减

少车辆模型的过拟合风险, 并增强模型的泛化能力
[66].

针对子空间辨识算法在高噪声交通环境下的扰动问

题, 通过引入先进的噪声过滤技术来提高车辆建模

的准确度和可靠性
[67]. 尽管子空间辨识方法已在车

辆建模领域取得了显著的应用成果, 但仍面临数据

质量依赖性强、模型解释性差等挑战. 未来的研究需

要进一步探索更加高效、鲁棒的建模算法, 并致力于

提高模型的透明度和解释能力, 以适应复杂交通场

景的需求. 

2    车辆队列控制 

2.1    控制系统框架

车辆队列控制算法依赖先进的车载通信技术和

自动控制技术, 通过实时交换车辆状态信息实现车

辆之间的紧密协作, 从而优化整个车队的行驶策略.
车辆队列控制方法与多智能体控制方法在本质上是

类似的, 它们均致力于实现多个个体的高效协同, 以
达到既定的共同目标

[68]. 在车辆队列控制中, 车辆之

间需要通过即时信息共享与策略协同确保交通流畅

及安全, 而多智能体控制则涉及更广泛的适用场景,
其中智能体可能是机器人、软件代理等, 强调个体在

动态变化环境中的自主学习与决策. 两者皆依赖于

先进的通信技术与智能算法, 以确保个体能够有效

互通信息并做出最佳决策, 从而增强整体系统的效

率与鲁棒性. 近年来涌现出大量先进的控制算法, 主
要分为分布式控制模式和集中式控制模式两种

[69],
如图 3所示. 集中式控制模式旨在通过一个中央控

制单元统一接收和处理所有车辆的状态信息, 并据

此制定合适的控制指令, 以实现车辆队列的协同控

制
[70]. 这种模式的核心优势在于能够全局优化车队

的运行策略, 确保车辆行为的高度一致性和协同性,
从而优化交通流. 此外, 通过集中式处理, 可以有效

减少车辆间的冗余通信, 并降低系统的复杂性, 以便

适用于复杂的控制逻辑. 基于此, Levine等[71]
提出了

一种基于线性反馈控制律的集中式控制算法框架,
为车辆队列控制研究提供理论基础. 然而, 该模式也

存在着通信延迟率高和系统可扩展性差的缺陷. 为
解决上述问题, Stankovic等[72]

设计了一种基于分布

式的控制模式, 其将车队控制问题转化为若干由各
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车辆独立解决的子问题, 这种分布式控制模式允许

车辆根据自身及周围车辆的状态信息, 独立做出控

制决策, 而无需依赖中央控制器的指令. 上述方案能

够在复杂的交通环境中, 快速应对路况变化和突发

事件, 从而提高车队的整体行驶效率.
 
 

M

M
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M

M

M
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图3   智能网联车控制系统框架
  

2.2    基于模型的队列控制方法

基于上述两种控制模式, 相继涌现出大量车辆

队列控制算法, 如比例-积分-微分 (PID) 控制、鲁棒

控制、滑模控制和模型预测控制 (MPC) 等. Xavier
等

[73]
提出一种基于分布式 PID的车辆队列控制策

略, 可根据两车之间相对位置和速度信息进行队列

控制. 鉴于车辆固有的非线性和不确定性, Wang[74]

开发了一种基于新型分离原则的自适应 PID控制器

进行队列控制. 针对难以分析车辆模型的非线特征

的问题, Li等[75]
利用逆模型补偿技术来构建线性车

辆动力学模型, 并在此基础上构建了一种基于增量

PID的队列控制算法.

H∞ H∞

H∞

H∞

H∞

在实际车辆队列应用中, 模型参数不精准和外

部干扰等因素均会对队列性能造成重大影响, 因而

有必要提高队列的鲁棒性. 近年来, 一些鲁棒控制策

略已成功应用于车辆队列控制中, 使得车辆系统在

面对参数不确定性和扰动时能够保持稳定运行. 鲁
棒 控制方法以 范数为目标函数, 求解满足该

范数性能指标最优的控制增益, 以减少系统对扰动

的敏感性, 从而提高系统的鲁棒性. 此外, 鲁棒 控

制能够结合线性时变系统和模糊多胞机模型, 有效

地解决系统模型参数时变以及范数有界的不确定性

问题. 近年来, 该方法在车辆队列控制领域得到了广

泛的应用. Hang等[76]
提出了一种基于线性参数变化

系统的鲁棒 路径跟踪控制器. 此外, 为应对车辆

质量变化、纵向速度波动以及轮胎转向刚度系数不

确定性带来的影响, 开发了一种基于鲁棒 控制理

论的队列路径跟踪控制器, 以提高系统在复杂工况

下的鲁棒性和路径跟踪性能
[77]. Zhang等[78]

采用范

H∞

µ

µ

H∞

H∞

数有界不确定性模型来表征车辆转向刚度系数的变

化特性, 提出了一种鲁棒控制策略, 旨在提升车辆的

稳定性及路径跟踪的精度. 除了 控制器外, 鲁棒

控制还涉及 综合、线性矩阵不等式 (LMI) 等相关

技术. 其中,  综合作为一种处理多变量系统不确定

性的先进技术, 能够通过精确表征系统中的不确定

性来进行模型设计, 从而确保控制器在各种扰动条

件下依然满足系统的稳定性要求. 而 LMI方法则是

通过构造满足一定条件的矩阵不等式, 以此构建系

统的稳定性条件. 根据上述结果, Gao等[79]
提出了一

种新型 鲁棒控制策略, 该策略能够在随机参数变

化和外部扰动的情况下保持良好的控制效果. 此外,
Zheng等[80]

深入研究了无向通信拓扑对车队的鲁棒

性和 控制器设计的影响. 为解决未知道路曲率的

队列路径跟踪问题, Nguyen等[81]
开发了一种预测模

型以提前获取道路曲率的动态先验信息, 并进一步

提出了一种鲁棒静态输出反馈控制策略, 从而实现

稳定的队列跟踪性能. 这些工作为车辆队列在面对

不确定性问题时提供了理论支撑, 促进了高效、鲁棒

车辆队列控制策略的设计与实现.
近年来 , 滑模控制 (sliding mode control,  SMC)

算法由于其具有良好的鲁棒性和对不确定参数的低

敏感性, 已成为队列控制的最重要研究方向
[82]. SMC

算法由苏联科学家 Utkin[83] 于上世纪 70年代提出,
它将系统状态轨迹稳定在一个预定的滑动面上, 其
基本原理是通过设计控制律使系统状态轨迹一旦到

达某个预定的滑动面后, 即使有系统参数不确定性

和外部扰动, 系统状态也能够沿该滑动面稳定地达

到期望的平衡状态. 这种算法在队列控制应用中, 需
要构建关于车辆之间距离和速度差的函数, 反映队

列中每辆车的理想动态行为
[84]. 值得注意的是 ,

SMC的滑模面与趋近律的设计将直接影响控制器

的控制效果. 为此, Wang等[85]
利用扰动观测器和改

进的多幂趋近律, 提出了一种集成式的 SMC方法的

纵向车辆队列控制策略. Devika等[86]
考虑到气动制

动系统的迟滞特性, 设计了一种基于变时间距策略

的滑模控制器, 从而保障队列稳定行驶. Ma等[87]
提

出一种基于分层模糊逻辑的车辆队列变结构

SMC方法, 该方法能够自适应地补偿由参数不确定

性和外部干扰所引起的状态误差. 然而, 车辆队列控

制不仅需确保每辆车的稳定驾驶, 还要保持期望的

队列间距 . 为此 ,  Kwon等 [27]
开发了一种联合式的

SMC方法, 旨在实现保障车辆队列的弦稳定性. 此
外, 为减少初始距离误差对队列稳定性的影响, 文献

[88]提出一种考虑等时车头距离的 SMC策略. 该策
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略通过设计新的距离误差函数, 能将具有任意初始

值的距离误差转化为初始值为零的距离误差, 从而

显著提升了队列系统的容错能力. 针对车辆队列中

的复杂道路环境工况, 出现了一种多模态切换的队

列控制器 , 其可做出正常、紧急和过激操作的决

策
[89]. 此外, 为降低队列通信负载, Xiao等[31]

设计了

一种高阶滑模控制器, 用以估计车队中车辆的位置、

速度和加速度等关键信息 . 在车辆队列控制中 ,
SMC方案对系统不确定性和外部扰动展现出独特

的优势, 然而其固有的抖振问题在复杂路况和多车

协同场景下对系统稳定性与控制精度构成挑战, 阻
碍了其进一步的推广应用.

MPC作为一种先进的过程控制方法, 其核心思

想是使用系统的数学模型预测未来一段时间内的系

统行为 , 基于这些预测来优化当前的控制输入
[90].

MPC自 20世纪 70年代末期兴起以来, 由于其在处

理多变量、多约束和非线性系统问题中表现出优越

的性能, 已在汽车、电力系统和航空航天等众多工业

领域得到广泛应用
[91]. 具体而言, MPC算法在每个

控制周期开始时, 根据当前系统状态和已知的未来

扰动信息, 通过系统的数学模型预测未来一段时间

内系统的行为. 该方法需要处理一个有限时间优化

问题, 其目的是在确保满足系统物理约束条件的前

提下实现性能指标的最小化. 优化结果将生成一系

列未来的控制输入序列, 并将第 1个输入施加到实

际系统中. 在下一个控制周期中, MPC算法将根据

新的系统状态重新进行预测和优化, 这种策略被称

为滚动时域优化或递推优化. 相较于传统的 PID控

制、鲁棒控制以及 SMC方法, MPC在处理复杂系统

中的模型不确定性、非线性驾驶人行为以及条件约

束方面展现出显著优势. 然而, MPC需要在线实时

求解优化问题, 特别是在复杂系统或高速采样频率

下, 这可能导致较高的计算负担. 随着计算机硬件性

能的显著提升, 近年来MPC已广泛应用于车辆队列

控制
[92]. 此外, Kianfar等[93]

设计了一种基于MPC的

集中式车辆队列控制算法, 有效缓解了由领航车辆

加速度变化过快引起的队列振荡现象. 针对具有单

向通信拓扑和未知期望轨迹的异质车辆队列 ,
Zheng等[94]

提出了一种分布式MPC算法, 并给出队

列渐近稳定的充分条件. 此外, 为解决车辆队列通信

失效问题, Nunen等[95]
通过将前车预测的加速度保

存至预测存储缓冲器中, 并共享给队列中其他车辆,
从而保证队列稳定性. 针对队列求解过程中面临的

计算负担和通信延迟影响, Feng等[96]
提出了一种基

于 Tube的 MPC算法来保证队列高效运行. 另一方

面, 为了确保在前车行为不确定的情况下能够保持

安全车距, Massera等[97]
设计一种基于范数约束的

鲁棒 MPC, 实现了对车辆间距的精确控制与安全性

保障. 这种方法包括前馈控制和反馈控制, 其反馈控

制模块能够实时减轻由动力学的不确定性引起的系

统偏差, 而前馈控制模块负责保证队列能够按照期

望轨迹运行. 这类鲁棒与模型预测结合的方法本质

上是通过求解最优问题来确定一系列鲁棒不变集,
从而构建管状扰动区间来约束不确定行为

[98]. 值得

注意的是, 上述鲁棒模型预测控制方法不仅在实际

应用中具有高效的适应性和低成本优势, 而且还能

在保障车辆队列安全运行的前提下, 有效应对各种

不确定性和外部干扰. 

2.3    基于数据驱动的队列控制方法

基于数据驱动的队列控制方法是利用大规模的

实时数据, 尤其是交通流量和车辆行为数据, 进行智

能优化与决策的一种方法
[99]. 与传统的基于物理模

型的控制方法不同, 数据驱动控制方法依赖数据的

采集与分析, 在不需要对复杂系统进行精确建模的

前提下, 通过学习历史数据中的规律, 优化系统的调

度与控制策略. 这种方法特别适用于那些难以建立

精确数学模型、系统行为高度非线性或动态变化的

复杂系统, 如智能交通系统、智能网联车辆等领域
[99].

基于数据驱动的队列控制方法通过实时数据反馈和

深度学习等技术, 能够实现更加灵活和自适应的控

制策略, 从而有效提升系统的运行效率和稳定性.
在智能网联车辆队列控制中, 基于数据驱动的

控制方法可以分为几类: 1)基于统计学习的队列控

制方法, 该方法通过对历史交通数据的分析, 挖掘系

统的内在规律, 建立预测模型并进行决策优化. 例如,
使用支持向量机或回归分析方法预测交通流量的变

化趋势
[100]. 2)基于强化学习的队列控制方法, 强化

学习通过智能体与环境的交互, 不断调整控制策略,
以最大化系统长期收益. 强化学习能够在动态环境

中灵活应对, 并通过奖惩机制优化队列控制策略, 特
别适用于智能网联车辆的跟驰控制与车道变换决策

等任务
[101]. 3)深度学习方法也被广泛应用于数据驱

动的队列控制中, 特别是深度强化学习, 其能够处理

高维度、非线性的交通系统状态, 从而实现高效的车

队控制和调度
[102]. 其中, 基于数据驱动的队列控制方

法不依赖传统控制方法所需的精确物理模型, 能够

在大规模数据的支持下, 从实际交通状况中学习有

效的控制策略, 避免了传统模型在面对复杂、动态环

境时的局限性. 此外, 数据驱动控制方法具有较强的
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自适应能力, 能够根据实时数据对控制策略进行动

态调整, 特别是在应对复杂交通流变化时展现出较

好的灵活性. 随着计算能力和数据采集技术的提升,
数据驱动方法的实时性和精度得到了显著提高, 能
够为智能网联车辆提供更为高效、稳定的队列控制

方案.
较为典型的数据驱动队列控制方法是基于机器

学习的控制策略. Kim等
[103]

提出了一种回归分析方

法, 利用历史车辆行为数据预测车辆队列的演化, 并
据此调整车辆的速度和间距, 以优化车队的稳定性

和通行效率. 其本质上属于深度学习范畴, 该方法的

优势在于计算简便, 适用于数据较为简洁的环境, 但
缺乏对复杂非线性特征的处理能力. 图模型在车辆

队列控制中的应用也受到越来越多的关注, 由于智

能网联车辆之间的信息交互和协作具有明显的图结

构特征, 图模型可以通过模拟车与车之间的相互作

用来优化车队控制策略
[104]. Wei等[105]

提出了一种基

于图神经网络的车队协同控制方法, 利用图模型建

立车与车之间的相互依赖关系, 并通过图神经网络

进行信息传递和控制优化, 该方法通过精确刻画智

能网联车辆间的交互关系, 进一步促进了大规模车

队系统的协同优化. 此外, 研究者将深度学习与传统

控制方法相结合, 以利用深度神经网络强大的数据

学习能力弥补传统方法的不足
[106-108]. Dong等[109]

提

出了一种基于深度神经网络模型预测控制的方法,
通过学习大量的交通数据和车辆行为模式, 能够精

确预测车辆队列的演化过程, 并优化车辆之间的控

制策略. Basile等[110]
通过使用长短时记忆人工神经

网络, 结合实时交通流和环境感知信息, 提出了一种

基于深度学习的车队队列控制方法, 该方法能够更

好地应对车辆队列在动态变化中的非线性和时序性

特征. 由此可见, 深度学习与传统控制方法结合为数

据驱动控制器的设计提供了新的视角, 具有巨大的

应用潜力, 但仍面临实时性和计算复杂度等挑战.
强化学习 (reinforcement learning, RL) 是一种通

过试错交互学习最优控制策略的方法, 其核心思想

是智能体在环境中不断尝试不同的控制输入, 并根

据奖励调整其策略, 以实现长期收益最大化. 在智能

网联车辆的队列控制中, 传统优化方法往往依赖准

确的动力学建模, 而强化学习方法可以在不完全建

模的情况下, 通过数据驱动的方式学习最优控制策

略, 从而增强系统的适应性和鲁棒性. 近年来, 深度

强化学习、基于模型的强化学习以及多智能体强化

学习等方法被广泛应用于智能网联车辆队列控制问

题
[111]. 深度强化学习结合了深度神经网络和强化学

习框架, 通过高维状态空间的特征提取与策略优化,
实现复杂动态环境下的最优控制. 在智能网联车辆

的队列控制中, 深度强化学习方法主要用于跟驰控

制、换道决策、能耗优化等任务
[112]. 在具体研究方

面, 近年来的工作主要围绕提高训练效率、增强策略

泛化能力和降低计算成本展开. 例如, Li等[113]
基于

Transformer架构的强化学习方法, 使智能体能够有

效关注关键状态信息, 从而提升复杂环境下的决策

能力. 此外, 模仿学习被引入深度强化学习框架, 利
用专家演示数据进行预训练, 从而减少策略学习过

程中因随机探索导致的不稳定性 , 提高训练效

率
[114]. 为了克服传统深度强化学习方法在智能网联

车辆控制中存在的收敛速度慢、探索效率低的问题,
研究人员提出了基于自监督学习和对比学习的强化

学习框架. 这些方法通过从大量无标签数据中提取

有用信息, 提高了策略的泛化能力和环境适应性
[115].

例如, 在高速公路合流场景中, 自监督学习可以帮助

智能体更快识别最佳合流策略, 从而提高交通流效

率和安全性. 在算法方面, 深度确定性策略梯度由于

能够直接优化连续控制输入, 被广泛用于车辆跟驰

和队列间距控制
[116]. 此外, 近端策略优化通过策略裁

剪机制增强了训练稳定性, 在复杂交通环境下的收

敛效果更优
[117]. 双延迟深度确定性策略梯度在深度

确定性策略梯度基础上引入双 Q 网络和延迟更新机

制, 进一步抑制 Q 值过估计, 提高学习稳定性
[118]. 后

续的工作将进一步融合多目标优化和元学习方法,
以提高深度强化学习在智能网联车辆队列控制中的

适应性
[119].

基于模型的强化学习 (MBRL) 结合环境动力学

建模和强化学习策略优化, 从而实现了在提高采样

效率的同时 , 减少对真实交互数据的依赖
[120].

MBRL方法的核心思想是通过学习一个近似的环境

模型, 使智能体能够在虚拟环境中进行策略优化, 从
而减少对昂贵的真实世界数据的需求 . 近年来 ,
MBRL主要应用于车队跟驰控制、队列协同决策、

节能优化等任务
[121]. 具体而言, 工作主要聚焦于提高

动力学模型的准确性、增强策略的泛化能力, 以及优

化基于模型的规划方法. 例如, 一些研究采用高斯过

程和基于变分推理的深度动力学模型进行车辆动力

学建模, 从而提高模型的可解释性和可靠性. 此外,
Transformer架构和图神经网络被用于智能网联车队

的复杂交互关系建模, 使得 MBRL能够更精准地预

测车辆之间的相互影响. 在智能网联车辆队列控制

中, MBRL能够结合模型预测控制方法, 实现高效的

规划与决策. 此外, 研究人员提出了基于贝叶斯优化
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的方法, 用于处理智能网联车队在复杂交通环境中

的不确定性问题
[122]. 通过构建不确定性感知的动力

学模型, MBRL能够在混合交通环境 (自动驾驶车辆

与人类驾驶车辆共存) 中做出更安全、稳定的决策.
在具体应用方面, MBRL已经在智能网联车队的协

同控制、节能优化和动态队列调整等任务中展现出

了显著优势. 在动态交通环境下, 基于 MBRL的方

法能够预测未来交通流变化, 并通过预先调整控制

策略, 减少拥堵和能耗. 此外, 在车路云通信辅助的

智能网联车队控制中, MBRL结合强化学习的协同

规划能力, 使得车队能够更高效地调整队列结构, 提
高整体交通效率.

在智能网联车辆的队列控制中, 多个车辆需要

协同决策以实现整体交通流的最优调度. 因此, 多智

能体强化学习 (multi-agent  reinforcement  learning,
ARL) 作为一种有效的求解方法, 已逐渐成为研究的

焦点. MARL的基本思想是在多智能体环境中, 通过

共享或独立的奖励机制, 促进智能体之间的协作, 从
而学习到稳定且高效的决策策略

[123]. MARL方法主

要包括两类范式 : 集中训练-分散执行 (ventralized
training and decentralized execution, CTDE) 和完全分

布式学习. 在 CTDE范式中, 训练阶段利用全局信息

进行智能体策略的优化, 然而在执行阶段, 智能体仅

依赖自身的局部观测进行决策, 这一特性大大提高

了算法的可扩展性与适应性. 典型的 CTDE算法包

括多智能体深度确定性策略梯度和价值分解网络,
其中深度确定性策略梯度在处理多智能体间复杂互

动时表现出色, 完全分布式学习则通过对全局价值

函数的分解, 有效促进了个体智能体之间的协作
[124].

此外, 完全分布式学习方法则关注每个智能体在缺

乏全局信息的情况下, 依赖局部观测与邻近智能体

的信息进行独立决策. 这类方法强调在动态变化的

环境中, 智能体间通过直接交互来实现协作与信息

共享.
表 1综合总结和分析了上述智能网联车队列控

制方法的分类、优缺点分析及相应文献. 可以看出,
智能网联车队列控制主要可以分为机理模型方法、

数据驱动方法和深度学习方法 3大类, 每种方法均

有不同的应用特点和优势. 在机理模型方法中, 滑模

控制和模糊控制被广泛应用. 滑模控制方法具有较

强的鲁棒性和抗干扰能力, 适用于复杂的动态环境,
但其缺点是设计较为复杂, 且对模型的不确定性要

求较高. 模糊控制方法则能够通过经验规则处理不

确定性, 但控制精度受限于规则的构建和计算的复

杂性. 数据驱动方法, 如强化学习和深度学习, 在智

能网联车队列控制中具有较高的适应性和自我学习

能力, 能够在复杂的环境中实现较好的控制性能. 然
而, 上述方法对数据的依赖性较强, 需要大量训练数

据, 且计算成本较高. 总体而言, 虽然机理模型方法

和数据驱动方法各有优缺点, 而随着深度学习方法

的出现, 能够进一步提升智能网联车队列控制的准

确性和适应性. 未来, 如何平衡计算复杂度和控制精

度, 结合不同方法的优势, 将是该领域研究的重要方

向.
 
 

表1     智能网联车辆队列控制算法分析

分类 方法 文献 优势 劣势

机理模型

方法

鲁棒控制 [77-81]
对模型不确定性和外部扰动有较强适应性,

易于保证系统稳定性
设计复杂, 需先验建模, 难以处理高维动态环境

滑模控制 [82-89] 控制精度高, 抗干扰能力强, 适合多变工况 容易产生“抖振”现象, 控制律不够平滑

模型预测控制 [90-98] 能考处理系统未来动态与约束, 适合负责任务优化 计算量大, 需高性能硬件支撑, 对模型依赖性强

数据驱动

方法

深度学习控制 [100-105] 能自动提取复杂特征, 适应非线性、未知环境 可解释性差, 训练数据需求高, 泛化能力有限

强化学习控制 [111-124]
适合序列决策问题, 可持续自学习,

具备实时调整能力
收敛慢, 样本效率低, 探索过程中可能导致系统不稳定

深度 + 机理控制 [106-110] 融合先验知识与数据优势, 提高泛化性与安全性 融合设计复杂, 需兼顾模型精度与学习灵活性

 
 

2.4    多目标优化控制

智能网联汽车在行驶过程中, 需要同时关注队

列间距、能量消耗、通勤效率、网络安全及乘坐体验

等因素. 该目标对于推动智能交通系统的发展、增强

道路安全水平、提高能源效率和提升用户驾驶体验

具有重要的意义
[125]. 近年来, 上述因素在车辆队列多

目标优化研究中得到广泛关注, 其主要致力于安全

性、经济性和舒适性这 3大核心目标的平衡
[126]. 队

列控制中的安全性是指在车辆队列行驶过程中确保

各车辆间保持安全距离, 并能快速响应突发情况以

保障队列内所有车辆的安全行驶. 这一概念不仅包

括防止物理碰撞, 也涉及通过预防性控制措施减少

潜在风险, 确保车队在各种道路条件和交通环境下

的行驶安全. 当前, 车辆队列控制安全性研究主要集

中在以下几个方面: 一是通过高精度的传感器和通

讯技术提高车辆对周围环境的感知能力, 增强车队
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在复杂交通环境的适应性和响应速度
[127]; 二是开发

先进的控制算法, 优化车队内部的车辆间距控制和

紧急制动机制, 以适应不同的行驶速度和道路条件
[128];

三是利用车联网技术实现车队与外部交通基础设施

的网联互通, 通过实时数据交换和分析, 提前预测和

避免潜在的交通风险
[129]. 此外, 随着人工智能技术的

融入, 车辆队列控制系统愈发智能化, 能够实时学习

和调整控制策略, 从而提升车队行驶的安全性.
车辆队列控制的经济性主要是指通过优化车队

行驶策略降低能源消耗, 同时提高道路利用率和行

驶效率的能力
[130]. 这一定义不仅涵盖单一车辆的能

源效率, 还包括整个车队运行过程中的经济效益, 如
通过减少空气阻力实现的燃油经济性提升、行驶时

间的缩短以及交通拥堵的减轻等. 车辆队列控制在

经济性方面有诸多尝试
[131], 大量研究通过优化车辆

间的通信技术和控制策略, 减少因频繁加速和减速

导致的能源消耗, 提高能源利用效率. 此外, 一些学

者致力于基于空气动力学拖曳效应来减少空气阻力,
以此提升车辆燃油经济性或电池续航里程

[132]. 车辆

队列控制的驾驶舒适性旨在减少乘员感受到的车辆

震动, 从而提升驾乘舒适度. 驾驶舒适性不仅涉及车

辆加速和转向行为, 还包括驾驶过程中的安全感和

可预测性. 值得注意的是, 驾驶舒适性与驾驶经济性

具有正相关特征, 可以通过减少频繁的急加速和急

减速行为来提高其性能
[133].

车辆队列控制技术的发展需同时兼顾安全性、

舒适性与经济性, 其本质属于一个多目标优化问题,
要求在多个冲突目标间找到一个可接受的平衡点.
一般而言, 多目标优化旨在寻找一组最佳解决方案,
通常称为帕累托前沿, 而不是单一的最优解. 现有的

多目标优化方法主要分为先验方法、后验方法和交

互式方法
[134]. 在先验方法中, 多目标问题在获得单一

解决方案之前需将其转换为单目标问题. 相反, 后验

方法旨在生成一个帕累托最优集, 该集合包含彼此

不相互支配的多个解决方案. 为了克服先验方法和

后验方法的局限, 一种交互式方法应运而生, 这要求

多目标优化算法不断进行交互匹配, 以指导搜索过

程. 近年来, 帕累托最优法在车辆队列多目标优化问

题中得到广泛应用, 该解集中的每个解代表队列中

多个优化目标
[135], 通过搜索最优帕累托前沿以达到

一种最佳权衡状态. 事实上, 一般很难通过改善队列

中某一辆车的行驶性能而不损害到其他车辆的性能,
从而实现多个优化目标间的有效平衡. 面对安全性、

舒适性和经济性这 3个相互竞争的多目标优化问题,
大量优化方案相继涌现, 包括粒子群优化

[136]
、模拟

退火算法
[137]

和遗传算法
[138]

等. 这些方法可以有效

揭示目标间的相互影响和权衡, 为决策者提供一个

综合考量各个目标的决策基础.
粒子群优化 (PSO) 算法是一种模拟鸟群、鱼群

等社会行为的优化算法, 由 Kennedy等 [136]
于 1995

年提出, 该算法基于群体协作的原理, 通过追踪并模

仿群体中表现最优的个体来更新自己的位置和速度.
粒子群优化算法由于其简单性和高效性, 在多目标

优化领域得到了广泛应用
[139]. 其在优化过程中, 每个

粒子都保存自己的位置和速度, 同时记录下自己的

最佳位置 (个体极值) 和整个群体的最佳位置 (全局

极值). 为了提高多目标优化的收敛速度, 一些学者

利用分解理论来构建优化的粒子选择机制
[140].

Zhu等[141]
提出一种外部存储集引导的择优策略, 通

过分配粒子对多目标问题进行优化, 从而加速帕累

托前沿收敛. Dupont等[142]
利用切比雪夫理论来设计

动态加权聚合函数, 从而增强粒子选择的更新机制.
相应地, 基于代理辅助技术的优化粒子群算法得到

了普遍的认可, 该算法通过引用帕累托存储更新机

制来增强外部存储器中解的质量, 从而有效促进算

法快速向最优解方向收敛
[143].

遗传算法 (GA) [144] 是一种模拟自然选择和遗传

学原理的启发式算法, 于 1975年提出. 该算法基于

达尔文的进化论, 通过模拟自然界中生物的遗传和

进化机制, 以解决优化和搜索问题. 该算法根据交

叉、变异和选择等遗传操作对这些染色体进行迭代,
从而在迭代过程中生成新的个体. 而每一代个体的

适应度由一个预定的适应度函数决定, 该函数根据

问题的目标对个体进行评估. 在多目标优化问题中,
遗传算法表现出显著的优势

[145]: 一方面, 基于群体

的搜索方法能够同时探索目标解空间的多个区域,
增加找到全局最优解的可能性; 另一方面, 可以通过

在每一代中保留一组优秀的个体, 即非支配解集合,
从而逐步逼近真实的帕累托前沿. 遗传算法的灵活

性使其能够快速与其他方法进行结合, 从而进一步

提高在多目标问题中的搜索效率和解的多样性. 因
此, 遗传算法成为解决复杂多目标优化问题的有效

工具之一, 尤其适合于队列控制中的非凸性多目标

优化问题
[146]. Rulz等[147] 提出了一种具有随机密钥

的遗传算法, 用于优化容量和距离限制情况下的车

辆路径跟踪问题. 此外, 遗传算法的灵活性使其能够

快速与其他方法进行结合, 从而进一步提高在多目

标问题中的搜索效率和解的多样性. Ma等[148]
提出

了一种基于模拟退火-粒子群优化的混合算法来缓

解队列经济性和安全性之间的冲突, 该算法通过全
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局搜索和局部优化的结合, 能够有效地寻找到满足

所有目标的最优解.
灰狼优化 (grey wolf optimization, GWO) 算法是

一种受灰狼社会等级和狩猎行为启发的群体智能优

化算法, 由 Mirjalili等 [149]
于 2014年提出. GWO算

法模拟了灰狼群体中的领导层次结构和狩猎策略,
通过模拟灰狼群体追踪、包围和攻击猎物的行为来

寻找全局最优解. 在 GWO算法中, 每个解可视为群

体中的一个灰狼, 根据其适应度在多个目标上的表

现来分配等级. 此外, GWO在多目标优化问题中也

得到了广泛应用, 其本质是同时寻找多个互相冲突

的目标函数的最优解集合
[150]. 然而, GWO生成的解

决方案可能会集中在搜索空间的某些区域, 而无法

覆盖整个可能的解空间, 从而导致找到的解缺乏多

样性和广度. 为了解决这个问题, Asghari等[151]
提出

了一种混沌动态灰狼优化算法, 其利用混沌映射原

理引导潜在解的搜索过程, 并通过设计非线性控制

参数来平衡探索与开发过程. 此外, Gupta等 [152] 开
发一种基于随机游走的改进 GWO算法, 有效克服

了 GWO算法易于陷入局部最优的瓶颈 . 基于

GWO算法中灰狼的社会等级对决定其搜索策略影

响的原则, Gao等[153]
创新性地提出了变异灰狼优化

算法, 该算法引入了新的控制参数方程, 有效减少了

陷入局部最优解的概率. 此外, 将 GWO算法与其他

先进算法结合成为近年来提升算法性能的有效策略

之一. 例如, Cheng等[154]
提出了一种粒子群算法和

灰狼优化算法的组合算法, 以提高优化求解速度. 相
应的, Gaidhane等[155]

建立了一种基于基于 GWO和

人工蜂群的多目标优化算法. 此类融合策略借助蜂

群算法在全局搜索中的高效探索能力与 GWO算法

在局部精细搜索方面的优异性能, 形成一种动态平

衡机制, 有效地平衡了探索与开发过程. 

3    数据来源与系统架构 

3.1    数据获取与处理

数据获取与处理是智能网联车辆队列控制的核

心, 直接决定了系统的性能和智能算法的有效性
[156].

在此过程中, 主要包括车辆传感器数据、V2X通信

数据以及交通流数据等来源, 如图 4所示.
车辆传感器数据主要来源于不同类型的传感器,

如激光雷达、毫米波雷达、摄像头和惯性测量单元.
这些传感器能够提供车辆的实时位置、速度、加速

度、距离、姿态等信息. 1) 激光雷达与毫米波雷达:
这两种传感器能够提供高精度的距离和速度数据,
尤其适用于复杂环境中的车辆检测. 激光雷达在精

准获取环境障碍物信息方面具有显著优势, 但受天

气等因素影响较大; 毫米波雷达则能够在较差天气

条件下保持较好的性能, 并具有较强的抗干扰能力.
2) 摄像头: 摄像头通过图像处理算法提供道路及车

辆的视觉信息, 常用于检测道路标志、交通信号灯、

行人及其他道路用户. 在队列控制中, 摄像头的图像

数据能够辅助实现交通情景的理解和决策支持 .
3) 惯性测量单元: 提供的加速度与角速度数据, 能够

帮助智能网联车辆进行精确的状态估计, 尤其在高

速行驶时对车辆动态行为的实时预测至关重要.
V2X (vehicle-to-everything) 通信技术作为智能

网联车辆的核心通信技术, 通过车与车 (vehicle-to-
everything, V2V)   和 车 与 基 础 设 施 (vehicle-to-
infrastructure, V2I) 的信息交互, 能够提供车辆间的

实时状态信息、交通信号和道路条件等数据. 这些数

据对于车队队列的优化、行驶安全性和交通流的顺

畅性至关重要
[157]. 具体而言: 1) V2V通信. V2V通信

使得车辆能够共享自身的实时位置信息、速度、加速

度等数据, 进一步提升车队间的协同控制能力. 例如,
在高速公路上, 车与车之间可以通过通信协调车速、

车间距, 优化车队的行驶效率, 降低交通拥堵风险.
2) V2I通信. V2I通信能够实现车与交通基础设施之

间的信息交换, 通过与路侧单元之间的通信, 车辆可

以接收到红绿灯信号、道路交通状况、施工信息等,
有助于优化路径选择和动态速度调整. 交通流数据

主要来源于交通监控系统、地面感应环和其他智能

交通设施. 该类数据能够反映路段的实时交通密度、

车速、交通流量等关键信息, 作为车队控制决策的重

要依据. 其中, 交通监控系统通过布设在路段上的摄

像头与传感器, 交通监控系统能够实时捕捉交通流

的变化, 提供流量、速度等数据, 帮助车队控制系统

了解当前的交通状况. 而地面感应环能够通过感应

车辆的通过情况, 准确测量车流量和车速, 并为队列
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NN-1

...

图4    智能网联车数据结构框架
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控制系统提供实时的交通流量信息.
由于智能网联车辆队列控制系统中涉及多源异

构数据的融合, 如何有效处理和融合来自不同传感

器、通信设备及交通流的实时数据, 是确保控制算法

高效运行的关键. 常见的数据融合方法包括卡尔曼

滤波、粒子滤波等, 这些方法能够处理来自多个传感

器的噪声数据, 提供更为准确的状态估计
[158-159]. 此

外, 随着深度学习和自监督学习等技术的快速发展,
研究人员已开始利用这些新兴技术提升数据处理与

融合的精度与效率. 例如, 通过深度神经网络对复杂

环境中的传感器数据进行学习, 能够有效提高环境

感知的精度, 并为决策系统提供更可靠的输入. 

3.2    计算架构

在智能网联车辆队列控制系统中, 计算架构的

设计直接决定了系统的实时性、扩展性与鲁棒性. 随
着智能网联技术的发展, 传统的集中式计算架构逐

渐向分布式架构与边缘计算相结合的模式过渡. 当
前, 计算架构主要集中在以下几个方面的研究与优化.

分布式计算架构是智能网联车辆队列控制的核

心组成部分, 能够实现车辆之间的协同计算与信息

共享. 在这一架构下, 每辆车作为独立的智能体, 拥
有自身的计算能力, 并通过车与车或车与基础设施

通信进行数据交换和协同控制
[160]. 分布式架构的优

势在于其能够降低单点故障的风险, 增强系统的鲁

棒性, 并能够实现灵活的车队控制. 然而, 分布式系

统的设计也面临着数据同步、网络延迟、带宽限制等

挑战, 这些问题需要通过高效的通信协议和计算模

型来解决. 目前的研究多集中在通过加强 V2X通信

技术的应用, 优化车队间的数据传输效率与协同策

略
[161].
为进一步提升计算架构的实时性与可扩展性,

边缘计算和云计算的结合逐渐成为智能网联车辆队

列控制中的发展趋势. 边缘计算将数据处理从云端

转移到车载计算设备或路侧单元, 使得车辆能够更

快速地对环境变化作出反应, 减少了数据传输和处

理的延迟. 云计算则可以在全局范围内进行大规模

数据存储与分析, 并为车队提供长期的规划与优化

支持. 近年来, 边缘计算和云计算的结合已成为智能

交通系统中重要的计算架构设计模式. 边缘计算通

过近实时的数据处理能力, 实现了车队的局部优化

和即时决策, 而云计算则通过提供强大的计算能力

和海量数据分析, 进一步提升了车队控制的全局性

能
[162].
随着车队规模的增大, 智能网联车辆队列控制

系统需要采用多层次计算架构来提高其可扩展性和

容错性. 该架构通常包括感知层、决策层和执行层,
感知层负责获取环境数据并进行初步处理, 决策层

根据处理后的数据进行队列控制决策, 执行层则负

责车辆的运动控制. 在多层次架构中, 感知层主要涉

及车辆传感器、交通流数据的获取与处理, 决策层则

通过算法进行车队调度与路径优化, 而执行层则控

制车辆的具体运动行为
[163]. 通过分层设计, 各层之间

的协同能够实现高效的车队管理和动态调度, 尤其

是在大规模车队或复杂交通环境中, 能够保证系统

的灵活性与响应速度. 

3.3    测试方法与验证

测试方法与验证是智能网联车辆队列控制系统

中至关重要的一部分, 通过合理的测试方法, 可以验

证控制算法的有效性、稳定性以及在实际环境中的

适应性. 当前, 智能网联车辆队列控制系统的测试方

法主要包括仿真测试、实车测试和基于场景的测试

方法
[164].
仿真测试是智能网联车辆队列控制系统验证中

的重要手段. 通过仿真平台 (如 SUMO、VISSIM等),
研究人员可以在虚拟环境中模拟不同的交通情景和

车队行为, 从而评估队列控制算法在各种交通场景

中的表现
[165]. 仿真测试具有成本低、可控性强等优

点, 能够在多种交通模式下验证算法的效果. 然而,
仿真测试的局限性在于其无法完全模拟现实世界中

的所有复杂因素, 如突发交通事故、动态路况等. 因
此, 虽然仿真测试能够为算法提供初步验证, 但仍需

要通过实车测试进一步验证其在现实环境中的稳定

性和有效性
[166]. 实车测试能够为智能网联车辆队列

控制系统提供最真实的验证. 在实际交通环境中, 车
队的控制策略需要应对多变的路况、交通密度和其

他不可预见的因素. 通过实车测试, 研究人员能够评

估算法在复杂、动态交通环境下的表现, 并根据测试

结果对算法进行调优. 近年来, 实车测试已成为智能

网联车辆队列控制系统验证的关键手段.
为了验证智能网联车辆队列控制系统在各种复

杂交通情境中的适应性, 基于场景的测试方法应运

而生. 该方法通过构建不同的交通场景 (如复杂交叉

口、密集车流、紧急避障等)来评估系统在面对突发

情况时的表现. 基于场景的测试方法能够模拟多种

极限情况下的车队行为, 帮助研究人员发现算法在

极端情形下的潜在问题. 例如, 在紧急制动场景下,
车辆能否及时响应、是否能够保持队列稳定等问题,
都可以通过基于场景的测试得到有效验证. 
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4    问题分析与挑战

在智能网联车辆队列控制的研究中, 尽管已取

得一定的进展, 但仍存在若干亟待解决的难题. 本节

从建模、控制和数据计算 3个角度出发, 对目前的研

究问题与挑战进行梳理, 如图 5所示. 

4.1    建　模

智能网联车队列的建模方法主要分为机理建模

和数据驱动建模两大类. 机理建模依托交通流理论

和车辆动力学, 能够较好地反映交通系统的内在机

理, 特别是在稳定、单一的交通环境中能够给出可解

释且较为精确的预测. 然而, 在动态复杂场景下, 其
线性化假设失准, 面对强非线性、突发交通事件及极

端气象条件时, 预测精度显著下降. 而数据驱动建模

凭借深度学习、大规模数据挖掘等手段, 能够实时捕

捉非线性特征并适应复杂环境, 但对高质量数据依

赖严重, 易受噪声、缺失与分布漂移影响, 且在大规

模、高维异构数据面前泛化能力有限. 因此, 如何提

升数据驱动模型的鲁棒性和准确性, 降低对高质量

数据的过度依赖, 仍是未来研究的核心难点. 

4.2    控　制

对于智能网联车队列传统的优化控制方法通常

集中在单目标或简易的多目标形式出现, 这些方法

在理想化交通环境中表现良好, 随着网联规模扩大

与场景复杂化, 其局限逐渐凸显. 近年来, 强化学习、

深度学习等数据驱动控制方法为高动态、不确定环

境提供了新思路, 特别是面向实时调度与动态优化

方面优势明显. 然而, 此类方法收敛速度较慢、控制

稳定性不足, 在实际道路中实时性与可靠性亟待提

升. 因此, 未来应聚焦多目标优化与实时控制的深度

融合, 开发适应复杂交通环境的鲁棒控制算法. 

4.3    数据与计算

智能网联车队列控制依赖海量数据, 面对实时

性和精准性要求较高的应用场景, 高效获取和处理

数据成为关键瓶颈. 现有的计算架构难以满足大规

模、异构交通数据的实时需求, 尤其在边缘计算环境

下, 数据传输和计算分配仍需优化, 以降低延迟并提

升可靠响应. 同时, 伴随个人驾驶数据的采集和智能

网联车辆的普及, 数据隐私和风险同步上升. 如何在

保障数据安全和隐私的前提下, 提升数据利用率, 成
为未来智能网联车队列控制研究中的重要方向. 

4.4    测　试

智能网联车队列测试场景的多样性与复杂性使

得实验设计和测试数据的获取愈发困难. 真实交通

环境涉及道路状况、气候变化、驾驶员行为等多重因

素交织, 增加了系统验证的难度. 现有测试手段难以

覆盖大规模车队和复杂交通网络, 亟需设计出高效、

可靠的大规模仿真和测试平台. 此外, 随着智能网联

车辆自主决策能力的提高, 全面、系统的安全评估方

案开发也更显迫切. 未来的测试研究聚焦: 构建精

确、全面的测试评估指标和标准, 优化仿真平台的效

率和逼真度, 并推动跨领域、跨行业的联合测试, 确
保智能网联车队列控制系统在复杂动态环境下安全

高效地运行. 

5    结　语

智能网联车辆作为智慧交通系统中的关键组成

部分, 具备巨大的研究与应用潜力. 本文从车辆队列

建模、队列控制策略以及数据驱动系统架构等角度,
全面梳理了相关领域的研究进展. 首先, 机理建模与

数据驱动建模的比较为理解智能网联车辆队列控制

提供了理论基础, 揭示了两者在准确性、可解释性和

适应性等方面的优势与局限; 其次, 优化控制方法在

智能网联车辆队列系统中的应用, 特别是多目标优

化策略的提出, 为应对复杂交通环境中的实时性与

动态性挑战提供了新的思路. 本文同时探讨了数据

驱动控制策略在智能网联车辆队列管理中的实际应

用路径, 提出了数据获取、系统架构以及技术实现中

的若干关键问题和挑战, 并结合现有解决方案进行

了系统分析.
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