
第 26 卷 第 1 期

Vol. 26 No. 1

控 制 与 决 策
Control and Decision

2011 年 1 月

Jan. 2011

基于数据驱动的故障诊断方法综述

文章编号: 1001-0920 (2011) 01-0001-09

李 晗, 萧德云
(清华大学 自动化系，北京 100084)

摘 要: 首先介绍了基于数据驱动的故障诊断方法研究动机和国内外发展现状, 以新的视角将现有故障诊断方法分

为基于数据驱动的方法、基于分析模型的方法和基于定性经验的人工智能方法, 说明了该方法在整个体系中的地位,

并从数据利用及其与基于分析模型的方法比较等方面探讨了该方法的应用背景; 然后综述了按照新分类中基于数据

驱动故障诊断的现有方法, 分析比较了各方法的区别和联系; 最后指出了基于数据驱动故障诊断方法的几个具有前

景的研究方向.
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Abstract: Research motivation and current trends on data-driven fault diagnosis are firstly introduced. Then new

classification of existing fault diagnosis approaches, which are data-driven methods, analytical model based methods and

qualitative knowledge based methods, is proposed to show the status of data-driven methods in the framework. The basic

application background is further discussed in terms of data requirements and comparison with analytical model based

methods. The state-of-art methods as well as their connections and differences are analyzed in detail. Finally, several

potential research directions are also summarized.
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1 引引引 言言言

近 20年来, 现代化工、冶金、机械、物流等工业

呈现向大型化、复杂化方向发展的新趋势, 这些大型

复杂工业过程的一个共同点就是一方面无法完全依

靠传统方法建立精确的物理模型进行管理监控, 另一

方面又时刻产生大量反映过程运行机理和运行状态

的数据. 基于实际限制、成本优化、技术商机等因素

的考量, 如何利用这些海量数据来满足日益提高的系

统可靠性要求已成为亟待解决的问题, 其中基于数据

驱动的故障诊断技术是一个重要的方面. 由于大型复

杂系统需要监控的变量数大幅度增加, 获得的过程数

据与小型简单过程相比呈数量级增长, 若仍采用 PID

闭环控制来补偿扰动和突变, 则需要补偿的数量过多,

导致控制器负担过重, 生成的小故障可能传播为灾难

性的大故障. 如北京东方化工厂 1997年 6月发生乙烯

装置起火爆炸事故, 直接经济损失达十亿元, 间接经

济损失无法估量; 2005年吉林市中石油吉林石化公司

双苯厂连续发生爆炸, 形成特大环境污染事故; 胜利

油田由于没有先进的输油检漏系统, 每年管道漏油造

成的经济损失达上千万元[1].

基于数据驱动的故障诊断是基于数据驱动控制

和应用方法的一个重要方面, 已成为近年来热门的研

究领域. 国际上, 美国University of Minnesota于 2002

年主办了题为“IMA hot topics workshop: Data-driven

control and optimization”的研讨会. IEEE从 2008年开

始举办The IEEE Int Workshop on Defect and Data

Driven Testing, 专注于各类基于数据的异常检测和故

障诊断技术. 在国内, 国家自然科学基金委于 2008年

收稿日期: 2010-03-02；修回日期: 2010-06-22.

基金项目: 国家自然科学基金项目(60736026, 60904044).
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图 1 故障诊断方法分类

召开了“基于数据的控制、决策、调度和故障诊断”研

讨会; 2009年第 6届全国技术过程故障诊断与安全性

学术会议三场大会报告中有两场是关于基于数据驱

动领域内的. 纵观该领域的发展历史, 基于数据驱动

的故障检测、诊断、辨识技术正处于学术界和工业界

全面重视的阶段, 其系统理论和方法有待进一步深入

研究.

大型过程工业控制中的故障通常被定义为至少

一个系统特征或者变量出现了不被允许的偏差[2].

Kesavan等人[3]指出了其中几种典型的故障: 过程参

数变化、扰动参数变化、执行器 /传感器故障、执行器

饱和. 而数据监控技术通过过程信息辨别和异常报警

为大型工业流程正常工作提供了技术支持. Raich等

人[4]提出了数据监控的 4个步骤: 故障检测、故障辨

识、故障诊断和过程恢复. 故障检测判断是否发生故

障; 故障辨识从过程的众多变量中确定受故障影响最

大的变量; 故障诊断确定故障发生的原因; 过程恢复

对故障进行干预, 去除故障对系统的影响. 以上 4个

步骤并不是缺一不可, 有时可以将前 2步合并处理, 而

前 3个步骤是故障诊断研究的重点关注领域, 最后 1

步一般需要单独处理.

本文将故障诊断领域的方法划分为 3类: 基于分

析模型的方法、基于定性经验知识的方法和基于数据

驱动的方法, 如图 1所示. 基于分析模型的方法适用

于能建模、有足够传感器的“信息充足”的系统, 需要

过程较精确的定量数学模型, 而要建立过程的数学模

型则必须了解过程的机理结构. 参数估计法[6]、状态

估计法[7]、分析冗余法[8]等都是典型的基于分析的方

法, 其理想状态是能够获得精确的模型. 但在实际过

程中存在“未建模动态”, 这种模型不精确性虽然使

得模型的鲁棒性较好, 但同时也容忍了故障的发生,

增加了确定故障发生类型的难度. 基于经验知识的方

法适用于不能或不易建立机理模型、传感器数不充分

的“信息缺乏”的系统[5], 包括符号有向图[9]、专家系

统[10]等. 基于分析模型的方法和基于定性经验知识

的方法更适用于具有较少输入、输出或状态变量的系

统, 对于具有海量数据的系统则使用成本过高[11-13].

在当今的大型系统中, 一方面, 基于分析模型的

方法不可能获得复杂机理模型的每个细节; 另一方

面, 基于定性经验知识的监控方法需要很多复杂高深

的专业知识以及长期积累的经验, 这超出一般工程师

所掌握的范围, 从而变得不易操作. 目前, 多数企业每

天都产生和存储较多运行、设备和过程的数据, 这些

数据分为正常条件下和在特定故障条件下收集的数

据, 包含着过程中各方面的信息. 如何利用这些数据,

实现基于数据驱动的生产过程和设备的故障诊断、优

化配置和评价是一个值得研究的问题. 本文着重从基

于数据故障诊断的思想、应用背景、方法、发展、对比

等方面全面回顾基于数据驱动的故障诊断方法.

2 基基基于于于数数数据据据驱驱驱动动动故故故障障障诊诊诊断断断方方方法法法的的的应应应用用用背背背景景景

首先, 基于数据驱动的故障诊断方法可以看作是

基于数据驱动的控制优化方法的一个子领域, 后者的

核心思想是如何利用受控系统的在线和离线数据[14];

其次, 在目前的实际研究中, 前者往往成为相对独立

的体系. 周东华等人[15]提出的基于数据驱动的故障诊

断是对过程分析数据进行分析处理、在不需知道系统

精确解析模型的情况下完成故障诊断.

基于数据驱动的故障诊断方法采用的数据源于

当前采样在线数据和系统存储的大量历史离线数据.

所以, 明确离、在线数据的区别和对于数据的要求是

实现数据利用的第 1步. 在线数据是当前受控系统的

I / O数据, 捕捉了系统的最新变化, 反映了一个过程

或事件的时变特性; 离线数据相对于在线数据而言,

主要指存储的大量控制器的历史 I / O数据、传感器记

录数据、过程采样数据等. 与在线数据相比, 离线数据
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数量多、信息量丰富, 不会产生在线数据只包含一次

采样过程的一部分、信息丢失以及测量偏差等现象.

目前, 基于离线数据的方法远多于基于在线数据的方

法, 应用也更加广泛. 一般来说, 基于数据驱动的故障

诊断方法对离线数据的要求有: 1)信息充足. 好的离

线数据在采样空间中均匀分布, 该条件类似于系统辨

识中数据的持续激励条件[16]. 2)完整性. 完整性指离

线历史数据能包含受诊断对象各个方面的情况, 包括

正常情况和各种故障时的情况. 虽然一次采样数据仅

反映系统的某一个状态, 不能包含状态空间中的所有

状态, 但数据的完整性是体现在统计意义上的概念.

为了满足离线数据的完整性, 需要在采集到数据后进

行后验分析, 例如模式分类. 这样若数据在完整性上

还有缺陷, 则可以有目的地进行弥补. 近年来, 工业过

程大型化, 复杂化, 监控技术越来越向时间多尺度方

向发展. 例如先进过程控制中, ms级的阀门控制是实

时的, 而在管理层有关最终产品的组合决策却以季度

为单位进行, 这样就要求基于离线的数据监控方法与

在线任务相结合. 同时, 计算机数据处理能力的高速

发展也为基于离线数据的监控方法处理实时数据提

供了坚实的技术支撑.

虽然随着工业流程日益大型化、复杂化, 要实现

整个系统的建模非常困难, 但故障诊断采用传统基

于建立近似模型的方法仍然十分普遍. 实际情况中,

可能只有各个小规模子系统的输入输出关系可以建

立子系统较精确的物理模型, 但若仅将子系统的模

型组合起来形成整体系统, 则会忽视子系统间的联

系, 如变量间的关联性、系统的非线性等. 在这种情

况下, 基于数据驱动的故障诊断方法可以作为基于

机理模型方法的重要补充. 目前采用的分布式控制

系统 (DCS)可以提供一个用于全局管理监控的平台,

以此来提高产品质量、减低生产能耗、降低污染排放

等, 其优点是有大量高质的过程数据可以用于过程优

化和监控[17]. 输油管线监控和数据采集 (SCADA)系

统是一类典型的集故障诊断、调度、优化配置于一体

的分布式管理监控系统, 它集成了各种机理模型, 能

够极大挖掘收集到的各种数据完成管理、调度、监

控、报警, 如图 2所示. 系统由 1个监测调度中心、各
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图 2 输油管线 SCADA系统的常用实现结构

泵站控制终端和通信网络构成. 监测调度中心定时接

受各泵站终端采集的数据, 将全线的数据集中起来,

根据不同的决策目标进行不同数据的组合分析, 实现

泵站的各种操作和调度, 如泄漏故障的侦测等. 另外,

监测调度中心根据数据分析的结果发出指令给一个

或多个泵站终端, 改变管线系统运行状态. 整个系统

的控制、调度、决策、故障诊断都是基于大量在线数

据分析完成的.

3 基基基于于于数数数据据据驱驱驱动动动的的的故故故障障障诊诊诊断断断方方方法法法概概概述述述

基于数据驱动的故障诊断方法主要有基于统计

分析的方法、基于信号分析的方法以及基于定量知识

的数据分析方法, 下面分别予以介绍.

3.1 基基基于于于统统统计计计分分分析析析的的的故故故障障障诊诊诊断断断方方方法法法

基于统计分析的方法主要依靠分析过程数据统

计量, 从其中的变化提取特征. 应用统计理论进行故

障诊断的前提是系统中必须出现故障, 否则过程数据

的特征统计量只能在一定的、可以接受的范围内波

动. 虽然某个变量每次观测的具体数值不能准确预测,

但其平均值和方差值等特征统计量会保持不变, 这种

特性称为特征统计量的可重复性. 利用该可重复性可

以针对特定的变量设定特定的门限值, 从而有效地检

测出异常状态. 基于统计分析的方法可以分为单变量

统计方法和多变量统计方法, 其中后者是故障诊断主

要的应用方法.

3.1.1 基基基于于于控控控制制制图图图法法法的的的故故故障障障诊诊诊断断断

门限值法在单变量统计方法中较为重要, 其基本

思想是: 通过定义一个过程变量的门限值, 规定其值

的允许变化范围, 超出该范围即认为发生了故障. 休

哈特控制图[18-19]是门限值法著名的应用之一, 也是当

前产品质量监控的重要工具. 如图 3所示, 该图是一

种画在平面直角坐标系中标有控制限的图像, 横坐

标表示检测时间, 纵坐标表示测得的目标特征值, 中

心线表示目标值CL, 实线表示控制上限UCL和下限

LCL. 标准的控制图模型为

UCL = 𝜇𝜔 + 𝐿𝜎𝜔, (1)

CL = 𝜇𝜔, (2)

UCL = 𝜇𝜔 − 𝐿𝜎𝜔. (3)

其中: 𝜔是统计变量, 𝜇𝜔 是均值, 𝜎𝜔 是标准偏差, 𝐿是

常数. 控制图按其用途可分为两类: 一是变量控制图,

用于分析生产过程中有关质量特性值的变化情况, 检

测工序是否处于稳定受控状态; 二是特性控制图, 用

于发现批次产品是否符合要求, 以预防不合格品出厂.

前者一般用于监控可量化表示的监测量, 后者对应监

测非量化特性.

常用的变量控制图是𝑥控制图和𝑅控制图, 其
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图 3 休哈特控制图

CL取值分别为采样值平均值和多次采样极值差的平

均值, UCL和LCL分别按一定规则选取. 当总采样次

数较大或为变量时, 𝑆控制图比𝑅控制图更常用, 其

中𝑆为采样值的标准偏差[20]. 变量控制图可以提供

系统异常的信息, 用来区分引起质量波动的原因是偶

然的还是系统的, 从而判断生产过程是否始终处于受

控状态. 当在横轴上描绘出取得某过程变量不同时刻

的采样值时, 正常状态下其值将在中心线上下波动,

形成某种典型分布; 如果除去偶然偏离出控制界的采

样外, 描绘出的分布还是偏离了典型分布, 则可判断

为异常情况发生. 特性控制图则经常用于判断产品质

量“有缺陷”或“无缺陷”、“相容”或“不相容”、“合

格”或“不合格”. 这类图的CL, UCL, LCL均用概率

值表示. 例如, 检验一批次产品的不合格率是否超过

门限, 从而判断这批产品是否合格以确定设备是否故

障, 常见的有𝑃 控制图, 𝐶控制图和𝑢控制图[20]. 为了

更好地检测出过程中小的漂移, Page[21]提出了累积和

控制图, 它通过计算变量与其标称值的差值和来判断

是否发生参数漂移故障. Robert提出的指数加权滑动

平均控制图对变量当前观测的数据和历史数据赋予

不同的权重后计算加权和, 当加权和超过一定门限值

时, 认为发生故障.

利用以上控制图设定监测门限值时没有考虑变

量间的相关性, 仅从自身的历史数据出发得到统计特

征量. 下面将要介绍的多变量统计分析方法将考虑包

含在其他相关联变量中的信息进行故障诊断. 根据多

变量历史数据, 利用多元投影方法将多变量样本空间

降维形成反映数据主要变化的低维空间, 再将新观测

数据投影到此低维空间, 利用特征统计量判断数据是

否异常. 该类方法主要有主元分析法 (PCA), Fisher判

别分析法 (FDA), 偏最小二乘法 (PLS), 规则变量分析

法 (CVA)等.

3.1.2 基基基于于于PCA的的的故故故障障障诊诊诊断断断

PCA技术[22]将系统高维历史数据组成矩阵, 进

行一系列矩阵运算后确定若干正交向量 (称为装载向

量), 历史数据在这些向量上的投影反映数据变化最

大的几个方向, 舍去数据变化较小的方向, 由此可将

高维数据降维表示, 该方法即为 PCA降维方法. 利用

PCA技术降维后, 通常只需 2∼3维即可反映历史数据

的大部分变化方向, 进而从海量数据中抓住主要部分,

极大简化数据利用.

假设历史数据矩阵为

𝑿 =

⎡⎢⎢⎢⎢⎢⎣
𝑥11 𝑥12 ⋅ ⋅ ⋅ 𝑥1𝑚

𝑥21 𝑥22 ⋅ ⋅ ⋅ 𝑥2𝑚

...
...

. . .
...

𝑥𝑛1 𝑥𝑛2 ⋅ ⋅ ⋅ 𝑥𝑛𝑚

⎤⎥⎥⎥⎥⎥⎦ . (4)

其中: 𝑛表示观测次数, 𝑚表示每次观测的变量数. 利

用 PCA技术进行故障诊断的原理是: 装载向量的个

数确定了高维历史数据降维后的维度. 将新观测的

数据向量𝒙投影到装载向量所指示的方向上, 利用

𝑇 2[23]和残差空间中的𝑄统计量[24]可判定𝒙是否为异

常数据, 从而判定是否故障.

运用PCA技术进行故障定位经典的方法是贡献

图法[25]. 当判断发生故障时, 定义故障贡献度函数, 分

别计算𝑚个变量的贡献度函数值, 并选取使函数值最

大的变量作为引起故障的变量. Alcala等人[26]证明了

引起故障的变量其经典贡献度函数值不一定最大, 并

指出在基于重构的贡献值计算方法下可以保证以上

原则, 从而改进了故障定位方法. PCA技术用于故障

分类的原理是以包含各类故障信息的数据为训练数

据, 推导出指示数据变化最大的几个方向的向量. 将

新观测的数据𝒙代入预先定义的故障分类判别式中,

通常采用模式分类方法中的后验概率判别式[27], 依据

达到最大的故障概率来对故障进行归类. 文献 [28]提

出了以每类故障数据为训练数据分别建立 PCA模型,

依次对新观测数据进行检验以确定属于哪种故障数

据类或新的故障类.

对于采样间隔较短的化工过程, 除了考虑不同

变量之间的互相关性, 还需要考虑自相关性, 即同一

变量在不同采样时刻值的相关性. 简单的方法是将

不同时刻的变量值对于采样次数取平均, 或利用动态

PCA技术[4], 将训练数据矩阵𝑿变为𝑿(ℎ), 即

𝑿 =

⎡⎢⎢⎢⎢⎢⎣
𝒙T
𝑡 𝒙T

𝑡−1 ⋅ ⋅ ⋅ 𝒙T
𝑡−ℎ

𝒙T
𝑡−1 𝒙T

𝑡−2 ⋅ ⋅ ⋅ 𝒙T
𝑡−ℎ−1

...
...

. . .
...

𝒙T
𝑡+ℎ−𝑛 𝒙T

𝑡+ℎ−𝑛−1 ⋅ ⋅ ⋅ 𝒙T
𝑡−𝑛

⎤⎥⎥⎥⎥⎥⎦ , (5)

其中𝒙T
𝑡 是采样时刻 𝑡的𝑚维观测数据向量. 此外, 与

传统PCA方法训练数据𝑿只有变量和采样次数两维

不同, 多向 PCA[29]还加入了历史数据的不同批次, 是

传统 PCA方法的三维延伸.

从以上论述可以看出, PCA本质上是对历史数

据集所构成的输入空间作线性变换, 使得其只对服从

高斯分布数据特征的提取效果明显. 但在多数情况
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下, 数据集具有其他任意分布, 特别是在数据具有非

线性结构、不能用线性分类的情况下, 传统 PCA方法

显得力不从心, 核PCA(KPCA)[30]考虑了此问题. 它是

一种非线性 PCA技术, 首先通过一个非线性映射函

数Φ将历史数据映射到特征空间𝐹 的数据空间中; 然

后对𝐹 中的数据集运用 PCA技术进行数据分类. 而

核技术应用于PCA的关键在于, 通过预选的核函数

代替映射函数Φ作用时, 要进行内积运算, 不用必须

找到Φ[31]. Kramer[32]还将PCA方法扩展为基于神经

网络的非线性 PCA, 在某些数据具有非线性的情况

下, 非线性 PCA神经网络比传统 PCA能够更多地捕

捉到数据变化.

3.1.3 基基基于于于Fisher判判判别别别分分分析析析的的的故故故障障障诊诊诊断断断方方方法法法

FDA[33]是一种与 PCA原理相同的线性降维方

法, 寻找较少的正交向量, 将式 (4)所示的高维训练数

据𝑿只投射到这几个向量所指示的方向上, 从而表

征了数据中蕴含的系统运行特征. 与 PCA方法相比,

FDA方法考虑了𝑿不同数据分类之间的关联信息,

因此能提供比𝑿更优的低维表示, 更加适合于故障

分类. FDA方法极大化数据类之间的距离, 极小化数

据类内的距离, 定义了描述以上概念的数据类间分散

度矩阵𝑺𝜔, 数据类内分散度矩阵𝑺𝑏 和度量所有数据

间方差程度的总分散度矩阵𝑺𝑡. 𝑺𝜔, 𝑺𝑏, 𝑺𝑡 之间的关

系为

𝑺𝑡 = 𝑺𝑏 + 𝑺𝜔. (6)

利用𝑺𝜔, 𝑺𝑏 和𝑺𝑡 可确定 FDA装载向量, 由此利

用FDA装载向量矩阵𝑾𝑎 可以将一个𝑚维的观测向

量𝒙𝑖 投射到更低维的 𝑎维空间 (𝑎 < 𝑚), 即

𝒛𝒊 = 𝑾T
𝑎 𝒙𝒊. (7)

将 FDA方法应用于故障分类的原理与PCA方法

相同, 将新的观测数据代入第 3.1.2节中应用的故障

分类判别式中, 即可确定是哪类故障发生.

3.1.4 基基基于于于PLS的的的故故故障障障诊诊诊断断断方方方法法法

PCA方法找出训练数据𝑿变化最大的几个方

向, 代表这几个方向的向量组成装载矩阵对新观测数

据进行归类, 从而起到故障分类的作用. 但缺陷是装

载向量只反映了𝑿变化最大的几个方向, 当这些方

向不足以包含区分故障所需要的足够信息时, PCA

方法将不能起到故障分类的作用. 而PLS方法中设置

了一个矩阵𝒀 , 𝒀 的元素包含了故障信息, 与 PCA方

法直接寻找𝑿变化最大的方向不同, PLS方法的思

想是通过最大化𝑿和𝒀 之间的协方差来确定装载向

量, 这样找出的装载向量能够更准确地表现不同故障

的差异, 利于进行故障分类.

在 PLS方法中, 训练数据矩阵𝑿 ∈ 𝑹𝑛×𝑚, 形同

式 (4), 但行列将重新排列. 假设有 𝑝类故障, 每类故

障观测到的向量数量分别为𝑛𝑖(1 ⩽ 𝑖 ⩽ 𝑝), 且
𝑚∑
𝑖=1

𝑛𝑖

= 𝑛. 𝑿中的前𝑛1 行放置属于故障类 1的观测数据,

𝑛2 行放置属于故障类 2的观测数据, 以此类推. 对

应𝑿选取的𝒀 的一种形式如下:

𝒀 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

1 0 0 ⋅ ⋅ ⋅ 0
...

...
...

. . .
...

1 0 0 ⋅ ⋅ ⋅ 0

0 1 0 ⋅ ⋅ ⋅ 0
...

...
...

. . .
...

0 1 0 ⋅ ⋅ ⋅ 0
...

...
...

. . .
...

0 0 0 ⋅ ⋅ ⋅ 0
...

...
...

. . .
...

0 0 0 ⋅ ⋅ ⋅ 1

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦

, 𝑌 ∈ R𝑛×𝑝. (8)

在模式分类中, 通常用“1”表示同类,“0”表示非同

类. 前𝑛1 行只有第 1列元素为 1, 其余元素为 0, 表示

有𝑛1 个数据属于故障类 1, 后𝑛2 行与前𝑛1 行数据线

性无关, 表示有𝑛2 个数据属于故障类 2, 以此类推.

非迭代最小二乘算法[34]和计算速度较快的

SIMPLS算法[35]是实现 PLS方法的两种典型算法. 求

得 PLS的装载向量后, 可以应用与 PCA方法相同的

故障检测、辨识、分类的方法, 如𝑇 2 统计量、𝑄统计

量、贡献图法和判别式分析.

3.1.5 基基基于于于规规规则则则变变变量量量分分分析析析的的的故故故障障障诊诊诊断断断方方方法法法

DPCA和DFDA方法均考虑了变量之间的互相

关和自相关性, 但应用该类方法对一些具有强自相关

性的系统进行故障诊断时, 仍较为困难[36]. CVA子空

间方法是一种基于过程数据的系统辨识方法, 它最大

化历史数据集和未来数据集之间的相关性, 同时考虑

了数据间的相关性和数据序列相关性. 与PCA和

DPCA方法相比, CVA方法能够降低故障的漏检

率[37].

CVA进行故障诊断的思路是利用过程数据辨识

出系统的模型, 然后根据该模型预测可观测量, 通过

对比实测量和观测量的差值判断过程是否出现异常.

ARMA过程的状态空间模型为⎧⎨⎩𝒙(𝑘 + 1) = 𝑨𝒙(𝑘) +𝑩𝒆(𝑘),

𝒚(𝑘) = 𝑪𝒙(𝑘) + 𝒆(𝑘).
(9)

其中: 𝒙(𝑘) ∈ R𝑛,𝒚(𝑘) ∈ R𝑚. 首先定义过去信息向量

为
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𝒚𝒑 =

⎡⎢⎢⎢⎢⎢⎣
𝒚(𝑘 − 1)

𝒚(𝑘 − 2)
...

𝒚(𝑘 − 𝑝)

⎤⎥⎥⎥⎥⎥⎦ , (10)

未来信息向量为

𝒚𝒇 =

⎡⎢⎢⎢⎢⎢⎣
𝒚(𝑘)

𝒚(𝑘 + 1)
...

𝒚(𝑘 + 𝑓 − 1)

⎤⎥⎥⎥⎥⎥⎦ , (11)

形成历史数据集为

𝒀𝒑 = [𝒚𝒑(𝑘) 𝒚𝒑(𝑘 + 1) ⋅ ⋅ ⋅ 𝒚𝒑(𝑘 +𝑁 − 1)], (12)

未来数据集为

𝒀𝒇 = [𝒚𝒇 (𝑘) 𝒚𝒇 (𝑘 + 1) ⋅ ⋅ ⋅ 𝒚𝒇 (𝑘 +𝑁 − 1)]. (13)

其中: 𝑘是任意选取的当前时刻, 𝑝是历史数据观测长

度, 𝑓 是未来数据观测长度, 𝑁 是数据长度, 𝒀𝒑 和𝒀𝒇

的协方差矩阵分别是Σ𝒑𝒑 和Σ𝒇𝒇 , 互协方差矩阵是

Σ𝒇𝒑. CVA的实现是对下式进行奇异值分解:

Σ
−1/2
𝒇𝒇 Σ𝒇𝒑Σ

−1/2
𝒑𝒑 = 𝑼Σ𝑽 T. (14)

其中: 𝑼(𝑼 ∈ 𝑹𝑚𝑓×𝑚𝑓 )的左𝑛列记为𝑼𝒏; 奇异值矩

阵Σ(Σ ∈ 𝑹𝑚𝑓×𝑚𝑝)的前𝑛×𝑛对角矩阵为Σ𝒏, 对角

线元素按照值的大小减序排列, 前𝑛个较大的对角线

元素远远大于其余对角线元素; 𝑽 (𝑽 ∈ 𝑹𝑚𝑝×𝑛𝑝)的

右𝑛列记为𝑽𝑛. 𝑘时刻的状态𝒙(𝑘)通过下式估计:

𝒙𝑘 = Σ1/2
𝒏 𝑽 𝑇𝑼Σ−1/2

𝒑𝒑 𝒚𝑝(𝑘), (15)

其中𝒚𝑝(𝑘)已知. 利用多重线性回归, 可以得到式 (9)

中𝑨和𝑪的估计 𝑨̂和 𝑪̂, 由此建立该ARMA过程的

状态空间模型. 再根据预测值𝒚和实测值𝒚, 利用𝑄

统计量和贡献图法可以进行故障检测和诊断.

3.2 基基基于于于信信信号号号分分分析析析的的的方方方法法法

过程中某变量不同时刻采样值组成的信号中蕴

含过程运行特征的各种信息. 基于信号分析的故障诊

断方法就是利用各种信号分析技术提取信号时域和

频域的特征, 例如利用幅值变化、相位漂移等方法确

定过程的状态. Drif等人[38]对定子电流频谱的分析实

现了三向异步电机的故障检测, 此后又指出分析功率

谱能比分析电流频谱获取更多信息, 并利用异步电动

机定子功率谱分析法实现了鼠笼型电机的故障检测.

Nandi等人[39]总结了在电机故障检测中频域分析方

法是最常用的方法之一.

小波变换[40]是一种可用于非平稳、时变信号的

时频局部分析技术, 由短时傅立叶变换发展而来, 通

过伸缩和平移等运算功能对信号进行多尺度的细化

分析. 小波变换克服了短时傅立叶变换无法同时兼顾

良好频率和时间分辨率的缺陷, 在时域和频域均可以

表征信号局部特征. 其时间窗和频率窗大小都可以改

变: 在低频部分具有较高的频率分辨率和较低的时间

分辨率, 在高频部分则具有较高的时间分辨率和较低

的频率分辨率. 小波分析的这种能力使其能够分辨出

信号某时刻的瞬态特征, 而且能保留信号的主要频域

成分, 从而达到滤除噪声的效果. 文献 [41]利用小波

变换对信号进行多尺度分析, 提取信号在不同尺度上

的特征用于故障诊断. [42]将小波变换技术用于管道

系统泄漏检测中, 选择特殊的小波基, 将压力信号的

下降沿变换为极值小波系数, 从而检测并定位出泄漏.

[43-45]将小波变换与人工神经网络、支持向量机、模

糊逻辑等其他方法相结合, 进行故障检测和分类.

𝑆变换[46]是一种加窗傅里叶变换, 它将一维时域

信号变换到二维时频域信号, 适合分析非平稳信号.

王成栋等人[47]应用𝑆变换诊断柴油机气阀机构故障,

将柴油机缸盖表面振动信号𝑆变换后得到时频相平

面图, 再利用图像分类法进行分类, 从而实现故障诊

断. Livanos等人[48]将𝑆变换应用于生理检测, 首次将

心音图作𝑆变换, 并且得出正确诊断结果. 实验还表

明, 心音图的𝑆变换比其短时傅里叶变换和连续小波

变换更利于诊断出病症.

希尔伯特-黄变换 (HHT)[49]是基于经验分解的信

号处理方法. 信号HHT没有像傅立叶变换和小波变

换那样选取固定的基函数将信号展开, 而是自适应将

信号分解为若干“本征模式函数”(IMF), IMF完全源

自于信号本身. HHT的自适应性使其适合非线性和

非平稳过程分析. 文献 [50]提出了改进的HHT, 对比

其与小波变换在滚动轴承故障诊断中的效果可以看

出, 前者具有一定的优越性. 目前HHT的理论基础还

在不断完善中, 可以预见其信号分析的优势将应用于

故障诊断领域中.

3.3 基基基于于于定定定量量量知知知识识识的的的方方方法法法

基于知识的故障诊断方法不需要定量数学模型,

利用人工智能技术, 即通过教计算机如何学习、推理

和决策等实现故障诊断[13]. 运用的知识包含系统结

构知识、经验规则知识、工作状态知识、环境知识等.

传统的故障诊断分类法中, 基于知识的故障诊断方法

是单独一类, 分为定性方法和定量方法[11-13]. 定性方

法包括利用已知结果进行推理的图搜索方法和基于

经验推断的专家系统方法, 其共同点是诊断不一定完

全基于定量化的数据, 更多是基于状态、特征、属性

等非量化特征的变化. 定量方法所需知识源自大量的

过程数据, 本文认为它是一种基于数据的故障诊断方

法, 典型代表有基于人工神经网络的方法、基于支持

向量机的方法和基于模糊逻辑的方法.

利用人工神经网络进行故障诊断, 其原理是先利
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用训练数据 (通常是大量的已知属性的样本)建立起

故障识别和分类的映射; 然后将训练好的网络用于

新观测的数据进行异常情况的判断. 文献 [51]收集了

直流电机在不同故障下的参数和状态, 然后组成训练

数据, 在数据和故障类别之间建立起映射, 从而检测

了电机的早期故障. [52]考虑了被检测系统的非线性

和故障诊断方法对模型不确定性的鲁棒性. 定量的

基于神经网络的方法还可以同定性的基于专家系统

的方法相结合进行故障诊断. 专家系统故障诊断技

术利用各领域长期实践中积累起来的经验建立知识

库, 并设计了一套模拟程序仿真人类的决策过程. 这

种技术也不需要过程的模型, 当决策规则建立后, 在

过程中收集各种数据作为决策依据. [53]将人工神经

网络同专家系统相结合进行动态系统的故障诊断. 神

经网络通常需要大量的样本数据用于训练, 支持向

量机 (SVM)[54]克服了当数据不够时的困难. 它是一种

适用于小样本情形下的模式分类技术, 其基本思想

是, 当数据在本身维不可分时, 利用核函数将数据投

射到高维空间, 根据不同原则[55]选取参数构造超平

面进行数据分类, 从而达到故障识别的目的. [56]以

经典的 tennessee eastman process生成数据表明, 基于

SVM的非线性故障分类技术比基于 FDA的线性分

类更优. [57]对比了神经网络和 SVM应用于故障

诊断的效果. [58]将多元统计分析方法与 SVM相结

合, 先利用 PCA方法提取数据的统计特征; 然后利用

SVM对特征进行分类. 模糊逻辑由Zadeh首次提出,

[59]详细阐述了模糊逻辑应用于故障诊断的原理. 模

糊逻辑故障诊断系统将采集到的各种数据量模糊化;

然后根据模糊规则库推断由这些输入引起某种故障

发生的可能性. 其中模糊化方法一般根据预先选取

的隶属度函数将输入量转化为相应的隶属度; 模糊规

则库是该系统的关键和瓶颈, 根据专家知识和经验建

立; 推断机制采用“IF⋅ ⋅ ⋅ THEN⋅ ⋅ ⋅”型. 模糊逻辑系

统类似于人工神经网络, 也是一种重要的非线性映射

模型, 其独特之处在于能够更加充分有效地利用多种

不同类别的数据.

4 结结结 论论论

本文对基于数据驱动的故障诊断方法进行了回

顾. 首先, 通过重新将现有故障诊断方法进行分类, 介

绍了该方法在故障诊断领域中的地位以及与其他类

方法的关系; 然后, 着重研究了基于数据驱动故障诊

断方法的应用背景, 分析了故障诊断数据的要求及在

实际应用中与基于分析模型方法的区别联系; 最后,

较全面地综述了现有基于数据驱动的故障诊断方法

和各类方法的区别联系.

基于数据驱动的故障诊断方法还在不断完善和

向前发展中, 以下是一些可能的发展方向:

1)目前的数据驱动故障诊断技术主要基于大量

的离线历史存储数据, 而过程中采用的先进仪器设备

和设计完备的软件系统使得数据的采集和获取日益

简便. Choudhury等人[60]介绍了当前化工过程领域内

几种经典的数据压缩技术, 及其对基于数据驱动分析

技术在信息提取方面的影响, 指出压缩因子大于 3的

压缩技术是无效的. 如何更加有效地压缩和保存海量

数据及发展相关的数据预处理技术, 将直接影响后期

各类数据处理方法的选取, 这是未来的一个研究领域.

2)离线历史数据含有大量系统的运行机理知识

和运行规律, 而在线数据反映了最新的数据变化, 蕴

含了系统当前的状态变化. 目前的方法大多基于历史

数据进行分析, 必须将数据积累到一定量才能进行分

析, 这将阻碍诊断方法的实时更新, 如何发展在线数

据的分析理论将是今后发展的一个重要趋势. 例如,

PCA, PLS等方法在过程监控领域已经广泛应用, 但

该类方法的前提条件是需要历史数据作为训练数据,

有时还需要针对各种故障分类数据, 这对于目前的多

层次、多尺度、多范围的复杂系统而言是不容易满足

的. 而基于信号处理的数据驱动故障诊断方法, 由于

其可以实时采集特征变量的值变化, 并通过信号处理

的手段提取系统运行状态的特征, 变得十分有前景.

当前这类方法主要基于小波分析技术, 而HHT方法

在处理非线性和非平稳过程信号的优势已经显现, 完

善其理论研究等一系列可应用于故障诊断的方法是

有意义的工作.

3)将基于数据驱动的方法与基于分析模型的方

法进一步融合, 在基于知识的故障诊断方法领域显得

更加突出. 基于知识的方法涵盖系统的各种机理知

识、数据知识和经验知识, 基于数据驱动和基于模型

的方法各有优缺点, 如何使得两者相互支持、互相补

充将成为一个有意义的研究方向.

4)针对不同的大型复杂系统和其运行特点开发

基于数据驱动的监控系统也是实际应用中亟待解决

的问题. 该领域的研究更趋向工程化, 将已有基于数

据驱动的故障诊断方法应用于实际也是重要的研究

方向. 例如, 在野战长输石油管线系统开发输油故障

检测的SCADA系统是一个有待提高和技术推广的应

用领域.
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