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摘 要: 在聚类分析中,决定聚类质量的关键是确定最佳聚类数. 对此,从样本几何结构的角度定义了样本聚类距离

和样本聚类离差距离,设计了一种新的聚类有效性指标.在此基础上,提出一种基于近邻传播算法确定样本最佳聚类

数的方法. 理论研究和实验结果表明,所提出的指标和方法能够有效地对聚类结果进行评估,适合于确定样本的最佳

聚类数.
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Method for determining optimal number of clusters based on affinity
propagation clustering
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Abstract: It is crucial to determine optimal number of clusters for the quality of clustering in cluster analysis. From the

standpoint of sample geometry, two concepts of sample clustering distance and sample clustering deviation distance are

defined, and a new clustering validity index is designed. In addition, a method for determining optimal number of clusters

based on affinity propagation clustering algorithm is proposed. Theoretical research and experimental results show that the

proposed index and method can evaluate the clustering results effectively, and be suitable for determining optimal number of

clusters.
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1 引引引 言言言

聚类是数据分析中广泛使用的重要方法,它按照

特定标准,对各个待分类的样本进行分类, 使得类内

相似度尽可能大,同时类间相似度尽可能小. 在聚类

分析中,决定聚类质量的关键是确定最佳聚类数. 目

前, 大部分聚类算法需要预先给定聚类数, 才能对样

本进行聚类分析.而如何得到正确的最佳聚类数, 一

直是聚类有效性研究的重要课题.通常情况下, 确定

最佳聚类数算法的基本思想是: 针对具体的数据集,

在确定的聚类数搜索范围内运行特定的聚类算法,得

到不同聚类数目的聚类结果,选择合适的有效性指标

对聚类结果进行评估,并根据评估结果确定最佳聚类

数. 由此可知,确定最佳聚类数的核心环节是聚类算

法和有效性指标的选择.

现有的最佳聚类数确定方法主要是围绕𝐾-均值

算法和模糊𝐶-均值 (FCM)算法等常用的聚类算法进

行的. 由于这些聚类算法的聚类结果一般依赖于初始

聚类中心的选择,不同的初始聚类中心会产生不同的

聚类结果,从而导致聚类结果不稳定. 采用有效性指

标对不稳定的聚类结果进行评估,得到的最佳聚类数

也是不确定的, 因此, 传统的𝐾-均值算法和 FCM算

法不太适合作为确定最佳聚类数的有效算法.

近年来, Frey等人[1]提出了一种新的聚类算法,

称为近邻传播聚类算法 (AP算法). 与以往的聚类方

法相比,该方法能更快地处理大规模数据, 得到较好

的聚类结果. 该算法通过数据点之间的消息传递产

生高质量的聚类中心, 避免了聚类中心的初始选择,

使得聚类结果比较稳定. 文献 [1]中将近邻传播聚类
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算法应用于人脸图像聚类、基因表达数据的基因识

别、手写体字符识别以及最优航空路线确定等问题.

实验结果表明,近邻传播聚类算法在很短的时间内便

能得到𝐾中心算法花费很长时间才能达到的聚类结

果[1-2].

目前,有许多有效性评价指标可用来分析聚类结

果并确定最佳聚类数. 其中性能较优的指标主要有

Davies-Bouldin (DB)指 标[3], Krzanowski-Lai (KL)指

标[4], Homogeneity-Separation (HS)指标[5]和 In-Group

Proportion (IGP)指标[6]等. 但这些指标由于自身的缺

陷,对于聚类结构难以判别的情况, 其聚类有效性检

验效果不够理想,很难得到正确的最佳聚类数. 对此,

本文设计了一种新的基于样本几何结构的有效性指

标,在此基础上, 提出一种确定样本最佳聚类数的方

法,用来评估近邻传播聚类算法的聚类结果和确定样

本的最佳聚类数. 理论研究和实验结果表明,与其他

指标和方法相比,本文提出的新指标和方法具有更好

的性能和可行性.

2 近近近邻邻邻传传传播播播聚聚聚类类类算算算法法法

近邻传播聚类 (AP)[1,7]算法是一种基于近邻信息

传播的聚类算法, 其目的是找到最优的类代表的集

合, 使得所有样本到最近的类代表的相似度之和最

大. AP算法首先将数据集的所有𝑁个样本都视为候

选的类代表,为每个样本建立与其他样本的吸引程度

信息,即任意 2个样本𝑥𝑖和𝑥𝑘之间的相似度 (采用欧

氏距离为测度时 𝑠(𝑖, 𝑘) = −∥𝑥𝑖−𝑥𝑘∥2)被存储在𝑁 ×
𝑁的相似度矩阵中. AP算法用 𝑠(𝑖, 𝑘)表示样本𝑥𝑘在

多大程度上适合作为样本𝑥𝑖的类代表. 初始假设所

有样本被选中成为类代表的可能性相同, 即设定所

有 𝑠(𝑘, 𝑘)为相同值 𝑝.为选出合适的类代表,需不断从

样本中搜集有关证据,为此, AP算法引入了两个重要

的信息量参数: 可信度 𝑟和可用度 𝑎,这两个信息量代

表了不同的竞争目的. 𝑟(𝑖, 𝑘)是从𝑥𝑖指向𝑥𝑘,它代表

𝑥𝑘积累的证据,用来表示𝑥𝑘适合作为𝑥𝑖的类代表的

代表程度; 𝑎(𝑖, 𝑘)是从𝑥𝑘指向𝑥𝑖,它代表𝑥𝑖积累的证

据,用来表示𝑥𝑖选择𝑥𝑘作为类代表的合适程度.对于

任意样本𝑥𝑖,计算所有样本的可信度 𝑟(𝑖, 𝑘)与可用度

𝑎(𝑖, 𝑘)之和,则二者之和最大的样本𝑥𝑘为类代表. AP

算法的迭代过程就是两个信息量交替更新的过程.

为防止迭代过程中出现震荡, AP算法引入了防

止震荡的因子𝜆, 𝜆取 0∼ 1之间的值.在本文实验中,

为避免震荡的发生, 设置𝜆 = 0.9. 𝑟(𝑖, 𝑘)和 𝑎(𝑖, 𝑘)的

更新结果都是由当前迭代得到的值和上一步迭代的

结果通过𝜆加权得到的. AP算法的基本步骤如下:

1)初始化. 求解相似度矩阵 [𝑠(𝑖, 𝑘)]𝑁×𝑁 ,设定相

似度矩阵对角线元素 𝑠(𝑘, 𝑘)为相同值 𝑝,在无先验知

识时将 𝑝设定为统一的吸引度中值 𝑝𝑚; 设定初始可

信度和可用度均为 0,即 𝑟(0)(𝑖, 𝑘) = 𝑎(0)(𝑖, 𝑘) = 0.

2)迭代过程如下:

①更新可用度和可信度.

②对所有样本求可信度与可用度之和, 根据

argmax
𝑘
{𝑟(𝑖, 𝑘) + 𝑎(𝑖, 𝑘)}找到每个样本的类中心样

本.

③判断信息迭代过程是否满足停止条件,即: 超

过最大迭代数; 信息改变量低于某一阈值;类中心在

连续几步迭代过程中保持稳定. 满足条件之一即可.

3)输出聚类结果.

AP算法不能直接将指定类数𝐾作为算法的输

入参数,以使算法产生𝐾个聚类的聚类结果.要获得

指定类数的聚类结果,一般采用搜索的方法. 文献 [1]

给出一种通过对分法搜索AP算法, 实现了指定类数

的聚类分析.

3 新新新聚聚聚类类类有有有效效效性性性指指指标标标

评价聚类结果优劣的过程称为聚类有效性分析.

一般来说,一个好的聚类划分应尽可能反映数据集的

内在结构, 使类内样本尽可能相似, 类间样本尽可能

不相似. 从距离测度考虑,使类内距离极小化而类间

距离最大化的聚类是最优聚类; 从相似测度考虑,使

类内相似度极大化而类间相似度最小化的聚类是最

优聚类. 目前已提出了一些聚类有效性指标,但由于

这些指标自身的缺陷,一般难以找到正确的最佳聚类

数. 鉴于这种情况,本文设计了一种新的聚类有效性

指标,该指标可以对AP算法的聚类结果进行评估,并

可用来确定样本的最佳聚类数.

3.1 新新新指指指标标标及及及相相相关关关概概概念念念定定定义义义

定定定义义义 1 令𝐾 = {𝑋,𝑅}为聚类空间,其中𝑋 =

{𝑥1, 𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}. 假设𝑛个样本对象被聚类为 𝑐类,定

义第 𝑗类的第 𝑖个样本的最小类间距离 bd (𝑗, 𝑖)为该

样本到其他每个类中样本平均距离的最小值,即

bd(𝑗, 𝑖) = min
1⩽𝑘⩽𝑐,𝑘 ∕=𝑗

( 1

𝑛𝑘

𝑛𝑘∑
𝑝=1

∥𝑥(𝑘)
𝑝 − 𝑥

(𝑗)
𝑖 ∥

)
. (1)

其中: 𝑘和 𝑗表示类标, 𝑥(𝑗)
𝑖 表示第 𝑗类的第 𝑖个样本,

𝑥
(𝑘)
𝑝 表示第 𝑘类的第 𝑝个样本, 𝑛𝑘表示第 𝑘类中的样

本个数, ∥ ⋅ ∥表示欧氏距离.

定定定义义义 2 令𝐾 = {𝑋,𝑅}为聚类空间,其中𝑋 =

{𝑥1, 𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}. 假设𝑛个样本对象被聚类为 𝑐类,定

义第 𝑗类的第 𝑖个样本的类内距离wd (𝑗, 𝑖)为该样本

到第 𝑗类中其他所有样本的平均距离,即

wd(𝑗, 𝑖) =
1

𝑛𝑗 − 1

𝑛𝑗∑
𝑞=1,𝑞 ∕=𝑖

∥𝑥(𝑗)
𝑞 − 𝑥

(𝑗)
𝑖 ∥. (2)

其中: 𝑥(𝑗)
𝑞 表示第 𝑗类的第 𝑞个样本,且 𝑞 ∕= 𝑖;𝑛𝑗表示



第 8期 周世兵等: 一种基于近邻传播算法的最佳聚类数确定方法 1149

第 𝑗类中的样本个数.

定定定义义义 3 令𝐾 = {𝑋,𝑅}为聚类空间,其中𝑋 =

{𝑥1, 𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}. 假设𝑛个样本对象被聚类为 𝑐类,定

义第 𝑗类的第 𝑖个样本的聚类距离 bawd (𝑗, 𝑖)为该样

本的最小类间距离和类内距离之和,即

bawd(𝑗, 𝑖) = bd(𝑗, 𝑖) + wd(𝑗, 𝑖) =

min
1⩽𝑘⩽𝑐,𝑘 ∕=𝑗

( 1

𝑛𝑘

𝑛𝑘∑
𝑝=1

∥𝑥(𝑘)
𝑝 − 𝑥

(𝑗)
𝑖 ∥

)
+

1

𝑛𝑗 − 1

𝑛𝑗∑
𝑞=1,𝑞 ∕=𝑖

∥𝑥(𝑗)
𝑞 − 𝑥

(𝑗)
𝑖 ∥. (3)

定定定义义义 4 令𝐾 = {𝑋,𝑅}为聚类空间,其中𝑋 =

{𝑥1, 𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}. 假设𝑛个样本对象被聚类为 𝑐类,定

义第 𝑗类的第 𝑖个样本的聚类离差距离 bswd (𝑗, 𝑖)为

该样本的最小类间距离和类内距离之差,即

bswd(𝑗, 𝑖) = bd(𝑗, 𝑖)− wd(𝑗, 𝑖) =

min
1⩽𝑘⩽𝑐,𝑘 ∕=𝑗

( 1

𝑛𝑘

𝑛𝑘∑
𝑝=1

∥𝑥(𝑘)
𝑝 − 𝑥

(𝑗)
𝑖 ∥

)
−

1

𝑛𝑗 − 1

𝑛𝑗∑
𝑞=1,𝑞 ∕=𝑖

∥𝑥(𝑗)
𝑞 − 𝑥

(𝑗)
𝑖 ∥. (4)

定定定义义义 5 令𝐾 = {𝑋,𝑅}为聚类空间,其中𝑋 =

{𝑥1, 𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}. 假设𝑛个样本对象被聚类为 𝑐类,定

义第 𝑗类的第 𝑖个样本的类间类内划分 (BWP)指标

BWP𝑑(𝑗, 𝑖)为该样本的聚类离差距离与聚类距离的比

值,即

BWP𝑑(𝑗, 𝑖) =
bswd(𝑗, 𝑖)

bawd(𝑗, 𝑖)
=

bd(𝑗, 𝑖)− wd(𝑗, 𝑖)

bd(𝑗, 𝑖) + wd(𝑗, 𝑖)
=

min
1⩽𝑘⩽𝑐,𝑘 ∕=𝑗

( 1

𝑛𝑘

𝑛𝑘∑
𝑝=1

∥𝑥(𝑘)
𝑝 − 𝑥

(𝑗)
𝑖 ∥

)
−

min
1⩽𝑘⩽𝑐,𝑘 ∕=𝑗

( 1

𝑛𝑘

𝑛𝑘∑
𝑝=1

∥𝑥(𝑘)
𝑝 − 𝑥

(𝑗)
𝑖 ∥

)
+

→

←

1

𝑛𝑗 − 1

𝑛𝑗∑
𝑞=1,𝑞 ∕=𝑖

∥𝑥(𝑗)
𝑞 − 𝑥

(𝑗)
𝑖 ∥

1

𝑛𝑗 − 1

𝑛𝑗∑
𝑞=1,𝑞 ∕=𝑖

∥𝑥(𝑗)
𝑞 − 𝑥

(𝑗)
𝑖 ∥

. (5)

以上指标及相关概念是基于距离测度进行定义

的. 如果基于相似测度进行定义,则应作适当调整. 由

于距离与不相似度是对应的,可将以上定义中的距离

改为不相似度,将以上所定义的最小类间距离、类内

距离、聚类距离和聚类离差距离分别对应为最小类间

不相似度、类内不相似度、聚类不相似度和聚类离差

不相似度.为了使指标的性能不受所采用的评估测度

影响,结合样本的不相似度作如下具体定义:

定定定义义义 6 令𝐾 = {𝑋,𝑅}为聚类空间,其中𝑋 =

{𝑥1, 𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}. 假设𝑛个样本对象被聚类为 𝑐类,定

义第 𝑗类的第 𝑖个样本的最小类间不相似度 bs (𝑗, 𝑖)

为该样本到其他每个类中样本平均不相似度的最小

值,即

bs(𝑗, 𝑖) = min
1⩽𝑘⩽𝑐,𝑘 ∕=𝑗

( 1

𝑛𝑘

𝑛𝑘∑
𝑝=1

𝐻(𝑥(𝑘)
𝑝 , 𝑥

(𝑗)
𝑖 )

)
, (6)

其中𝐻(⋅)表示不相似度.

定定定义义义 7 令𝐾 = {𝑋,𝑅}为聚类空间,其中𝑋 =

{𝑥1, 𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}. 假设𝑛个样本对象被聚类为 𝑐类,定

义第 𝑗类的第 𝑖个样本的类内不相似度ws (𝑗, 𝑖)为该

样本到第 𝑗类中其他所有样本的平均不相似度,即

ws(𝑗, 𝑖) =
1

𝑛𝑗 − 1

𝑛𝑗∑
𝑞=1,𝑞 ∕=𝑖

𝐻(𝑥(𝑗)
𝑞 , 𝑥

(𝑗)
𝑖 ). (7)

定定定义义义 8 令𝐾 = {𝑋,𝑅}为聚类空间,其中𝑋 =

{𝑥1, 𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}. 假设𝑛个样本对象被聚类为 𝑐类,

定义第 𝑗类的第 𝑖个样本的类间类内划分 (BWP)指

标BWP𝑠(𝑗, 𝑖)为该样本的聚类离差不相似度与聚类

不相似度的比值,即

BWP𝑠(𝑗, 𝑖) =
bsws(𝑗, 𝑖)

baws(𝑗, 𝑖)
=

bs(𝑗, 𝑖)− ws(𝑗, 𝑖)

bs(𝑗, 𝑖) + ws(𝑗, 𝑖)
=

min
1⩽𝑘⩽𝑐,𝑘 ∕=𝑗

( 1

𝑛𝑘

𝑛𝑘∑
𝑝=1

𝐻(𝑥(𝑘)
𝑝 , 𝑥

(𝑗)
𝑖 )

)
−

min
1⩽𝑘⩽𝑐,𝑘 ∕=𝑗

( 1

𝑛𝑘

𝑛𝑘∑
𝑝=1

𝐻(𝑥(𝑘)
𝑝 , 𝑥

(𝑗)
𝑖 )

)
+

→

←

1

𝑛𝑗 − 1

𝑛𝑗∑
𝑞=1,𝑞 ∕=𝑖

𝐻(𝑥(𝑗)
𝑞 , 𝑥

(𝑗)
𝑖 )

1

𝑛𝑗 − 1

𝑛𝑗∑
𝑞=1,𝑞 ∕=𝑖

𝐻(𝑥(𝑗)
𝑞 , 𝑥

(𝑗)
𝑖 )

. (8)

其中: baws (𝑗, 𝑖)表示第 𝑗类的第 𝑖个样本的聚类不

相似度, 其值为 bs (𝑗, 𝑖)+ws (𝑗, 𝑖); bsws (𝑗, 𝑖)表示第 𝑗

类的第 𝑖个样本的聚类离差不相似度,其值为 bs (𝑗, 𝑖)

−ws (𝑗, 𝑖).

3.2 新新新指指指标标标分分分析析析

为了反映聚类结构的类内紧密性和类间分离性,

本文提出了BWP指标. BWP指标基于样本的几何结

构, 以数据集中的某个样本作为研究对象,对聚类结

果进行有效性分析. 为便于说明该指标及相关概念

的意义, 这里借鉴了文献 [8]的指标说明方法, 结合

图 1的聚类结构分布示意图进行说明.

j

u

v

i

图 1 聚类结构分布示意图

在图 1中, 数据集中的所有样本被分为 3类, 分
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别是 𝑗, 𝑢, 𝑣,在第 𝑗类中有一个样本 𝑖. 在样本 𝑖的类内

结构方面, 根据定义 2, 样本 𝑖到类 𝑗中所有样本距离

的平均值,称为样本 𝑖的类内距离. 相比于将样本 𝑖到

类 𝑗的中心之间的距离作为类内距离而言, 定义 2更

准确,更能反映样本 𝑖和类 𝑗中其他样本的结构关系.

在样本 𝑖的类间结构方面, 根据定义 1, 将样本 𝑖到其

他每个类 (𝑢和 𝑣)中所有样本距离的平均值作为样

本 𝑖的类间距离. 相比于将样本 𝑖到类𝑢和类 𝑣的中

心之间的距离作为类间距离而言, 定义 1更准确, 更

能反映样本 𝑖与类𝑢和类 𝑣的结构关系.同样,相比于

将样本 𝑖到每个类 (𝑗, 𝑢和 𝑣)的中心的不相似度作为

计算依据而言, 定义 6和定义 7更准确, 更能反映样

本 𝑖与每个类的结构关系.为了反映类间的分离性,研

究样本 𝑖的近邻聚类与样本 𝑖的关系. 近邻聚类可通

过样本 𝑖的最小类间距离或最小类间不相似度所对应

的聚类得到,在图 1中类𝑢便是样本 𝑖的近邻聚类. 因

为如果类𝑢满足类间远离的要求,则其他聚类也一定

满足要求. 另外,如果样本 𝑖没有聚类到类 𝑗,则类𝑢就

是它的最佳选择.因此,研究样本 𝑖所属的聚类 𝑗和样

本 𝑖的近邻聚类𝑢具有重要意义.

确定聚类有效性的标准是使聚类结果达到类内

紧密、类间远离. 基于距离测度考虑, 从类内紧密的

角度出发,希望样本的类内距离wd (𝑗, 𝑖)越小越好;从

类间远离的角度出发, 希望样本离近邻聚类的距离,

即最小类间距离 bd (𝑗, 𝑖)越大越好. 为了综合这两种

因素,可使用线性组合方式平衡二者, 并使函数的目

标一致. 使用聚类离差距离 bswd (𝑗, 𝑖) (即 bd (𝑗, 𝑖) +

(−wd (𝑗, 𝑖)))来评价聚类结果, 显然 bswd (𝑗, 𝑖)越大,

说明该样本聚类效果越好.为了使指标能够对所有样

本进行有效性分析,并使指标不受量纲影响,这里引

入了样本聚类距离的概念. 通过样本聚类距离对单个

样本的聚类离差距离进行压缩,使指标成为无量纲量,

指标的值为样本单位聚类距离上的离差距离, 指标

值的范围为 [−1, 1]. 基于距离测度的分析表明, BWP

指标具有一定的合理性. 同样, 基于相似测度分析

BWP指标,可以得到和距离测度相同的结果.

定义 5和定义 8所定义的BWP指标, 两者的基

本原理相同,都是基于某一样本所属的聚类与其近邻

聚类的关系进行有效性分析, 并且都是指标值越大,

聚类效果越好.区别在于前者是采用距离测度对聚类

结果进行评估,后者则是采用相似测度进行的.

3.3 新新新指指指标标标与与与最最最佳佳佳聚聚聚类类类数数数确确确定定定

BWP指标反映了单个样本的聚类有效性情况,

BWP指标值越大,说明单个样本的聚类效果越好.本

文通过求某个数据集中所有样本的BWP指标值的平

均值来分析该数据集的聚类效果.显然,平均值越大,

说明该数据集的聚类效果越好,其最大值所对应的聚

类数即为最佳聚类数. 通常情况下,指标评估测度的

选择与数据集的类型有关. 对于一般数据集,可以基

于距离测度采用BWP𝑑(𝑗, 𝑖)进行聚类有效性分析;对

于基因表达数据集, 通常要求基于相似测度,可以采

用BWP𝑠(𝑗, 𝑖)进行有效性分析. 为方便表述, 这里统

一用BWP(𝑗, 𝑖)表示BWP𝑑(𝑗, 𝑖)和BWP𝑠(𝑗, 𝑖). 由此可

得到如下公式:

avgBWP(𝑘) =
1

𝑛

𝑘∑
𝑗=1

𝑛𝑗∑
𝑖=1

BWP(𝑗, 𝑖), (9)

𝑘opt = arg max
2⩽𝑘<𝑛

{avgBWP(𝑘)} . (10)

其中: avgBWP (𝑘)表示数据集聚成 𝑘类时的平均

BWP指标值, 𝑘opt表示最佳聚类数.

4 确确确定定定最最最佳佳佳聚聚聚类类类数数数的的的算算算法法法

本文基于AP算法以及BWP聚类有效性指标,提

出一种新的分析聚类效果、确定最佳聚类数的算法.

算法归纳如下:

1)选择聚类数的搜索范围 [𝑘min, 𝑘max].

2) For 𝑘 = 𝑘min to 𝑘max:

①采用对分法调用AP算法;

② 针对一般数据集和基因表达数据集, 分别采

用式 (5)和式 (8)计算单个样本的BWP指标值;

③利用式 (9)计算平均BWP指标值.

3)利用式 (10)计算最佳聚类数.

4)输出最佳聚类数、有效性指标值和聚类结果.

5 仿仿仿真真真实实实验验验与与与分分分析析析

为了检验有效性指标BWP和最佳聚类数确定

算法的性能, 本文通过 3组实验共 8个数据集进行

测试, 并与DB指标, KL指标, HS指标以及 IGP指标

等常用指标进行比较. 实验中聚类数的搜索范围为

[2, 𝑘max], 根据普遍使用的经验规则 𝑘max ⩽ √𝑛, 取

𝑘max = Int (
√
𝑛).

AP算法是以𝑛个样本形成的相似度矩阵为基础

进行聚类的,通常情况下, AP算法中相似度的值为负

数. 对于一般数据集 (包括UCI真实数据集和人工数

据集),两个维数为 𝑑的样本𝑥𝑖和𝑥𝑘之间的相似度采

用欧氏距离为测度,即 𝑠(𝑖, 𝑘) = −∥𝑥𝑖 − 𝑥𝑘∥2. 对于基

因表达数据集, 采用普遍使用的Pearson相关系数作

为相似性测度,即两个样本𝑥𝑖和𝑥𝑘之间的线性相关

系数为

𝑅(𝑥𝑖, 𝑥𝑘) =

𝑑∑
𝑚=1

(𝑥𝑖𝑚 − 𝑥𝑖)(𝑥𝑘𝑚 − 𝑥𝑘)√√√⎷ 𝑑∑
𝑚=1

(𝑥𝑖𝑚 − 𝑥𝑖)
2

√√√⎷ 𝑑∑
𝑚=1

(𝑥𝑘𝑚 − 𝑥𝑘)
2

.
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为避免负数引起计算混乱,将𝑅(𝑥𝑖, 𝑥𝑘) ∈ [−1, 1]
进行转换, 即设𝑃 (𝑥𝑖, 𝑥𝑘) = 1 − (1 + 𝑅(𝑥𝑖, 𝑥𝑘))/2,

从而使 Pearson相关系数转换为正的Pearson距离[9].

𝑃 (𝑥𝑖, 𝑥𝑘)越大,表示两个样本相距越远,这样,基因表

达数据的相似度可表示为 𝑠(𝑖, 𝑘) = −𝑃 (𝑥𝑖, 𝑥𝑘).

使用BWP指标对AP算法的聚类结果进行有效

性分析时, 对于一般数据集 (包括UCI真实数据集和

人工数据集),应采用基于欧氏距离测度的BWP指标

进行分析;对于基因表达数据集, 则采用基于相似测

度的BWP指标进行分析,并采用 Pearson相关系数作

为相似性测度,两个样本𝑥𝑖和𝑥𝑘之间的不相似度表

示为𝐻(𝑥𝑖, 𝑥𝑘) = 1−𝑅(𝑥𝑖, 𝑥𝑘).

实实实验验验 1 UCI真实数据集实验. 该实验包括 3个

UCI真实数据集,分别是BUPA, Pima-indians-diabetes

(简称Pid)和Breast-cancer-wisconsin (简称Bcw),来源

于UCI Machine Learning Repository(http://www.ics.uci.

edu/∼mlearn/MLRepository.html). BUPA数据集是肝

病诊断数据集,该数据集的结构特征为轻微重叠、松

散的聚类结构; Pid数据集是糖尿病诊断数据集,其结

构特征为轻微分离、松散的聚类结构; Bcw数据集是

乳癌诊断数据集,其结构特征为完全分离、松散的聚

类结构. 数据集信息以及 5种有效性指标估计出的最

佳聚类数实验结果如表 1所示. 从表 1可知, BWP指

标和 IGP指标对 3个真实数据集都能得到正确的最

佳聚类数, KL指标仅对BUPA数据集有效, 而DB指

标和HS指标对每个真实数据集都无法得到正确的最

佳聚类数.

表 1 5种有效性指标估计出的UCI数据集最佳聚类数

最佳聚类数数据

集

样本

数目

样本

维数

正确

类数 DB KL HS IGP BWP

BUPA 345 6 2 14 2 18 2 2

Pid 768 8 2 20 18 27 2 2

Bcw 699 9 2 18 7 26 2 2

对正确类数为 2类的BUPA数据集, 运用BWP

指标确定最佳聚类数的实验结果如图 2所示. 从中可

以看出, BWP指标得到的最佳聚类数 2是正确的.
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图 2 BUPA的聚类数-BWP指标关系图

实实实验验验 2 人工数据集实验. 该实验包括 3个人工

数据集,分别是Model 2, Y3c和Kes3. Model 2数据集

由中心分别为 (0, 0), (0, 5), (5,−3)的二维三高斯分布
数据组成. 其中: (5,−3)类有 50个样本, 其余类各有

25个样本, 每个类的协方差矩阵为 𝐼2, 𝐼2为 2阶单位

矩阵. 该数据集的结构特征为轻微分离、松散的聚

类结构. Y3c数据集[10]是二维三类的人工合成数据

集, 其结构特征为轻微重叠、松散的聚类结构. Kes3

数据集 (其分布结构参见图 3)是二维三类的人工数据

集,其结构特征为完全分离、松散的聚类结构,其中有

一个类中样本较多,并且部分类内样本之间的距离大

于类间样本之间的距离.
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图 3 数据集Kes3的聚类结果

基于AP算法,对Model 2数据集采用 5种有效性

指标得到的聚类结果如表 2所示. 其中粗体数字所

对应的聚类数为该列指标得到的最佳聚类数. 因为

Model 2数据集的正确类数为 3类,所以KL指标, IGP

指标和BWP指标得到的最佳聚类数是正确的; DB指

标和HS指标得到的最佳聚类数是错误的.

表 2 Model 2数据集的聚类有效性指标值

聚类数 DB KL HS IGP BWP

2 0.560 4 1.329 2 −54.898 1 0.980 8 0.509 0

3 1.842 4 44.118 3 −51.239 4 1.000 0 0.535 0
4 1.439 5 0.249 1 −42.728 9 0.978 8 0.343 9

5 1.613 6 1.331 4 −38.912 9 0.954 2 0.344 3

6 0.491 4 3.714 6 −36.794 5 0.914 9 0.199 6

7 0.454 8 0.779 7 −33.970 8 0.912 0 0.205 9

8 0.440 9 0.450 8 −31.756 2 0.919 6 0.214 1

9 0.331 0 2.8743 −30.357 6 0.870 2 0.223 3

10 0.335 7 2.874 3 −28.241 4 0.836 0 0.226 6

人工数据集信息以及 5种有效性指标估计出的

最佳聚类数实验结果如表 3所示. 从表 3可知, BWP

指标对 3个人工数据集都能得到正确的最佳聚类

数; IGP指标和KL指标仅对Model 2数据集能得到

正确的最佳聚类数; DB指标仅对Kes3数据集有效;

而HS指标对每个人工数据集都无法得到正确的最佳

聚类数.

基于AP算法, 设定Kes3数据集的类数为 3类,

数据集Kes3的聚类结果如图 3所示. 从中可以看出

AP算法的聚类效果很好;而在提供正确类数的前提
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下,采用𝐾-均值算法或 FCM算法，对该数据集仍然

无法正确聚类.

表 3 5种有效性指标估计出的人工数据集最佳聚类数

最佳聚类数数据

集

样本

数目

样本

维数

正确

类数 DB KL HS IGP BWP

Model 2 100 2 3 9 3 10 3 3

Y3c 300 2 3 7 12 17 2 3

Kes3 57 2 3 3 4 7 2 3

实实实验验验 3 基因表达数据集实验. 该实验包括两

个真实的基因表达数据集, 分别是Leukemia[11]和

Yeast[12]. 其中: Leukemia是白血病的基因表达数据,

其结构特征是轻微分离、松散的聚类结构; Yeast是酵

母的基因表达数据,其结构特征是完全分离、松散的

聚类结构.

基于AP算法, 对Leukemia数据集采用 5种有效

性指标得到的聚类结果如表 4所示,其中粗体数字所

对应的聚类数为该列指标得到的最佳聚类数. 因为

Leukemia数据集的正确类数为 3类, 所以KL指标,

HS指标, IGP指标和BWP指标得到了正确的最佳聚

类数; DB指标得到的最佳聚类数是错误的.

表 4 Leukemia数据集的聚类有效性指标值

聚类数 DB KL HS IGP BWP

2 0.310 0 3.930 3 0.612 6 0.916 7 0.315 2

3 0.323 0 12.081 2 0.693 9 1.000 0 0.342 1
4 0.355 7 0.982 0 0.655 6 0.806 8 0.303 4

5 0.392 4 1.419 7 0.609 6 0.847 9 0.255 0

6 0.609 3 0.963 6 0.546 3 0.723 6 0.128 1

7 0.497 3 0.832 2 0.512 7 0.780 4 0.115 1

8 0.493 8 0.832 2 0.485 5 0.746 5 0.134 5

对正确类数为 4类的Yeast数据集,运用BWP指

标确定最佳聚类数的实验结果如图 4所示. 从中可以

看出, BWP指标得到的最佳聚类数 4是正确的.
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图 4 Yeast的聚类数-BWP指标关系图

真实的基因表达数据集信息以及 5种有效性指

标估计出的最佳聚类数实验结果如表 5所示. 从表 5

可知, HS指标和BWP指标对两个真实的基因表达数

据集都能得到正确的最佳聚类数; KL指标和 IGP指

标仅对Leukemia数据集能够得到正确的最佳聚类数;

DB指标对每个真实的基因表达数据集都无法得到正

确的最佳聚类数.

表 5 5种有效性指标估计出的基因表达数据集最佳聚类数

最佳聚类数数据

集

样本

数目

样本

维数

正确

类数 DB KL HS IGP BWP

Leukemia 72 39 3 2 3 3 3 3

Yeast 208 79 4 7 8 4 3 4

6 结结结 论论论

AP算法能在较短的时间里得到很好的聚类结

果,且不需要初始化聚类中心,这使得AP算法比较稳

定,适合进行聚类分析.从样本几何结构的角度出发,

本文设计了一种新的聚类有效性指标—– BWP指标,

并基于AP算法, 提出了一种新的确定样本最佳聚类

数的方法. 理论研究和实验结果表明,该方法能够有

效地对聚类结果进行评估,适用于确定样本的最佳聚

类数.
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