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摘 要: 针对现有的最小发生的频繁情节挖掘中存在的问题,提出一种发现情节的不同最小发生并对其进行计数的

方法. 在此基础上,提出基于情节矩阵和频繁情节树的最小发生频繁情节挖掘方法,基于直接扩展思想,只需扫描数

据一次,不需生成候选情节,提高了挖掘的时空效率.提出了基于相同结点链和哈希链的优化方法,通过省略相同结

点的扩展过程,进一步提高了挖掘性能.最后,在不同类型的真实数据集上进行实验,实验结果验证了所提出的频繁

情节挖掘方法的优势以及优化方法的有效性和高效性.
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Abstract: For the problems existing in current frequent episode mining with minimal occurrences, the paper proposes

a method of discovering distinct minimal occurrences and counting them. On this basis, an episode matrix and frequent

episode tree based mining method is proposed, which only scans event sequences once based on the idea of direct extension

without candidate generation and enhances space-time efficiency. Moreover, its optimization is presented based on same

node chains and hash chains, which improves the mining performance further by omitting the extension process of same

nodes. A series of experiments on different types of real data sets show the advantage of the proposed method, and validate

the effectiveness and efficiency of the optimization method.
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0 引引引 言言言

随着传感器和射频识别 (RFID)等电子数据采集

设备 (EDGE)在供应链管理[1]、环境监控[2]等诸多领

域中的广泛使用, 有大量事件类型的数据产生, 这些

事件类型的数据需要被及时地分析和处理, 以便得

出管理者需要的有价值的信息.因此, 复杂事件处理

(CEP)成为新的研究热点[3-4]. 频繁情节挖掘是复杂事

件处理的重要研究内容.通过发现事件序列中的频繁

情节, 可以建立相应的情节规则,并对未来事件进行

预测,以便在事件发生前及早采取行动.

所谓情节是事件序列上发生事件的偏序集合.事

件序列上的频繁情节挖掘不同于事务数据库上的频

繁模式挖掘[5],也不同于序列数据库上的序列模式挖

掘[6]. 为了建立情节规则,本文对最小发生的频繁情

节 (MinEpi)进行挖掘.

定定定义义义 1 给定串行情节EP = 𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛, 对

于它的发生 ep = (𝑒1, 𝑡1)(𝑒2, 𝑡2) ⋅ ⋅ ⋅ (𝑒𝑛, 𝑡𝑛)(其中 𝑡1 <

𝑡2 < ⋅ ⋅ ⋅ < 𝑡𝑛, 满足全序关系), 如果不存在任何EP

的发生 ep′ = (𝑒1, 𝑡1
′)(𝑒2, 𝑡2′) ⋅ ⋅ ⋅ (𝑒𝑛, 𝑡𝑛′)满足 𝑡

′
1 ⩾ 𝑡1,

𝑡𝑛 ⩾ 𝑡
′
𝑛,且 𝑡

′
𝑛 − 𝑡

′
1 < 𝑡𝑛 − 𝑡1,则称 ep为情节EP的最

小发生.

一个情节在同一个时间间隔内可能存在多个

最小发生. 例如, 在序列“𝑎1𝑏2𝑏3𝑐4” (下标数字是事

件发生的时间戳)中, 对于情节“𝑎𝑏𝑐”, 在间隔 [1,4]中

有 (𝑎, 1)(𝑏, 2)(𝑐, 4)和 (𝑎, 1)(𝑏, 3)(𝑐, 4)两个最小发生.

为了避免情节规则建立中的冗余,需要从中确定该
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情节的唯一一次最小发生[7]. 为此,本文提出“不同最

小发生”的概念来解决这一问题.

定定定义义义 2 对于情节EP = 𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛的两个
最小发生mo = (𝑒1, 𝑡1)(𝑒2, 𝑡2) ⋅ ⋅ ⋅ (𝑒𝑛, 𝑡𝑛)和mo′ =

(𝑒1, 𝑡1
′)(𝑒2, 𝑡2′) ⋅ ⋅ ⋅ (𝑒𝑛, 𝑡𝑛′),如果对任意的 𝑖 ∈ [1, 𝑛]都

有 𝑡𝑖 ∕= 𝑡
′
𝑖,则称这两个最小发生为不同最小发生.

本文将在事件序列上挖掘不同最小发生的频繁

情节 (DMinEpi).

目前,已有一些用来挖掘和处理MinEpi的方法,

文献 [8]最早给出了MinEpi挖掘的框架; 文献 [9]对

情节中的事件进行了扩展,除了包含事件类型和时间

戳,还包含了其他一些事件属性, 在情节描述中包含

了对这些扩展属性的约束; 文献 [7]侧重于最小发生

的情节匹配、检测以及基于情节规则对未来事件的预

测; 文献 [10]对最小发生的闭频繁情节进行挖掘. 这

些方法均采用频繁模式挖掘中Apriori算法[5]的挖掘

思想 (本文称为Apriori类方法),需要经过由低阶频繁

情节产生高阶候选情节, 再通过对候选情节进行评

价产生高阶频繁情节的反复迭代过程 (以下称为“候

选-评价过程”),因此挖掘的时间和空间代价较大.不

仅如此, 这些方法需扫描数据多次, 只能局限于处理

静态的事件序列, 不能被扩展用来处理事件流数据.

除此之外,这些方法均未考虑不同最小发生的问题.

针对上述问题,本文提出了基于情节矩阵和频繁

情节树的DMinEpi挖掘方法,该方法采用与已有方法

完全不同的思路, 通过对低阶频繁情节逐级扩展,直

接生成全部频繁情节, 只需扫描数据一次, 不需要生

成候选情节集合.

1 基基基于于于情情情节节节矩矩矩阵阵阵和和和频频频繁繁繁情情情节节节树树树的的的情情情节节节挖挖挖掘掘掘

针对现有的MinEpi挖掘中存在的问题, 本文提

出了基于情节矩阵和频繁情节树的DMinEpi挖掘方

法. 其基本思想是: 通过建立情节矩阵生成所有的频

繁 2-情节, 在此基础上, 对 2-情节进行基于时间队列

的逐级扩展,直接生成频繁𝑛 -情节 (𝑛 > 2),不需生成

候选情节集合,且只需对数据扫描一次.

1.1 挖挖挖掘掘掘频频频繁繁繁 2-情情情节节节

为了生成任意长度的DMinEpi,首先从频繁 2-情

节开始挖掘, 为此, 本文设计了一个情节矩阵识别 2-

情节的最小发生,并记录所有 2-情节的最小发生信息.

为了描述情节矩阵,先给出时间队列的定义.

定定定义义义 3 给定一个事件序列中的情节EP =

𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛, 其𝑚个不同最小发生为mo𝑖 = (𝑒1, 𝑡
𝑖
1)

(𝑒2, 𝑡
𝑖
2) ⋅ ⋅ ⋅ (𝑒𝑛, 𝑡𝑖𝑛), 𝑖 = 1, 2, ⋅ ⋅ ⋅ ,𝑚, 则由所有发生的

首事件的时间戳构成的队列 (𝑡11, 𝑡
2
1, ⋅ ⋅ ⋅ , 𝑡𝑚1 )称为该情

节的时间队列,记为TQ.

给定一个包含𝑛个事件类型 𝑒1, 𝑒2, ⋅ ⋅ ⋅ , 𝑒𝑛的事
件序列,其情节矩阵是一个𝑛 ∗ 𝑛矩阵,其行和列分别

代表𝑛个事件类型, 每个矩阵元素 [𝑒𝑖, 𝑒𝑗 ] = (count,

TQ). 其中: count是 2-情节EP = 𝑒𝑖𝑒𝑗的最小发生计

数, TQ是情节EP的时间队列. 在此称 𝑒𝑖为矩阵元素

[𝑒𝑖, 𝑒𝑗 ]的左事件, 𝑒𝑗为元素 [𝑒𝑖, 𝑒𝑗 ]的右事件. 每个矩

阵元素都被初始化为 [𝑒𝑖, 𝑒𝑗 ] = (0,null), 𝑖, 𝑗 = 1, 2,

⋅ ⋅ ⋅ , 𝑛.

在扫描事件序列的同时,构建情节矩阵. 后发生

的事件将与先前发生的事件构成 2-情节的发生. 如果

该发生是最小发生且在时间窗口约束内,则将在以先

发生的事件为左事件,后发生的事件为右事件的矩阵

元素中记录其最小发生信息,即将该元素的计数加一,

其左事件的时间戳被插入到该元素的时间队列尾.这

里的关键问题是如何确定两个事件构成的 2-情节的

发生是否为最小发生. 为了解决这个问题,本文在每

个矩阵元素上设置一个锁, 每个锁都被初始化为“加

锁”状态. 基于“锁”的情节矩阵生成过程如下:

算算算法法法 1 情节矩阵生成算法 (GenMat).

输入: 事件序列𝑆, 事件序列包含的事件类型数

量𝑛,时间窗口长度 𝑙;

输出:情节矩阵.

index← 0; //扫描索引初始化

while (事件序列𝑆未扫描完)

根据索引 index从𝑆中读取当前事件 (𝑒, 𝑡);

for(𝑖 = 0; 𝑖 < 𝑛; 𝑖++) do

if(([𝑒𝑖, 𝑒].lock == 0)&&(𝑡− 𝑡𝑖 < 𝑙)) then

[𝑒𝑖, 𝑒].count + +;

将时间戳 𝑡𝑖插入到元素 [𝑒𝑖, 𝑒]的时间队列尾;

[𝑒𝑖, 𝑒].lock← 1; //加锁

end if

end for

for(𝑗 = 0; 𝑗 < 𝑛; 𝑗 ++) do

if([𝑒, 𝑒𝑗 ].lock == 1) then

[𝑒, 𝑒𝑗 ].lock← 0; //解锁

设置事件 (𝑒, 𝑡)为元素 [𝑒, 𝑒𝑗 ]的最后左事件;

end if

end for

index + +;

end while

可以证明,算法 1只对 2-情节的最小发生进行计

数,即算法 1是正确的;算法 1对所有 2-情节的最小发

生都进行了计数,即算法 1是完备的. 由于篇幅限制,

这里省略证明过程.
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1.2 生生生成成成扩扩扩展展展情情情节节节的的的不不不同同同最最最小小小发发发生生生计计计数数数、、、建建建立立立频频频繁繁繁

情情情节节节树树树

在情节矩阵中可以发现, 如果频繁 2-情节中,

[𝑒𝑖, 𝑒𝑗 ].count ⩾ min sup, 则 2-情节 𝑒𝑖𝑒𝑗将是频繁的.

进一步考虑以 𝑒𝑖为右事件的矩阵元素,如果存在元素

[𝑒𝑘, 𝑒𝑖]满足 [𝑒𝑘, 𝑒𝑖].count ⩾ min sup, 则将 2-情节

𝑒𝑘𝑒𝑖与 𝑒𝑖𝑒𝑗通过事件 𝑒𝑖连接起来,得到 3-情节 𝑒𝑘𝑒𝑖𝑒𝑗 .

进一步考察情节 𝑒𝑘𝑒𝑖𝑒𝑗的频繁性, 这将依赖于它的

不同最小发生计数. 类似地, 如果情节 𝑒𝑘𝑒𝑖𝑒𝑗是频

繁的, 则满足 [𝑒𝑚, 𝑒𝑘].count ⩾ min sup的矩阵元素

[𝑒𝑚, 𝑒𝑘]将被考虑, 由情节 𝑒𝑚𝑒𝑘与 𝑒𝑘𝑒𝑖𝑒𝑗连接成的情

节 𝑒𝑚𝑒𝑘𝑒𝑖𝑒𝑗将被考察是否频繁,这也依赖于它的不同

最小发生计数,以此类推. 这样,只需扫描事件序列一

次,就可以由频繁 2-情节直接扩展生成任意长度的频

繁情节, 不需生成候选情节集合.这里的关键问题是

如何确定经连接扩展生成的情节的不同最小发生计

数. 本文提出了基于扩展时间戳的计数方法.

定定定义义义 4 给定𝑛-情节EP1 = 𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛(𝑛 ⩾
2)和 2-情节EP2 = 𝑒𝑒1, 它们的时间队列分别为

TQ1 = (𝑡11, 𝑡
1
2, ⋅ ⋅ ⋅ , 𝑡1𝑘1)和TQ2 = (𝑡21, 𝑡

2
2, ⋅ ⋅ ⋅ , 𝑡2𝑘2), 则

将情节EP1和EP2通过事件 𝑒1连接起来形成的𝑛 +

1-情节EP = 𝑒𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛称为情节EP1和EP2的扩展

情节, EP1和EP2称为情节EP的源情节.

定定定义义义 5 给定𝑛-情节EP1 = 𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛(𝑛 ⩾
2)和 2-情节EP2 = 𝑒𝑒1, 它们的时间队列分别为

TQ1 = (𝑡11, 𝑡
1
2, ⋅ ⋅ ⋅ , 𝑡1𝑘1

)和TQ2 = (𝑡21, 𝑡
2
2, ⋅ ⋅ ⋅ , 𝑡2𝑘2

), 对

于TQ1中任意相邻的时间戳对 (𝑡1𝑖 , 𝑡
1
𝑖+1), 𝑘1 − 1 ⩾ 𝑖

⩾ 0, 𝑡10 = 0, 如果在TQ2中存在 𝑘个时间戳 𝑡2𝑗𝑙(𝑘

⩾ 𝑙 ⩾ 1, 𝑘 ⩾ 1)满足 𝑡1𝑖+1 > 𝑡2𝑗𝑙 > 𝑡1𝑖 , 则称 𝑡2𝑗𝑚 =

max(𝑡2𝑗𝑙)(𝑘 ⩾ 𝑙 ⩾ 1)为扩展情节EP = 𝑒𝑒1𝑒2 ⋅ ⋅ ⋅
𝑒𝑛在 𝑡1𝑖 和 𝑡1𝑖+1之间的扩展时间戳. 对于TQ1中每一

时间戳对 (𝑡1𝑖 , 𝑡
1
𝑖+1),扩展时间戳可以按升序形成一个

队列,称为扩展情节EP的扩展时间队列.

定定定理理理 1 给定𝑛-情节EP1 = 𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛(𝑛 ⩾
2)和 2-情节EP2 = 𝑒𝑒1, 其时间队列分别为TQ1 =

(𝑡11, 𝑡
1
2, ⋅ ⋅ ⋅ , 𝑡1𝑘1), TQ2 = (𝑡21, 𝑡

2
2, ⋅ ⋅ ⋅ , 𝑡2𝑘2). 对于TQ1中

任意相邻的时间戳对 (𝑡1𝑖 , 𝑡
1
𝑖+1), 𝑘1 − 1 ⩾ 𝑖 ⩾ 0, 如果

扩展情节EP = 𝑒𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛存在扩展时间戳,则相应

于时间戳对 (𝑡1𝑖 , 𝑡
1
𝑖+1), 有且只有一次扩展情节EP的

不同最小发生计数产生.

设情节EP1和EP2在 𝑡1𝑖 和 𝑡1𝑖+1之间的扩展时间

戳为 𝑡2𝑗𝑚,EP1相应于 𝑡1𝑖+1的最小发生为mo1 = (𝑒1,

𝑡1𝑖+1)(𝑒2, 𝑡
1
𝑖2) ⋅ ⋅ ⋅ (𝑒𝑛, 𝑡1𝑖𝑛),EP2相应于 𝑡2𝑗𝑚的最小发生

为mo2 = (𝑒, 𝑡2𝑗𝑚)(𝑒1, 𝑡
2
𝑗 ). 可以证明 ep = (𝑒, 𝑡2𝑗𝑚)(𝑒1,

𝑡1𝑖+1)(𝑒2, 𝑡
1
𝑖2) ⋅ ⋅ ⋅ (𝑒𝑛, 𝑡1𝑖𝑛)一定是扩展情节EP的最小发

生,且只产生一次不同最小发生计数. 由于篇幅限制,

这里省略证明过程.

定理 1为不同最小发生计数奠定了理论基础. 扩

展计数和扩展时间队列的生成过程如下:

算算算法法法 2 生成扩展计数和扩展时间队列

(GetExtendedCount).

输入: 情节EP1 = 𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛的时间队列TQ1 =

(𝑡11, 𝑡
1
2, ⋅ ⋅ ⋅ , 𝑡1𝑘1),EP2 = 𝑒𝑒1的 时 间 队 列TQ2 =

(𝑡21, 𝑡
2
2, ⋅ ⋅ ⋅ , 𝑡2𝑘2);
输出: 扩展情节EP = 𝑒𝑒1𝑒2 ⋅ ⋅ ⋅ 𝑒𝑛的扩展计数

extended count和扩展时间队列ETQ.

extended count← 0; 𝑖← 0; 𝑗 ← 0; ETQ←null;

repeat

while (𝑡2𝑖 ⩾ 𝑡1𝑗 ) 𝑗 ++;

end while

extended count + +;

𝑖++;

while(𝑡2𝑖 < 𝑡1𝑗 ) 𝑖++;

end while

将 𝑡2𝑖−1插入扩展时间队列ETQ;

until ((𝑖 > 𝑘2)∣∣(𝑗 = 𝑘1))

return extended count.

在算法 2的基础上, 算法 3建立了频繁情节树,

即频繁情节挖掘的过程.

算算算法法法 3 频繁情节树的建立 (BuiltTree).

输入: 情节矩阵;

输出:频繁情节树.

procedure GenChild(fe)

对于矩阵中所有的事件类型 𝑒

if ([𝑒, fe].count ⩾ min sup) then

call GetExtendedCount(fe.tq, [𝑒, fe].tq);

if (extended count ⩾ min sup) then

建立 fe的一个子结点 ce;

ce.name← 𝑒;

ce.count← extended count;

ce.tq← extended queue;

fe← ce;

call GenChild(fe);

end if

end if

procedure BuiltTree

对于每个频繁的事件实例 fe

将 fe插入频繁情节树中作为根的子结点;

对于情节矩阵中所有的事件类型 𝑒

if ([𝑒, fe].count ⩾ min sup) then
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建立 fe的子结点 ce;

ce.name← 𝑒;

ce.count← [𝑒, fe].count;

ce.tq← [𝑒, fe].queue;

fe← ce;

call GenChild(fe); //扩展生成 fe的子结点

end if

由算法 2和算法 3可以看出,扩展情节的扩展计

数不大于其源情节的发生计数, 因此, 若一个扩展情

节是频繁的,则它的两个源情节一定是频繁的. 故算

法 3的情节树扩展过程可挖掘出所有的频繁情节. 在

这一过程中, 只扫描数据一次, 无需生成候选情节集

合,也无需经过反复的候选-评价过程.

例例例 1 对于图 1给出的事件序列,如果支持数阈

值min sup = 2,则相应的频繁情节树如图 2所示.

a a c c b a c b ...

50 55 60 65 70

图 1 事件序列

Root

b:2 c:2 a:2

a:2(50,51)c:2(53,54)a:2(51,59)

a:2(50,51)

c:2(54,60)

a:2(51,59)

a:2(50,51)

a:2(51,59)

a:2(50,51)

图 2 频繁情节树

2 基基基于于于相相相同同同结结结点点点链链链和和和哈哈哈希希希链链链的的的优优优化化化

为了进一步提高频繁情节挖掘的效率,节省内存

空间,本文提出了上述挖掘过程的优化方法.

定定定义义义 6 设 node1,node2, ⋅ ⋅ ⋅ ,node𝑛(𝑛 > 1)是

频繁情节树的结点, 它们的事件类型和时间队列分

别为 𝑒1, 𝑒2, ⋅ ⋅ ⋅ , 𝑒𝑛和TQ1,TQ2, ⋅ ⋅ ⋅ ,TQ𝑛. 如果对于

∀𝑖, 𝑗 ∈ [1, 𝑛],均有 𝑒𝑖 = 𝑒𝑗且TQ𝑖 = TQ𝑗 ,则称 node1,

node2, ⋅ ⋅ ⋅ ,node𝑛为相同结点.

在图 2所示的频繁情节树中,双线椭圆表示的结

点为相同结点.

观观观察察察 1 频繁情节树中的相同结点具有相同的

子结点.

按照观察 1, 相同结点无需重复扩展, 它们的子

结点只需被扩展生成一次,且子结点信息只需在树中

存储一次,即可被所有的相同结点共享.为此,需将所

有的相同结点用链连接起来 (在此称为相同结点链).

本文将所有结点中的时间队列进行了编码,每个时间

队列编码为其所有时间戳之和,并在其上作用一个哈

希函数

hash(tq) =
( 𝑛∑

𝑖=1

𝑡𝑖

)
mod 100, (1)

其中时间队列 tq = (𝑡1, 𝑡2, ⋅ ⋅ ⋅ , 𝑡𝑛). 具有相同哈希值
的结点信息连在同一个哈希链中, 分别作为相应的

相同结点链的链首.这样, 在频繁情节树中建立两种

类型的链, 一种是相同结点链, 另一种是哈希链, 如

图 3所示. 树中的结点只存储事件类型、发生计数和

编码, 时间队列不再存储于树中, 而被存储在哈希链

中, 且相同结点的时间队列只在哈希链中存储一次.

通常, 频繁情节树中会有很多相同结点 (图 6表示的

相关实验说明了这一点),因此,在树中建立相同结点

链和哈希链将节省大量的挖掘时间和空间.

!"# !"$ Root

a:2c:2b:2

a:2:110 c:2:114 a:2:110 c:2:107 a:2:1 10

a:2:110a:2:1 10

%&'($

1

7

10

14 c:2:(54,60)

a:2:(51,59)

c:2:(53,54)

a:2:(50,51)

图 3 哈希链和相同结点链

3 实实实验验验及及及性性性能能能评评评价价价

为了说明所提出的DMinEpi挖掘方法的性能以

及优化效果, 本文在真实数据集上进行了一系列实

验,将所提出的基于情节矩阵和频繁情节树的挖掘方

法 (基本方法)与Apriori类挖掘方法[8]在时间和空间

成本上进行了比较,同时也验证了基于相同结点链和

哈希链对挖掘过程进一步优化 (优化方法)的效果.

所有实验都在 2.66 GHz CPU, 3.5 GB内存的 PC

机上完成, 采用两个不同类型的真实数据集. 第 1个

数据集来自人类基因组数据[11], 包括 5个事件类型,

是一个稠密数据集; 第 2个数据集来自 Intel伯克利

实验室布置的 54个无线传感器[12], 每个事件包含传

感器编号、时间戳、温度等属性. 本文选择了其中的

27个传感器, 并将温度属性值分为 4个区间, 形成了

108个事件类型. 由于包含较多的事件类型,在给定的

时间窗口内,情节的支持数较少, 因此这是一个稀疏

数据集.

图 4给出了两个数据集上 3种方法随不同的频

繁度阈值变化的挖掘时间,两个实验中事件序列长度

均取 10 K. 由图 4可以看出, 稠密和稀疏数据集上的

实验结果有所不同.在稠密数据中, 基本方法的挖掘

时间较Apriori类方法具有明显的优势, 而在稀疏数

据中,基本方法的挖掘时间多于Apriori类方法. 两个

数据集上优化方法挖掘的时间效率较基本方法均有

较大幅度的提高,且均高于Apriori类方法. 这是由于
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优化方法继承了基本方法中无需生成候选情节的优

点,并通过建立相同结点链和哈希链省略了很多相同

结点的扩展过程, 相同结点数量越多, 其优化效果就

越明显. 同时还可以发现,无论在稠密数据还是在稀

疏数据上,优化方法的挖掘时间对于频繁度阈值的变

化都是不敏感的, 始终花费较少时间, 尤其当频繁度

阈值较小时, 挖掘时间变化不大,这种结果在目前的

频繁情节挖掘中尚未见到 (一般地, 当频繁度阈值较

小时, 挖掘时间会显著增加). 究其原因,是建树过程

中建立的相同结点链产生了这种效果.当设置较小的

频繁度阈值时, 虽然产生的频繁情节较多, 但相同结

点的数量也明显增多,它们被链在各自的相同结点链

中,只被扩展一次. 这样,通过建立相同结点链,大量

相同结点将共享相同的子结点,这使得大量相同结点

的扩展过程被省略,相同结点数量越多, 节省的时间

就越多. 因此,无论取多小的频繁度阈值、产生多少频

繁情节,需要进一步扩展生成子结点的结点数量基本

上是稳定的,优化方法的挖掘时间受频繁度阈值的影

响较小.
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图 4 两个数据集上的挖掘时间比较

优化的效果还可以从图 5中看到. 在该实验中,

尽管设置了一个较大的频繁度阈值 (12%),还是可以

看出优化的效果,且随着事件序列长度的增加, 优化

的效果越来越好. 如果设置一个较小的频繁度阈值,

优化的效果会更加明显,图 4中当频繁度阈值较小时,

可以看出这种效果.

从图 4还可以发现, 当频繁度阈值取值很大时

(对于稠密数据, min fre ⩾ 13%,对于稀疏数据, min

fre ⩾ 4.9%), 3种方法的挖掘时间比较接近,且挖掘时

间接近于零. 此时, 几乎没有多少频繁情节生成, 因

此 3种方法的差距并不明显, 但在实际挖掘过程中,

取过大的频繁度阈值是没有意义的.
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图 5 频繁度阈值为12%时的优化效果 (稠密数据集)

图 6给出了两个数据集上相同结点数量随频繁

度阈值的变化情况. 可以看出,随着频繁度阈值的降

低,相同结点的数量迅速增加. 通过建立相同结点链,

将节省大量的挖掘时间. 因此,如前文所述,即使取较

小的频繁度阈值,挖掘时间也不会明显增加, 相同结

点数量越多,优化效果越好.
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图 6 两个数据集上不同频繁度阈值下的相同结点数量

图 7分别在两个数据集上对 3种挖掘方法所占

用的内存空间进行了比较. 由图 7可以看出,无论是

在稠密集还是稀疏集中,优化方法的空间占用较基本

方法明显减少,且都少于Apriori类方法. 这是因为在

优化方法中, 对时间队列进行了编码, 树中的结点只

存储事件类型、计数和编码这样的简单信息,使得空

间占用大大减少; 此外, 优化方法通过建立相同结点

链和哈希链,使同一相同结点链上所有相同结点的信

息 (包括时间队列)在相应的哈希链中只存储一次,节

省了大量的内存空间, 且频繁度阈值越小, 相同结点

数量越多,节省的空间就越多. 因此,优化方法的空间
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成本并不随频繁度阈值的减小而明显增加,其空间性

能优于基本方法和Apriori类方法.
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图 7 两个数据集上空间代价的比较

4 结结结 论论论

本文研究了不同最小发生频繁情节 (DMinEpi)

的挖掘方法. 现有的MinEpi挖掘并未考虑不同最小

发生的情况, 且需多次扫描数据和反复进行候选-评

价并生成大量候选集, 导致这些方法不能处理事件

流数据, 且时间和空间代价较大. 针对这些问题, 本

文提出了一种基于情节矩阵和频繁情节树的挖掘方

法, 该方法与现有方法的挖掘思路完全不同,通过对

低阶频繁情节进行逐级的扩展直接生成高阶频繁情

节,在此过程中,只需扫描数据一次,不需生成候选情

节集合,也不需要反复进行候选-评价过程,在稠密数

据集和稀疏数据集上分别显示出较好的时间和空间

性能.为了进一步减少挖掘时间,节省内存空间,增强

所提出方法在不同类型数据上的时间、空间性能,本

文又进一步提出了基于相同结点链和哈希链的优化

方法. 无论在稠密集还是在稀疏集上,相比于基本方

法和Apriori类方法, 其时间和空间性能均具有明显

的优势,且具有时间和空间成本不随频繁度阈值明显

变化的良好特性. 真实数据集上的实验表明了本文所

提出的挖掘方法的优势以及优化方法的有效性和时

间、空间上的高效性.
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