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用于故障检测的集成核主分量分析
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摘 要: 针对复杂环境下的多变量工业过程在线故障检测问题,提出基于集成核主分量分析的解决方法. 该方法

首先求出样本映射后的无限维空间的多组近似基, 将主分量分析问题特征向量的解空间限定在近似基张成空间

求解;然后集成特征向量和特征值,并计算Hotelling 𝑇 2统计量和平方预报误差;最后据此判断检测结果.该方法对

Tennessee Eastman过程故障检测样本进行测试,并与其他两种方法进行对比. 测试结果表明了所提出方法的有效性.
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Abstract: An ensemble principal component analysis is presented for online multivariable process fault detection

on complicated conditions. In reproducing kernel Hilbert space(RKHS) spanned by the mapped samples, groups of

basis(approximate) are found. Eigenvectors for principal component analysis problem are limited to the spaces spanned by

approximate basis. The eigenvectors and eigenvalues in different subspace are integrated to make up for the approximation.

Hotelling 𝑇 2 and squared prediction error are calculated according to integrated eigenvectors and eigenvalues. Experiments

on Tennessee Eastman is presented to demonstrate the effectiveness of the ensemble learning.
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0 引引引 言言言

在线监测复杂的工业生产过程,及时发现异常并

合理处置,是保障生命财产安全和提高生产效率的重

要手段. 由于工业生产过程和环境都很复杂,测量的

数据通常受到噪声污染, 同时数据量也非常大,因此

故障检测通常采用统计方法. 主分量分析 (PCA)是常

用的统计检测方法之一[1-2],但常规的 PCA不能解决

非线性系统故障检测问题.

支持向量机成功利用核学习解决非线性问题,同

时通过控制结构风险提升学习机的推广能力[3], 这

为构造非线性的 PCA提供了思路. 在核学习方法的

启发下,文献 [4]提出了核化的主分量分析 (KPCA)[4].

KPCA仍然有两个问题需要解决: 1) 预防过学习; 2)

为了避免维数灾难必须消减核矩阵维数. 根据统计

学习理论的结论, KPCA必须控制学习能力, 同时降

低核矩阵的维数以简化计算过程,于是学者们先后提

出了多种针对核学习的稀疏化方法[5-6],然而,深入的

研究结果表明, 稀疏化牺牲了算法的稳定性, 正如文

献 [7]指出的,天下没有免费的午餐.

为了在缩减核矩阵维数的同时, 克服由于稀疏

化造成的算法不稳定缺陷, 本文提出了集成的核主

分量分析 (EKPCA)方法. 集成学习针对监督学习[8]的

研究成果已经非常丰富, 但是非监督学习不容易评

判学习的成效, 很少有人研究.因为集成学习的理论

表明, 只有保障简单学习器的有效性、多样性, 才能

通过集成学习提升机器的性能[9-10];因此本文提出的

EKPCA力图在确保简单学习器多样性的前提下, 保

障每个简单学习器性能, 期望获得最佳的集成效果.

EKPCA的过程如下: 首先,求样本映射后无限维空间

的多组近似基, 将特征向量的解空间限定在每组近
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似基张成空间内分别求解多个KPCA问题; 然后, 集

成特征向量和特征值.在应用于在线故障检测时, 通

过集成特征向量和特征值计算平方预报误差 (SPE)

和Hotelling 𝑇 2统计量, 据此判断检测结果. 通过TE

(Tennessee Eastman)数据集故障检测实验检验了

EKPCA的效果.

1 KPCA简简简介介介
为了求解KPCA, 定义从𝑛维实空间𝑹𝑛到特征

空间𝑭 的非线性映射𝜑 : 𝑹𝑛 → 𝑭 ,将样本 {𝒙𝑖}𝑁𝑖=1映

射到特征空间后重新标记为 {𝜑(𝒙𝑖)}𝑁𝑖=1. 在特征空

间𝑭 定义一个满足条件 𝑘(𝒙𝑖,𝒙𝑗) = 𝜑T(𝒙𝑖)𝜑(𝒙𝑗)的

核函数 𝑘(𝒙𝑖,𝒙𝑗), 空间𝑭 就是一个内积空间. 中心化

数据集 {𝜑(𝒙𝑖)}𝑁𝑖=1,令

𝜑(𝒙𝑖) = 𝜑(𝒙𝑖)− 1

𝑁

𝑁∑
𝑗=1

𝜑(𝒙𝑗),

并构造如下矩阵:

Φ = [𝜑(𝒙1), 𝜑(𝒙2), ⋅ ⋅ ⋅ , 𝜑(𝒙𝑁 )], (1)

Φ̃ = [𝜑(𝒙1), 𝜑(𝒙2), ⋅ ⋅ ⋅ , 𝜑(𝒙𝑁 )]. (2)

相关矩阵 𝑹̃和核矩阵𝑲为

𝑹̃ =
1

𝑁

𝑁∑
𝑖=1

𝜑(𝒙𝑖)𝜑
T(𝒙𝑖), (3)

𝑲 = ΦTΦ. (4)

KPCA问题归结为求关系矩阵 𝑹̃的特征值𝜆和特征

向量 𝒒的问题,即

𝑹̃𝒒 = 𝜆𝒒. (5)

如果特征空间是无限维的,则关系矩阵 𝑹̃也是无限维

的,式 (5)不可直接求解;因此,假设当

1

𝑁

𝑁∑
𝑗=1

𝜑(𝒙𝑗) = 0

时, KPCA的特征向量解可用特种空间的样本描述[4],

即

𝒒 = Φ𝜶 =

𝑁∑
𝑖=1

𝛼𝑖𝜑(𝒙𝑖), (6)

其中𝜶 = [𝛼1, 𝛼2, ⋅ ⋅ ⋅ , 𝛼N]
T是一个𝑁维列向量. 方程

(5)两边同乘以Φ,方程变为

𝑲𝜶 = 𝑁𝜆𝜶, (7)

其中𝑁为样本总量.方程 (7)是普通的征值问题,只要

样本数量不大,求解并不困难.

当
1

𝑁

𝑁∑
𝑗=1

𝜑(𝒙𝑗) ∕= 0时, KPCA用中心化样本描

述特征向量并记为 𝒒 = Φ̃𝜶. 令 𝑲̃ = Φ̃
T
Φ̃, KPCA问

题变为

𝑲̃𝜶 = 𝑁𝜆𝜶. (8)

其中 𝑲̃ = 𝑁ΦT𝑹̃Φ可由核矩阵𝑲得到,即

𝑲̃ = 𝑲 − 11/𝑁𝑲 −𝑲11/𝑁 + 11/𝑁𝑲11/𝑁 , (9)

这里

11/𝑁 =
1

𝑁

⎡⎢⎢⎣
1 ⋅ ⋅ ⋅ 1
...

. . .
...

1 ⋅ ⋅ ⋅ 1

⎤⎥⎥⎦
为一个𝑁 ×𝑁的矩阵.

将求解方程 (7)得到的特征值按大小排序为𝜆1

⩾ 𝜆2 ⩾ ⋅ ⋅ ⋅ ⩾ 𝜆𝑁 , 它们与特征向量𝜶1,𝜶2, ⋅ ⋅ ⋅ ,𝜶𝑁

分别对应,相关矩阵 𝑹̃的第 𝑘个特征向量记为

𝒒𝑘 = Φ𝜶𝑘 =

𝑁∑
𝑖=1

𝛼𝑘,𝑖𝜑(𝒙𝑖),

其中𝛼𝑘,𝑖表示第 𝑘个特征向量𝜶𝑘的第 𝑖个分量. 对

𝒒𝑘归一化,使得 𝒒T
𝑘 𝒒𝑘 = 1,归一化公式为

𝜶T
𝑘𝜶𝑘 = 1/𝜆𝑘. (10)

变量𝒙在第 𝑘个特征向量 𝒒𝑘上的投影为第 𝑘个主分

量,可按下式计算:

𝑡𝑘 =

𝑁∑
𝑖=1

𝛼𝑘,𝑖𝑘(𝒙𝑖,𝒙). (11)

2 集集集成成成KPCA
由方程 (6)易知, 特征向量 𝒒是特征空间中样

本的线性组合. 文献 [10]认为, 如果求出全体样本

{𝜑(𝒙𝑖)}𝑁𝑖=1张成空间的一组基,并用这组基来描述特

征向量 𝒒,则KPCA核矩阵的维数就与样本数无关,从

而可以做到有效消减维数, 简化计算;但在无限维特

征空间的基通常不具有稀疏性,所以有必要通过计算

近似基获得稀疏性. 近似基求解算法可以求出无限维

内积空间的一组稀疏近似基,其计算流程如下[10]:

Step 1: 建立两个集合𝑿𝐼 = {𝜑(𝒙1)}, 𝑿𝐷(初始

时为空集).

Step 2: 对于样本集 {𝜑(𝒙𝑖)}𝑁𝑖=1中的每个𝜑(𝒙𝑘),

令

𝜑(𝒙𝑘) = 𝜑(𝒙𝑘)−
∑

𝜑(𝒙𝑖)∈𝑿𝐼

𝜆𝑖𝜑(𝒙𝑖),

计算

min 𝜑T(𝒙𝑘)𝜑(𝒙𝑘). (12)

Step 3:如果min𝜑T(𝒙𝑘)𝜑(𝒙𝑘) ⩽ 𝜀,表示𝑿𝐼中的

元素可以近似描述𝜑(𝒙𝑘), 则将其加到𝑿𝐷中; 否则,

认为𝑿𝐼中的元素不能描述𝜑(𝒙𝑘), 将𝜑(𝒙𝑘)加入到

𝑿𝐼中, 𝜀是描述线性组合误差的参数.

Step 4: 如果 𝑘 = 𝑁 ,则结束计算,否则 𝑘 = 𝑘+1 ,

返回 Step 2.

式 (12)描述的最小值问题揭示了集合𝑿𝐼中的

元素线性组合某个样本的能力. 在无限维空间中, 𝜀可
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以决定近似基的稀疏程度,即每组基的样本数.

2.1 核核核矩矩矩阵阵阵计计计算算算技技技巧巧巧

用近似基求解算法得到 {𝜑(𝒙𝑖)}𝑁𝑖=1的一组近似

基后, 将其构成的向量记作Φ𝐼 = [𝜑(𝒙𝐼1), 𝜑(𝒙𝐼2),

⋅ ⋅ ⋅ , 𝜑(𝒙𝐼𝑘)], 则方程 (6)描述的特征向量可以近似表

示为

𝒒 =

𝐼𝑘∑
𝑖=𝐼1

𝛼𝑖𝜑(𝒙𝑖) = Φ𝐼𝜶. (13)

方程 (5)描述的问题转换为

𝑹̃Φ𝐼𝜶 = 𝜆Φ𝐼𝜶, (14)

两边同乘以Φ𝐼
T,并记

𝑲𝐼 = Φ𝐼
TΦ𝐼 , (15)

得到Φ𝐼
T𝑹̃Φ𝐼𝜶 = 𝜆𝑲𝐼𝜶. 问题再一次归结为特征值

与特征向量问题,即

(𝑲𝐼)
−1(Φ𝐼

T𝑹̃Φ𝐼)𝜶 = 𝜆𝜶. (16)

令𝑲𝑠 = Φ𝐼
T𝑹̃Φ𝐼 , 不失一般性, 假设Φ𝐼的第𝑚和

第𝑛个列向量分别是𝜑(𝒙𝑚)和𝜑(𝒙𝑛), 则𝑲𝑠的第𝑚

行第𝑛列元素可记为 (𝑲𝑠)𝑚×𝑛,其表达式为

(𝑲𝑠)𝑚×𝑛 =𝜑T(𝒙𝑚)
[ 1

𝑁

𝑁∑
𝑖=1

𝜑(𝒙𝑖)𝜑
T(𝒙𝑖)

]
𝜑(𝒙𝑛) =

1

𝑁

𝑁∑
𝑖=1

[𝜑T(𝒙𝑚)𝜑(𝒙𝑖)𝜑
T(𝒙𝑖)𝜑(𝒙𝑛)] =

1

𝑁

𝑁∑
𝑖=1

𝑘(𝒙𝑚,𝒙𝑖)𝑘(𝒙𝑖,𝒙𝑛)−

1

𝑁2

[ 𝑁∑
𝑗=1

𝑘(𝒙𝑚,𝒙𝑗)
][ 𝑁∑

𝑗=1

𝑘(𝒙𝑛,𝒙𝑗)
]
.

(17)

令𝑲(𝑚, :)和𝑲(:, 𝑛)分别表示核矩阵𝑲的第𝑚行和

第𝑛列, 1𝑁 = [1, 1, ⋅ ⋅ ⋅ , 1]表示 1行𝑁列的行向量,则

式 (17)可改写为

(𝑲𝑠)𝑚×𝑛 =
1

𝑁
𝑲(𝑚, :)𝑲(:, 𝑛)− 1

𝑁2
𝑲(𝑚, :)×

1𝑁
T × 1𝑁 ×𝑲(:, 𝑛). (18)

方程 (5)转换为

(𝑲𝐼)
−1𝑲𝑠𝜶 = 𝜆𝜶. (19)

方程 (19)是典型的特征值与特征向量问题,因为特征

向量是一组近似基的线性组合,所以具有稀疏性.

2.2 集集集成成成KPCA的的的方方方法法法

解方程 (19)得到的特征向量为 𝒒 = Φ𝐼𝜶, 解

KPCA得到的特征向量为 𝒒 = Φ𝜶, 两个特征向量

的解空间不同.考虑到Φ中的向量可以用Φ𝐼中的向

量近似线性组合,所以它们必然十分接近,可以认为

方程 (19)获得的稀疏KPCA是一个比较强的特征学

习机,可以对若干稀疏KPCA进行集成. PCA是一种

无监督学习,不易对学习结果进行加权集成, 鉴于特

征向量的每个解空间十分接近, 可以采用平均集成.

下面给出KPCA集成算法的流程 (仍然设样本集构成

的向量为Φ = [𝜑(𝒙1), 𝜑(𝒙2), ⋅ ⋅ ⋅ , 𝜑(𝒙𝑁 )]).

Step 1: 设定重复次数Re;

Step 2: 计算核矩阵𝑲 = ΦTΦ;

Step 3: 计算样本集 {𝜑(𝒙𝑖)}𝑁𝑖=1的Re组近似基

Φ𝐼
1,Φ𝐼

2, ⋅ ⋅ ⋅ ,Φ𝐼
Re (每次选择近似基时,上一次选择

的落伍者具有优先被选择的权利,以保证多样性);

Step 4: 对每组近似基Φ𝐼
𝑘,根据式 (15)求𝑲𝐼

𝑘 =

(Φ𝑘
𝐼 )

TΦ𝑘
𝐼 , 根据式 (18)求𝑲𝑠𝑘 = (Φ𝑘

𝐼 )
T𝑹̃Φ

𝑘

𝐼 , 其中

𝑘 = 1, 2, ⋅ ⋅ ⋅ ,Re;

Step 5: 根据方程 (19), 对每一组𝑲𝐼
𝑘和𝑲𝑠𝑘求

对应的特征值𝝀𝑘与特征向量矩阵𝜶𝑘, 这样得到

Re组特征值𝝀1,𝝀2, ⋅ ⋅ ⋅ ,𝝀Re与特征向量矩阵𝜶1,𝜶2,

⋅ ⋅ ⋅ ,𝜶Re;

Step 6: 对 𝑘 = 1, 2, ⋅ ⋅ ⋅ ,Re, 将𝝀𝑘按分量从大到

小排序,并取前𝑛个特征值𝜆𝑘
1 ⩾ 𝜆𝑘

2 ⩾ ⋅ ⋅ ⋅ ⩾ 𝜆𝑘
𝑛及其

分别对应的特征向量𝛼𝑘
1 , 𝛼

𝑘
2 , ⋅ ⋅ ⋅ , 𝛼𝑘

𝑛, 求特征空间对

应的特征向量为

𝒒𝑘
𝑖 = Φ𝑘

𝐼𝜶
𝑘
𝑖 , 𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛; (20)

Step 7: 求集成特征值

𝜆̄𝑖 =
1

Re

Re∑
𝑘=1

𝜆𝑖
𝑘, 𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛, (21)

和特征空间中的集成特征向量

𝒒𝑖 =
1

Re

Re∑
𝑘=1

𝒒𝑘
𝑖 , 𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛; (22)

Step 8: 归一化后的 𝜆̄𝑖和 𝒒𝑖为EKPCA的第 𝑖个

特征值及其在特征空间中对应的特征向量;

Step 9: 最后计算变量𝒙在第 𝑖个特征向量方向

的投影即𝒙的第 𝑖个主分量

𝑡𝑖 = 𝜑(𝒙)T𝒒𝑖. (23)

仔细分析EKPCA算法,可得出以下 3点结论:首

先, 稀疏化能够消减核矩阵的维数; 然后, 鉴于统计

学习理论已明确指出, 与参数成线性关系的函数集

的VC维等于参数的个数[3], 所以稀疏化同时也能够

控制KPCA的结构风险,增强泛化能力;最后,稀疏化

即使遗漏数据集的某些特性, 即欠学习 (或称学习不

足),也可以通过对多个稀疏解的集成加以弥补.

3 EKPCA应应应用用用于于于故故故障障障检检检测测测
故障是指为了保证系统的正常工作不能允许的

状态偏离, 包括系统参数改变, 超范围的扰动, 执行

或检测机构的非正常工作等. 故障检测是通过传感

器检测的数据判断系统是否有故障发生. 故障检测
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尤其是实时的在线故障检测对安全高效生产具有

重大意义.采用EKPCA在线检测工业过程故障的方

法与 PCA相同[1-2]. 首先, 根据经验数据建立EKPCA

模型,即计算经验数据的特征值、特征向量;然后,以

它们为参数计算经验数据的 SPE和Hotelling𝑇 2, 并

确定控制限; 在线检测时, 计算在线数据的SPE和

Hotelling𝑇 2并与控制限比较,从而得出检测结果.通

过式 (21)和 (22)得到经验数据EKPCA问题的特征值

和特征向量后, 对第 𝑖个过程变量𝒙𝑖, 式 (23)可求得

前𝑛个主分量 𝑡1, 𝑡2, ⋅ ⋅ ⋅ , 𝑡𝑛, Hotelling 𝑇 2统计量为

𝑇 2
𝑖 =[𝑡1, 𝑡2, ⋅ ⋅ ⋅ , 𝑡𝑛]Λ−1[𝑡1, 𝑡2, ⋅ ⋅ ⋅ , 𝑡𝑛]T =

𝑛∑
𝑗=1

(𝑡𝑗
2/𝜆̄𝑗). (24)

其中: 𝜆̄𝑗为式 (21)求得的第 𝑗个特征值, Λ为对角矩

阵,由前𝑛个集成特征值构成.

𝜑𝑁 (𝒙) =

𝑁∑
𝑖=1

𝑡𝑖𝒒𝑖是𝑁个主分量在特征空间中

的重构向量, 同理𝜑𝑛(𝒙) =

𝑛∑
𝑖=1

𝑡𝑖𝒒𝑖, 样本𝒙的平方预

报误差SPE定义为

SPE𝑥 = ∥𝜑𝑁 (𝒙)− 𝜑𝑛(𝒙)∥2 =

𝜑T
𝑁 (𝒙)𝜑𝑁 (𝒙)− 2𝜑T

𝑁 (𝒙)𝜑𝑛(𝒙) + 𝜑𝑛(𝒙)
T(𝒙)𝜑𝑛(𝒙) =

𝑁∑
𝑖=1

𝑡2𝑗 − 2

𝑛∑
𝑖=1

𝑡2𝑗 +

𝑛∑
𝑖=1

𝑡2𝑗 =

𝑁∑
𝑖=1

𝑡2𝑗 −
𝑛∑

𝑖=1

𝑡2𝑗 , (25)

其中 𝑡𝑗为通过式 (23)求得的第 𝑗主分量.

当采用Hotelling 𝑇 2和 SPE作为故障检测的判断

标准时, 控制限的确定十分关键,本文通过预先实验

获得统一的控制限.

4 基基基于于于EKPCA的的的TE过过过程程程故故故障障障检检检测测测实实实验验验
TE过程是一个多变量的复杂化工过程, 为了方

便实验研究, 文献 [11]为该过程建立了等效模型, 作

为故障检测的标准问题[12]. 文献 [11]公布的测试数

据库得到众多研究者认可, 经常被用于测试故障检

测方法的有效性[1-2]. 研究人员模拟了 22种不同工

作状态下的生产过程, 每种工作状态运行两次, 运

行过程中每 3分钟对关键的 52个过程变量采样一

次, 将每次的采样结果构成一个样本, 因此每种工

作状态测得 2个数据集 (本文称为一组), 其中一个

供算法训练用, 称为训练数据集; 另一个数据集供

测试算法有效性用, 称为测试数据集. 将 22组数据

按顺序编号, 第 0组的两个数据集是正常工作下采

集的, 将其中的训练数据集记作 train 00, 测试数据

集记作 test 00; 其他 21组数据都是在不同的故障状

态下测得, 将它们编号为故障 01∼ 21, 第 22组数据

对应的是故障 21; 将其中的训练数据集记作 train 01

∼ train 21,测试数据集记作 test 01∼ test 21; train 00由

500个样本构成, train 01∼ train 21由 480个样本构成,

test 01∼ test 21包含 960个样本;因此 train 00和 test 00

可以分别记作 500 × 52和 480 × 52的矩阵, train 01∼
train 21都是 480× 52的矩阵, test 01∼ test 21都是 960

× 52的矩阵.

不失一般性, 假设一个无故障的数据集为𝑫0

= {𝒙𝑖
0}𝑁𝑖=1, 用EKPCA计算这个数据集的 SPE和

Hotelling 𝑇 2, 并判断新的采样数据𝒙是否为故障数

据的流程如下.

基于EKPCA的故障检测流程如下:

Step 1: 数据离线预处理. 对预先收集的无故

障数据集𝑫0 = {𝒙0
𝑖 }𝑁𝑖=1, 先对其中心化, 计算𝑫0所

有样本的平均值 𝑿̄ =
1

𝑁

𝑁∑
𝑖=1

𝒙0
𝑖 , 然后中心化 𝒙̃0

𝑖 =

(𝒙0
𝑖 −𝑿),最后归一化,对中心化后的每个过程变量的

最大值构成向量𝑿max, 取最小值并构成向量𝑿min,

完成归一化计算

𝒙𝑐0
𝑖 = 𝒙̃0

𝑖 ∙ ÷(𝑿max −𝑿min).

其中: ∙÷为点除运算符,表示向量对应位置的元素相

除; 𝒙𝑐0
𝑖 表示归一化后的样本. 处理后的数据集重新标

记为𝑫𝑐0 = {𝒙𝑐0
𝑖 }𝑁𝑖=1.

Step 2: 求近似基.将𝑫𝑐0映射到无限维空间, 标

记为𝜑(𝑫𝑐0) = {𝜑(𝒙𝑐0
𝑖 )}𝑁𝑖=1, 以径向基函数 𝑘(𝒙𝑖,𝒙𝑗)

= e
∥𝒙𝑖−𝒙𝑗∥2

𝜎 为核函数,用近似基算法求Re组近似基.

每次选择近似基时,上一次选择的落伍者具有优先的

被选择的权利,以保证多样性.

Step 3: 求取集成特征值和集成特征向量. 对数据

集𝑫𝑐0,用EKPCA方法求解下式并归一化:

𝜆̄𝑖 =
1

Re

Re∑
𝑘=1

𝜆𝑖
𝑘, 𝒒𝑖 =

1

Re

Re∑
𝑘=1

𝒒𝑘
𝑖 .

Step 4: 计算检测指标.首先,计算 {𝜑(𝒙𝑐0
𝑖 )}𝑁𝑖=1中

的每个数据 {𝜑(𝒙𝑐0
𝑖 )}的 𝑘次主分量 𝑡𝑘 = ⟨𝒒𝑘, 𝜑(𝒙𝑐0

𝑖 )⟩;
然后,计算

Hotelling𝑇 2 =

𝑛∑
𝑗=1

(𝑡𝑗
2/𝜆̄𝑗),

SPE𝒙𝑐0
𝑖

=

𝑁∑
𝑗=1

𝑡2𝑗 −
𝑛∑

𝑖=1

𝑡2𝑖 ,

其中𝑛是保留的主分量数,确定控制限.

Step 5: 在线判断检测结果. 对于在线采样的数

据𝒙,首先中心化归一化

𝒙𝑐 = (𝒙− 𝑿̄) ∙ ÷(𝑿max −𝑿min);

在此基础上计算主分量 𝑡𝑘 = ⟨𝒒𝑘, 𝜑(𝒙𝑐)⟩以及𝑇 2 =
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𝑛∑
𝑗=1

(𝑡𝑗
2/𝜆̄𝑗)或 SPE𝒙𝑐 =

𝑁∑
𝑗=1

𝑡2𝑗 −
𝑛∑

𝑖=1

𝑡2𝑖 , 最后判断该

数据是否为故障数据.

以上介绍的是基于EKPCA故障检测流程,其新

颖之处一方面在于采用了集成学习方法计算主分量

和特征值;另一方面,在基于EKPCA的故障检测流程

中, Step 1到Step 4只与正常数据集有关,可以离线实

现, 待检测数据可随时采集随时判断, 所以是一种在

线的故障检测方法. 由于在求无限维空间的基时运用

了近似方法, EKPCA选择的Re组近似基能否有效覆

盖数据集的特性令人心怀疑虑.图 1通过统计每个样

本在Re组近似基中出现的总次数表明, 由于采用了

正确的近似基选择策略,每个样本都必然出现在近似

基中,且概率相差不大.在第𝑚组近似基中遗漏的数

据集的特性,极有可能在第𝑚+ 1组近似基中被抽取,

这正是集成学习的可取之处.
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14
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图 1 样本在近似基中出现的次数

图 2展示了𝑇 2控制限确定过程. 将数据集

train 00作为预先采集的经验数据, 用EKPCA方法

离线计算检测指标Hotelling𝑇 2; 根据故障检测的

精度要求, 当故障误报概率小于 0.2%时, 控制限为

𝐶 = 0.16.

0 100 200 300 400 500
samples number

0.02
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T
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T
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图 2 确定控制限

图 3和图 4显示了故障 04和故障 11的检测结果.

模拟在线故障检测, 每次从 test 04(或 test 11)数据集

中调用一个数据,以EKPCA在 train 00上获得的特征

值、特征向量和主分量计算Hotelling𝑇 2和 SPE值,并

与控制限比较. 基于EKPCA的故障检测方法在故

障 04和故障 11的诊断过程中显示出优异的判断能

力.
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图 3 EKPCA对数据集 test 04检测
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图 4 EKPCA对数据集 test 11检测

表 1将EKPCA故障检测与文献 [2]的研究结

果进行对比. 表 1中, KPCA和改进核主分量分析

(IKPCA)的检测结果直接摘自文献 [2], EKPCA数据

是本文检测方法的统计结果. 从表 1可以看出, 基

于EKPCA故障检测的结果比KPCA方法的结果更精

确; 用EKPCA与 IKPCA对 7组相同的故障数据进行

检测, EKPCA在 5组数据上都获得了更精确的结果.

这表明,集成学习在提高非监督学习机的性能方面也

有很大潜力.

表 1 故障检测错误率对比

测试数据集
统计量

03 04 09 11 13 15 21

SPE (IKPCA) 0.99 1.00 1.00 0.51 0.18 0.86 0.70

𝑇 2 (IKPCA) 0.75 0.83 0.83 0.12 0.15 0.74 0.33

SPE (KPCA) 1.00 1.00 1.00 0.99 0.97 0.99 1.00

𝑇 2 (KPCA) 0.97 0.98 0.96 0.70 0.21 0.91 0.72

SPE (EKPCA) 0.94 0.12 0.90 0.65 0.18 0.60 0.62

𝑇 2 (EKPCA) 0.73 0.01 0.67 0.15 0.04 0.58 0.37

5 结结结 论论论

为了解决复杂的多变量工业过程在线故障检测

问题, 本文在KPCA的基础上提出了基于EKPCA的

解决方法. 该方法求样本映射后无限维空间的多组近

似基, 以每组近似基张成空间作为 PCA问题特征向

量的解空间求解特征向量和特征值, 然后集成它们.

最后计算Hotelling 𝑇 2和SPE, 并据此判断检测结果.

该故障检测方法在样本充分的条件下,是一种在线监

测方法. 为了检验基于EKPCA的故障检测方法的有

效性,本文用EKPCA对TE过程故障检测数据进行模

拟在线测试, 并将结果与KPCA和 IKPCA的测试结
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果对比. 对比结果表明, EKPCA能够在TE过程故障

检中获得更加准确的结果.
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