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摘 要: 针对全连接前馈神经网络不能有效应对时变系统的问题,提出一种动态自适应模块化神经网络结构. 该网

络采用减法聚类算法在线辨识工况数据的空间分布,利用RBF神经元实现对数据样本空间的划分,并结合模糊策略

将不同子样本空间的数据动态分配给不同的子网络,最后对各子网络的输出进行集成. 该模块化网络中子网络数量

和子网络规模都能根据所学时变任务动态自适应调整. 通过对不同时变系统的预测表明了该网络能够有效跟踪时变

系统.
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Abstract: Due to the fact that the fully coupled feedforward neural network can not effectively deal with the problem

of time-varying systems, a dynamic adaptive modular neural network model is proposed. In this model, the substractive

cluster algorithm is applied to online identification of the spatial distribution of the condition data. RBF neurons are used to

decompose the learning sample space and combined with fuzzy strategy to dynamically allocate different sub-sample space

learning data to different sub-networks. Finally, the output of the modular neural network can be achieved by integrating

the output of the sub-networks. The number of the sub-networks and the architecture of the subnet-works can be adaptively

adjusted based on the current learning time-varying task. Experiment results on different time-varying systems show that

proposed model can effectively tracke the time-varying system.
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0 引引引 言言言

前馈神经网络 (FNN)以其简单的结构和强大的

非线性逼近能力已广泛地应用于非线性系统建模和

控制等方面[1-3]. 但对于时变系统而言, FNN具有全连

接的特点,新学习样本将激活所有隐节点参与当前任

务的学习, 因此 FNN对当前样本的学习将导致对过

去已学得的旧样本知识的破坏,其所建立的模型往往

只是系统的近似模型[4]. 此外,随着FNN结构复杂度

的增大, FNN全连接的特性也会导致网络收敛速度缓

慢或者难以收敛于全局最小点[5].

具有局部连接特性的模块化神经网络是解决

FNN应用于非线性时变系统的有效方法.文献 [6]和

文献 [7]分别提出了适用于时变系统的模块化神经网

络 SAMNN (Structure adaptive modular neural network)

和 SGMN (Self-regulating growing multi-experts

network), 二者都能随着时变系统的变化自适应调

整网络结构. 然而, SAMNN子网络的增加或删除采

取固定步长策略,不能及时反映时变系统的时变特性.

SGMN采用梯度下降法修正门网络参数,导致其难以

跟踪快速时变系统. 同时, SAMNN和 SGMN中子网

络增加或删除的条件由子网络输出的局部误差决定,

使得网络的生长速度缓慢,而且子网络的结构在整个

学习过程中都固定不变,使得它们对时变系统的自适

应能力较差.

针对上述问题,本文提出一种动态自适应模块化

神经网络 (DAMNN). DAMNN中子网络的增加和删
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除以学习对象的实时数据流为驱动,根据在线工况数

据的空间分布动态调整网络系统中子网络的个数,同

时,每个子网络也能根据所学子任务的状况自适应调

整自身的规模. 最后通过仿真实验验证了DAMNN的

性能.

1 DAMNN结结结构构构
DAMNN是基于在线工作机制的一种网络结构,

其结构如图 1所示, 共有 5层, 分别为: 输入层、任务

分解层、任务分配层、子网络层和子网络集成输出层.
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图 1 DAMNN神经网络结构框图

各层的数学描述和具体功能如下.

第 1层: 输入层.

该层中有𝑛个输入节点, 𝑛为 𝑘时刻输入向量

𝒙(𝑘)的维数, 𝒙(𝑘) = [𝑥1(𝑘), 𝑥2(𝑘), ⋅ ⋅ ⋅ , 𝑥𝑛(𝑘)]
T.

第 2层: 任务分解层.

该层中包括 𝑙个RBF神经元,每个RBF神经元的

激活函数为

𝜅𝑖(𝒙(𝑘), 𝒄𝑖) = e(−∥𝒙(𝑘)−𝒄𝑖∥2/𝛿2𝑖 ). (1)

其中: 𝒄𝑖为第 𝑖个RBF神经元的数据中心, 𝛿𝑖为核函

数的扩展宽度. 在DAMNN中, 𝜅𝑖(𝒙(𝑘), 𝒄𝑖)被定义为

硬限幅函数,即

𝜅𝑖(𝒙(𝑘), 𝒄𝑖) =

{
1, ∥𝒙(𝑘)− 𝒄𝑖∥ ⩽ 𝛿𝑖;

0, ∥𝒙(𝑘)− 𝒄𝑖∥ > 𝛿𝑖.
(2)

DAMNN中RBF神经元的物理意义是在输入样

本空间中,以 𝒄𝑖为球心,以 𝛿𝑖为半径作一个超球面.当

输入样本在此超球面内时RBF神经元的输出为 1,在

超球面以外时RBF神经元的输出为 0. 因此, 该层中

RBF神经元的功能是实现对输入样本空间的分解.

第 3层: 任务分配层.

该层中共包括 𝑙个 “与门”和一个模糊策略.每个

“与门”的输入为𝜅𝑖(𝒙(𝑘), 𝒄𝑖)和𝒙(𝑘).显然,若𝜅𝑖(𝒙(𝑘),

𝒄𝑖) = 1,则该 “与门”后面的子网络将被激活而有可能

参与对 𝑘时刻输入样本𝒙(𝑘)的学习.

在DAMNN中,对任务的分解属于软分类,因此,

当 𝑘时刻的输入样本𝒙(𝑘)落在多个RBF神经元的

“重叠”区域时, 该样本将会激活多个子网络参与学

习. 从集成学习和提高DAMNN学习速度的角度出

发, 本文采取一种模糊的策略, 从被𝒙(𝑘)激活的多

个子网络中选择部分最适合的子网络对𝒙(𝑘)进行学

习.

第 4层: 子网络层.

该层中共包括 𝑙个结构相对简单的子网络,每个

子网络均为前馈神经网络,其主要任务是学习任务分

配层分配来的学习样本.

设 𝑘时刻DAMNN中第ℎ个子网络的网络结构

为𝑛 −𝑚 − 1 (𝑛个输入节点, 𝑚个隐节点, 1个输出节

点),则该子网络的输出为

𝑦ℎ(𝑘) =

𝑚∑
𝑗=1

𝑤𝑗(𝑘)𝑓
( 𝑛∑

𝑖=1

𝑣𝑗𝑖(𝑘)𝑥𝑖(𝑘)
)
. (3)

其中: 𝑤𝑗为子网络隐含层中第 𝑗个隐节点与输出节

点之间的连接权值; 𝑣𝑗𝑖为子网络中输入层第 𝑖个输

入节点与隐含层第 𝑗个隐节点之间的连接权值;函数

𝑓(𝑥) = 1/(1 + e−𝑥),为隐节点激活函数.

第 5层: 集成输出层.

该层的主要功能是对 𝑘时刻参与学习的子网络

的输出进行集成,集成输出为

𝑌 (𝑘) =

𝑝∑
𝑖=1

𝛼𝑖𝑦𝑖(𝑘). (4)

其中: 𝑝为 𝑘时刻参与学习的子网络个数, 满足 1 ⩽
𝑝 ⩽ 𝑙; 𝛼𝑖为各子网络的集成权值; 𝑦𝑖(𝑘)为 𝑘时刻参与

学习的第 𝑖个子网络的输出.

2 DAMNN结结结构构构设设设计计计及及及学学学习习习
2.1 RBF神神神经经经元元元参参参数数数在在在线线线辨辨辨识识识

DAMNN针对时变系统的动态特性主要体现在

任务分配层RBF神经元数据中心 𝒄𝑖上, 即 𝒄𝑖能够随

着时变数据流的变化而动态调整,以达到实时分解和

跟踪时变任务的目的. 减法聚类以当前时刻的数据密

度和聚类中心密度为聚类准则,它们在一定程度上能

够反映出时变系统的未来变化趋势.因此, RBF神经

元数据中心 𝒄𝑖可以通过在线减法聚类算法获得.

减法聚类的数据密度是以该数据到其他所有数

据的距离为度量标准,其形式为

𝑃 (𝒙(𝑖)) =

1

1 +
1

𝑁 − 1

𝑁∑
𝑗=1,𝑗 ∕=𝑖

(𝒙(𝑖)− 𝒙(𝑗))T(𝒙(𝑖)− 𝒙(𝑗))

. (5)

其中: 𝑋 = [𝒙(1),𝒙(2), ⋅ ⋅ ⋅ ,𝒙(𝑁)], 𝑁为数据𝑋中的

数据样本量.

在线减法聚类时,首先以第 1个数据𝒙(1)作为初

始聚类中心, 并赋值𝑃1(𝒙(1)) = 1 (𝑃𝑘表示第 𝑘时刻

计算的密度). 在 𝑘时刻, 如果已经存在 𝑙个聚类中心

𝒄𝑖 (𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑙),则需计算当前数据𝒙(𝑘)与原聚类
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中心 𝒄𝑖的密度并进行比较. 𝒙(𝑘)密度计算公式为

𝑃𝑘(𝒙(𝑘)) =

1

1 +
1

𝑘 − 1

𝑘−1∑
𝑗=1

(𝒙(𝑘)− 𝒙(𝑗))T(𝒙(𝑘)− 𝒙(𝑗))

=

𝑘 − 1

(𝑘 − 1)(𝛾(𝑘) + 1)− 2𝜼(𝑘)𝒙(𝑘) + 𝜎(𝑘)
. (6)

其中

𝜼(𝑘) =

𝑘−1∑
𝑗=1

𝒙T(𝑗), 𝜎(𝑘) =

𝑘−1∑
𝑗=1

𝒙T(𝑗)𝒙(𝑗),

𝛾(𝑘) = 𝒙T(𝑘)𝒙(𝑘).

式 (6)中, 𝛾(𝑘)可通过当前数据𝒙(𝑘)计算而得,

其他参数可通过如下递推关系计算得到:

𝜼(𝑘) = 𝜼(𝑘 − 1) + 𝒙T(𝑘 − 1), (7)

𝜎(𝑘) = 𝜎(𝑘 − 1) + 𝒙T(𝑘 − 1)𝒙(𝑘 − 1). (8)

由式 (6)∼ (8)可知,只需保存𝜼(𝑘−1)、𝝈(𝑘−1)、𝒙(𝑘−
1),即可由当前数据𝒙(𝑘)递推求得𝑃𝑘(𝒙(𝑘)).

对于聚类中心 𝒄𝑖,由式 (5)可计算出 𝑘 − 1时刻的

密度为

𝑃𝑘−1(𝒄𝑖) =

1

1 +
1

𝑘 − 2

𝑘−1∑
𝑗=1,𝑗 ∕=𝑖

(𝒄𝑖 − 𝒙(𝑗))T(𝒄𝑖 − 𝒙(𝑗))

. (9)

𝑘时刻聚类中心 𝒄𝑖密度递推公式为

𝑃𝑘(𝒄𝑖) =

1

1 +
1

𝑘 − 1

𝑘∑
𝑗=1,𝑗 ∕=𝑖

(𝒄𝑖 − 𝒙(𝑗))T(𝒄𝑖 − 𝒙(𝑗))

=

(𝑘 − 1)𝑃𝑘−1(𝒄𝑖)

𝑘 − 2 + 𝑃𝑘−1(𝒄𝑖) + 𝜍(𝑘)𝑃𝑘−1(𝒄𝑖)
, (10)

其中 𝜍(𝑘) = (𝒄𝑖 − 𝒙(𝑘))T(𝒄𝑖 − 𝒙(𝑘))可由当前数据

𝒙(𝑘)计算得到.

由式 (5)知, 数据的密度反映了该数据在所有数

据中的描述能力, 数据周围的数据越多, 密度值越

大.因此在聚类过程中,通过对𝑃𝑘(𝒙(𝑘))与𝑃𝑘(𝒄𝑖)(𝑖 =

1, 2, ⋅ ⋅ ⋅ , 𝑙)进行比较, 并考虑以下几种情况实现对聚

类中心 𝒄𝑖的动态调整
[10-11].

情况 1

If min
𝑖=1,2,⋅⋅⋅ ,𝑙

∥𝒙(𝑘)− 𝒄𝑖∥2 > 𝑟1 and

𝑃𝑘(𝒙(𝑘)) > 𝜀,

Then 𝒄𝑙+1 = 𝒙(𝑘), 𝑙 = 𝑙 + 1.

其中: 𝑟1和 𝜀为预先设定的阈值, 𝑟1 = (0.3 ∼ 0.5) ×
max

𝑖∕=𝑗, 𝑖,𝑗=1,⋅⋅⋅ ,𝑁
∥𝒙(𝑖)− 𝒙(𝑗)∥2, 𝜀 = 0.5 max

𝑖=1,⋅⋅⋅ ,𝑙
𝑃𝑘−1(𝒄𝑖).

情况 1表明新数据与最近的聚类中心的距离足

够大,而且其密度也大于给定的阈值,说明该数据比

周围其他数据的描述能力更强,意味着一个新工况的

出现, 因此, 需要增加一个新的聚类中心以跟踪该新

工况. DAMNN结构设计时,每增加一个新的聚类,则

对应增加一个新的子网络.

情况 2

If min
𝑖=1,2,⋅⋅⋅ ,𝑙

∥𝒙(𝑘)− 𝒄𝑖∥2 ⩽ 𝑟1 and

𝑃𝑘(𝒙(𝑘)) > 𝑃𝑘(𝒄𝑡),

Then 𝒄𝑡 = 𝒙(𝑘),

其中 𝑡 = arg min
𝑖=1,2,⋅⋅⋅ ,𝑙

∥𝒙(𝑘)− 𝒄𝑖∥2.

情况 2表明新数据与某个聚类中心距离很近,而

且该新数据的密度大于该聚类中心的密度值,说明系

统的工况中心发生了转移,因此必须由新的数据代替

与其距离最近的聚类中心.

情况 3

If min
𝑖 ∕=𝑗, 𝑖,𝑗=1,2,⋅⋅⋅ ,𝑙

∥𝒄𝑖 − 𝒄𝑗∥ ⩽ 𝑟2,

Then 𝒄𝑖 = 𝒄𝑑, 𝑙 = 𝑙 − 1.

其中: 若𝑃𝑘(𝒄𝑗) > 𝑃𝑘(𝒄𝑖), 则 𝑑 = 𝑗, 否则 𝑑 = 𝑖; 𝑟2 ≈
(0.5 ∼ 0.7)𝑟1.

当两个聚类中心距离很近时,这两个聚类可以合

并成一个聚类,以使聚类更加紧凑. 由图 1可知,此时

应将每个聚类中心后面的两个子网络合并,本文采取

保留隐节点多而删除隐节点少的子网络.

通过在线辨识前层RBF神经元的参数 𝒄𝑖, 便

可根据实时工况数据流的空间分布自适应确定

DAMNN网络系统中子网络的个数.

2.2 子子子网网网络络络输输输出出出动动动态态态集集集成成成

子网络输出动态集成是指从被学习样本𝒙(𝑘)激

活的所有子网络中选择部分最适合学习该样本的子

网络参与学习,并为被选中的子网络确定一组最优的

集成权值[12].

subNet
2

subNet
1

subNet
3

B

A

C

图 2 样本分布示意图

由于DAMNN利用RBF神经元实现对输入样本

空间的划分,子网络选择与学习样本在样本划分空间

中的位置有关. 如图 2所示,当学习样本落在A点时,

虽然该样本激活 subNet1和 subNet2两个子网络, 但
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由 subNet1单独进行学习便能取得较好的效果;而当

样本落在B点或C点时 (分类边界区域),任何一个子

网络对该样本的学习能力均有限. 因此选择 subNet1
和 subNet2对该样本进行学习,并将两个不同子网络

的学习结果进行集成处理才能取得较好的效果.

设 𝒄 = {𝒄1, 𝒄2, ⋅ ⋅ ⋅ , 𝒄𝑎}为被𝒙(𝑘)激活的RBF神

经元数据中心,令

dr𝑖 = ∥𝒙(𝑘)− 𝒄𝑖∥/da𝑖, (11)

da𝑖 =
1

𝑎

𝑎∑
𝑖=1

∥𝒙(𝑘)− 𝒄𝑖∥, (12)

其中 da𝑖和 dr𝑖分别为𝒙(𝑘)到被激活RBF神经元数据

中心的平均距离和相对距离. 显然,对于𝒙(𝑘)应优先

选择相对距离小的子网络.

对 dr𝑖进行归一化处理,有

𝑢𝑖 = dr𝑖

/ 𝑎∑
𝑖=1

dr𝑖. (13)

其中: 𝑢𝑖 ∈ [0 1],
∑

𝑢𝑖 = 1.

设𝑢𝑖的模糊集𝐹 = {很小 (𝑉 ),小 (𝑆),中等 (𝑀),

大 (𝐵)},模糊隶属度函数为

𝑔(𝑥) = e−(𝑥−𝛽)2/0.02, (14)

其中𝛽为模糊子集的中心.

设置隶属度函数中模糊子集 {𝑉, 𝑆,𝑀,𝐵}的中
心分别为: 𝑟2/4𝑟1, 𝑟2/3𝑟1, 𝑟2/2𝑟1, 𝑟2/𝑟1, 且模糊隶属

度函数满足:

1)当𝑢𝑖 ⩽ 𝑟2/4𝑟1时, 𝑢𝑖 ∈ {𝑉 }的隶属度为 1;

2)当𝑢𝑖 ⩾ 𝑟2/𝑟1时, 𝑢𝑖 ∈ {𝑆}的隶属度为 1.

𝑢𝑖对𝐹 的模糊隶属度曲线如图 3所示.
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图 3 𝑢𝑖对𝐹 的隶属度曲线

基于模糊策略的子网络选择方法如下:

1)计算𝒙(𝑘)到被激活RBF神经元数据中心的𝑢𝑖

值;

2)由式 (14)计算𝑢𝑖对模糊集𝐹 中各模糊子集的

隶属度;

3) 用最大隶属度法判断𝑢𝑖属于哪个模糊子集,

并按照从𝑉 到𝐵的顺序选择属于同一子集的子网络

进行集成. 即首先选择𝑢𝑖 ∈ {𝑉 }的子网络对𝒙(𝑘)进

行学习,其余的子网络均被舍弃;若𝑢𝑖 ∈ {𝑉 }的子网

络不存在,则选择𝑢𝑖 ∈ {𝑆}的子网络;依此类推.

设被选中进行集成的子网络对应的RBF神经元

的数据中心为 𝒄 = {𝒄1, 𝒄2, ⋅ ⋅ ⋅ , 𝒄𝑝}, 𝑝为被选择的子网

络个数,则 𝑘时刻DAMNN的集成输出如式 (4)所示.

式 (4)中𝛼𝑖为

𝛼𝑖 = (1/𝑑𝑖)
/ 𝑃∑

𝑖=1

(1/𝑑𝑖). (15)

其中: 𝑑𝑖 = ∥𝒙(𝑘)− 𝒄𝑖∥, 𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑝; 显然, 𝛼𝑖 ∈
(0 1],

𝑝∑
𝑖=1

𝛼𝑖 = 1.

2.3 DAMNN学学学习习习算算算法法法

各子网络采用增量学习方法,则DAMNN学习算

法和子网络结构在线调整方法如下.

Step 1 采集 𝑘时刻的学习样本 (𝒙(𝑘), 𝒚(𝑘)), 在

线递推计算𝑃𝑘(𝒙(𝑘))和𝑃𝑘(𝒄𝑖).

Step 2 在线更新任务分解层RBF神经元数据

中心 𝒄𝑖,包括以下几种情况:

情况 1

If min
𝑖=1,2,⋅⋅⋅ ,𝑙

∥𝒙(𝑘)− 𝒄𝑖∥2 > 𝑟1 and

𝑃𝑘(𝒙(𝑘)) > 𝜀,

Then 𝒄𝑙+1 = 𝒙(𝑘), 𝑙 = 𝑙 + 1.

增加一个聚类中心,则对应增加一个隐节点数为

1的子网络.

情况 2

If min
𝑖=1,2,⋅⋅⋅ ,𝑙

∥𝒙(𝑘)− 𝒄𝑖∥2 ⩽ 𝑟1 and

𝑃𝑘(𝒙(𝑘)) > 𝑃𝑘(𝒄𝑡),

Then 𝒄𝑡 = 𝒙(𝑘).

当前工况中心发生转移,故在线修正相应的RBF

神经元数据中心 𝒄𝑖.

情况 3

If min
𝑖 ∕=𝑗, 𝑖,𝑗=1,2,⋅⋅⋅ ,𝑙

∥𝒄𝑖 − 𝒄𝑗∥ ⩽ 𝑟2,

Then 𝒄𝑖 = 𝒄𝑑, 𝑙 = 𝑙 − 1.

合并数据中心很近的RBF神经元, 同时删除与

RBF神经元对应的隐节点数少的子网络.

Step 3 计算𝒙(𝑘)到各激活RBF神经元数据中

心的𝑢𝑖值, 并计算𝑢𝑖对模糊集𝐹 中各模糊子集的隶

属度.

Step 4 以最大隶属度法选择属于同一集合的子

网络学习𝒙(𝑘) (每个子网络独立学习𝒙(𝑘)),并对各子

网络的输出集成.

Step 5 若集成输出没有达到精度要求, 则对 𝑘
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时刻所有参与集成的子网络进行如下操作:

1) 计算子网络 subNet𝑖独立学习𝒙(𝑘)时的输出

误差𝐸𝑖(𝑘)和误差下降趋势PE𝑖(𝑘),其中 PE𝑖(𝑘)为

PE𝑖(𝑘) = (𝐸𝑖(𝑘)− 𝐸𝑖(𝑘 − 1))/𝐸𝑖(𝑘)× 100%.

2)若𝐸𝑖(𝑘)未达到精度要求且 subNet𝑖累计激活

次数> 5, 则转 4); 若 subNet𝑖累计激活次数⩽5, 则

转 3).

3)若 PE𝑖(𝑘) > 0.2, 则转 Step 6; 若PE𝑖(𝑘) ⩽ 0.2,

表明学习有可能陷入局部极小点,此时应跳出极小点,

则 𝑘 + 1时刻子网络 subNet𝑖输入层-隐层间的权连接

矩阵为

𝑊 𝑖ℎ
subNet𝑖(𝑘 + 1) = −𝑊 𝑖ℎ

subNet𝑖(𝑘).

4) 在 subNet𝑖隐层增加一个隐节点, 即选择

subNet𝑖中输出贡献最大的隐节点ℎ𝑎将其分裂为两

个隐节点ℎ𝑏和ℎ𝑐,新隐节点ℎ𝑏和ℎ𝑐的连接权为

𝑤𝑏 = (1 + 𝜉)𝑤𝑎, 𝑤𝑐 = −𝜉𝑤𝑎.

其中 𝜉是很小的一个随机数.

Step 6 𝑘 = 𝑘 + 1,返回 Step 1.

3 仿仿仿真真真实实实验验验

本文选取动态非线性系统预测的一个基准问题

Mackey-Glass进行仿真实验.实验时子网络采用增量

LM (Levenberg-Marquardt)算法[13].

混沌现象是一种由确定的非线性动力系统生成

的复杂行为,由如下时延微分方程产生:
d𝑥

d𝑡
=

0.2𝑥(𝑡− 𝜏)

1 + 𝑥10(𝑡− 𝜏)
− 0.1𝑥(𝑡). (16)

本文以嵌入矢量 [𝑥(𝑡) 𝑥(𝑡− 6) 𝑥(𝑡− 12) 𝑥(𝑡− 18)]预

测𝑥(𝑡+ 20)的值.

为检验DAMNN网络的性能共做了 2组不同的

实验. 第 1组实验针对静态Mackey-Glass混沌时间序

列 (时不变系统)展开, 实验数据在 𝜏 = 17的情况下,

采用四阶-龙库塔方法产生 6 000组数据, 其中 201 ⩽
𝑡 ⩽ 3 200的数据作为训练数据, 5 001 ⩽ 𝑡 ⩽ 5 500的

数据作为测试数据.

图 4所示为学习过程中DAMNN的训练RMSE

和子网络数变化情况, 从该图可以看出, 在DAMNN

学习的初始阶段, 网络结构便能快速构建起来. 除

了在DANN网络结构构建初始阶段 ( 300 ⩽ 𝑡 )训练

RMSE出现震荡外, 当网络结构构建完成后, 训练

RMSE平滑下降,表明在整个在线学习期间网络稳定

收敛. 学习过程结束后, 整个DAMNN系统中共有 7

个子网络,共 30个隐节点.

图 5所示为 500组测试样本的测试效果,从该图

可以看出,测试样本与实际输出拟合较好,表明训练

完的DAMNN具有较强的泛化能力.
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图 4 静态系统训练RMSE及子网络数动态
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图 5 静态系统测试效果

第 2组实验针对慢时变和快时变系统展开,以检

验DAMNN跟踪不同时变系统的能力. 式 (16)中, 不

同的时延系数 𝜏对应于系统不同的混沌特性, 如图 6

所示,当 𝜏分别等于 17、30、50、100时, 𝑥(𝑡+ 20)相对

于𝑥(𝑡)的混沌特性随着 𝜏的增大而增大.
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图 6 𝒙(𝑡+ 20)和𝒙(𝑡)的混沌行为

慢时变和快时变系统模型可通过混合时延系数

𝜏不同的静态Mackey-Glass混沌时间序列而获得. 混

合方法如下[6]:

𝑓(𝑥𝑡) = 𝛼(𝑡)𝑓1(𝑥𝑡) + (1− 𝛼(𝑡))𝑓2(𝑥𝑡), (17)

𝛼(𝑡) = exp(−5𝑡/𝑇 ), 𝑡 = 1, 2, ⋅ ⋅ ⋅ , 𝑇. (18)

慢时变系统模型通过式 (17)和 (18)混合 𝜏 = 17、30

的两个静态Mackey-Glass时间序列获得,即前 300个
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数据由 𝜏 = 17 → 𝜏 = 30变化, 后 300个数据由 𝜏 =

30 → 𝜏 = 17变化, 共 600个数据. 快时变系统模型

通过混合 4个静态Mackey-Glass时间序列获得,即由

𝜏 = 17 → 𝜏 = 30, 𝜏 = 30 → 𝜏 = 50, 𝜏 = 50 →
𝜏 = 100, 𝜏 = 100 → 𝜏 = 50, 𝜏 = 50 → 𝜏 = 30,

𝜏 = 30 → 𝜏 = 17变化的数据各 100个,共 600个数据.

图 7和图 8为DAMNN对不同时变系统的预测

效果,以及与典型全连接前馈神经网络BP和RBF神

经网络的预测效果对比图 (隐节点数与DAMNN的隐

节点总数相同).从这两个图可以看出, DAMNN不仅

能够有效预测不同的时变系统, 而且其预测效果明

显优于典型前馈神经网络. 仔细观察图 7和图 8可以

看出, RBF神经网络对于时变系统也具有一定的预

测能力,原因是RBF神经元具有局部激活特性,因此

其对于时变系统也具有一定的知识积累特性. 但与

DAMNN相比, RBF神经网络中每个RBF神经元后面

只有一个权连接, 而DAMNN的每个RBF神经元后

面有一个子网络,因此DAMNN不仅具有局部激活特

性,而且学习能力强于RBF神经网络.
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图 7 慢时变系统预测效果对比
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图 8 快时变系统预测效果对比

图 9和图 10为DAMNN预测不同时变系统时

RMSE及网络系统中子网络数量的变化动态.从这两

个图可以看出,无论是跟踪慢时变系统还是快时变系

统, DAMNN都能在学习的初始阶段很快构建自身的

网络结构, 而且在整个学习过程中, 都能够根据当

前所学习时变对象实时工况数据的分布动态调整自

身的规模. 学习结束后, 跟踪慢时变系统的DAMNN

中共有 8个子网络,共 39个隐节点; 跟踪快时变系统

的DAMNN中共有 12个子网络,共 60个隐节点.
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图 9 慢时变系统训练RMSE及子网络数动态
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图 10 快时变系统训练RMSE及子网络数动态

对比图 4与图 9和图 10还可看出, DAMNN在跟

踪静态Mackey-Glass时间序列 (时不变系统)时,网络

结构一旦建立,在整个学习期间网络结构基本保持不

变 (变化幅度较小); 而在跟踪时变系统时, 网络结构

在整个学习期间一直都在调整,这也表明DAMNN确

实能够随着时变系统的变化而自组织调整自身网络

规模.

表 1所示为DAMNN在相同训练数据集上, 分

别对静态M-G时间序列、慢时变系统和快时变系统

的仿真结果与BP和RBF神经网络, 以及 SAMNN和

SGMN的对比结果. 实验时, 静态Mackey-Glass时间

序列的数据集与文献 [7]相同;慢时变系统数据集与

表 1 不同神经网络模型性能比较

学习对象
神经网络

类型

模块

数

隐层节

点总数

训练

RMSE
训练时间

s
DAMNN 7 30 0.008 6 11.2

静态M-G时间 SGMN 18 * 0.044 0 *
序列 (𝜏 = 17) BP 1 30 0.195 8 19.1

RBF 1 30 0.083 0 7.8
DAMNN 8 39 0.017 6 15.7
SAMNN 21 * 0.021 5 *

慢时变系统
BP 1 41 0.367 3 29.5

RBF 1 41 0.153 0 12.4
DAMNN 12 60 0.039 2 26.8

快时变系统 BP 1 60 0.627 2 47.2
RBF 1 60 0.336 4 21.7

注: *结果在原文中没有给出.
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文献 [6]相同. 表 1中, SAMNN和 SGMN的实验数据

来自文献 [6]和文献 [7].

4 结结结 论论论

针对全连接前馈神经网络不能有效应对时变系

统的问题,本文提出了一种动态自适应模块化神经网

络,该网络具有 “局部激活”、“自组织”和 “动态集成 ”

特性. 利用该网络对不同时变系统进行预测,并详细

分析了DAMNN的性能,得到以下结论:

1) DAMNN能够以实时工况数据流为驱动,根据

所学习对象工况数据的空间分布自组织建立网络结

构模型;

2) DAMNN的局部激活特性和系统动态集成特

性使得DAMNN不仅具有知识积累特性,而且还具有

较高的学习速度和精度.
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