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摘 要: 算法选择实际上可视为一种学习任务.鉴于此,首先分析基于元学习思想的算法选择框架;然后从数据集特

征和元算法两个角度对基于元学习思想的算法选择方法进行归纳总结;最后分析基于元学习思想的算法选择存在的

问题,并指出未来发展方向.
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Summary of algorithm selection problem based on meta-learning
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Abstract: The algorithm selection problem can be considered as a learning task. Therefore, the framework of algorithm

selection based on meta-learning is analyzed firstly. Then the algorithm selection based on meta-learning is classified and

summarized from the viewpoint of characteristics of data set and meta-algorithm. Finally, the problems of algorithm selection

based on meta-learning are analyzed, and the develop directions are proposed in the future.
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0 引引引 言言言

近 30年来, 随着机器学习的迅猛发展, 人们提

出了许多不同类型的机器学习算法, 主要包括决策

树[1]、神经网络[2]、基于实例的学习[3]、基于规则的

学习[4]、基于统计理论的学习[5-6]等算法. 由Wolpert

等[7]提出的“没有免费的午餐”(NFL)定理,如果对具

体学习任务的本质不作任何先验假设,则没有任何理

由认定某种学习算法比另外一种更好;如果某种算法

对某个特定的问题看上去比另外一种算法更好,则仅

仅是它更适合这一特定的学习任务,而并非泛泛地说

该算法是“优越”的[8].由于不同的学习算法都有不同

的归纳偏置[9],在处理不同特征问题时也有不同的学

习性能,如何从大量的学习算法中选择适合目前学习

任务的算法是各行业、各领域迫切需要解决的问题.

本文首先分析了基于元学习思想的算法选择框

架;然后从数据集特征和元算法两个角度对基于元学

习思想的算法选择方法进行归纳总结;最后指出目前

基于元学习思想的算法选择存在的问题及未来发展

方向.

1 算算算法法法选选选择择择

算法选择主要解决这样一类问题:对于现存的一

些可用算法,哪一个算法在特定的问题领域中执行得

最好? Rice[10]于 1976年提出一个正式的算法选择抽

象模型,如图 1所示. 该抽象模型由 4部分构成: 1)问

题空间𝑃 表示问题实例的集合; 2)特征空间𝐹 表示对

问题实例𝑃 进行特征提取得到的可测特征; 3)算法

空间𝐴表示适用于问题实例𝑃 的算法集合; 4)性能空

间𝑌 表示每个算法到其性能测度集的映射.
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图 1 Rice的算法选择抽象模型
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Rice提出的算法选择问题抽象模型考虑了用一

个通用的符号和模型来描述不同领域中不同任务的

最优算法选择问题,算法选择问题也可形式化表述如

下: 对于给定问题实例𝑥 ∈ 𝑃 ,其特征为 𝑓(𝑥) ∈ 𝐹 ,找

到选择映射𝑆 : 𝑓(𝑥) → 𝐴,使得所选择的算法𝛼 ∈ 𝐴

最大化性能映射.

算法选择最直观的方法是通过反复实验选取性

能最优的算法,如 Schaffer[11]提出在每个学习任务上

依次执行所有可供选择的算法, 然后使用交叉验证

的方法对准确率进行估计,选取得分最高的算法. 该

方法虽然简单、直观,但弊端是对计算资源要求过高,

而且相当耗时. 另一种方法是通过专家经验[12]对算

法选择进行指导, 如Brodley[13]提出的算法选择系统

(MCS).该系统以已经存在的专家知识为基础,通过规

则的形式表示出专家知识,然后根据规则从一些候选

模型和算法中选择适当的模型和算法. 基于专家经验

的算法选择方法存在两方面缺陷:一是获取专家经验

代价较高, 且专家经验不一定可靠;二是开发的专家

系统缺乏可扩展性,即它不能对新出现的模型或算法

进行处理,从而降低了系统的灵活性.

从算法选择问题的形式化到NFL定理, 人们一

直承认不存在某种最好的算法能够处理所有问题.为

了选择适合给定问题的算法,往往需要理解更多所研

究问题的特征, 同时也要考虑对于某个特定问题领

域,什么特征可能会与算法性能相关、能不能对这些

特征与算法性能的关系进行建模等一系列问题.在 20

世纪 90年代初期, 有学者意识到算法选择实际上是

一种学习任务,因此算法选择在机器学习学科中逐渐

发展,形成了元学习领域[14-15]. 关于元学习的定义有

很多种,但简而言之,元学习就是关于学习的学习,其

最终目的是寻求挖掘关于学习算法性能的元知识以

提高学习算法的性能.元学习思想的雏形最早出现在

文献 [16]中, 该文献提出一种刻画分类问题的特征,

并验证了这些特征对算法行为产生的影响. Aha[17]对

该思想进行了扩展, 用基于规则的学习算法产生如

下形式的规则:若给定的数据集具有特征𝐶1, 𝐶2, ⋅ ⋅ ⋅ ,

𝐶𝑛,则采用算法𝐴1,而不采用算法𝐴2.

1991∼1994年,欧洲开发了大型分类算法比较项

目—– STATLOG(comparative testing of statistical and

logical learning)[18-19], 元学习思想作为STATLOG项

目的副产品开始引起研究者们的注意. STATLOG项

目的主要目标是研究不同类型分类算法在不同问题

上的性能,并通过研究算法性能与数据集特征的联系

获取关于算法选择的知识. STATLOG的研究结果表

明, 不存在任何一个算法能够解决所有分类问题,这

与NFL定理不谋而合.在 STATLOG项目的研究基础

上,欧洲一些国家先后开展了其他基于元学习思想的

算法选择研究项目,如METAL项目和MiningMart项

目. 元学习思想在算法选择问题上的应用已经引起越

来越多机器学习领域学者的关注, 2001年的知识发现

会议上一个重要研究问题就是“依赖数据自动地选择

数据挖掘参数和算法”,该议题在 2006年的知识发现

会议上又被 Fogelman重新提起.

2 基基基于于于元元元学学学习习习思思思想想想的的的算算算法法法选选选择择择框框框架架架
“元学习”最早出现在心理学学科中, 1992年,

Aha首次将“元学习”思想用于机器学习领域.元学习

是指应用机器学习的方法 (元算法)寻求问题的特征

(元特征)与算法相对性能测度间的映射,从而形成元

知识的学习过程[20]. 事实上,通过对现有关于算法选

择和元学习的研究,可以提出一个统一的基于元学习

思想的算法选择框架如图 2所示,该框架也可以应用

于多个学科领域, 包括计算机科学、人工智能、运筹

学、统计学、机器学习、生物信息学等.
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图 2 基于元学习思想的算法选择框架

算法选择任务可以视为一种学习任务. 在初始

阶段,每个候选算法应用到各个数据集,评估其性能,

并提取这些数据集的形态特征 (元特征),形成元数据;

然后采用适当的元算法对元数据进行元学习,以获得

数据集特征与算法性能间的映射关系,形成元知识库.

算法的选择需要依靠元知识的指导,当新的数据集加

入时, 可先对该数据集进行特征提取, 然后根据与元

知识库的特征匹配程度,选择最优的算法或对算法进

行排序.

由图 2可见,基于元学习思想的算法选择框架有

以下关键技术需要研究:数据集的选取、数据集特征

的提取、算法性能测度的选取和元算法的确定. 目前

基于元学习思想的算法选择研究主要集中于对数据

集特征的刻画和元算法的确定, 因此, 本文分别从数

据集特征和元算法两个角度对基于元学习思想的算

法选择方法进行分类.
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3 基基基于于于元元元特特特征征征类类类型型型的的的分分分类类类

基于元思想的算法选择问题的一个重要任务是

提取数据集的特征, 高质量的数据集特征 (也称元特

征)[21-22]能为算法性能的差别提供合理解释. 具有代

表性的元特征可以分为 3类: 基于统计和信息论的元

特征、基于基准分类器的元特征、基于模型的元特征.

3.1 基基基于于于统统统计计计和和和信信信息息息论论论的的的元元元特特特征征征

基于统计和信息论的元特征主要有 3类: 数据

集的简单特征、统计特征和信息特征. 数据集的简单

特征描述数据集的简单结构,包括数据集大小、属性

类型、属性个数等;数据集的统计特征主要反映数据

的中心趋势和属性的离散程度,如几何平均、调和平

均、方差、偏斜度、峰度等; 信息特征反映不同属性

间的关联程度和数据的一致性, 如属性变量的信息

熵、平均互信息、噪声率等.

早期, Rendell等提出利用与类的大小和集中程

度相关的特征刻画分类问题, Aha对Rendell等提出

的数据集特征进行了扩展,考虑的数据集特征包括实

例的个数、类的种类、每类的个数、相关和不相关属

性的个数、实例的分布范围等. 随后, STATLOG项目

又将描述数据集的特征扩充到 16个, 如今这些数据

集特征仍被元学习的研究者们广泛使用[23]. 1999年,

Lindner等[24]将元特征的范围扩展到与区分能力相关

的统计分布检验和异常点检验,并研制了计算数据集

特征的工具—– DCT(data characterization tool).

上述元特征都只是采用各属性特征的均值来刻

画整个数据集的特征,容易造成数据集特征信息的丢

失, 为了克服这个缺陷, Kalousis等[25-26]提出一种新

方法—– NOEMON, NOEMON的数据集特征侧重于

描述属性间的关联性, 主要通过直方图的值代替均

值刻画数据集的形态特征, 直方图形式的元特征更

能反映元特征的分布情况, 但数目比均值形式多, 文

献 [25]使用的元特征为 45个.另外, Song等[27-28]基于

频率对数据集特征进行提取, 从而得到数据集的特

征向量. 一些常见的基于统计和信息论的元特征如

表 1所示.

目前, 大多数文献[29-30]对数据集特征进行提取

时, 采用的均是基于统计[31-32]和信息论类型的元特

征, 而且使用的多是元特征的平均值.该类型的元特

征有两点不足之处: 一是有的特征测度计算复杂度较

高;二是各属性特征的平均值不足以反映数据集的整

体特征.

3.2 基基基于于于基基基准准准思思思想想想的的的元元元特特特征征征

在研究 STATLOG项目的过程中,研究者发现计

算数据集特征所耗费的时间甚至比直接运行某个简

单算法耗费的时间还多. 这个问题引起人们的思考,

能否仅用简单算法的性能来学习预测不同算法的

性能呢?该问题的提出逐渐形成了后来的基准思想,

这也是元学习领域中另一个重要的发展方向. Land-

marker方法[33]的主要思想是: 给定两个简单的分类

器A和B, 看作是基准分类器, 若分类器A在某项给

定的学习任务中执行得比B好,则在执行类似挖掘任

务时,选择与A有相同归纳偏置的分类器.

基于基准思想的元特征是指通过基准算法的性

能 (如准确率)或候选算法在基准数据集上的性能刻

画数据集特征. 基准算法[34]是指算法的简单版本形

式, 如决策树桩在机理上与决策树算法十分接近,但

在结构上却比决策树算法简单,因此可看作是决策树

算法的基准. 文献 [33-34]即是以基准算法的性能作

为元特征来估计算法的相对性能.但该方法必须保证

所选的基准算法有完全不同的归纳偏置,因此基准算

法的选择是使用Landmarker方法的难点.常用的基准

算法包括单层决策树桩、朴素贝叶斯、1-近邻和线性

判别分类器等.

表 1 基于统计和信息论的元特征

简单特征 统计特征 信息特征

样本的大小 几何均值 变异系数 类的熵

属性的个数 调和均值 典型相关 属性的平均熵

类的数目 算术平均 偏斜度 属性与类的平均互信息

正例百分比 中位数 峰度 类的熵与平均互信息之比

负例百分比 众数 重心 噪声率

离散变量百分比 截尾均值 卡方检验值

连续变量百分比 四分位数间距 离差指数

缺失值百分比 最小绝对离差 相关系数

极值 正态分布检验值

标准差 异常点检验

方差



964 控 制 与 决 策 第 29 卷

文献 [35-36]沿着基准思想的思路, 提出了以算

法在数据集的简单版本上的性能作为元特征来预测

算法的性能,数据集的简单版本也称为采样基准,但

实验结果并不理想. 通过对实验结果的进一步分析,

Leite等[37]提出了利用学习曲线的信息[38]刻画数据

集特征. 学习曲线是算法的性能测度关于采样基准

数据集大小的函数, 可由向量 ⟨𝑎𝐴𝑘,𝐷,1, 𝑎𝐴𝑘,𝐷,2, ⋅ ⋅ ⋅ ,

𝑎𝐴𝑘,𝐷,#𝑆⟩表示. 其中: 𝐷为一个数据集, 𝐴𝑘为第 𝑘个

算法, #𝑆为在数据集𝐷上的采样个数 (采样大小每

次以几何级数增长), 𝑎𝐴𝑘,𝐷,𝑟为算法𝐴𝑘在数据集𝐷

的第 𝑟个采样上的准确率.各个数据集的学习曲线信

息可用来识别与当前数据集最近的学习曲线,但直接

以学习曲线作为元特征的效果并不好.为了提高预测

准确率,文献 [37]采用了基于实例推理中的适应性概

念,即为样本容量越大的采样基准赋予更大权重的方

法以调整学习曲线,使其适应新的环境. 实验表明,适

应性学习曲线能获得更高的预测准确率,且预测准确

率随着采样个数的增加而提高.

3.3 基基基于于于模模模型型型的的的元元元特特特征征征

基于模型的元特征是指通过数据集训练出一个

模型, 然后将该模型的一些结构特性作为数据集的

特征测度. Bensusan等[39]提出了从得到的决策树模型

中获取信息来刻画学习的复杂度, 基于决策树列出

10个特征测度,如决策树节点数与属性个数的比值、

节点数与训练实例的比值等. Peng等[40]在此基础上

作了一些改进,重新分析了决策树的特性,提出 15个

新的测度, 这些测度着重于刻画决策树的结构性质,

如节点和叶子的数目、关于决策树每一层和每一分

枝节点分布的统计测度、决策树的深度和宽度、决策

树中属性的分布等, Peng等根据这些特征测度对 10

个学习算法进行了排序. Sun等[41]在前两种类型元特

征集合的基础上加入了反映目标算法间逻辑联系的

信息,通过RIPPER算法生成规则集来描述在哪种情

形下一种算法优于另一种算法,然后将该规则集或规

则集中的每条规则看作一个布尔变量,得到新的元特

征.

可以看出,基于统计和信息论的元特征以直接方

式获得数据集的特征,但提取的特征是否与算法性能

关联紧密却不得而知. 基于模型和基于基准思想的元

特征间接通过模型的某些特性提取数据集特征,两者

的区别在于基于模型的特征测度是根据单个模型 (如

决策树)的结构特性刻画数据集特征; 基于基准思想

的特征测度通过多个模型 (基准分类器)的性能刻画

数据集特征. 无论哪种类型的元特征,均必须满足两

个最基本的条件:一是所提取的元特征要与学习算法

的性能高度相关;二是与学习过程相比,元特征的计

算复杂度要尽可能的小.

4 基基基于于于元元元算算算法法法类类类型型型的的的分分分类类类

算法选择结果 (元目标)最后以何种形式提供给

用户取决于用户的需求.例如,在某些情况下,若用户

只想简单地知道哪种算法最优,则算法选择系统只需

直接提供单个最优算法结果即可;若用户希望了解关

于算法性能更详细的信息,则算法选择系统需返回算

法性能的估计值;若用户只对各个算法的相对性能感

兴趣, 则算法选择系统应给用户提供算法的排序.因

此, 根据用户的不同需求, 元目标形式主要包括单个

最优算法、算法的排序、算法的性能估计 3种形式. 元

目标的形式决定了元算法的类型, 按照元目标的形

式, 元算法分为分类算法、回归算法和排序算法 3种

类型.

4.1 分分分类类类算算算法法法

当用户只想知道哪种算法最优时, 算法选择结

果一般以单个最优算法形式提供给用户, 这时元目

标为单个分类变量, 在这种情况下元算法采用分类

算法类型. 基于规则的分类算法以其具备较强解释

性的优点,经常用来挖掘元知识, STATLOG项目便是

通过决策树算法 (C4.5)挖掘元知识. 例如, STATLOG

中对分类算法CART的学习结果可表示如下: 若实例

个数<6 435, 且偏斜度>0.57, 则CART可用; 若实例

个数>6 435, 或实例个数<6 435且偏斜度<0.57, 则

CART不可用.

NOEMON方法通过算法的两两比较生成若干个

元学习模型,即若有𝑛个候选算法,则可建立𝐶2
𝑛个元

学习模型,分别对这些元学习模型采用决策树算法生

成规则形式的元知识.

在机器学习领域中,分类算法研究较多,因此将

其作为元算法的优点是具有较大的选择余地,但分类

算法的返回结果为单个最优算法.大量实验表明, 算

法选择系统提供给用户的单个算法不一定是最优的,

因此,分类算法作为元算法的缺点是当选择的算法不

是最优时,不能给用户提供任何备选算法信息.

4.2 回回回归归归算算算法法法

当用户对所选择算法的性能感兴趣时,元目标为

连续变量,元算法一般采用回归算法类型. 对于分类

算法而言, 可用的回归算法较少, Gama等[42]首次提

出了利用回归算法预测学习算法性能,分别使用简单

线性回归、基于实例的回归和双线性回归 3种不同的

回归方法对算法误差进行估计.当要预测的目标为多

个算法性能时, 该问题又转化为多目标回归问题,可
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以通过建立多个回归模型分别对多个算法性能进行

预测,如文献 [43]通过建立 7个回归支持向量机模型,

对 7种聚类算法性能进行比较. 多目标回归也可以通

过建立单个回归模型同时对多个算法性能进行预测,

如文献 [44]通过聚类树方法建立单个模型,实现了同

时对多种算法性能的预测. 虽然单个回归模型比多个

回归模型具有更好的可读性,但是该模型并不能提供

关于算法相对性能的元知识. 回归类型算法[45]主要

应用于对算法具体性能值的预测,该预测值的误差容

易影响算法的相对性能排序.

4.3 排排排序序序算算算法法法

在实际应用中, 用户有时不需要准确地预测算

法在某个数据集上的真实性能,只需预测出算法的相

对性能即可.在这种情况下, 算法选择的任务便是对

算法进行排序, 这也是近几年算法选择研究的热点.

𝑘-NN算法经常作为元算法用来对候选算法进行排

序.其基本思想是: 若一个算法在数据集𝐴上的分类

性能较好,则该算法同样会在与𝐴相似的数据集上得

到好的分类性能. Bradzil等[46]首次利用 𝑘-NN算法生

成机器学习算法排序,并提出了一套评估算法排序的

方法. 文献 [47]通过标签排序技术解决了算法排序问

题.文献 [48]将算法排序转化为算法的两两比较, 并

提出了利用主动学习技术减少算法两两比较的次数.

文献 [49]使用统计关系学习理论直接预测算法的排

序.

由上述分析可见, 算法排序更符合用户实际需

求. 事实上,单纯从算法角度看,算法排序问题与搜索

引擎中的排序问题在本质上是相同的, 因此, 信息检

索中的排序学习算法均可以应用到算法排序中. 除

了排序学习算法技术,信息检索领域还为算法排序评

估提供了多个评估测度,如 SRCC (斯皮尔曼秩相关系

数)、WRC(加权秩相关)、LA(松散准确性)、NDCG(归

一化打折累计收益)等.

5 元元元学学学习习习算算算法法法选选选择择择存存存在在在的的的问问问题题题和和和发发发展展展方方方向向向

目前,基于元学习思想的算法选择问题虽然取得

了一定的研究成果,也研发了若干个帮助和引导用户

进行算法选择的系统,但算法选择涉及到的元学习关

键技术仍需要不断改进,基于元学习思想的算法选择

问题仍有较大的发展空间.

5.1 元元元特特特征征征的的的有有有效效效性性性和和和完完完备备备性性性

元特征的有效性是指所提取的元特征要与算法

性能高度相关;元特征的完备性是指所列举的元特征

能够完全、充分地反映算法性能.不同研究者提出了

不同数目的特征测度,如STATLOG使用的特征测度

为 16个, Ali等提出了 31个特征测度,而DCT工具箱

中涉及的特征测度有 25个.在这些数据集特征中,哪

些特征测度真正对算法性能产生影响? 哪些与算法

性能不相关? 哪些特征之间是冗余的? 所列举的特

征测度是否能完全描述数据集? 这些问题都值得进

一步研究. Kalousis等[50]在NOEMON的基础上对数

据集的特征进行了约简, 实验表明, 对数据集特征进

行约简后, NOEMON的系统效能有显著提高. 另外,

Rice的算法选择模型只考虑了问题特征, 忽略了各

种算法的特征, 每种算法都有其相应的适用范围和

局限性, 因此不但要提取问题集合的特征, 还要描述

算法集合的特征. 如Hilario等[51]提出了利用算法能

处理的数据类型、学习策略 (是消极学习还是积极学

习)、算法的适应性 (对不相关属性是否敏感)、算法的

可操作性 (参数设置是否复杂)等刻画算法特征. 但目

前对元特征的研究更侧重于对数据集特征的刻画,将

算法特征作为元特征的文献非常少.因此, 本文认为

对元特征的研究可以朝两个方向发展:一方面, 可在

现有特征测度基础上对数据集特征进行约简,去除冗

余的、不相关的特征测度;另一方面,也可尝试结合多

种类型的特征测度 (包括算法的特征)提高算法推荐

的准确率.

5.2 元元元学学学习习习思思思想想想在在在算算算法法法选选选择择择问问问题题题上上上应应应用用用的的的狭狭狭隘隘隘性性性

目前,将元学习思想用于解决分类算法选择问题

的相关文献较多,而元学习思想在其他模型和算法选

择问题上的应用偏少. 少数研究者将元学习思想用

于解决除分类外的算法选择问题,这些应用主要集中

于对回归算法、时间序列模型和支持向量机参数的

选择. 如: Ricardo等[52]利用NOEMON方法对时间序

列模型进行选择和排序; Soares等[53]提出了利用元学

习方法选择支持向量机的核宽度; Ali等[54]将元学习

思想用于解决支持向量机核函数的自动选择问题;文

献 [55-56]采用元学习得到的 SVM参数作为搜索算

法的初始值; METAL项目的研究目的也是为了将分

类算法的选择扩展到回归算法的选择.实际上, 元学

习思想在其他领域的算法选择问题上还有较大的发

展空间, 还可将其用于优化问题,即在满足一系列约

束条件的前提下,花最小的代价寻找问题的解. 然而,

元学习思想在其他领域的拓宽应用给研究者带来很

大的挑战,各种实际问题的特征难以提取是元学习研

究者面临的最大障碍.

5.3 算算算法法法性性性能能能测测测度度度的的的确确确定定定

机器学习领域有多个评价算法性能的测度[57],

较常用的性能测度有准确率、真正例比、真负例比、

查准率、F-测度、ROC曲线面积、均值绝对误差、训
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练时间、测试时间、可解释性等. 大多数研究者在使

用元学习方法进行算法选择时考虑的算法性能测度

更侧重于准确率和训练时间, 而忽略了其他的性能

测度.文献 [46]考虑的算法性能测度有算法的准确率

和训练时间,并通过ARR(adjust ratio of ratios)测度综

合二者. NOEMON分类器的性能测度由准确率、执

行时间、训练时间和资源需求 (内存空间)组成,为了

将多个性能评价准则的结果映射为一个可比较的标

量, NOEMON采取数据包络分析 (DEA)方法[58-59]解

决该问题. 但DEA的缺陷是算法性能测度的权重只

能由DEA方法自身生成,不能由用户指定,缺乏一定

的灵活性. Ali等[60]考虑了多种分类性能测度, 包括

TPR、TNR、正确分类率、加权 F-测度和计算复杂度

(包括训练时间和测试时间). 文献 [25]将算法的可

解释性纳入算法性能测度. 选择适当的算法性能测

度、将多个性能测度映射成一个标量和多个性能测度

权重的确定均需进一步深入研究.

5.4 元元元知知知识识识的的的可可可扩扩扩展展展性性性和和和可可可解解解释释释性性性

每种类型的算法都有其相应的适用范围和局限

性, 如: 决策树算法最适合由“属性-值”对表示、目

标函数具有离散的输出值、可能需要析取等特征描

述的学习问题; 支持向量机中的序贯最小优化算法

(SMO)[61]在高度稀疏的数据集上有较好的性能; 𝑘-近

邻算法适合训练实例个数多的数据集等. 以往的实验

经验[62]均可以作为元知识指导用户选择适当的算法,

但是仅依靠这些专家经验还远远不够,且获取的元知

识也缺乏可扩展性.另一方面, 基于元学习思想的算

法选择方法大多是黑盒形式,获取的元知识缺乏可解

释性[63], 因此可以考虑结合专家经验和元学习方法,

通过元知识的合成进行算法选择.

6 结结结 论论论

算法选择问题是各研究领域普遍面临的一项挑

战任务,利用元学习思想能够有效地挖掘元知识, 辅

助用户选择适当算法. 在挖掘元知识的过程中,数据

集特征的提取和元算法的确定是元学习方法的关键

技术. 本文首先提出了基于元思想的算法选择框架,

按照数据集特征和元算法类型对基于元学习思想的

算法选择问题进行了分类,并指出了目前研究存在的

不足和下一步的研究方向,为完善算法选择问题研究

提供了理论基础和技术参考.
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