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摘 要: 针对传统模糊聚类在大规模数据场景下,由于内存的限制不能一次装载所有数据,以及在通过聚类捕捉数

据的潜在结构和描述各个类时仅使用单个代表点存在信息量不足的问题,提出一种基于多代表点的大规模数据模糊

聚类算法. 该算法通过对大规模数据进行分块,在对每个数据块进行聚类时使用多个代表点描述捕捉到的数据的潜

在结构和各个类信息,并通过考虑代表点与代表点之间在聚类过程中的约束关系,提高最后聚类结果的精度.在模拟

数据集和真实数据集上的 3组实验验证了所提出算法的有效性.
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Abstract: For the problem that the traditional fuzzy clustering is not able to load all the data at a time because of the limited

memory in the application scenario for large-scale data, and using a single medoid is insufficient to capture the underlying

structure of data and describe each cluster, a fuzzy clustering algorithm based on multiple medoids for large-scale data is

presented. The algorithm handles data chunk by chunk, and uses multiple medoids to represent the underlying data structure

and each cluster information in one chunk, and the pairwise constraints from the relationship between two identified medoids

are taken into account. These mechanisms improve the accuracy of the final clustering results. The effectiveness of the

proposed algorithm is verified by three sets of experiments on a simulated dataset and two real datasets.
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0 引引引 言言言

随着计算机网络技术的快速发展,各种信息正以

前所未有的速度高速增长,如何从大量的数据中提取

有效信息是当前大规模数据应用的关键点, 也是难

点[1-3]. 聚类是一种行之有效的数据分析工具,能够从

纷繁复杂的数据中发现隐藏在其内部的潜在结构,在

无监督的情况下将数据按照其性质的亲疏程度划分

到具有相似性质组成的多个类中[4-5]. 目前,聚类已经

广泛应用于数据分析、模式识别、图像处理、市场研

究等领域[6-10].

在大规模数据应用场景下,由于计算机内存的限

制,要处理的数据不能一次性全部载入, 传统的聚类

算法也因此失效. 针对此问题,各种特定于大规模数

据的聚类算法相继被研究.文献 [11]提出了基于随机

抽样的CLARA聚类算法; 文献 [12]提出了一种基于

平衡树结构的增量式聚类算法BIRCH;文献 [13]提出

了基于谱聚类的增量式聚类算法. 上述聚类算法都是

硬聚类方法, 即一个数据要么属于该类, 要么不属于

该类,没有其他情况存在. 这与现实生活的实际情况

不大一致,使用模糊聚类中的隶属度来表示一个数据

属于所有类的程度更符合现实情况[14]. 针对大规模

数据的模糊聚类近年来也得到了广泛的研究. SPFCM

算法[15]和OFCM算法[16]是在经典的模糊C均值

(FCM)算法[17]的基础上扩展到大规模数据应用场景

下的两个算法. spkFCM算法和 okFCM算法[18]是上

面两个算法的核化版本. 上述模糊聚类算法处理的都
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是对象型的大规模数据,目前针对关系型大规模数据

的模糊聚类算法主要有OFCMD算法和HOFCMD算

法[19]. 这两种算法也都是将要处理的数据进行分块,

每个块中的各个类都使用单个代表点来表示.然而,

使用单个代表点来呈现一个类的潜在结构往往是不

够的[20],如果使用更多的代表点来表示一个类,则可

以更充分地呈现类的内部结构信息.

受此思想的启发, 本文提出一种新的基于多代

表点的针对大规模数据的模糊聚类算法.该算法在

OFCMD算法和HOFCMD算法的基础上, 使用多代

表点并同时考虑这样一个事实: 属于同一个类的多个

代表点, 在下一轮聚类时, 聚类为相同类的概率应该

最大. 将这样的事实用代表点对之间的约束来表示,

并引入到目标函数中,形成本文所提出的算法. 在模

拟数据集和真实数据集上的 3 组实验验证了所提出

算法的有效性.

1 大大大规规规模模模数数数据据据模模模糊糊糊聚聚聚类类类算算算法法法

FCM算法是由Dunn[21]首次提出,后由Bezdek[17]

正式提出的一种聚类算法. FCM算法能够运行的前

提是: 所有的数据要能一次性地全部载入内存. 当面

对大规模数据时, 因为机器内存的限制,要处理的数

据无法进行一次性的全部装载, 所以需要对 FCM算

法进行进一步研究,使其能适合大规模数据的处理需

求. SPFCM算法和OFCM算法是在 FCM算法的基础

上扩展到大规模数据应用场景的两个模糊聚类算法.

SPFCM算法和OFCM算法针对大规模数据都使

用了分块方法,而且在聚类过程中都使用了权重FCM

(wFCM)机制.在 SPFCM算法中, 每个块的中心点通

过将前一块所获取的带权重中心点信息与当前数据

块合并后聚类所得. 最后一块聚类出的中心点即为整

个大规模数据的中心点,每个块中各类中心点的权重

为

wk =

Nb+m∑
i=1

zkiwi, 1 6 k 6 C. (1)

其中: wk为第 k类的中心点权重, Nb为第 b块的数据

个数, m为前一数据块的中心点数目, C为分类数, zki
为第 i个数据点属于 k类的隶属度, wi为第 i个数据

点的权重. 在OFCM算法中,每个块的中心点通过每

个块的数据分别获得,整个大规模数据的中心点通过

对所有块的带权重中心点组成的数据单独进行聚类

获得. 每个块中各类中心点的权重为

wk =

Nb∑
i=1

zkiwi,

1 6 k 6 C, wi = 1, 1 6 i 6 Nb. (2)

以上两种基于中心点的模糊聚类算法都能处理

对象型大规模数据集, 但当数据为关系型时, 上述两

种算法则无法处理.

HOFCMD算法和OFCMD算法是既能处理大

规模数据又能处理关系型数据的两种模糊聚类算

法. HOFCMD算法和OFCMD算法与 SPFCM算法和

OFCM算法相比,最大的区别是对聚类结果使用不同

的表示方式. 前两个算法使用类中真实存在的代表点

表示该类,后两个算法使用类中数据的均值即中心点

表示该类,这个中心点并不真实存在. 使用真实存在

的代表点表示聚类信息具有更好的解释性.

HOFCMD算法和OFCMD算法对大规模数据

的处理方式与 SPFCM算法和OFCM算法相类似.

其中的不同是, HOFCMD算法和OFCMD算法使用

wFCMd (weighted fuzzy c medoids)处理代表点的权

重,目标函数为

JwFCMd =

C∑
k=1

N∑
i=1

zmkiwi∥xi − vk∥2. (3)

其中: zki为数据 i属于 k类的隶属度, C为分类数, N

为数据总个数, m为模糊度指数, wi为数据 i的权重,

vk为第 k类的代表点, ∥xi − vk∥2为数据 i与 k类的

代表点之间的距离.

以上 4种方法都是只使用单个中心点或代表点

来表示一个类信息,正如引言中所讨论的, 使用单个

中心点或代表点来表示一个类提供的信息往往是不

足够的,所以本文提出一个新的具有多代表的模糊聚

类算法.

2 基基基于于于多多多代代代表表表点点点的的的大大大规规规模模模数数数据据据模模模糊糊糊聚聚聚类类类

算算算法法法

针对目前大规模数据模糊聚类算法仅使用单

个代表点, 对聚类出来的类信息表示不够充分的缺

点[20],本文在基于单个代表点的大规模数据模糊聚类

算法基础上,提出新的基于多代表点的大规模数据模

糊聚类算法 (MMFCA).该算法的目标函数为

J =

C∑
k=1

N∑
i=1

N∑
j=1

zkiwkjdij +
α

2

C∑
k=1

N∑
i=1

z2ki+

β

2

C∑
k=1

N∑
j=1

w2
kj −

γ

2

∑
xm,xn∈Ω

C∑
k=1

(z2km + z2kn). (4)

s.t.

C∑
k=1

zki = 1, i = 1, 2, · · · , N ; (5)

zki > 0, i = 1, 2, · · · , N, k = 1, 2, · · · , C; (6)
N∑
j=1

wkj = 1, k = 1, 2, · · · , C; (7)

wkj > 0, k = 1, 2, · · · , C, j = 1, 2, · · · , N. (8)



2124 控 制 与 决 策 第 31 卷

其中: zki为第 i个数据点属于第 k类的隶属度; wkj为

第 j个数据点作为第 k类代表点的权重; dij为第 i个

数据点和第 j个数据点的距离度量; xm、xn为前一次

聚类所产生的属于同一类的最具代表性的两个数据

点.式 (4)的目标函数由 4项组成, 第 1项是考虑数据

点的隶属度和权重的距离度量总和,第 2项和第 3项

分别是隶属度和权重的两个惩罚项,第 4项是考虑代

表点对的约束关系.该项的加入基于这样的考虑:前

一轮聚类产生属于同一个类最具代表性的两个点,在

下一轮聚类中作为同类的两个代表点的概率应该尽

可能地大,即原属于同一个类权重最大的两个代表点,

在下一轮聚类时其两个代表点的隶属度平方和应尽

可能地大.集合Ω中的代表点约束对通过计算每个类

中样本点作为代表点的权重来获得,本文中选取每个

类中代表点权重最大的两个数据点作为该约束对.

该算法的任务是在给定集合Ω和满足约束 (5)

∼ (8)的情况下,最小化目标函数. 通过采用拉格朗日

条件极值的优化理论和Karush-Kuhn-Tucker(KKT)[22]

条件获得目标函数的最优解.

2.1 算算算法法法优优优化化化

为了求得式 (4)在有约束条件下的极值,可以利

用拉格朗日乘子法进行求解. 在考虑约束情况下,拉

格朗日函数如下:

L =

C∑
k=1

N∑
i=1

N∑
j=1

zkiwkjdij +
α

2

C∑
k=1

N∑
i=1

z2ki+

β

2

C∑
k=1

N∑
j=1

w2
kj −

γ

2

∑
xm,xn∈Ω

C∑
k=1

(z2km + z2kn)+

N∑
i=1

λi

( C∑
k=1

zki − 1
)
+

C∑
k=1

ηk

( N∑
j=1

wkj − 1
)
+

C∑
k=1

N∑
i=1

φkizki +

C∑
k=1

N∑
j=1

ϕkjwkj , (9)

其中λi、ηk、φki、ϕkj为拉格朗日乘子. 为了获得 zki

最优解,给出其相关KKT条件如下:
∂L

∂zki
= 0, (10)

φki > 0, (11)

φkizki = 0. (12)

由式 (9)和 (10)得到

zki =
1

γ − α

(
λi + φki +

N∑
j=1

wkjdij

)
. (13)

由式 (5)和 (13)得到

λi =
1

C

(
γ − α−

C∑
k=1

φki −
C∑

k=1

N∑
j=1

wkjdij

)
. (14)

将式 (14)代入 (13)可得

zki =

1

C
+

1

γ − α

[
φki + πki−

1

C

C∑
h=1

(φhi + πhi)
]
, (15)

其中πki =

N∑
j=1

wkjdij .

由式 (11)可知φki > 0. 下面分两种情况进行讨

论:

1)当φki = 0时,式 (15)变为

zki =
1

C
+

1

γ − α

(
πki −

1

C

C∑
h=1

πhi

)
.

由式 (6)和 (12)可知

zki =
1

C
+

1

γ − α

(
πki −

1

C

C∑
h=1

πhi

)
> 0.

2 )当φki > 0时,由式 (12)可知 zki = 0.

根据上述两种情况的讨论可知,隶属度的值也分

为对应的两种情况. 为了进一步推导,根据隶属度值

将类别分成两个子集: 隶属度等于 0的类别 z−和隶

属度大于零的类别 z+,分别为

z− = {k : zki = 0}, z+ = {k : zki > 0}.

因为当 k ∈ z−时, zki = 0, 所以仅需要推导当

k ∈ z+时 zki的迭代公式即可.当 k ∈ z+时, zki > 0,

由式 (12)可知φki = 0. 将式 (15)中的类别分成两个

子类后,改写为

zki =

1

C
+

1

γ − α

[
πki −

1

C

(∑
h∈z+

πhi +
∑
h∈z−

(
φhi + πhi

))]
.

(16)

当 k ∈ z−时, zki = 0,由式 (15)可得

φki + πki =
1

C

[
α− γ +

C∑
h=1

(
φhi + πhi

)]
. (17)

由式 (17)可以看出, φki+πki的值独立于 k,这意

味着当 k ∈ z−时,这些值是相等的,所以式 (17)可以

进一步改写成

φki + πki =

1

C

[
α− γ +

∑
h∈z+

πhi + |z−|
(
φki + πki

)]
.

推导可得

φki + πki =
1

|z+|

(
α− γ +

∑
h∈z+

πhi

)
. (18)

将式 (18)代入 (16)得到

zki =
1

|z+|
− 1

α− γ

(
πki −

1

|z+|
∑
h∈z+

πhi

)
. (19)

最终得到 zki的迭代公式



第 12期 陈爱国等: 基于多代表点的大规模数据模糊聚类算法 2125

zki =
0, k ∈ z−;

1

|z+|
− 1

α− γ

(
πki −

1

|z+|
∑
h∈z+

πhi

)
, k ∈ z+.

(20)

为了获得wkj的最优解,给出其相关KKT条件如下:
∂L

∂wkj
= 0, (21)

ϕkj > 0, (22)

ϕkjwkj = 0. (23)

由式 (9)和 (21)得到
N∑
i=1

zkidij + βwkj + ηk + ϕkj = 0. (24)

推导式 (24)得到

wkj = − 1

β

(
ηk + ϕkj +

N∑
i=1

zkidij

)
. (25)

由式 (7)和 (25)得到

ηk = − 1

N

(
β +

N∑
j=1

ϕkj +

N∑
j=1

N∑
i=1

zkidij

)
. (26)

将式 (26)代入 (25)得到

wkj =
1

N
− 1

β

[
ϕkj + ωkj −

1

N

N∑
l=1

(
ϕkl + ωkl

)]
,

(27)

其中

ωkj =

N∑
i=1

zkjdij . (28)

由式 (22)可知ϕkj > 0. 下面分两种情况进行讨

论:

1)当ϕkj = 0,式 (27)变为

wkj =
1

N
− 1

β

[
ωkj −

1

N

N∑
l=1

ωkl

]
.

由式 (8)和 (23)可知

wkj =
1

N
− 1

β

[
ωkj −

1

N

N∑
l=1

ωkl

]
> 0.

2)当ϕkj > 0,由式 (23)可知wkj = 0.

根据上述两种情况的讨论可知, 权重值wkj分

为对应的两种情况.为了进一步推导, 根据权重值

wkj将数据点分成两个子集: 权重wkj等于 0的数据

点子集w−和权重wkj大于 0的数据点子集w+,分别

为

w− = {j : wkj = 0}, w+ = {j : wkj > 0}.

当 j ∈ w−时, wkj = 0,所以仅需推导当 j ∈ w+时wkj

的迭代公式即可.当 j ∈ w+时, wkj > 0,由式 (23)可

知ϕkj = 0. 将式 (27)根据权重值分成两个子类后,改

写为

wkj =

1

N
− 1

β

[
ωkj −

1

N

( ∑
l∈w+

ωkl +
∑
l∈w−

(
ϕkl + ωkl

))]
.

(29)

当 j ∈ w−时, wkj = 0,由式 (27)可得

ϕkj + ωkj =
1

N

[
β +

N∑
l=1

(
ϕkl + ωkl

)]
. (30)

由式 (30)可以看出, ϕkj + ωkj的值独立于 j, 这

意味着当 j ∈ w−时,这些值是相等的,所以式 (30)可

以进一步改写为

ϕkj + ωkj =

1

N

[
β +

∑
l∈w+

ωkl + |w−|
(
ϕkj + ωkj

)]
.

进一步推导可得

ϕkj + ωkj =
1

|w+|

(
β +

∑
l∈w+

ωkl

)
. (31)

将式 (31)代入 (29)得到

wkj =
1

|w+|
− 1

β

(
ωkj −

1

|w+|
∑
l∈w+

ωkl

)
. (32)

最终得到wkj的迭代公式

wkj =
0, j ∈ w−;

1

|w+|
− 1

β

(
ωkj −

1

|w+|
∑
l∈w+

ωkl

)
, j ∈ w+.

(33)

2.2 算算算法法法步步步骤骤骤

根据上述MMFCA算法的推导过程和得到的迭

代公式,给出MMFCA算法的具体步骤如下.

输入: 各块的距离矩阵Db
Nb×Nb

,聚类数C,表示

每个类信息所使用的代表点数 t,参数α、β、γ和终止

阈值 ε;

输出:数据所属类别标识向量 q.

Step 1: 初始化代表点集合S = ∅,代表点对约束

集合Ω = ∅.

Step 2: for b = 1, 2, · · · , B, do.

Step 3: 使用过程Compute z w计算当 γ = 0时,

块的隶属度矩阵Zb和块的权重矩阵Wb.

Step 4: for k = 1, 2, · · · , C, do.

Step 5: 设置当前循环次数计数器 l = 0, 集合A

= 1, 2, · · · , Nb.

Step 6: repeat.

Step 7: 更新循环次数计数器 l = l + 1.

Step 8: 根据h = argmax
j∈A

wb
kj获得最具代表性的

点的索引.
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Step 9: 保存最具代表性的点到代表点集合中,

即S = S
∪
{xh}.

Step 10: 从集合A中删除最具代表性的点的索

引,即A = A\h.

Step 11: until获取到 t个最具代表性的点,即 l =

t.

Step 12: 获取当前类中最具代表性的两个点,形

成代表点约束对 (m1,m2).

Step 13: 将代表点约束对 (m1,m2)加入代表点

约束对集合Ω .

Step 14: end for.

Step 15: end for.

Step 16: 将前面步骤获取的代表点集合S形成

距离矩阵R|S|×|S|和代表点对约束集合Ω ,使用过程

Compute z w计算当 γ > 0时, 隶属度矩阵Z和权重

矩阵W .

Step 17: 设置最终的代表点集合Sf = ∅.

Step 18: for k = 1, 2, · · · , C, do.

Step 19: 根据h = argmax
16j6|S|

wkj获取权重最大的

点作为最终类的代表点.

Step 20: 将最终类的代表点保存到最终代表点集

合Sf中.

Step 21: end for.

Step 22: 根据 qj = argmin
16k6C

∥xj − sk∥2,最终获得

每个数据的类别.

块距离矩阵Db
Nb×Nb

表示第 b块的距离矩阵, Nb

表示第 b块的数据个数, B表示总的分块数, |S|表示
集合S中的元素个数.

Compute z w过程的具体步骤如下.

输入: 距离矩阵D, 分类数C, 参数α、β、γ和终

止阈值 ε;

输出:隶属度矩阵Z和权重矩阵W .

Step 1: 初始化隶属度矩阵Z0, 设置当前步骤 l

= 0.

Step 2: 更新当前步骤 l = l + 1,使用式 (33)更新

权重矩阵W l,使用式 (20)更新隶属度矩阵Zl.

Step 3: ∥Zl −Zl−1∥ < ε,则算法结束,否则转至

Step 2.

在Compute z w过程的Step 2中需要使用w+和

w−两个子集以及 z+和 z−两个子集. 确定w+和w−

两个子集的具体步骤如下.

输入: 隶属度权重矩阵Z,距离矩阵D,参数 β;

输出:子集w+和w−.

Step 1: 初始化子集w+
0 = ∅, w−

0 = 1, 2, · · · , N ,

设置当前步骤 l = 0.

Step 2: 更新当前步骤 l = l + 1,根据

s = argmin
j∈w−

l−1

{ N∑
i=1

zkidij

}
获取满足条件的数据点 s,更新当前步骤的子集

w+
l = w+

l−1 + {s}, w−
l = w−

l−1 − {s}.

Step 3: 根据式 (33)计算wkh的值,其中

h = argmax
j∈w+

l

{ N∑
i=1

zkidij

}
.

如果wkh > 0, 则转至 Step 2, 否则设置w+ = w+
l−1,

w− = w−
l−1,结束算法.

确定 z+和 z−两个子集的具体步骤如下.

输入: 权重矩阵W ,距离矩阵D,参数α、γ,代表

点对约束集合Ω ;

输出:子集 z+和 z−.

Step 1: 初始化子集 z+0 = ∅, z−0 = 1, 2, · · · , C,设

置当前步骤 l = 0.

Step 2: 更新当前步骤 l = l + 1,根据

s = argmin
k∈z−

l−1

{ N∑
j=1

wkjdij

}
获取满足条件的类别 s,更新当前步骤的子集

z+l = z+l−1 + {s}, z−l = z−l−1 − {s}.

Step 3: 根据式 (20)计算 zhi的值,其中

h = argmax
k∈z+

l

{ N∑
j=1

wkjdij

}
.

如果 zhi > 0, 则转至 Step 2, 否则设置 z+ = z+l−1, z−

= z−l−1,结束算法.

MMFCA算法的时间复杂度为

O(B(N2
b + tC) + (|S|2 + C)).

该时间复杂度由O(B(N2
b + tC)和O(|S|2 + C)两部

分组成. 第 1部分表示处理B个数据块所对应的时间

花销,第 2部分表示处理由所有分块数据得出的代表

点组成的新数据块的时间花销. 在实际应用中, N2
b 往

往远大于 tC, |S|2往往远大于C, 所以整个算法的时

间复杂度可以近似地表示为O(BN2
b + |S|2).

3 实实实验验验分分分析析析

3.1 实实实验验验设设设置置置

为了验证本文所提出MMFCA算法的有效性,本

节使用一组模拟数据集和两种的常见真实数据集进

行实验, 同时, 选择两个基于单代表点的大规模数据

模糊聚类算法OFCMD和HOFCMD进行聚类性能对

比.

实验采用归一化互信息 (NMI)[23]和芮氏指标
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(RI)[24]对实验结果进行评价. 两种评价指标的取值范

围均为 [0,1], 取值越大代表对应算法的聚类性能越

好.

MMFCA算法中参数α、β 、γ的取值分别为 0.1、

4、0.05, 所有算法的终止阈值都设置为 ε = 10−5,

HOFCMD算法和OFCMD算法中的参数按照文献

的推荐,设置模糊指数m = 1.7. 所涉及的代表点的初

始化采用与文献 [19]相同的策略.对于MMFCA算法

中涉及到的隶属度初始化,本文采用如下方法.

输入: 距离矩阵DN×N ,聚类数C;

输出:隶属度矩阵ZC×N .

Step 1: 通过h = argmin
16j6N

N∑
i=1

∥xj − xi∥2计算第

一代表点的索引.

Step 2: 将代表点放入代表点集合M = {xh},设

置类计数器 l = 1.

Step 3: 设置当前类的代表点的隶属度值 zlh = 1,

设置当前类的非代表点的隶属度值 zlj = 0, j = 1, 2,

· · · , N, j ̸= h.

Step 4: 设置类计数器 l = l + 1.

Step 5: 通过h = argmax
16j6N ;xj /∈M

min
16k6|M |

∥xj −mk∥

计算当前类的代表点索引.其中: mk为集合M中的

第 k个元素, |M |表示集合M的元素个数.

Step 6: 将代表点放入代表点集合M = M +

{xh}.

Step 7: 设置当前类的代表点的隶属度值 zlh = 1,

设置当前类的非代表点的隶属度值 zlj = 0, j = 1, 2,

· · · , N, j ̸= h.

Step 8: 重复执行 Step 4∼ Step 7, 直到当前的类

计数器 l = C.

实验使用的硬件环境为 Intel I7-5600U 2.60 GHz

8 G RAM, 操作系统为Windows 8 64位, 软件环境为

Matlab R2012b.为了使 3个算法的结果具有可比性,

在对数据进行随机分块时,每次运行中 3个算法使用

相同的随机分块, 实验结果所列数据都是在运行 10

次后求均值所得.

3.2 模模模拟拟拟数数数据据据集集集实实实验验验和和和结结结果果果分分分析析析

在模拟数据集 2D15[25]上验证所提出MMFCA

算法的有效性, 数据集含有 5 000个共 15类的 2维数

据, 不同类的数据在分布上有部分重合,对应的数据

分布如图 1所示.

0 2 4 6 8 10
0

2

4

6

8

10

10
5

1
0

5

图 1 2D15数据集数据分布

为了考察算法在不同分块大小下的聚类性能,采

用占数据总量的 1%、5%、10%、15%、20%和 25%六

种数据块大小进行实验. 3种算法在不同分块大小下

的实验结果如表 1和表 2所示.

表 1 3种算法在 2D15数据集上的NMI性能对比

OFCMD HOFCMD MMFCA
Chunk size/%

Mean Std Mean Std Mean Std

1 0.894 3 0.020 6 0.843 4 0.020 6 0.900 3 0.012 1

5 0.884 2 0.021 3 0.894 2 0.031 2 0.916 1 0.020 0

10 0.909 2 0.020 1 0.894 2 0.027 8 0.930 6 0.014 5

15 0.933 4 0.012 4 0.892 4 0.026 1 0.940 3 0.012 8

20 0.939 4 0.013 0 0.902 5 0.014 6 0.946 9 0.011 0

25 0.944 6 0.008 7 0.884 3 0.024 1 0.946 7 5.966 5e-04

表 2 3种算法在 2D15数据集上的RI性能对比

OFCMD HOFCMD MMFCA
Chunk size/%

Mean Std Mean Std Mean Std

1 0.976 5 0.006 0 0.963 2 0.007 4 0.978 2 0.003 9

5 0.972 4 0.007 4 0.976 0 0.010 7 0.981 8 0.006 9

10 0.979 7 0.006 4 0.975 8 0.009 0 0.986 5 0.005 1

15 0.986 9 0.005 0 0.975 3 0.008 0 0.990 3 0.004 4

20 0.989 6 0.004 8 0.979 2 0.004 5 0.992 4 1.579 5e-04

25 0.991 9 0.002 1 0.974 1 0.007 4 0.992 4 1.568 0e-04
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由表 1可见:

1) 3个算法随着块的数据量的增大,其NMI均值

都呈现逐渐增大的趋势,主要原因是该模拟数据集总

数据量不大,通过分块,每类对应的数据量不够充足,

聚类出不高的NMI均值,当分块数据量增大时,每块

中各类的数据量随之增大,用来聚类的信息更加充分,

对应的NMI均值也将随之提高.

2) OFCMD算法大多数情况取得比HOFCMD算

法更高的NMI均值,主要是由于HOFCMD算法将前

一块获得的代表点作为历史数据与当前块的数据

结合在一起进行当前块代表点的获取, 该机制弱化

了历史数据对最终整个数据集代表点求解的影响.

OFCMD算法将所有块的代表点一起组成一个新的块

数据, 近似均等地作用于最终代表点的产生, 这种机

制的不同使得OFCMD算法比HOFCMD算法在多数

情况下取得更好的NMI评价值.

3) 6种不同分块大小的情况下, MMFCA算法得

到的NMI均值比HOFCMD算法和OFCMD算法都

要高, 其相应的NMI标准方差却比 2个算法的NMI

标准方差都要小.这主要是由于在MMFCA算法中,

每个类使用多代表点来表示,可获得更加丰富的类信

息,同时, 通过将代表点对之间的约束关系引入聚类

过程,进一步增强了最终的聚类效果.

由表 2可见:

1) 3个算法随着分块数据量的增大在RI均值上

同样呈现出增大的变化趋势,该变化趋势与表 1所观

察到的NMI均值变化趋势具有相同的原因.

2)由于HOFCMD算法与OFCMD算法运行机制

的差异, OFCMD算法的RI均值在大多数情况下要超

过HOFCMD算法.

3)无论分块大小如何变化, MMFCA算法所获得

的RI均值都要高于其他 2个对比算法,其原因同样是

由于多代表点和代表点之间的约束引入到MMFCA

算法中所产生的结果.

3.3 手手手写写写数数数字字字数数数据据据集集集实实实验验验和和和结结结果果果分分分析析析

第 2组实验在真实数据集MNIST[26]上验证

MMFCA算法在不同分块大小下的有效性,并与基于

单代表点的OFCMD算法和HOFCMD算法进行性能

对比. MNIST是手写数字数据集, 包含 0∼ 9共 10类

手写的图片数据, 每张图片为 28 × 28分辨率的灰度

图,每个像素的灰度值大小位于 0∼ 255之间. MNIST

数据集包含 60 000张训练图片和 10 000张测试图片.

本文将所有训练图片和所有测试图片合并组成实验

所用数据. OFCMD算法、HOFCMD算法和MMFCA

算法在进行该组实验时, 设置总数据量为 70 000, 类

别数为 10,维数为 784. 由于内存的限制,本组实验的

块的大小分别采用占总数据量的 1%、2%、4%、6%、

8%和 10%进行选取,实验结果如表 3和表 4所示.

由表 3和表 4可见:

1) 3个算法随着分块数据量的增大,均未出现如

表 1和表 2所示的NMI均值和RI均值逐渐增大的趋

势, 这主要是因为该组实验的真实数据量较大,在分

别按占总数据量的 1%、5%、10%、15%、20%、25%进

行数据分块时, 每块中的各类数据均已充足, 所以在

充足的数据上进行聚类时, OFCMD算法、HOFCMD

算法和MMFCA算法都没有出现如表 1和表 2中随着

分块数据量的增加, NMI均值和RI均值呈现有规律

地逐步增大的趋势.

表 3 3种算法在MNIST数据集上的NMI性能对比

OFCMD HOFCMD MMFCA
Chunk size / %

Mean Std Mean Std Mean Std

1 0.214 6 0.019 9 0.117 9 0.034 4 0.350 8 0.016 3

2 0.223 8 0.019 3 0.106 5 0.048 1 0.343 2 0.019 0

4 0.250 7 0.034 7 0.102 4 0.085 5 0.361 3 0.031 1

6 0.248 6 0.031 3 0.113 3 0.061 1 0.363 7 0.023 7

8 0.233 4 0.030 1 0.120 6 0.058 5 0.347 8 0.029 7

10 0.224 7 0.034 7 0.108 4 0.038 1 0.361 2 0.031 2

表 4 3种算法在MNIST数据集上的RI性能对比

OFCMD HOFCMD MMFCA
Chunk size / %

Mean Std Mean Std Mean Std

1 0.833 6 0.010 4 0.539 9 0.034 1 0.860 1 0.010 0

2 0.831 5 0.018 5 0.495 2 0.056 5 0.854 7 0.017 4

4 0.858 6 0.011 2 0.482 7 0.092 2 0.860 9 0.010 7

6 0.850 1 0.013 5 0.497 0 0.085 0 0.855 8 0.012 8

8 0.840 8 0.005 1 0.526 5 0.072 3 0.861 5 0.004 6

10 0.840 3 0.013 2 0.483 9 0.086 6 0.856 2 0.012 1
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2) OFCMD算法在所有不同分块大小的情况下,

均取得了比HOFCMD算法更高的NMI均值和RI均

值, 而且其对应的NMI标准方差值和RI标准方差

值也均小于HOFCMD算法.与模拟实验原因相同,

HOFCMD算法运行机制弱化了历史信息对最终代表

点产生的影响,导致最终HOFCMD算法产生的NMI

均值和RI均值要比OFCMD算法产生的NMI均值

和RI均值差.

3) MMFCA算法在 6种不同分块大小的情况下,

NMI均值和RI均值都大于另外 2种算法, 而且对应

的标准方差值也都比另外 2种对比算法小. 其原因与

模拟实验的分析相同,因为多代表点对约束机制的引

入使得最终的聚类评价指标NMI的值和RI的值都优

于另外 2种使用单代表点的算法,这进一步从真实数

据集上验证了MMFCA算法的有效性.

3.4 入入入侵侵侵检检检测测测数数数据据据集集集实实实验验验和和和结结结果果果分分分析析析

选择真实的KDD CUP99[27]网络入侵检测数据

集作为第 3组实验数据. 数据集共含有 4 898 431个样

本,每个样本包含 41维数据,其中 9个为离散型,其他

为连续型. 通过对离散型数据进行二值化处理后,每

个样本含有 122维数据. KDD CUP 99将攻击类型分

为 4类,进一步划分为 39个小类. 实验将数据聚类成

2类: 一类是标注为Normal的数据, 另一类是标注为

其他类型的数据. 由于内存的限制,实验采用占总数

据量的 0.04%、0.06%、0.08%、0.10%、0.12%和 0.14%

作为 6种分块大小, 测试在不同分块大小情况下,

MMFCA算法的有效性,实验结果如表 5和表 6所示.

表 5 3种算法在KDD数据集上的NMI性能对比

OFCMD HOFCMD MMFCA
Chunk size / %

Mean Std Mean Std Mean Std

0.04 0.466 3 0.016 7 0.393 1 0.025 8 0.549 6 0.015 1

0.06 0.471 6 0.020 1 0.327 1 0.039 4 0.530 7 0.019 6

0.08 0.511 6 0.042 6 0.289 3 0.086 7 0.558 7 0.032 9

0.10 0.490 2 0.034 1 0.368 3 0.065 2 0.559 6 0.028 2

0.12 0.488 8 0.025 8 0.413 0 0.057 3 0.547 8 0.015 7

0.14 0.484 7 0.021 9 0.345 2 0.079 8 0.542 3 0.019 4

表 6 3种算法在KDD数据集上的RI性能对比

OFCMD HOFCMD MMFCA
Chunk size / %

Mean Std Mean Std Mean Std

0.04 0.768 6 0.019 6 0.711 9 0.041 2 0.785 9 0.014 3

0.06 0.764 5 0.020 4 0.604 0 0.057 3 0.779 6 0.018 7

0.08 0.784 4 0.021 1 0.698 7 0.089 6 0.786 8 0.019 6

0.10 0.780 5 0.014 1 0.758 4 0.087 8 0.783 7 0.012 4

0.12 0.776 1 0.015 7 0.793 8 0.076 5 0.790 5 0.013 9

0.14 0.779 6 0.016 7 0.742 3 0.087 0 0.781 2 0.014 8

由表 5和表 6可见, MMFCA算法在NMI和RI两

个评价指标上都明显高于其他 2种比较算法. 这是因

为MMIFCA算法的两种机制的引入: 一是使用了多

个代表点来表示聚类出来的各个类,表示的类信息更

加丰富,最终对整个大规模数据的代表点的精确提取

起到了促进作用;二是通过将多代表点对之间的约束

关系应用到聚类过程中, 提高了最终聚类的性能.该

实验再次验证了MMIFCA 算法通过两种机制的使用

能有效地提升聚类的精度.

4 结结结 论论论

本文针对传统模糊聚类算法在大规模数据场景

下由于内存限制不能一次装载所有数据和使用单代

表点表示每个类的潜在结构时存在信息量不足的问

题.对大规模数据进行分块, 在对每块进行分别聚类

时使用多代表点表示各个类的内部结构, 并在不同

轮聚类时考虑代表点对的关系: 上一轮聚类产生的

权重大的代表点对, 在下一轮聚类时作为代表点的

概率应该最大.通过分块机制和对代表点对约束的考

虑,提出了应用于大规模数据场景下的基于多代表点

的模糊聚类MMFCA算法. 通过MMFCA算法在模拟

数据集、手写数字数据集和入侵检测数据集上的实

验结果和与另外 2种使用单代表点的OFCMD算法和

HOFCMD算法进行性能对比和分析, 显示了所提出

算法的有效性和优越性.

本文的创新点主要有两个: 一是通过使用多代

表点来表示聚类结果中的每个类的内部结构信息,使

提供的类的内部结构信息更加丰富:二是通过在聚类

过程中考虑不同轮聚类时代表点对之间的约束关系,

提高了聚类精度.此外,本文算法也存在缺陷,如计算

复杂度高、耗时大、目标函数中的系数如何确定问题,
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这也是该算法下一步的研究方向.
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