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基于深度学习的四旋翼无人机地面效应补偿降落控制设计
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摘 要: 本文针对四旋翼无人机在降落控制过程中地面效应对控制性能有较大影响的问题,在地面效应复杂,难
以建立机理模型的约束下, 提出了一种基于深度学习的新型非线性鲁棒控制策略. 利用深度神经网络的学习能
力,建立了无人机降落过程中未知地面效应的补偿模型;结合 super–twisting控制设计,实现了对降落过程中未知
地面效应的快速抑制和无人机降落的精确控制. 通过 Lyapunov分析法和谱归一化法,证明了降落过程中闭环系
统的稳定性和无人机位置误差的有限时间收敛特性.实时飞行实验结果表明,本文中提出的控制策略取得了较好
的控制效果.
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Robust Landing Controller Design for a Quadrotor Unmanned Aerial
Vehcile Ground Effects Compensation via Deep Learning
XIAN Bin†, GENG Xiang­wei

(School of Electrical and Information Engineering，Tianjin University，Tianjin 300072，China)

Abstract: In this paper, we propose a novel control strategy based on deep learning for a quadrotor to suppress the
unknown ground effects during the landing procedure. Due to the complexity of the grounds effects, it is very difficult
to obtain the accurate dynamic model. To solve this issue, we set up a compensation model for the ground effects in
the landing procedure by using the learning ability of the deep neural network (DNN). Then the super–twisting method
is combined with the DNN to formulate a nonlinear robust adaptive landing control strategy which is able to suppress
the ground effects and drive the quadrotor to its desired landing point accurately. The Lyapunov based stability analysis
and the spectral normalization are employed to prove the stability of the closed loop system, and finite–time convergence
of landing error is also achieved. Real–time flight experimental results are included to show the good landing control
performance of the proposed control strategy.
Keywords: quadrotor；autonomous landing；ground effects compensation；nonlinear control；deep learning；robust
control

0 引 言

无人机回收技术是航空领域的关键技术, 可以
应用于航母舰载机着舰, 无人机全自动物流等军用、
民用场景中.在各种回收方式中,垂直着陆回收占地
面积小且不易受地形限制,具有一定优势. 四旋翼无
人机具有能垂直起降、结构简单与灵活度高的特点,
可以实现垂直着陆回收.因此,四旋翼无人机的精准
自主降落回收受到了很多研究人员的关注. 国内外
均有团队进行了四旋翼的自主着陆系统的设计 [1–3].

降落控制器是四旋翼无人机降落系统中的重要

部分, 其控制效果直接影响整个系统的性能. 但是

由于旋翼无人机在靠近地面时, 旋翼产生的气流与
地面相互作用, 会产生较大的地面效应, 对无人机
的降落控制产生较大干扰 [4]. 因此, 地面效应的存在
对降落控制器的设计提出了较大的挑战. 目前被广
泛使用的地面效应模型为 Cheeseman–Bennett 模型,
但该模型主要针对旋翼以恒定速率旋转的大型直升

机. 而四旋翼无人机由于旋翼直径小且转速变化较
大,所以难以使用该模型进行描述 [5,6]. 此外,由于四
旋翼无人机各旋翼之间的相互作用, 更增加了四旋
翼无人机地面效应的复杂程度.针对该问题, 研究人
员对 Cheeseman–Bennett 模型进行了改进并设计了
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鲁棒控制器 [7], 但该模型依然基于气流场平稳的假
设,而真实环境下流场并不稳定,且文中仅对高度方
向设计了鲁棒控制器, 其他方向依然使用 PID 控制
器, 抗扰能力较差. 有研究人员在改进 Cheeseman–
Bennett 模型的基础上基于反步法设计了控制器 [8],
利用预先采集的飞行数据对模型参数进行整定, 但
该方法需要飞行数据确定模型参数, 并且只进行了
数值仿真验证,尚未进行实验验证. 有研究人员设计
了自适应滑模控制器 [9] 以抑制地面效应. 但该方法
响应较慢,且滑模控制器容易引起抖震.还有研究人
员提出新的经验公式描述地面效应并设计地面效应

观测器进行无人机控制 [10], 但观测器的收敛速度较
慢.

一些研究人员利用深度神经网络的学习功能对

模型进行拟合. 文献 [11] 使用神经网络拟合旋翼直
升机的动力学模型, 在此基础上完成特技飞行控制
律的设计. 文献 [12] 利用拟合的四旋翼无人机动力
学模型作为控制设计的基础. 文献 [13] 基于深度神
经网络学习的动力学模型, 设计了无人机对移动标
靶的跟踪与自主降落控制算法.文献 [14]开展了基于
深度神经网络拟合动力学模型的微型无人机室内视

觉导航与飞行控制设计. 文献 [15] 讨论了使用学习
算法解决地面效应对小型无人机干扰问题的可能性.
但这些并没有直接涉及控制器的设计, 并且学习算
法有可能在控制器中引入较为复杂的优化问题. 此
外, 在使用包括深度神经网络在内的学习策略进行
控制设计时, 难以提供较为详尽的飞行控制算法稳
定性分析,不利于无人机的安全飞行控制.
综上所述可知, 四旋翼无人机地面效应难以获

得较为精确的动力学模型, 而常见的线性及非线性
飞行控制算法设计多为基于动力学模型的设计策略,
对动力学模型的依赖程度较高.同时,现有的一些基
于动态特性学习的飞行控制设计又存在稳定性分析

较为困难, 涉及复杂优化问题求解而不利于实际飞
行控制实现等问题. 本文受文献 [16]的启发,使用谱
归一化提升网络的泛化能力, 并将深度神经网络的
利普希茨常数限制到任意值.在此基础上,将谱归一
化后的深度学习地面效应动态模型融入到无人机位

置控制器设计中,保证控制器的稳定性.
基于以上分析, 为解决四旋翼无人机在降落过

程中地面效应影响难以机理建模以及基于学习算法

控制器难以进行稳定性证明的问题, 本文设计了一
种新型基于深度学习的地面效应补偿鲁棒控制器,
用于四旋翼无人机的降落控制. 解决了四旋翼无人

机在降落时易受到地面效应干扰而影响降落控制性

能的问题. 通过使用深度学习网络模型对四旋翼无
人机受到的地面效应进行拟合, 并且在训练过程中
对深度网络的参数进行谱归一化. 同时将基于深度
学习训练的动态模型与 supwer–twisting 方法结合,
设计了一种新型非线性鲁棒控制律, 在补偿深度神
经网络学习误差的同时, 提高了无人机降落过程控
制的鲁棒性. 本文的主要创新点包括:(1) 利用深度
神经网络的强大学习能力, 基于实际飞行测试获取
的数据集, 对难以进行机理建模的四旋翼无人机地
面效应复杂动态特性进行了离线学习, 建立了地面
效应的精确补偿模型;(2) 将 super­twisting 鲁棒控制
设计与基于深度学习网络的地面效应补偿模型相结

合, 设计了一种新型非线性鲁棒控制算法, 用于四
旋翼无人机自动降落控制, 并将 Lyapunov 稳定性
分析法与谱归一化法结合, 证明了闭环系统的稳定
性和无人机控制误差的有限时间收敛性; (3) 利用
自制的四旋翼无人机实验平台, 对本文中提出的控
制策略进行了飞行实验验证, 并与无补偿以及使用
Cheeseman–Bennett 模型补偿进行了降落控制对比
实验.实验结果表明,本文的控制策略对地面效应具
有更好的抑制效果,并具有很好的可实现性.

1 无人机降落过程动力学模型

根据文献 [17,18], 四旋翼无人机降落过程中的
动力学模型如下式所示:

Ṗ = v

mv̇ = mg +Rfu + fg

Ṙ = RS(ω)

Jω̇ = Jω × ω + τu.

(1)

在式 (1) 中, P (t), v(t) 为无人机在世界坐标系下的

坐标和速度,g = [0, 0,−g]T 为重力加速度向量, ω(t)
为无人机的角速度, R(t) 为机体坐标系到世界坐标

系的变换矩阵, 且 R(t) ∈ SO(3). S(·) 为一个斜对
称矩阵, fu(t)为升力向量,fu(t) = [0, 0, T ]T ,且 T (t)

为机体坐标系下的升力. τu(t) 为转矩向量,τu(t) =

[τx(t), τy(t), τz(t)]
T .为方便后续的控制设计,这里采

用 η(t) = [T (t), τx(t), τy(t), τz(t)]
T 表示无人机自身

的动力. 选取四个电机的转速的平方向量 u(t) =

[n2
1(t), n

2
2(t), n

2
3(t), n

2
4(t)]

T 作为控制输入. 则控制输
入 u(t) 与无人机动力 η(t) 的关系为 η(t) = Bu(t),
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这里输入系数矩阵 B 的定义如下:

B =


cT cT cT cT

0 cT larm 0 −cT larm

−cT larm 0 cT larm 0

−cQ cQ −cQ cQ

 , (2)

其中,cT , cQ 为升力系数与转矩系数,larm 为无人机
臂长. 式 (1) 中 fg(t) 为无人机受到的地面效应,
fg(t) = [fgx(t), fgy(t), fgz(t)]

T . 在无人机降落过程
中,地面效应对无人机的影响较大且较为复杂,难以
获得 fg(t)的精确解析表达式.气流的干扰使得无人
机降落的精度降低,难度加大.

2 基于深度学习的地面效应补偿

本文使用深度学习网络对四旋翼无人机接近地

面时产生的地面效应进行学习, 并使用修正线性单
元 (Rectified Linear Units, ReLU))作为网络的激励函
数. 使用 ReLU 作为激励函数可以提高网络的收敛
速度,并提高网络对于超参数的鲁棒性.

2.1 ReLU深度神经网络

ReLU深度神经网络可以用下列等式表示.

f(x, θ) = WL+1ϕ(WLϕ(WL−1(· · ·ϕ(W 1x) · · · ))),
(3)

式 (3)中 θ = [W 1,W 2, · · · ,WL+1]为神经网络的权

值, ϕ(x) = max(0, x) 为 ReLU 激励函数. 相比于
sigmoid(·) 函数与 tanh(·) 函数, ReLU 函数计算简
单,并且能加速网络的收敛过程.由于深度神经网络
模型对输入的变化比较敏感,在回归任务中,网络对
于未训练输入的输出值预测误差较大. 因此,这里采
用谱归一化技术提升网络性能, 增强网络对输入的
鲁棒性.

2.2 谱归一化

谱归一化即在网络的训练过程中对网络的权值

进行如下式所示的处理.

W̄ =
W

σ(W )
γ

1
L+1 , (4)

其中 γ 为一个正常数.
谱归一化是通过限制深度网络函数的利普希茨

常数, 从而提升网络的泛化能力并增强网络的鲁棒
性. 通过限制深度学习网络的利普希茨常数小于一
个确定的值, 可以保证了加入深度神经网络的控制
器的稳定性.
利普希茨常数 ∥f∥Lip 定义为满足如下不等式的

K 的最小值:

∀x, x′ : K ⩾ ∥f(x)− f(x′)∥
∥x− x′∥

.

对于一个可导函数 f(x), 其利普希茨常数为它的导
数谱范数的最大值 [16].即 ∥f∥Lip = supx σ(∇f(x)).

引理 1 对于复合函数 f ◦ g = f(g(x)), 有
∥f ◦ g∥Lip ⩽ ∥f∥Lip · ∥g∥Lip.
证明 由 ∥f∥Lip = supx σ(∇f(x))

∥f ◦ g∥Lip = sup
x

σ(∇f(g(x)) · ∇g(x))

⩽ sup
x

σ(∇f(x)) · sup
x

σ(∇g(x))

= ∥f∥Lip · ∥g∥Lip.

证明完成. □
对 ReLU深度神经网络进行谱归一化,可以对整

个网络的利普希茨常数进行约束.
引理 2 对于式 (3)定义的 ReLU深度神经网络

f(x, θ),利用式 (4)进行谱归一化,则神经网络的利普
希茨常数满足下列不等式:

∥f(x, θ̄)∥Lip ⩽ γ,

其 中 θ̄ 为 网 络 谱 归 一 化 后 的 参 数, θ̄ =

W̄ 1, · · · , W̄L+1, γ 是一个正常数.
证明 θ̄ 为谱归一化后的网络参数, 根据引理

1可得下列不等式:

∥f(x, θ̄)∥Lip = ∥W̄L+1ϕ(W̄Lϕ(· · ·ϕ(W̄ 1x) · · · ))∥Lip

⩽ ∥ϕ∥LLip ·
L+1∏
l=1

σ(W̄ l).

将上述不等式代入式 (4)可得：

∥f(x, θ̄)∥Lip ⩽ ∥ϕ∥LLip ·
L+1∏
l=1

σ(
W

σ(W )
γ

1
L+1 )

= ∥ϕ∥LLip · γ.

由于 ϕ为 ReLU函数,∥ϕ∥Lip = 1,因此有下列不等式
成立:

∥f(x, θ̄)∥Lip ⩽ ∥ϕ∥LLip · γ = γ.

证明完成. □
2.3 地面效应补偿

由于四旋翼无人机的地面效应模型难以进行机

理建模,因此这里利用 ReLU深度网络对四旋翼无人
机地面效应进行拟合. 采用随机梯度下降法优化网
络参数,并在训练过程中对网络进行谱归一化.根据
引理 2,谱归一化可以保证网络的利普希茨常数小于
某个常数 γ,即有:

minimize
θ

T∑
t=1

1

T
∥yt − f(xt, θ)∥2

subject to ∥f∥Lip ⩽ γ, (5)
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其中,yt(t) 为第 t 个地面效应数据,xt(t) 为无人机状

态量与控制输入.

3 控制器设计

本文的控制目标为四旋翼无人机存在未建模地

面效应的干扰下, 无人机的位置控制误差在有限时
间范围内收敛.为方便进行控制器设计,定义位置跟
踪误差 e(t) = [ex(t), ey(t), ez(t)]

T 如下:

e = Pd − P, (6)

这里 Pd(t) = [pdx(t), pdy(t), pdz(t)]
T 代表无人机降

落过程中的期望轨迹,并满足以下假设条件.
假设 1 Pd(t), ˙Pd(t), ¨Pd(t)连续,并且有界.

定义滑模面 s(t)如下:

s = ė+ Λe, (7)

其中,Λ = diag{λx, λy, λz} ∈ R3×3 为对称增益矩阵.
定义无人机总推力 fd = Rfu,这里将通过设计 fd(t)

进行控制器设计.
无人机的位置控制器设计为：

fd =Rfu

=m(P̈d − g − 1

m
f̂g(ξg, u)+

Λ(Ṗd − Ṗ ) +K1Sk1 − Y ).

(8)

其中,

Sk1 = [|sx|
1
2 sgn(sx), |sy|

1
2 sgn(sy), |sz|

1
2 sgn(sz)]

T ,

(9)

Ẏ = −K2[sgn(sx), sgn(sy), sgn(sz)]
T . (10)

式 (8) 中,K1 = diag{k1x, k1y, k1z} 为增益矩
阵,f̂g(ξg, u) 为深度神经网络对地面效应的估计值,
ξg(t) 为无人机状态量, 由无人机的高度, 姿态等与
地面效应相关的状态组成,u(t) 为控制量, K2 =

diag{k1x, k2y, k2z} 为增益矩阵. 定义辅助函数向量
f̄d(t)如下式所示:

f̄d = m(P̈d − g + Λ(Ṗd − Ṗ ) +K1Sk1 − Y ). (11)

并且有 fd = f̄d + f̂g.定义 k̂ = fd
∥fd∥ 为机体坐标系 z

轴（朝上）上的单位向量在惯性坐标系下的表示,则
控制器输出的总推力期望为 Td = fd · k̂. 进一步地,
根据 fd(t)的方向,结合偏航角的目标值,可以解算姿
态角的目标值 Rd(t).本文假设无人的有收敛速度足
够快的内环（姿态角）控制器,如串级 PID控制器或
滑模控制器等. 内环控制器将根据姿态角的目标值
Rd(t)计算无人机姿态角的控制转矩 τd(t),进而可解

得控制量 u = [n2
1, n

2
2, n

2
3, n

2
4],即：

Bu =

[
k̂ · (f̄d + f̂g(ξg, u))

τd

]
. (12)

式 (12)所示系统为一个非仿射系统,u(t)无法直接解
出.由于实际的控制系统均为离散系统,采用下式对
u(t)进行迭代求解.

uk = B−1

[
(f̄d + f̂g(ξg, uk−1)) · k̂

τd

]
, (13)

其中,uk−1为上一时刻的控制量.

4 稳定性证明

定理 1 根据式 (13) 定义映射 uk = F(uk−1),
则有:

F(u) = B−1

[
(f̄d + f̂g(ξg, u)) · k̂

τd

]
, (14)

其中,u, τd, ξg, k̂ 均为当前状态量. 若 f̂g(t)存在利普

希茨常数 La,且 σ(B−1) · La < 1,则 F 为压缩映射,
式 (13)中 uk 收敛至唯一解 u⋆ = F(u⋆).
证明 基于式 (14),有以下不等式成立:

∥F(u1)−F(u2)∥2 = ∥B−1(f̂g(ξg, u2)− f̂g(ξg, u1))∥2

⩽ σ(B−1) · La∥u1 − u2∥2.

由于 σ(B−1) · La ⩽ 1, 有 ∥F(u1) − F(u2)∥2 ⩽
∥u1 − u2∥2 ,证明完成. □
为方便后续稳定性证明,这里引入定理 2:
定理 2 对于对称矩阵 Q =[

k1 + 2k2p12 − 1
2
(1− k1p12) + k2p22

− 1
2
(1− k1p12) + k2p22 −p12

]
,

存在正定对称矩阵 P =

[
p11 p12

p12 p22

]
, 其中 p11 =

1, p12 = −
√

a
2βΓ

, p22 = a
2Γ
,a,Γ均为正常数且 β > 1,

当式 (8) 中的控制增益 k1, k2 满足下列不等式时,Q
为正定矩阵.

µ · β > 1

µ

√
βk2
α2

< k1 < µ

√
βk2
α1

,
(15)

其中 µ = −k1p12, α1 = 1
2
{(1 + µ) − 2

β
[1 +√

µβ2 − (1 + µ)β + 1]}, α2 = 1
2
{(1 + µ) − 2

β
[1 −√

µβ2 − (1 + µ)β + 1]}.
证明 证明参见附录. □
为方便稳定性证明,以无人机高度方向 (大地坐

标系 z 轴方向) 为例进行分析,x, y 方向的稳定性可
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同理得证. 根据式 (8),z方向的控制输入信号为:

fdz =(Rfu)z

=m(P̈dz − g − 1

m
(f̂gz(ξg, uk−1)+

λz( ˙Pdz − Ṗz))) + k1z|sz|sgn(sz)− yz).

(16)

其中,ẏz = −k2zsgn(sz).
定义深度学习网络拟合地面效应的误差为

ϵ(ξg, u) = f̂g(ξg, u) − fg(ξg, u). 根据深度学习网络
的性质,可做如下假设.

假设 2 地面效应的估计误差较小且有

上界, 对于高度通道来说, 即存在 ϵmz =

supξ∈Z,u∈U ∥ϵz(ξ, u)∥. 根据文献 [19] 假设该上界满
足: ϵmz

2m
< δ1z + δ2z

√
|sz|+ y2z ,δ1z, δ2z 为正常数.

由于无人机内环控制频率远高于外环控制频率,
因而可做如下假设.
假设 3 ∥uk − uk−1∥ ⩽ ρ∥ζz∥, 其中 ζz =

[|sz|
1
2 sgn(sz), sgn(sz)]

T ,ρ为一个很小的正数.
定理 3 对于式 (1)所示系统,当式 (16)中的控

制器的控制参数 k1z, k2z 满足式 (15)所示的条件,且
系统满足假设 1、2和 3时,高度跟踪误差 ez(t)与滑

模面 sz(t)在有限时间内收敛到零.
证明 将式 (16)代入式 (1)可得

ṡz =− k1z|sz|
1
2 sgn(sz) + yz+

1

m
(f̂gz(ξg, uk−1)− fgz(ξg, uk)),

(17)

其中 ẏz = −k2zsgn(sz). 定义李雅普诺夫候选函数
V (t)为

V (t) = ζTz Pζz, (18)

其中,P =

[
p11 p12

p12 p22

]
, ζz = [|sz|

1
2 sgn(sz), yz]

T . V (t)

为正定二次函数, 径向无界, 且 V (t) 满足如下不等

式:

λmin(P )∥ζz∥22 ⩽ V (t) ⩽ λmax(P )∥ζz∥22. (19)

式 (19) 中 λmin(P ) 与 λmax(P ) 分别代表矩阵 P

的最小特征值与最大特征值, ∥ · ∥2 为欧几里得范
数,∥ζ∥22 = ζ2a + ζ2b ,并且有如下不等式成立:|ζa| = |sz|

1
2 ⩽ ∥ζz∥2 ⩽ λ

− 1
2

min(P )V (t)
1
2

∥ζz∥2 ⩾ λ
− 1

2
max(P )V (t)

1
2 .

(20)

对状态变量 ζz(t)求导可得:

ζ̇z =
1

|sz|
1
2

{Aζz +

[
1

2m
(f̂gz(ξg, uk−1)− fgz(ξg, uk))

0

]
},

(21)

其中 A =

[
−k1z

2
1
2

−k1z 0

]
.

对 V (t)求一阶导数可得

˙V (t) =− 1

|sz|
1
2

{ζTz Qζz−[
1

2m
(f̂gz(ξg, uk−1)− fgz(ξg, uk))

0

]
Pζz},

(22)

其中,Q = ATP + PA. 取 p11 = 1, 则 Q =[
k1 + 2k2p12 − 1

2
(1− k1p12) + k2p12

− 1
2
(1− k1p12) + k2p22 −p12

]
.

由定理 2可知, 存在增益 k1z, k2z 使得 Q 正定. 定义
函数W (t)为:

W =

[
1

2m
( ˆfgz(ξg, uk−1)− fgz(ξg, uk))

0

]
Pζz

=

[
1

2m
( ˆfgz(ξg, uk−1)− ˆfgz(ξg, uk) + ϵmz(ξg, uk))

0

]
Pζz.

(23)

根据式 (23),式 (22)可写为如下形式:
˙V (t) = − 1

|sz|
1
2

(ζTz Qζz −W ). (24)

由定理 1可得:

∥ ˆfgz(ξg, uk)− ˆfgz(ξg, uk−1)∥ ⩽ σ(B−1)La · ∥uk − uk−1∥.
(25)

根据式 (25)与假设 2,有如下不等式成立:

W ⩽ [
1

2m
σ(B−1)La∥uk − uk−1∥+

(δ1z + δ2z∥ζz∥2)]ϑ∥ζz∥2,
(26)

其中,ϑ =
√
1 + p212.进一步,根据假设 3可得:

W ⩽ [
1

2m
σ(B−1)Laρ∥ζz∥2 + (δ1z + δ2z∥ζz∥2)]ϑ∥ζz∥2.

(27)

将式 (27)代入式 (24)可得如下不等式:

V̇ (t) ⩽− ∥ζz∥2
|sz|

1
2

[λmin(Q)∥ζz∥2−

(
σ(B−1)Laρ

2m
+ δ2z)∥ζz∥2ϑ

− δ1zϑ].

(28)

定义 δ3z = σ(B−1)Laρ
2m

+ δ2z ,将式 (20)代入式 (28)可
得

V̇ (t) ⩽− (λmin(Q)− δ3zϑ)(κ∥ζz∥2+

(1− κ)∥ζz∥2) + δ1zϑ

⩽− κ(λmin(Q)− δ3zϑ)

λ
1
2
max(P )

V
1
2 (t), ∀∥ζz∥2 ⩾ κ

(29)
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其中,κ 为一常数, 且 κ ∈ (0, 1), κ =
δ1zϑ

(1−κ)(λmin(Q)−δ3zϑ)
. 根据文献 [19], 系统状态在有

限时间 T 内收敛到集合 Πz:

Πz = {sz ∈ R|V (sz) ⩽ λmaxκ2}. (30)

当 δ1z = 0, δ3z < λmin(Q)
ϑ

时,κ =

0, κ(λmin(Q)−δ3zϑ)

λ
1
2
max(P )

< 0.因此 ez(t), sz(t)满足:

lim
t→T

ez(t) = lim
t→T

sz(t) = 0. (31)

通过求解微分不等式 (29)可得收敛时间 T 为:

T =
2λ

1
2
max(P )

κ(λmin(Q)− δ3zϑ)
(V

1
2 (t0)− λ

1
2
max(P )κ).

(32)

证毕. □
5 实验验证

为验证本文提出的自动控制策略的有效性, 我
们搭建了无人机降落实验平台进行数据采集以及降

落控制实验.在此基础上,分别进行了无地面效应补
偿控制、使用 Cheeseman–Bennett模型进行地面效应
补偿控制以及使用本文提出的基于深度学习进行地

面效应补偿控制的降落实验, 并对数据进行了分析.
最后比较了基于常规最小二乘法与本文提出的基于

深度学习的方法对无人机地面效应的拟合效果.
本文中使用的实验平台主要由两台 PC计算机、

一架四旋翼无人机以及动作捕捉系统组成.其中,捕
捉系统实时捕获无人机的位置信息,使用一台 PC机
作为数据处理计算机, 将结果通过 Wifi 发送到无人
机. 另一台 PC 计算机用于地面效应的拟合训练, 并
根据无人机的位置及控制量将地面效应的估计值实

时地发送给无人机. 四旋翼无人机由机架,飞行控制
器,电机与螺旋桨构成.无人机质量为 0.91kg,机架直
径为 35cm,螺旋桨直径为 24cm,螺距为 12.7cm.

5.1 四旋翼无人机地面效应学习

本文通过采集降落过程中无人机飞行状态反馈

信息构建数据集, 利用深度神经网络对无人机降落
过程地面效应进行学习, 获取对应的地面效应动态
模型.
地面效应的真值通过机载传感器获得, 结合飞

行控制器上的惯性测量单元 (IMU)、飞行控制器的
输出信号、以及动作捕捉系统的信息,可以解算无人
机在整个飞行期间受到的地面效应. 地面效应的数
值可由如下所示的公式进行解算:

fg = ma+mg −Rfu, (33)

其中,m 为无人机质量,a(t) 为无人机的加速度,fu(t)

为总升力, 且有 fu = [0, 0, CTn
2
sum]T ,CT 为升力系

数,n2
sum 为四个桨的转速平方之和. 由于实际飞控

为 PWM输出,PWM波占空比与转速平方成正比,即
ρpwm · PWMtotal = n2

sum,因此 fu = [0, 0, CTρpwm ·
PWMtotal]

T . 由于无人机悬停时产生的升力等于自
身重力,基于此对 CTρpwm 进行标定.经过飞行实验
测试可得 CTρpwm = 0.00445N/rad2.
式 (33) 中 a(t) 可由无人机机载加速度计得

到,R(t) 可由机载陀螺仪数据得到,fu(t) 可由 PWM
输出结合标定结果得出. 因此可以由式 (33) 计算出
无人机整个飞行期间的地面效应. 由于实验过程中
无人机的姿态平稳, 高度方向外的方向地面效应几
乎为 0,因此在实验中主要对高度方向的地面效应进
行拟合和补偿. 本文主要通过手工遥控无人机的方
式来采集所需数据, 共采集了 48041 组地面效应数
据作为地面效应数据集.
本文使用 PyTorch(1.3.0 版本) 深度学习框架搭

建 ReLU深度学习网络对地面效应进行拟合,并在训
练过程中进行谱归一化将网络的利普希茨常数限制

在 1以下.实验中设计的深度网络为六层网络,输入
层有 5个节点,对应四个电机的控制量与无人机的高
度,输出层有 1个节点,为无人机高度方向的地面效
应输出,四层隐含层分别有 20、30、30和 20个节点.
由于 IMU 数据含有噪声, 这里深度学习网络的损失
函数选择为平方误差函数, 以减少数据噪声对网络
的影响.

5.2 无人机降落控制实验

选取飞行控制律的参数为Λ = diag{1.25, 1.25, 2.43},
K1 = diag{0.83, 0.83, 0.993},K2 = diag{0.03, 0.03, 0.073}.
在该鲁棒控制器下分别进行了从 100cm高度无地面
效应补偿控制、使用 Cheeseman–Bennett模型进行补
偿控制以及使用深度神经网络进行补偿控制的实验.
本文各实验中均没有对偏航角 (yaw)设定固定值,只
控制偏航角保持起飞时刻的设定值.

(1)无地面效应补偿的降落控制
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图 1 无地面效应补偿控制:无人机高度

图 1为无地面效应补偿控制中无人机的高度变
化曲线. 无人机在 6.6 秒起飞, 目标值为 100cm; 在
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48.82秒降落,目标值为 0cm. 从图 1可以看出,无人机
在 6.6秒起飞后,在鲁棒控制器的作用下在 11.86秒
进入稳态范围. 无人机在 48.82 秒开始降落, 并且在
52.08秒开始进入到无法降落的状态,即使在控制器
有积分作用的情况下,直到 80秒也仅仅下降到 9cm
左右.可以看出,由于受到强烈的地面效应作用,无人
机降落时无法像起飞时一样快速收敛到目标值.
在降落过程中, 无人机的姿态角变化曲线如图

2所示.
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图 2 无地面效应补偿控制:无人机姿态角

在降落过程中,无人机的控制输入量如图 3所示.
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图 3 无地面效应补偿控制:无人机控制输入量

(2)使用 Cheeseamn–Bennett模型补偿的降落控
制

根据文献 [5], 采用如下式所示的地面效应动态
模型进行降落补偿控制

TIGE

TOGE
=

1

1− (RBlade

4Z
)2
,

Z

RBlade
> 0.25. (34)

式 (34)中 TIGE(t)为在地面效应影响下无人机的升

力,TOGE(t)为无地面效应时无人机的升力,RBlade为

螺旋桨半径,Z(t) 为螺旋桨距离地面高度. 实验结果
中,无人机高度变化曲线如图 4所示.
从图 4中可以看出,无人机在 4.6秒起飞,目标值

为 100cm;在 9.6秒进入稳态范围;在 40.78秒开始降
落.由于地面效应的作用,降落曲线在 44.7秒左右产

生了一个较大的拐点. 在控制器积分部分与模型补
偿的共同作用下,无人机在 66.1秒降落成功.
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图 4 基于 Cheeseman­Bennett模型的补偿控制:无人机高
度

在降落过程中, 无人机的姿态角变化曲线如图
5所示.
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图 5 基于 Cheeseman­Bennett模型的补偿控制:无人机姿
态角

无人机在 66.1 秒降落, 但从图 5中看出.66.1 秒
之后无人机的偏航角出现了持续增加, 这是由于无
人机降落成功之后并不会立即停桨, 而会保留一个
怠速 (可从下图控制量曲线看出).由于无人机的重心
位置并不处于绝对的中心位置, 从而产生一个方向
向上的力矩. 而本实验中无人机脚架仅由四个细金
属柱组成,实验地面为瓷砖.脚架与地面之间的摩擦
力较小,不足以平衡怠速产生的力矩,因此无人机轻
微旋转.该情况并不影响本文讨论的降落过程.
在降落过程中,无人机的控制输入量如图 6所示.
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图 6 基于 Cheeseman­Bennett模型的补偿控制:无人机控
制输入量
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(3)基于深度学习进行补偿的降落控制
使用本文研究的基于深度学习的地面效应补偿

控制实验中, 无人机高度变化曲线如图 7所示. 无人
机在 3.2秒起飞,目标值为 100cm;在 8.3秒进入稳态
区间;在 40.2秒开始降落,在 45.7秒降落成功.可以
看出,无人机从 100cm向下降落过程的收敛时间 (5.3
秒)与起飞至 100cm收敛时间 (5.1秒)一致,地面效
应对无人机降落过程影响较小.
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图 7 基于深度学习的补偿控制:无人机高度

在降落过程中, 无人机的姿态角变化曲线如图 8所
示。
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图 8 基于深度学习的补偿控制:无人机姿态角

在该实验过程中, 无人机降落后的偏航角增加
与 Cheeseman–Bennett 模型补偿实验中的分析一致,
也是由于脚架与地面摩擦不能抵消怠速产生的力矩

所致.该情况并不影响本文讨论的降落过程.
在降落过程中,无人机的控制输入量如图 9所示
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图 9 基于深度学习的补偿控制:无人机控制输入量

图 10为三组实验中, 无人机高度控制误差变化
曲线。
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图 10 降落误差曲线

从图 10中可以看出, 不进行任何补偿的降落系
统在地面效应的作用下无法降落. 虽然 Cheeseman–
Bennett 模型修正可以使无人机成功降落, 但需要
25.4 秒才能成功降落, 而且从图 10中可以明显看出
地面效应对无人机的影响依然明显, 降落效果不佳.
基于深度神经网络的降落实验降落用时 5.5秒,效果
较好.

5.3 与最小二乘法拟合泛化能力对比

使用最小二乘法也可以对地面效应进行拟合,
但是最小二乘法与深度学习相比较, 泛化能力较弱,
对于数据集中未出现过的数据效果较差. 为方便比
较,本文以高度作为输入,高度方向的地面效应作为
输出. 使用采集的地面效应数据集进行拟合与训练.
该数据集仅包含 0–200cm 的数据. 为比较模型的泛
化能力, 令模型的估计范围为 0–250cm. 最小二乘法
最高次为 5次,深度学习模型只将前文模型的输入层
节点数改为 1,结果如图 11所示.

0 50 100 150 200 250

altitude/cm

-6

-4

-2

0

2

f̂ g
z
/N

least sequare method based approximation
deep learning based approximation

图 11 两种拟合方法比较

从图中结果可以看出,在有数据指导的 0­200cm
部分, 两种方法差异并不明显. 但在没有数据指导
200­250cm部分,深度学习拟合的方法预测效果明显
优于最小二乘法.

6 结论

本文针对无人机降落过程易受地面效应影响从

而影响降落控制性能的问题, 提出了基于深度学习
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的地面效应补偿鲁棒控制器. 使用深度神经网络补
偿地面效应在无人机降落过程中产生的扰动; 基于
super–twisting 的鲁棒控制器抑制拟合误差, 从而提
高无人机的降落控制性能. 利用谱归一化对深度神
经的参数进行调整,使其满足利普希茨条件,并基于
此使用基于 Lyapunov的稳定性分析方法, 从理论上
证明了闭环系统的稳定性, 并证明了在该控制器作
用下, 无人机在降落过程中的位置误差能在有限时
间内收敛至零. 使用自制的实验平台进行了本文方
法、无补偿以及使用 Cheeseman–Bennett 模型补偿
的降落控制对比实验, 验证了本文中提出的基于深
度学习的降落控制策略能有效克服地面效应的影响,
提高无人机降落控制性能。此外,还进行了本文中提
出的基于深度学习的地面效应估计与基于常规最小

二乘法的地面效应估计实验, 实验结果表明本文中
提出的地面效应估计方法具有更好的泛化能力, 更
适合用于无人机的降落控制.
本文所提出的控制器也可以应用于特殊地形的

地面效应估计中, 下一步考虑在深度神经网络中加
入水平位置数据与地形信息, 提升无人机在不同地
形不同位置下的降落能力.
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附录

引理 3 对于对称矩阵 A =

[
A11 A12

AT
12 A22

]
,以下

三个条件等价：

• A > 0

• A11 > 0, A22 −AT
12A

−1
11 A12 > 0

• A22 > 0, A11 −A12A
−1
22 A

T
12 > 0

定理 2 对于对称矩阵 Q =[
k1 + 2k2p12 − 1

2
(1− k1p12) + k2p22

− 1
2
(1− k1p12) + k2p22 −p12

]

存在正定对称矩阵 P =

[
p11 p12

p12 p22

]
, 其中 p11 =

1, p12 = −
√

a
2βΓ

, p22 = a
2Γ
,a,Γ均为正常数且 β > 1,

当 super–twisting 增益 k1, k2 满足不等式 (15) 时,Q
为正定矩阵.

证明 由引理 3知,p12 < 0, Q 矩阵为正定矩阵

的条件为下列不等式成立.
1

4
(1− k1p12)

2 + (k1 + 2k2p12)p12+

k2
2p

2
22 + (1− k1p12)k2p22 < 0

(35)

令 µ = −k1p12, α = k2p22, 有 k1 = −µ
√

2βΓ
α

, k2 =

2Γ由 β = p22

p2
12
,则上式可写为:

µ− 2

β
α > α2 − (1 + µ)α+

1

4
(1 + µ)2 (36)

当 µβ > 1时,不等式 (36)有解：

α1 < α < α2

其中:
α1 =

1

2
{(1 + µ)− 2

β
[1 +

√
µβ2 − (1 + µ)β + 1]}

α2 =
1

2
{(1 + µ)− 2

β
[1−

√
µβ2 − (1 + µ)β + 1]}

(37)

因此,当 k1, k2满足下列不等式时,Q为正定矩阵.
µ · β > 1

µ

√
βk2
α2

< k1 < µ

√
βk2
α1

(38)

证明完毕. □


