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基于搜索空间划分与Canopy K-means聚类的
种群初始化方法

李 钊†, 袁文浩, 任崇广
(山东理工大学计算机科学与技术学院，山东淄博 255000)

摘 要: 为了提高差分进化算法对搜索空间的探索与开发能力,提高差分进化算法的收敛性与算法的进化效率,
提出一种基于搜索空间均匀划分与局部搜索和聚类相结合的种群初始化方法.该方法首先对决策变量空间进行
均匀划分,并从各个子空间中随机选择一个个体,得到的个体能够覆盖整个搜索空间;然后,利用Hooke-Jeeves算
法对各子空间进行局部搜索得到局部最优的个体,并结合改进的Canopy算法与K-means聚类算法,辨识搜索空间
中的前景区域,以此为基础对局部搜索产生的局部最优个体进行筛选,最终生成初始种群中的个体.通过与其他
种群初始化方法对CEC2017中 5个测试函数进行实验对比,所提出的方法的运行时间可缩减为已有方法的 0.75
倍,适应度函数可减少为已有方法的0.03倍,且具有最小的标准差以及最优的收敛特性.
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Population initialization based on search space partition and Canopy K-
means clustering
LI Zhao†, YUAN Wen-hao, REN Chong-guang

(College of Computer Science and Technology，Shandong University of Technology，Zibo 255000，China)

Abstract: In order to improve the ability of exploration and exploitation and improve the convergence and evolutionary
efficiency for differential evolution algorithms, a population initialization method based on uniform partition of search
space, local search and clustering is proposed. Firstly, the decision variable space is partitioned uniformly, and an
individual is randomly selected from each subspace, and the selected individuals can cover the whole search space. Then
Hooke-Jeeves algorithm is used to search each subspace locally, and the local optimal individuals are got. Combined
with the improved Canopy algorithm and K-means clustering algorithm, the promising region in the search space is
identified. Based on this, the local optimal individuals generated by local search are screened, and the individuals for
the initial population are finally generated. Compared with other population initialization methods for five CEC2017 test
functions, the running time of the proposed method can be reduced to 0.75 times, and the fitness function can be reduced
to 0.03 times that of the existing methods. And the proposed method has the minimum standard deviation and the optimal
convergence characteristics.
Keywords: population initialization；search space partition；Hooke-Jeeves algorithm；local optimization；K-means
clustering
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种群的初始化对差分进化算法的收敛性至关重

要,也会影响搜索高质量解的效率.高质量的初始种
群可有效解决差分进化算法搜索能力差的问题.大

部分的种群初始化都是采用随机产生的方法,例如基
于伪随机数发生器 (pseudo-random number generator,
PRNG)的方法和基于混沌数发生器 (chaotic number
generator, CNG)的方法等[1-2].随机方法必然导致初
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始种群中存在低质量的个体,并且很难保证覆盖整个
搜索空间,从而需要更多的时间收敛到前景区域.

在随机法的基础上,结合反向学习、局部搜索算
法和基于中心点的采样方法等,人们提出了一些新的
种群初始化方法[3-7]. Bajer等[5]提出一种基于聚类与

柯西突变的种群初始化方法,通过识别搜索空间的前
景区域,从中选择高质量的初始个体,并对个体进行
柯西突变,以保持个体的多样性. Poikolainen等[6]提

出一种基于聚类的种群初始化方法,利用Rosenbrock
等局部搜索算法对局部空间进行探索,选择局部最优
解,然后利用聚类算法探索整个搜索空间,选择前景
区域. Elsayed等[7]提出一种基于序列的启发式空间

填充方法,使得初始个体能够均匀覆盖整个搜索空
间.目前提出的方法可有效提高搜索最优解的概率,
但是仍存在以下问题:

1)需要大量的计算,例如基于反向学习的种群初
始化方法,需要额外地对两个种群中的个体进行适应
度函数的计算,从而选择最优的个体作为初始种群个
体;

2)采用随机法产生的原始种群个体的质量决定
着整个算法的性能;

3)基于序列的种群初始化中的个体虽然能够覆
盖整个搜索空间,但是并未对前景空间中的个体和
孤立个体进行区分,导致种群中存在低质量的孤立个
体,从而影响搜索效率.

针对上述问题,本文提出一种新的种群初始化方
法,该方法将基于决策变量划分的搜索空间划分方法
与局部搜索和聚类相结合,通过决策变量均匀划分得
到能够均匀覆盖整个搜索空间的个体,利用局部搜索
方法对各子空间进行局部搜索得到局部最优的初始

个体,利用改进的Canopy算法结合K-means算法辨
识搜索空间中前景区域,以此为基础对局部搜索产生
的局部最优个体进行筛选,最终生成初始种群中的个
体.采用该方法产生的初始种群可以覆盖整个搜索
空间,种群初始化过程中在追求个体多样性的同时,
又确保从前景区域中取得个体,可有效提高差分进化
算法的搜索能力,提高差分进化算法的收敛性.

1 搜索空间的划分

图1为种群初始化方法的总体框图,主要包括搜
索空间划分、前景区域选择和初始种群的构建等,本
节主要对搜索空间的划分进行分析.

1.1 多目标优化概述

差分进化算法的本质是一种多目标优化算法,用
于求解多维空间中的最优解.不失一般性,多目标优
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图 1 种群初始化方法总体框架图

化可用下式[8-9]表示:

f(x∗) ⩽ f(x);

s.t. ∀ x ∈ D, xi min ⩽ xi ⩽ xi max. (1)

其中: f(x)为目标函数,x = [x1, x2, . . . , xn]为候选

解,包含 n个决策变量,每个决策变量xi搜索域的取

值范围为 [xi min, xi max];D为搜索空间.

1.2 决策变量搜索域的划分

设 [xmin, xmax]为n个决策变量搜索域的取值范

围, xmin = [x1 min, x2 min, . . . , xn min]为n个决策变量

最小值的集合,xmax = [x1 max, x2 max, . . . , xn max]为

n个决策变量最大值的集合.为确保候选解均匀覆盖
整个搜索空间,首先需要对每个决策变量的搜索域进
行均匀划分.
若将搜索域划分为q个子空间,则需要q+ 1个子

向量对 [xmin, xmax]进行划分. q + 1个子向量Sk可通

过下式得到:

Sk =


xmin, k = 1;

Sk−1 + l, 2 ⩽ k ⩽ q;

xmax, k = q + 1.

(2)

其中 l为两个子向量之间的间隔,有

l =
xmax − xmin

q
. (3)

1.3 初始个体的选择

搜索空间划分完成后,从各个子空间中选择一个
随机个体,然后以该随机个体为初始点,利用Hooke-
Jeeves算法[10]对搜索空间进行探索,选择局部最优的
个体作为初始个体.

以一个初始点的探索过程为例,具体的探索过程
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如下.
1) 给定初始点x1 ∈ D,初始步长向量δ,加速因

子α ⩾ 1,缩减率β ∈ (0, 1),精度ε > 0, ej = (0, . . . ,

0, 1, 0, . . . , 0)T, j = 1, 2, . . . , n.令y1 = x1, k = 1, j =

1.
2) 轴向搜索.从参考点yj出发,依次沿x各分量

(即坐标轴)的方向以一定的步长寻找函数的下降点,
令

yj+1 =


yj + δej , f(y

j + δej) < f(yj);

yj − δej , f(y
j − δej) < f(yj);

yj , min[f(yj + δej), f(y
j − δej)] ⩾ f(yj).

(4)

当 x的各个坐标轴遍历完成后,若 f(yn+1) <

f(xk),则进行模式搜索,否则需重新调整步长进行轴
向搜索.

3) 模式搜索.令xk+1 = yn+1,将y1 = xk+1 +

α(xk+1−xk)作为新的参考点,令k := k+1, j = 1.新
的参考点确定完成后转到2)进行轴向搜索.

4) 调整步长.如果δ ⩽ ε,则停止搜索,xk即为初

始个体;否则,令δ := βδ, y1 = xk, xk+1 = xk,同时令
k := k + 1, j = 1,转2)继续新的轴向搜索.

从每个子空间中选择随机个体作为初始点,可保
证初始点能够均匀覆盖整个搜索空间.采用Hooke-
Jeeves算法对搜索空间进行轴向和模式搜索,可对最
优解的数量和位置进行一个粗略的评估,并将搜索得
到的局部最优解作为下一步聚类的候选个体,以提高
参与聚类的初始个体的质量,使得前景区域的选择更
有指向性,为前景区域的选择奠定基础.

2 前景区域的选择

当候选个体确定后,采用K-means聚类算法对候
选个体进行聚类,K-means聚类算法是一种简单的迭
代型聚类算法,可将多个个体构成的个体集划分为k

个簇,使得同簇内个体间比较相似,而不同簇个体间
差异比较大,每个簇代表一个前景区域. K-means聚
类算法的运行速度比较快,同时易于修改,所以在实
际中使用非常广泛[11-13].

在实际应用中K-means聚类算法也存在一些问
题,例如需要提前确定k值,以及初始的k个聚类中心

是随机选取的,而候选个体中可能存在孤立个体,如
果将孤立个体作为初始聚类中心,则会影响聚类结
果.针对上述问题,本文结合Canopy算法[14-15]对聚类

过程进行修改,改进后的算法聚类效果更好,聚类准
确性更高.

2.1 Canopy算法个体选择机制

常规的Canopy算法首先给定候选个体集合与
距离阈值T1和T2, T1为Canopy集合的半径,T2为非

Canopy候选个体集合的半径,且T1 > T2, T1和T2的

设定可通过交叉验证方式确定[16].然后从候选个体
中随机选择个体xi作为Canopy,同时将个体xi从候

选个体中移除,并利用下式计算候选个体中所有个体
到xi的距离:

d =

√√√√ n∑
k=1

(xik − xjk)
2. (5)

其中xik表示个体xi的第k个决策变量,且 i ̸= j[14].
将d小于T1的个体划到Canopy中,同时将 d小于T2

的个体从候选个体中移除.重复该过程,直到没有候
选个体时结束.

为了保持算法的随机性,需要随机选择个体作
为Canopy,不可避免地会选择孤立个体或者性能较
差的个体,从而降低算法的效率.为了提高将局部最
优个体作为Canopy的概率,同时避免孤立个体作为
Canopy,本文对Canopy算法的候选个体选择机制进
行了修改.
针对选择局部最优个体的问题,设计局部最优

个体选择机制.首先,计算各候选个体的适应度函数
F (xi),其中xi为第i个候选个体;然后,利用

P (xi) =
F (xi)

N∑
j=1

F (xj)

(6)

计算各候选个体的选择概率,利用轮盘赌选择法[5]对

候选个体进行选择.利用该方法可有效提高选择局
部最优的个体作为Canopy的概率,同时又保证了个
体选择的随机性.
针对孤立个体问题,设计孤立个体判别机制.当

Canopy划分完成后,假设生成 m个 Canopy,每个
Canopy即为一个簇,每个簇中个体的数量为numi, i

= 1, 2, . . . ,m.若 numi < numPoint,则将第 i个

簇中个体判定为孤立个体,将该簇及簇中的个体删
除. numPoint为判定簇中个体是否为独立个体的阈
值,其值可根据候选个体的数量及实际的应用背景
确定.当所有孤立个体及相应的簇都删除后,剩余簇
的数量即为K-means聚类算法的 k值,然后选择每
个簇的中心点作为K-means聚类算法的初始中心点
ci, i = 1, 2, . . . , k.

2.2 K-means聚类算法

通过Canopy算法得到K-means聚类算法的k值

和初始中心点后,利用K-means算法进行进一步的聚
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类划分.根据Canopy算法生产的k个中心点 ci,形成
k个簇Si,根据下式计算候选个体到中心点的距离:

Si =

{x : ∥x− ci∥2 ⩽ ∥x− cp∥2 : ∀ p = 1 : k, p ̸= i}, (7)

并将候选个体分配到距离最小的簇中[11].
当候选个体划分完成后,利用下式重新计算各个

簇的中心点:

ci =
1

|Si|
∑
x∈Si

x, i = 1, 2, . . . , k. (8)

其中: |Si|为第 i个簇中包含候选个体的数量,
∑
x∈Si

x

为第i个簇中候选个体各分量之和.
当新的中心点计算完成后,再次利用式 (7)对簇

进行重新划分,循环此过程直到中心点不再发生变化
或者达到设定的迭代次数,此时K-means聚类过程结
束.

3 初始种群的构建

经过聚类后,各个簇的中心点可能会集中在某个
局部最优区域,当对搜索空间进行探索时,若该区域
包含全局最优点,则进化算法最终收敛于全局最优
点;若该区域不包含全局最优点,则进化算法最终会
收敛于该区域的某个局部最优点,从而导致提前收
敛.为了避免进化算法的提前收敛,需保证初始种群
中个体的多样性以及个体可覆盖整个搜索空间,因此
除了将K-means聚类后各个簇的中心点作为初始种
群个体外,还将采用以下方法对初始种群进行填充.

因为经过Hooke-Jeeves算法产生的候选个体是
在搜索空间均匀划分的前提下得到的,是对搜索空间
的初步探索,得到的候选个体可覆盖整个搜索空间,
并保持了个体间的多样性.首先,将候选个体中已作
为Canopy的个体剔除,以避免初始种群个体的重复
选择;然后,利用式 (6)重新计算各候选个体的选择概
率,利用轮盘赌选择法对候选个体进行选择,将得到
的个体作为初始种群的个体,直到达到初始种群所需
的个体数量,初始种群构建完成.

4 实验对比分析

为了验证本文提出的种群初始化方法的有效性,
将提出的种群初始化方法应用于差分进化算法,并
与现有的种群初始化方法分别从算法运行时间、适

应度函数和收敛性等方面进行对比分析.为了便于
对比分析,差分进化算法采用相同的控制参数,设变
异策略为DE / best / 1,变异算子F = 0.5,交叉概率
Cr = 0.3,最大迭代次数为200,种群大小为30,个体
的维度为10,每种算法独立运行100次.本实验的测

试平台采用 jMetal, jMetal是 Java实现的一套多目标
优化框架,可较方便地实现各种多目标优化方法,并
在3.20 GHz Intel Core(TM) i5-3470 CPU的计算机上
运行.
本实验选用测试函数集 CEC2017进行测试,

CEC2017 包含30个测试函数,其中包括3个单峰函
数, 7个基本的多峰函数和20个混合函数,混合函数
由多个子函数构成.为了提高实验的测试效率,本实
验从中选择了前5个测试函数进行测试.
实验选择 3个主流的种群初始化方法作对比

分析,包括基于聚类和柯西变异的种群初始化方法
(population initialization based on clustering and cauchy
mutation, PICCM)[5],基于聚类的种群初始化方法
(cluster-based population initialization, CBPI)[6]和基于

序列的种群初始化方法 (sequence-based deterministic
initialization, SBDI)[7].

4.1 运行时间对比

表1为基于不同种群初始化方法的差分进化算
法运行时间的均值与标准差,运行时间单位为ms.综
合分析表1可知,本文提出的基于搜索空间划分和局
部寻优方法的种群初始化方法,可有效减少差分进
化算法的运行时间,并有效减小了运行时间的标准
差.例如函数f5,本文提出的方法的运行时间为SBDI
方法的 3/4,其标准差只有 SBDI的 1/4左右.主要原
因在于,虽然 SBDI也对搜索空间进行了划分,但是
其搜索空间中个体的选择是随机的,从而降低了算
法的搜索效率.另外, CBPI和PICCM方法中,均采用
K-means聚类算法进行局部寻优,而且CBPI也采用
Rosenbrock等局部搜索算法对搜索空间进行搜索,但
是其局部搜索的初始个体是随机选择的,并且不能保
证覆盖搜索空间.而本文提出的种群初始化方法,不
仅对搜索空间进行了划分,而且利用Hooke-Jeeves算
法选择个子空间内局部最优的个体作为初始个体,
保证初始个体覆盖搜索空间,同时具有局部最优特
性.因此,上述现有方法的运行时间要高于本文提出
的方法,并且标准差要大于本文提出的方法.

4.2 适应度函数的均值

表2为基于不同种群初始化方法的差分进化算
法的适应度函数的均值与标准差.与运行时间的结
果类似,基于本文提出的种群初始化方法的差分进化
算法,具有更优的适应度均值和标准差.例如函数f4

和f5的均值分别为15.8和16.2,基本收敛于该函数的
真实最小值,而函数f1、f2和f3的均值与方差也优于

其他方法.针对函数f2,其均值为SBDI方法的3 %,而
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表 1 运行时间的均值与标准差

函数
Proposed CBPI PICCM SBDI

均值 标准差 均值 标准差 均值 标准差 均值 标准差

f1 5.09e+03 36.34 5.25e+03 65.38 5.63e+03 85.30 5.85e+03 93.18
f2 4.53e+03 19.65 4.98e+03 25.57 5.47e+03 39.55 5.61e+03 46.74
f3 4.34e+03 15.42 4.75e+03 23.78 5.25e+03 35.78 5.47e+03 36.38
f4 4.77e+03 39.64 5.08e+03 55.68 5.69e+03 100.38 5.93e+03 120.68
f5 4.13e+03 16.34 4.53e+03 28.41 5.19e+03 40.65 5.53e+03 58.67

表 2 适应度函数的均值与标准差

函数
Proposed CBPI PICCM SBDI

均值 标准差 均值 标准差 均值 标准差 均值 标准差

f1 3.33e+03 4.68e+04 4.01e+03 3.14e+05 4.85e+05 3.36e+05 6.78e+05 4.53e+05
f2 3.54e+04 3.25e+04 4.68e+04 3.21e+04 5.38e+05 4.87e+05 1.18e+06 4.77e+06
f3 4.83e+03 4.02e+02 6.68e+03 4.36e+02 7.08e+03 5.46e+02 1.52e+04 5.04e+03
f4 1.58e+01 0.00e+00 3.16e+01 0.00e+00 3.82e+02 3.83e+00 4.07e+02 4.65e+00
f5 1.62e+01 0.00e+00 3.25e+01 0.00e+00 4.36e+02 4.02e+00 5.27e+02 4.47e+00

标准差约为 1 %.更小的适应度函数均值说明进化
算法更有效地收敛于函数的最小值,而更小的方差
则说明进化算法的稳定性更优.主要原因在于利用
Hooke-Jeeves算法选择局部最优的个体提高了空间
探索的效率,有利于得到局部最优的候选个体,改进
的Canopy算法结合K-means算法,可进一步提高K-
means算法初始个体的质量,利于寻找各个簇内的局
部最优个体,从而使得进化算法收敛于全局最优解.

4.3 收敛曲线分析

图2∼图6为采用不同种群初始化方法的差分进
化算法分别对函数f1 ∼ f5计算的收敛曲线对比,由
于适应度函数的取值范围较大,为了便于对比,采用
对数函数对适应度函数值进行压缩.
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图 2 函数f1的收敛曲线
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图 3 函数f2的收敛曲线
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图 4 函数f3的收敛曲线
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图 5 函数f4的收敛曲线
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图 6 函数f5的收敛曲线

由图 2∼图 6可知,采用本文提出的种群初始化
方法的差分进化算法,在迭代初始时具有更优的适应
度函数值.例如,与SBDI方法相比较,函数f2最大可
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达到2.3个数量级,与CBPI相比较,最大可达到2个数
量级,说明经过空间划分以及利用Hooke-Jeeves算法
局部寻优后,初始种群中具有更优的个体.同时,本文
提出的方法具有更快的收敛速度并收敛于更小的适

应度函数值,主要原因在于改进后的Canopy算法进
一步提高了K-means算法中初始中心的质量,提高了
聚类算法的效率.另外,将K-means聚类的中心点与
轮盘赌选择法得到的个体作为初始种群个体,保证初
始种群中个体的多样性以及个体可覆盖整个搜索空

间,从而提高差分进化算法收敛效率.

5 结 䇪

本文针对差分进化算法的种群初始化问题进行

了研究,将基于决策变量划分的搜索空间划分方法与
Hooke-Jeeves算法局部搜索和改进的K-means聚类
算法相结合,提出了一种新的种群初始化方法.并将
该种群初始化方法应用于差分进化算法中,并与现有
的具有代表性的种群初始化方法对CEC2017测试函
数进行了实验对比.实验结果表明,本文提出的种群
初始化方法具有更短的运行时间、更小的适应度函

数和更优的收敛特性,有效地提高了差分进化算法的
进化效率.
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