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基于改进深度森林的运动想象脑电分类方法研究
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摘 要:基于运动想象的脑电信号是用户在执行不同运动想象任务时采集到的不同脑区的电信号.受到用户的大

脑结构和头皮状态等因素影响,采集到的运动想象任务信号之间混乱,从而导致大量信号被错分.提出了一种基于

改进深度森林的运动想象任务信号分类方法.该方法利用变长粒子群算法强大的寻优能力,为深度森林中每一层

的随机森林和完全随机森林预测的类概率值搜寻最优权重,并将此权重赋予对应的类概率值,以此实现对结果修

正目的.利用BCI竞赛IV的数据集2a评估所提出方法的有效性.研究结果表明:相比传统的深度森林,该方法对四分

类运动想象脑电信号实现了更高的分类准确率.所提方法根据分类器预测的结果进行学习,对提升分类器性能的

研究具有重要意义.
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Abstract: EEG signals based on motor imagery are electrical signals acquired from different brain regions when
subjects perform different motor imagery tasks. Influenced by factors such as the difference of brain structures and scalp
states of different subjects, the acquired signals of different motor imagery tasks are usually confused. This will result in
the misclassifications for a large number of motor imagery signals. A new classification algorithm for motor imagery
tasks based on improved deep forest was proposed in this study. The powerful optimization ability of the variable-length
particle swarm algorithm was adopted to search for the optimal weights for probability values of each class predicted by
the random forest and completely random forest in the deep forest. The weights were assigned to the corresponding
class probability values, so as to realize the purpose of the result correction. The data set 2a of BCI Competition IV was
adopted to evaluate the efficacy of the proposed algorithm. The results show that the proposed algorithm achieves a
higher classification accuracy for the four classes of motor imagery signals in comparison with the traditional deep
forest. The algorithm investigated in this study can learn from the predicted results of the classifier, which is of great
significance for the improvement of the classifier performance.
Keywords: motor imagery；deep forest；variable-length particle swarm optimization； correction strategy；data
visualization；classification recognition

0 引 言

脑机接口(brain-computer interface, BCI)把人或

动物大脑的电信号作为一个信号发生源与外部设备

进行连接,从而实现人机交互的模式 [1].此电信号是

通过外界或自发因素在大脑中产生的反应.这种模式

在医学领域得到了广泛应用,不仅可以使功能障碍患

者实现与环境交流的能力,还可以有效地恢复其受损

的神经,从而改善功能障碍患者的生活质量 [2].

运动想象(motor imagery, MI)是所有BCI范式

中的一个重要实验范式.MI被定义为当人在没有实

收稿日期: 2021-01-18；录用日期: 2021-12-09.
基金项目: 国家自然科学基金项目(62071328);天津市技术创新引导专项基金(21YDTPJC00540,21YDTPJC00550). 
†通讯作者. E-mail: lihongliln@163.com.



2 控 制 与 决 策

际运动的情况下,通过想象自己的肌肉或肢体运动

的认知过程.由于MI特殊的性质,基于MI的BCI(MI-

BCI)系统已经被广泛应用于中风康复,轮椅或假

肢的控制和娱乐应用等.尽管MI-BCI系统潜力无

限,但它仍很少在实验室外使用.主要原因是BCI经常

无法正确识别用户的MI命令.据调查,15%到30%的

用户似乎无法控制MI-BCI系统.例如,在两类MI-

BCI中,6.7%的受试者的分类正确率不足59% [3].因

此,一个具有学习能力的分类器至关重要,以适应不

同用户的状态.

近年来,在BCI系统中深度学习被逐渐应用于模

式分类阶段 [4–6].然而,有太多超参数的深度神经网络

使其结构过于复杂, 且需要大量的数据集去训练网

络模型,否则模型会陷入过拟合和局部最优.为了充

分利用深度神经网络多层学习的优势,一种新的决策

树集成方法深度森林(deep forest, DF)模型被提出.该

模型同时结合了集成学习和深度学习的思想,有效避

免了过拟合和超参数多的问题.

对于DF来说,每一个实例都会通过所有的

级联层,导致CPU运行时间和内存显著增加.因

此,Pang等 [7]引入置信度筛选机制实现对DF的改

进.置信度筛选在每个级联层将实例分为易于预

测和难以预测的子集,难以预测的子集会进入下

一个级联层预测,而易于预测的子集在当前层预

测.这样很大程度地减少了DF的内存需求和计算时

间.Utkin等 [8]使用自适应的置信度筛选机制为DF模

型中每个层的实例自适应加权,在当前层中,此模型

为错误分类的实例赋更大的值,正确分类的实例赋

更小的值,被正确分类的实例便不会进入下一层,从

而简化训练过程.Dong等 [9]提出了两种加权策略,第

一种加权策略是根据森林的分类性能而为其赋予相

应的权重;另一种加权策略使用了排序优化方法.由

于滑动窗口的不同特征向量对分类结果的影响不

同,给DF的不同滑动窗口分配权重,以此来捕获更

多复杂和多样的特征.Zhu等 [10]提出的加权DF模型

中包含加权类向量和预测类向量,其中加权类向量

由k折交叉验证后的k-1个加权类向量取平均后生

成,预测类向量由Softmax函数为随机森林分配的权

重生成. DF模型把当前级联层的输出与原始特征进

行拼接作为下一个级联层的输入,即增强特征.大多

数改进的DF模型仅考虑将权重分配给决策树、随

机森林或训练实例,而没有从提升增强特征的价值出

发,去改善DF的性能.

本文提出了一种基于变步长粒子群的改进深度

森林(VLPSO-WDF)模型,用于解决运动想象脑电信

号(motor imagery-electroencephalography, MI-EEG)分

类的问题.此模型根据DF中每一层的随机森林和完

全随机森林的预测结果使用具有强大寻优能力的变

长粒子群算法为其搜索权重,并将此权重赋予对应的

预测结果,以此实现对结果修正的目的.传统DF模型

由若干级联层组成,当前级联层的输出与原始特征拼

接作为下一个级联层的输入,即增强特征.所提的赋

权策略可以使下一层得到更有价值的增强特征,从

而有效地提高传统DF模型对MI-EEG数据分类的性

能.为类概率值赋权的策略可以推广到其他分类模型

上,从而提高模型的分类性能.

1 数据结构与特征提取

1.1 数据结构

实验数据源于BCI Competition IV 2a组竞赛数

据 [11].该数据集在MI-BCI领域中被广泛应用 [12–14],可

以对所提方案的性能进行直观的评价.该数据集包

含了9个受试者的MI-EEG数据.每个受试者的MI-

EEG数据通过执行4种不同的MI任务得到,即执行左

手(类 1),右手(类 2),双脚(类 3)和舌头(类 4)的MI.对

于不同的受试者,每次实验采集22个通道的MI-

EEG数据,一共获得288组训练集和288组测试集.MI-

EEG信号频率分布在8到30HZ.因此,选择在8 Hz和30

Hz之间对受试者的数据进行带通滤波.

1.2 特征提取

共空间模式(common spatial pattern, CSP)被用于

特征提取阶段.CSP通过构建一种空间滤波器,使得不

同类别的EEG信号在空间中表现出最大化的差异.在

空间滤波器的构建中,需要分别计算两个不同类别的

协方差矩阵,通过对协方差矩阵的对角化来设计最优

化的空间滤波器.

CSP被广泛运用到脑电信号的特征提取 [15,16].

四分类的MI-EEG信号通常采取“一对一”的特征提

取方法 [17].对于提取脑电信号的特征,CSP表现出良

好的性能.因此,本研究使用CSP算法提取脑电信号的

特征.

2 研究方法

2.1 深度森林

深度森林算法的重要特性就是级联森林.级联森

林采用级联方式连接各层,并且每一层都由随机森林

和完全随机森林组成.图1所示为级联森林的结构,其

中森林1为随机森林,森林2为完全随机森林.由图1中

可见:级联层中的每一个森林都会对实例的特征输出

一个4维的类别概率向量,并且把当前级联层的输出
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图 1 深度森林结构

与原始特征拼接作为下一个级联层的输入.当到达最

后一层时,对各森林输出的类别概率向量取平均,最

大类概率值对应的类别标签为最终的预测结果.这种

思想类似于堆叠方法 [18].与堆叠方法相比,DF的每一

层都同时使用了原始特征和上一层的输出信息.这就

意味着特征向量会被不断增强.

对于随机森林和完全随机森林来说,每一棵树都

会对实例的特征产生一个类别概率向量,然后对同一

森林中所有的树产生的类别概率向量取平均,以此生

成一个对实例所属类别的分布估计值.

2.2 变长粒子群

粒子群(particle swarm optimization, PSO)是一种

基于随机优化技术的算法.受到鸟群搜寻食物时聚集

性社会行为的启发,Eberhart和Kennedy提出了PSO算

法 [19].PSO由若干相同大小的无质量的粒子组成,且

每一个粒子都代表一个候选的解决方案.

在实际的应用中,这些粒子往往会由于其相同

的大小产生早熟收敛和局部搜寻能力差的问题.基

于此,本研究选择了变长粒子群(variable-length pso,

VLPSO)算法 [20,21]去实现寻优的问题.VLPSO提升了

种群在搜索空间中的多样性.VLPSO是在PSO的基础

上提出来的,根据不同大小的粒子,将搜索空间集中

在更小且更有效的区域,从而避免粒子掉入局部最

优.

VLPSO算法由若干粒子组成,每一个粒子都代

表一个候选解,通过粒子之间相互学习来找到一个最

优的解.VLPSO的每一个粒子都由一个位置向量pi和

一个速度向量vi表示,其中i代表种群中第i个粒子.粒

子的速度决定粒子移动的快慢,位置决定移动的方

向.粒子记录着搜寻到的历史最佳向量P ∗i (t),并与其

他粒子共享而得到全局最佳向量P ∗g (t).

VLPSO使用种群划分策略将整个种群划

分在特定数量的区中.如式(1)所示,每个区中的

粒子数(DivSize)可通过种群大小(PopSize)和区

的数量(NbrDiv)计算得到.第v个区中粒子的长

度(ParLenv)由式(2)得到,其中MaxLen是所有粒子

中的最大尺寸.

DivSize =
PopSize

NbrDiv
, (1)

ParLenv = MaxLen
v

NbrDiv
. (2)

由于同一个区中粒子的长度相同,相同长度粒子

的速度vi和位置pi更新遵循式(3)和(4),而不同长度的
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图 2 VLPSO-WDF结构
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粒子则需定义新的更新策略.

vi(t+ 1) =wvi(t) + c1r1(P
∗
i (t)− Pi(t))+

c2r2(P
∗
g (t)− Pi(t)), (3)

pi(t+ 1) =p(t) + vi(t+ 1). (4)

式中:w代表粒子运动的惯性权重;c1和c2分别代表

自我识别成分系数和社会成分系数且都为正常

数;r1和r2是在[0,1]区间内均匀分布的随机数,用于维

持种群多样性.

2.3 改进深度森林算法

对于那些难以区分的特征信号,分类模型很难

对其做出决策.因此,需要找到一个可以对分类结

果进行自适应调节的模型.本研究考虑将权重分配

给DF中每个随机森林和完全随机森林预测的类概率

值,此权重在森林预测后的基础上通过VLPSO算法

学习得到,以此来修正DF模型中森林预测的差异.本

文将此算法称为VLPSO-WDF,其结构如图2所示.

对于VLPSO来说,每一个粒子代表一个DF模型

的权重配置.表示DF中每一层分类器的权重配置以

二维实数矩阵pj编码为式(5).DF模型权重配置的粒

子实数矩阵Pi编码为式(6).

pj =


w1−1 . . . w1−N

...
. . .

...

wL−1 . . . wL−N

 j = 1, 2, . . . , l, (5)

Pi =
[
p1, p2 , . . . , pl

]T
. (6)

式中:L代表每一层中随机森林的个数;N代表实例的

类别数量;l代表DF的级联层数;(wm−1, . . . , wm−N )代

表级联层中第m个随机森林预测的N个类别概率值

的修正权重值,且m = 1, . . . , L.

实验开始,进入初始化阶段.根据式(1)将粒子划

分在不同的区中,并根据式(2)设定区中粒子的长

度.初始化所有区中粒子的信息.此时不同区中粒子

的长度不同.为了降低过拟合风险,实例通过k折交叉

验证生成训练数据和测试数据,并由DF中第i层的所

有随机森林产生类概率矩阵ci,生成的类概率矩阵与

二维实数矩阵pj的结构相同.初始化后的二维实数矩

阵pj通过式(7)为类概率矩阵ci的概率值赋权.生成的

赋权类概率矩阵h与原始特征连接作为级联中下一

级的增强特征.

h = pj ∗ ci. (7)

式中:‘*’代表pj与ci的hadamard积.

初始化过程结束后进入优化过程.VLPSO中的

粒子具有不同的长度, PSO中相同长度粒子的更新方

程(3)和(4)不适应于不同长度的粒子.因此,需要定义

新的更新策略,以处理不同长度的粒子实数矩阵.

在优化之前,种群中的每个粒子与全局最佳粒子

进行比较,从而观察第i个粒子的实数矩阵Pi(t)与全

局最佳粒子实数矩阵Pg(t)的大小是否存在差异.如

果Pi(t)与Pg(t)的大小相同,则根据式(3)和(4)进行粒

子更新.如果Pi(t)的大小与Pg(t)的大小存在差异,则

需要为粒子定义新的更新策略:

1) 如果Pi(t)的行数(rowi)大于全局最佳粒

子P ∗g (t)的行数(rowg),则从Pi(t)中随机选取rowg行

构成P
′

i (t),从vi(t)和局部最优解P ∗i (t)中相应的选

取rowg行构成v
′

i(t)和P ∗
′

i (t),分别表示为:

P
′

i (t) = Pi(t)

(
rowg

rowi

)
, (8)

v
′

i(t) = vi(t)

(
rowg

rowi

)
, (9)

P ∗
′

i (t) = P ∗i (t)

(
rowg

rowi

)
. (10)

Pi(t),vi(t)和P ∗i (t)选取完rowg行后剩余的部

分 分 别 表 示 为P
′

i(t),v
′

i(t)和P
∗′

i (t).因 此,第i个 粒

子Pi(t)分为两部分进行更新,即分别对P
′

i (t)和P
′

i(t)的

更新,如式(11)和(12)所示.

v
′

i(t+ 1) = wv
′

i(t) + c1r1(P
∗′
i (t)− P

′

i (t))+

c2r2(P
∗
g (t)− P

′

i (t)),

P
′

i (t+ 1) = P
′

i (t) + v
′

i(t+ 1), (11)

v
′

i(t+ 1) = wv
′

i(t) + c1r1(P
∗′

i (t)− P
′

i(t)),

P
′

i(t+ 1) = P
′

i(t) + v
′

i(t+ 1). (12)

P
′

i (t + 1)和P
′

i(t + 1)更新完后按照在更新

前Pi(t)中的位置组合为Pi(t+1).v
′

i(t+1)和v
′

i(t+1)也

同样组合为vi(t+ 1).

2)如果rowi小于rowg,从P ∗g (t)中随机选取rowi

行构成P ∗
′

g (t)且表示为式(13).则Pi(t)根据式(14)进行

更新.

P ∗
′

g (t) = P ∗g (t)

(
rowi

rowg

)
, (13)

vi(t+ 1) = wvi(t) + c1r1(P
∗
i (t)− Pi(t))+

c2r2(P
∗′
g (t)− Pi(t)),

Pi(t+ 1) = Pi(t) + vi(t+ 1). (14)

在VLPSO的迭代过程中,粒子通过两方面更新

其速度和位置向量,即粒子本身进化到当前迭代次

数时的局部最优解和整个种群进化到当前迭代次数

时的全局最优解.每个粒子都通过评价函数计算其

适应值,评价函数f(x)定义为DF模型的10折交叉验
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证精度.在第t + 1次迭代中,如果第i个粒子的适应度

值f(Pi)优于该粒子当前的局部最优解,则粒子的局

部最优解根据式(15)进行更新,且根据粒子群中所有

粒子的局部最优解更新全局最优解,如式(16)所示.

P ∗i =

P ∗i (t) if f(Pi(t+ 1)) 6 f(P ∗i (t));

Pi(t+ 1) if f(Pi(t+ 1))>f(P ∗i (t)).
(15)

P ∗g = maxP (f(P
∗
1 ), f(P

∗
2 ), . . . , f(P

∗
l )). (16)

在优化进程结束后,最佳粒子出现,从而得

到VLPSO-WDF模型最佳的结构.最佳粒子的确定代

表VLPSO-WDF级联层的确定.假如最佳的粒子P =

[p1, p2, . . . , pl],那么VLPSO-WDF便由l个级联层组合

而成,其中p代表每一个级联层的权重配置.

在VLPSO算法中,优化过程直到达到最大的迭

代终止标准.所提的VLPSO-WDF算法可以利用最优

的权重值修正森林的预测结果,并在多级联层中不

断优化模型的分类能力.通过此方法,不仅能提高最

终的预测精度,还可以通过VLPSO搜索到的最佳粒

子确定DF的级联层数.VLPSO-WDF方法的流程图如

图3所示.

图 3 VLPSO-WDF算法流程图

3 实验结果及讨论

本研究在Core i5机器上的Python中成功实现

并测试了DF和VLPSO-WDF分类器.所有实验都是

在Anaconda3(Python3.7.6)环境中执行的,该环境运行

在Intel(R) Core(TM) i5-8250U CPU 1.60GHz的PC上

和8192MB RAM的Win10运行系统中.

为了验证VLPSO-WDF算法的性能,实验中使用

了BCI Competition IV 2a组竞赛数据.VLPSO使用的

参数为:群体大小S=12,粒子分区的数量NbrDiv=4和

最大迭代的终止标准itermax = 6.VLPSO优化的变

量为DF模型中每一个级联层的随机森林和完全随

机森林预测类概率的权重值,权重在[0,1]内随机初始

化,然后通过VLPSO寻优.在DF中的每一个级联层都

包含两个随机森林和两个完全随机森林,且每个森林

都包含1000个决策树.级联层的数量由最佳粒子所在

的分区决定.

VLPSO-WDF算法在迭代中不断提高全局最佳

粒子所带来的分类性能.图4所示为6次迭代下对于

表现最差的3个受试者(受试者 2,受试者 4和受试者

6)的全局最佳粒子预测精度,且每次迭代都由12个变

长粒子进行寻优.由图4可见:随着VLPSO迭代次数的

增长,预测精度呈稳定增长的趋势.如果不考虑运算

时间的因素,更多的粒子和迭代次数可能实现更高的

分类精度.

图 4 VLPSO进化过程中全局最佳粒子精度的演变

所提的算法与传统的DF模型和BCIC IV中冠军

所使用的方法进行了比较,表1所示为对比的结果,其

中第一行是此次比较的所有方案,第二行是评估方

案性能的度量指标,其余行是通过不同的方案对受

试者数据验证的结果.BCIC IV中冠军所使用的方

法通过Kappa系数进行评价.由表1可知:对于VLPSO-

WDF算 法,仅 第7名 受 试 者 的Kappa值(0.76)略 低

于BCIC IV中第一名获得者的kappa值(0.77),其余受

试者的Kappa值都明显高于BCIC IV中第一名获得

者.VLPSO-WDF算法得到的平均Kappa值(70%)要高

于BCIC IV中第一名获得者13%.从表1也可看出:在

分类性能上,所提出的方案对传统的DF做出了明显

的提升.并且其分类精度要优于大赛冠军所使用的方

法.
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表 1 本方法与其他方法结果对比(1.0=100%)

受试者
VLPSO—WDF DF Winner BCICⅣ

ACC F1 K ACC F1 K ACC F1 K

1 0.88 0.88 0.84 0.85 0.85 0.80 - - 0.68
2 0.65 0.64 0.51 0.59 0.57 0.46 - - 0.42
3 0.90 0.90 0.87 0.88 0.88 0.84 - - 0.75
4 0.69 0.68 0.60 0.67 0.66 0.56 - - 0.48
5 0.71 0.71 0.63 0.66 0.64 0.55 - - 0.40
6 0.63 0.64 0.50 0.54 0.53 0.39 - - 0.27
7 0.81 0.81 0.76 0.72 0.71 0.63 - - 0.77
8 0.83 0.82 0.78 0.77 0.76 0.70 - - 0.75
9 0.83 0.83 0.78 0.80 0.80 0.74 - - 0.61

平均值 0.77 0.77 0.70 0.72 0.71 0.63 - - 0.57

VLPSO-WDF算法使用了赋权策略去修正森林

预测的结果,为了分析赋权策略对分类模型的影

响,9个受试者的各个类信号通过VLPSO-WDF与传

统DF的对比结果展现在表2中.由表2可见:对于表现

最差的受试者6,VLPSO-WDF相比于传统DF在类3的

分类中提升了26%的正确率,并且类2也有11%的提

升.而对于受试者6的类1则降低了2%的分类正确

率.这是由于在为实例的预测结果赋权后,对某些

类的预测能力提升的同时其他类则会受到影响.由

表2中也能看出:所有受试者整体的预测结果都有

一个明显的提升,表明了VLPSO-WDF可以更好地分

类MI-EEG数据.

表 2 受试者不同运动想象任务的分类精度

受试者
VLPSO—WDF DF

类1 类2 类3 类4 类1 类2 类3 类4

1 0.99 0.86 0.72 0.94 0.96 0.84 0.67 0.94
2 0.41 0.56 0.99 0.62 0.25 0.56 0.97 0.60
3 0.84 1.00 0.90 0.88 0.84 1.00 0.79 0.88
4 0.34 0.84 0.81 0.79 0.39 0.81 0.75 0.74
5 0.87 0.92 0.47 0.61 0.90 0.88 0.36 0.51
6 0.58 0.62 0.57 0.74 0.60 0.51 0.31 0.74
7 0.58 1.00 0.72 1.00 0.54 0.93 0.44 1.00
8 0.95 0.93 0.74 0.72 0.95 0.87 0.72 0.54
9 0.71 0.82 0.83 0.98 0.71 0.75 0.75 0.98

平均值 0.70 0.84 0.75 0.81 0.68 0.79 0.64 0.77

4 结论

DF是一种决策树的集成方法,性能较之深度神

经网络有很强的竞争力.然而,传统DF模型中森林

的错误预测会随着级数的增长被进一步放大.因

此,本研究结合传统的深度森林模型,提出了一种根

据DF中随机森林和完全随机森林预测结果进行学习

的模型VLPSO-WDF.此模型通过VLPSO算法强大的

寻优能力,为DF模型中每一个随机森林和完全随机

森林预测的类概率值赋权,以此实现对预测结果的修

正.

实验结果表明,所提出的方法比BCI竞赛的获胜

者高出13%的Kappa值.通过对各个受试者数据的预

测能力发现,相比于DF,VLPSO-WDF可以更好地分

类MI-EEG数据.该模型的优势在于,它可以根据分类

器预测的结果进行学习,从而改善分类性能,并且通

过VLPSO算法为类概率值赋权的策略可以进一步推

广到其他分类模型上.
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