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基于混合虚拟样本生成的铈镨/钕组分含量预测方法
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摘 要: 针对稀土萃取过程进行质量监控时,存在采集样本重复率高、有效数据少的小样本问题,提出一种基于
混合虚拟样本生成的稀土萃取过程组分含量预测方法. 首先,以萃取现场的小样本为基础,采用中点插值法生成
虚拟样本输出数据,再根据随机配置网络（SCN）中隐含层与输出层、输入层与隐含层间的映射关系,生成虚拟
样本输入数据; 鉴于这些虚拟样本仅能在邻近点产生的局限, 采用结合遗传算法（GA）的多分布趋势扩散技术
（MD-MTD）生成优化的虚拟样本集进行补充. 依据数据合理性原则,将虚拟样本与真实小样本进行融合,建立基
于 SCN的组分含量预测模型. 通过铈镨/钕萃取现场数据验证和对比实验分析,结果表明本文方法能有效解决小
样本问题,适用于稀土萃取过程组分含量监控.
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Abstract: Aiming at the small sample problem of high sample collection repetition rate and low effective data during
quality monitoring of rare earth extraction process, a method for predicting component content of rare earth extraction
process based on mixed virtual sample generation is proposed. First of all, based on the small sample extracted from the
field, the output data of virtual sample are generated by midpoint interpolation method. Then, the input data of virtual
sample are generated according to the mapping relationship between the hidden layer of the stochastic configuration
network (SCN) and the output layer, the input layer and the hidden layer. In view of the limitation that the virtual
sample can only be generated at neighboring points, a multi-distribution trend diffusion technology (MD-MTD)
combined with genetic algorithm (GA) is used to generate an optimized virtual sample set to supplement. According to
the principle of data rationality, the virtual sample and the real small sample are merged, and a component content
prediction model based on SCN is established. Through the field data verification and comparative experimental
analysis of CePr/Nd extraction, the results show that the method in this paper can effectively solve the problem of small
sample and the paper is suitable for component content monitoring in the rare-earth extraction process.
Keywords: rare earth extraction；component content；stochastic configuration network；interpolation；megatrend
diffusion technique；virtual sample

0 引 言
我国稀土分离企业的生产规模、产品产量和质

量对世界的经济发展占据重要地位[1].为了保证稀土
萃取过程两端出口的产品质量, 根据萃取过程精度

控制和工艺控制要求, 常在洗涤段和萃取段设置监
测级, 若检测出该级萃取槽体中的组分含量异常, 则
需调节洗涤剂和萃取剂流量等工艺参数.

近几年来, 软测量方法的研究对稀土萃取过程
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中组分含量的检测具有重大意义[2]. 文献 [3]和文献
[4] 分别采用加权最小二乘支持向量机（WLSSVM）
和改进的即时学习算法建立软测量模型, 实现稀土
萃取过程组分含量的快速预测.但是, 传统的神经网
络往往需要依靠大量的数据作支撑, 而复杂的稀土
萃取工业生产现场受环境、检测时间、经济成本的

影响, 使得采集到的样本稀缺, 即造成建模数据具有
样本容量小、信息间隔大、样本多样性差等小样本

问题[5]. 基于此,通过合理方法扩增数据,填补真实小
样本间的信息间隔, 是具有小样本特征的数据建立
有效预测模型的前提.
目前, 针对小样本建模困难的问题, 学术界主要

有两方面的研究: 一方面是灰色理论[6], 该方法不适
用于规律性不强、分布不均匀的样本;另一方面是虚
拟样本生成方法[7]. 虚拟生成方法按照生成思想有
以下三类[8]: 基于扰动思想[9], 基于研究领域具有的
先验知识[10] 和基于研究领域的分布函数[11],但上述
方法均具有片面性, 未考虑不同生成思想构造的虚
拟样本之间存在互补特性. 文献 [12] 采用改进的大
趋势扩散技术结合隐含层插值的方法生成虚拟样本,
实现不同类型虚拟样本的互补, 但该方法未考虑输
入、输出属性之间的相关性, 且对于极端分布密集、
中间分布稀疏的样本, 虚拟样本集的生成具有较大
随机性和不确定性.

对于同样具有小样本特征的稀土萃取过程数据,
本文提出了一种随机配置网络（SCN）隐含层插值
结合 GA优化MD-MTD的虚拟样本生成方法. 首先,
从输出属性角度考虑, 采用 SCN 隐含层最优欧氏距
离插值方法,生成一种虚拟样本;然后,从输入属性角
度考虑,采用 GA优化 MD-MTD方法生成另一种虚
拟样本,最后,考虑两种不同类型虚拟样本的互补性,
将其与真实小样本融合后进行重复性数据清理并通

过稀土萃取过程数据,验证了本文方法的合理性、有
效性、适用性.

1 虚拟样本定义
Poggio 在图像识别领域首先定义虚拟样本[7],

随后, 文献 [13] 对虚拟样本给出定义: 随机生成
的训练样本集 {x, y}, 基于先验知识 K, 可以得到
新样本集 {Tx, f(T )y}. 本文从数据属性角度考虑
数据扩增, 对虚拟样本重新定义: 原始数据小样
本 {xsmall,, ysmall}, 通过样本属性之间的转换关系
{Tx, f(Tx)}和 {Ty, f(Ty)},合理生成新样本集,即式
(1)、式 (2).

{xsmall,, ysmall}是原始数据小样本, xvs
min、xvs

max

和 yvsmin、yvsmax 分别是虚拟输入和虚拟输出的最小值、

最大值.转换关系 {Tx, f(Tx)}和 {Ty, f(Ty)}可以采
用 SCN、ELM（极限学习机）等机器学习方法建立
真实小样本集推估超平面 H 和总体超平面 Ĥ 来得

到 [19]. 超平面 H, Ĥ 之间的距离反映了真实小样本

与期望样本之间关系, 真实小样本与期望样本空间
的关系如图 1所示.
从输入属性角度进行扩增:
{xsmall}

Tx−→{xvs
small} , xvs

min≤xvs
small≤xvs

max

xvs
small

ysmall

f(Tx)−→ {yvssmall} , yvsmin≤yvssmall≤yvsmax

(1)

从输出属性角度进行扩增:
{ysmall}

Ty−→{yvssmall} , yvsmin≤yvssmall≤yvsmax

xsmall

yvssmall

f(Ty)−→ {xvs
small} , xvs

min≤xvs
small≤xvs

max

(2)

小样本空间

( , )small smallf x y

真实小样本

有效虚拟样本

无效虚拟样本

小样本推估超平面

总体小样本超平面

H

Ĥ

图 1 小样本与虚拟样本关系

2 虚拟样本生成方法
2.1 基于 SCN隐含层插值的虚拟样本生成方法

对于回归问题, 当训练样本不足时,可以利用神
经网络生成虚拟样本, 从而提高神经网络的学习功
能[14]. 填充小样本空间信息间隔最常用的方法是插
值法[15],而随机配置网络的隐含层节点可变,使得网
络具有灵活性[16], 因此, 本文从输出属性角度考虑,
提出基于 SCN 隐含层插值的虚拟样本生成方法, 达
到填补真实小样本空间的目的.

SCN是一个由输入层、隐含层、输出层组成的
3 层前向反馈网络. 给定目标函数 Y ∈ Rd → X =

{x1, x2, ..., xm} ∈ Rm ,假设 SCN模型此时已有L−1

个隐含层节点,即:

YL−1=

L−1∑
l=1

βlφl(w
T
l Xm+bl) (L=1, 2,· · ·, Y0=0) (3)

式 (3)中, wl, βl 和 bl 分别表示网络的输入权值、

输出权值和阈值; φl(·)是激活函数.
当 SCN 模型输出的残差 eL−1 不满足式 (4) 时,

则需增加新的隐含层节点, 即新的模型有 L 个隐含
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层节点,模型输出为式 (5).

|eL−1| = |Y − YL−1|

= |[eL−1,1, eL−1,2, · · · , eL−1,n]| < ε (4)
式 (4)中, ε表示模型的容忍误差,且 ε > 0 .

YL = YL−1 + βLϕL=
∑

L
l=1βlϕl(w

T
l Xm + bl) (5)

根据输入变量X得到的第L个隐含层节点的输

出矩阵 HL表示为:

HL = [ϕL(w
T
LX1 + bL), · · · , ϕL(w

T
LXm + bL)] (6)

式 (6)中,激活函数 ϕ(x) = 1
1+e−x .

若 SCN 隐含层的输出权值表示为 β =

[β1, β2, · · · , βL] ,则隐含层输出与网络输出之间的线
性关系可以由式 (7)表示:

Y = HL · β (7)

为了尽可能地简化计算, 采用欧式距离相似度,
在 SCN的隐含层输出进行线性中点插值，并选取式
(8)的最优欧式距离 d作为插值的终点行.

d = min{dq} (q = 1, 2, ..., r) (8)

式 (8)中, dq 表示不同行间的欧式距离.
若隐含层输出矩阵 HL 的第一行 Hh11 为插值

起始行, 与起始行最优欧式距离是隐含层输出矩阵
的第二行 Hh21 ,则采用线性中点插值后隐含层输出
为:

H ′=


Hh11 Hh12 · · · Hh1L

Hh11+Hh21

2
Hh12+Hh22

2
· · · Hh1L+Hh2L

2

Hh21 Hh22 · · · Hh2L

 (9)

Hhij表示隐含层输出矩阵HL第 i行的第 j列元
素.进行多组插值后,隐含层输出矩阵表示为:

H ′
L =


H ′

h11 H ′
h12 · · · H ′

h1L

H ′
h21 H ′

h22 · · · H ′
h2L

...
...

. . .
...

H ′
hN1 H ′

hN1 · · · H ′
hNL

 (10)

那么,插值后虚拟样本输出为:

Y ′ =
Y1 + Y2

2
(11)

合并多组插值后,虚拟样本的输出 Y ′为:

Y ′ = [Y1
′, Y2

′, ..., YL
′]T (12)

虚拟样本的输入 X ′ 则可根据 SCN的输入层与
隐含层之间的非线性映射关系反推得到:

X ′ = (wL)
†(ϕL

−1(H ′
L)− bL) (13)

式 (13) 中, w† 表示 SCN 输入权值矩阵的广义

逆, ϕ−1
L (·)表示激活函数 Sigmoid的逆,表达式为:

ϕ−1
L (·) = ln(

x

1− x
) (14)

若输入权值矩阵 wL 是可平方阵,输入权值矩阵
可由矩阵的逆计算得到 (wL)

−1 , 反之, 依据广义逆
的唯一存在性,输入权值矩阵的广义逆 (wL)

†为:

(wL)
† = ((wL)

TwL)
−1(wL)

T (15)

综上所述, 经过 Nv1 次隐含层输出线性中点插

值后可得到 Nv1个虚拟样本:

Sv1=(X ′, Y ′)=(X ′
v1, Y

′
v1) (v1=1, 2,· · ·, Nv1) (16)

由上述推导可知，该方法相当于在邻近点之间

做插值, 得到的虚拟样本具有特定意义, 使得虚拟样
本的生成具有一定的局限性. 故从输入属性角度考
虑,采用MD-MTD方法随机生成不均匀虚拟样本,以
弥补 SCN隐含层插值方法的不足.
2.1.1 GA优化MD-MTD的虚拟样本生成技术

MTD[16] 是在非对称域范围扩展的一种特殊方

法, 但是该方法过于简单, 而且未考虑到样本数据集
的真实分布情况来扩增虚拟样本, 未能从根本上解
决样本分布的不平衡问题[17], MD-MTD则具有更好
的普适性[5].
以真实样本数据集X中的某一属性 xm为例,采

用MD-MTD方法进行数据扩增的方法介绍如下.
（1）真实小样本输入集 X ′

v2的区域扩增:
Step1计算 xm 的数据中心点 CL, xm 的最大值

Max和最小值Min ,其中, CL的表达式如下:

CL = median(xm) (17)

Step2 计算中心点 CL 的左偏度 SKL 、右偏度

SKR 和方差 S2
xm

:

SKL =
NL

NL +NR + 1
, SKR =

NR

NL +NR + 1
(18)

S2
xm

=

∑m
i=1 (xm − x̄m)

2

m− 1
(19)

NL, NR 表示小于和大于中心点的样本数.
Step3确定 xm可扩展的上界 RB 和下界 LB:

LB =

 CL− NL

NL +NR

√
−2S2

xm
×ln(10−20)

NL
, LB<Min

Min, LB > Min

(20)

RB =

 CL+ NR

NL +NR

√
−2S2

xm
×ln(10−20)

NR
, RB <Max

Max, RB > Max

(21)
Step4在不同区域生成虚拟样本:
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在 [LB,Min]区域内:

xm = LB + s(Min− LB) (22)

在 [Min,Max]区域内:

xm =


LB+

√
s(RB−LB)(CL−LB),

0 < s < RB−CL
RB−LB

RB−
√

(1− s)(RB−LB)(RB−CL),
RB−CL
RB−LB

≤ s < 1

(23)

在 [Max,RB]区域内:

xm = Max+ s(RB −Max) (24)

其中, s表示服从正态分布的随机数.
（2）真实小样本输出集 Y ′

v2的区域扩增:
为了保证对应的虚拟样本输出的可靠性，建立

满足如式 (25) 精度要求的 SCN 模型, 将虚拟输入
X ′

v2作为测试输入,通过已经搭建好的 SCN模型,生
成与之对应的虚拟输出 Y ′

v2 .∣∣∣∣∣Yv2 − Ŷv2

Yv2

∣∣∣∣∣× 100% ≤ λ (25)

Yv2 和 Ŷv2 分别表示样本的实际输出值和预测

值, λ是预测精度的阈值条件,一般取 5%.
基于此,采用 MD-MTD方法即可生成虚拟样本

集 (X ′
v2, Y

′
v2) .

由图 1可知,生成的虚拟样本可能不在期望空间
内, 就需要将虚拟样本构造过程转换成虚拟样本寻
优过程[17], 因此，本文采用具有优良鲁棒性和全局
搜索能力的 GA算法,寻找相对“最优”的虚拟样本
集, 使得预测值与实际值之间的误差最小化, 即 GA
优化MD-MTD方法,具体的数学描述为:

min : g(x) =
∣∣∣ytest −ŷtest

ytest

∣∣∣× 100

s.t.: LBt ≤xt ≤RBt, t =1, 2, . . . ,mt

−0.05 ≤
∣∣∣ytest −ŷtest

ysst

∣∣∣ ≤ 0.05

(26)

g(x) 是虚拟样本优化问题的目标函数; xt =

{x1, x2, ..., xmt
}表示mt个决策变量;LBt, RBt分别

表示 xt 的下界和上界.求解虚拟样本集的优化问题，
即可转换为求解式 (26)的非线性不等式约束的优化
问题.通过 GA优化 MD-MTD方法生成的虚拟样本
集为 Sv3 = (X ′

v3, Y
′
v3).

2.1 节中基于 SCN 隐含层插值生成虚拟样本的
方法,是在真实小样本空间特定生成虚拟样本, 不适
用于分布不均匀的复杂工业过程; 而本节方法可以
随机生成不均匀虚拟样本, 这两种类型的虚拟样本
在一定程度上形成互补.基于此, 本文将两种方法生
成的不同类型的虚拟样本进行融合, 以增强虚拟样

本生成的稳定性.

3 基于混合虚拟样本模型的建立与评估
3.1 虚拟样本数据合理性判定

由图 1中真实小样本与虚拟样本之间的关系可
知, 符合期望空间的虚拟样本视为有效, 即虚拟样本
生成的合理性. 根据式 (2)、式 (3)可以得到,虚拟样
本生成的合理性原则如下:

if{xsmall}
Tx−→{xvs

small} , xvs
min ≤ xvs

small ≤ xvs
max:{

reasonable, yvsmin ≤ yvssmall ≤ yvsmax

unreasonable, others
(27)

if{ysmall}
Ty−→{yvssmall} , yvsmin ≤ yvssmall ≤ yvsmax:{

reasonable, xvs
min ≤ xvs

small ≤ xvs
max

unreasonable, others
(28)

由于数据间存在重复的数据记录问题, 使得融
合的数据样本含有“脏”数据,为了提取高质量的有
效数据,就需要对这类数据进行清理[18],虚拟样本融
合前的清理按照如式 (29)原则进行:{

ym=Yv1
′orym=Yv3

′ orYv1
′=Yv3

′, delete
others, reserve

(29)

式 (29) 表示: 如果生成的虚拟样本和原始数据
样本相同,则删除虚拟样本,否则保留原始样本.
综上,得到相应的虚拟样本集 S′

v1、S′
v3,将其和

真实小样本的训练集进行数据融合,即:

Sv = {S′
v1;S

′
v3;T

′
tr}

= {(X ′′
v1, Y

′′
v1); (X

′′
v3, Y

′′
v3); (X

′
tr, Y

′
tr)} (30)

3.2 混合虚拟样本模型的建立

根据 2.1节、2.2节所提虚拟样本生成方法,并结
合 3.1 节数据处理原则得到最终的混合虚拟样本建
立基于混合虚拟样本生成的组分含量 SCN 模型, 其
原理如图 2所示.

隐含层输出和网络输
出之间进行中插 

得到中插后的隐层输出  
和对应的网络输出

反推得到
输入数据

样本
输出

虚拟样本集 1vS 

1vY 

1vX 

样本
输入

MD-MTD多分布

趋势扩散技术

虚拟

输入样本

GA优化

虚拟输入

虚拟输入

虚拟输出

真实小样本

虚拟样本集

2vX 
( , )SCN train trainf x y

trainx trainy

LH 

1 1( , )v vX Y 
3 3( , )v vX Y 

ˆ
min: ( ) 100%

. .: , 1,2,...,

ˆ
0.05 0.05

test test

test

t t t t

test test

test

y y
g x
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图 2 虚拟样本生成工作流程图
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4 实验验证与分析
4.1 稀土萃取过程描述

稀土萃取分离的生产流程如图 3所示.

…… …

第1级 进料级n 第n+m级萃取段 搅拌浆 观察窗口 洗涤段
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图 3 稀土萃取分离工艺流程

图 6 中, 待分离的稀土料液中含有难萃组分铈
（Ce）、镨（Pr）和易萃组分钕（Nd）,每一萃取级均
要经过搅拌、澄清,在洗涤段出口得到富含 Nd离子
的紫红色萃取液; 萃取段出口得到富含 Pr 离子的淡
绿色萃余液[19]. 整个萃取分离过程耗时较长,从生产
现场采集的溶液数据样本重复性高, 使得有效建模
的样本数据十分有限, 需采取虚拟样本生成的方式
提高组分含量模型的精度.

以江西某稀土公司的铈镨/钕萃取工业生产线为
研究对象, 在不同工况的萃取槽体中采集到 65组样
本溶液, 通过离线实验室化验分析检测得到该级组
分含量值,同时将溶液用于图像采集,提取溶液图像
的 H、S、I特征分量，并以此为辅助变量, Nd组分
含量作为主导变量. 为了测试训练模型的有效性,随
机抽取 50 组原始样本作为训练样本, 表示为:Ttr =

{Xtr, Ytr} = {xHtr, xStr, xItr, ytr} ∈ R50×4,剩余 15
组原始样本为测试样本, 表示为:Tte = {Xte, Yte} =

{xHte, xSte, xIte, yte} ∈ R15×4 .下面设计 6组对比实
验: (a)基于 SCN的真实小样本组分含量模型; (b)基
于 SCN 隐含层插值的组分含量模型; (c) 基于 MD-
MTD虚拟样本生成的组分含量模型; (d)基于 GA优
化 MD-MTD 虚拟样本生成的组分含量模型; (e) 基
于 SMOTE算法虚拟样本生成的组分含量预测模型;
(f)基于 SCN隐含层插值和 GA优化MD-MTD的混
合虚拟样本生成的组分含量模型. 为了评估组分含
量模型的性能,使用式 (31)、式 (32)的最大相对误差
（MRE）和均方根误差（RMSE）作为评价指标.

MRE = max(
∣∣∣Y−Ŷ

Ŷ

∣∣∣× 100%) (31)

RMSE =

√√√√ 1

n

n∑
te=1

(Y − Ŷ )
2

(32)

式中, Ŷ、Y 分别表示测试集样本实际值和预测

值. n表示测试样本数量.

4.2 仿真结果

4.2.1 合理性分析

为了本文所提方法生成的虚拟样本的合理性,
将实验 b、实验 d 依次增加 10 个虚拟样本, 试验 5
次, 每个实验得到 5 种不同的训练数据集, 采用测
试集对模型进行测试, 和实验 a 形成对比实验. 参
照文献 [16], SCN 的初始参数均设置为可容忍误差
ε = 0.001 , 最大隐含层节点数 L = 50 ; 最大
搜索次数 T_max = 100 ; 随机权重范围为:βL =

[0.5, 1, 3, 5, 7, 9, 15, 25, 50, 100, 150, 200] ,不等式约束
系数 r = [0.9, 0.99, 0.999, 0.9999, 0.99999, 0.999999] .
GA的参数为: 种群数 N=20，遗传代数 F=500,编码
长度 l = 6 ,交叉概率 p1 = 0.7 ,变异概率 p2 = 0.1 .
以每次扩增的 10个虚拟样本为一组单位, 根据

式 (27)、式 (28)给出的虚拟样本合理性原则,以虚拟
样本生成的合格率判断虚拟样本的合理性.
根据 3.1节,考虑到 b方法、d方法生成的虚拟

样本存在重复数据的情况, 进行数据清理前后, 不同
方法生成的虚拟样本数量及合格率如表 1所示.

表 1 不同方法的虚拟样本数量及合格率

方法 原始样本虚拟样本清理后合格率/%
SCN隐层插值 50 50 41 100

GA-优化MD-MTD 50 50 40 100
虚拟样本融合 50 100 81 100

由表 1可知,基于 SCN隐层插值方法和基于GA
优化 MD-MTD方法生成的虚拟输入、输出均 100%
符合式 (1)、式 (2)虚拟样本设定的上下限,从而验证
了所提方法生成虚拟样本的合理性.
4.2.2 有效性分析

为了验证所提单一虚拟样本生成方法的有效性

及重新构建组分含量预测模型的有效性,实验 a、实
验 b、实验 d对应的各个组分含量 SCN模型的各项
性能值如表 2所示.

表 2 SCN模型的各项性能值

虚拟样本数
实验 a 实验 b 实验 d

MRE(%) RMSE MRE(%) RMSE MRE(%) RMSE
0 4.65 1.75 4.65 1.75 4.65 1.75
10 - - 4.47 1.23 4.61 1.49
20 - - 4.07 1.21 4.10 1.10
30 - - 3.55 1.10 3.70 0.91
40 - - 3.42 0.98 3.12 0.83
50 - - 3.00 0.77 2.89 0.52

分析表 2,对于实验 b和实验 d,当虚拟样本数量
分别从 0增加 50,预测模型的MRE和 RMSE值在不
断降低, 即采用了虚拟样本生成技术的组分含量模
型比未采用该技术的模型性能高, 且随着虚拟样本
数的增加,模型性能不断提高.
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为了凸显混合虚拟样本生成方法的优越性, 将
实验 b、实验 d 和实验 f 生成的虚拟样本融合真实
小样本, 根据 3.1 节的规则, 对重复数据进行清理后
得到实验 f的 81个虚拟样本. 对比实验 e,采用实验
法确认 SMOTE算法的近邻参数 K取 10. 基于本文
设计的六组实验, 应用于稀土萃取生产现场数据, 实
验对比结果和相对误差分别如表 3和图 4所示.

表 3 六组实验对比结果比较

实验 虚拟样本数量 MRE(%) RMSE
a 0 4.65 1.75
b 50 3.00 0.77
c 50 4.20 1.23
d 50 2.89 0.52
e 50 3.95 1.19
f 81 2.84 0.38

0 5 10 15

-4

-2
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MD-MTD

图 4 六组实验的相对误差变化

分析表 3 和图 4: (1) 对比实验 b 实验 e 与实验
a测试结果可知,采用虚拟样本生成后的组分含量模
型性能指标值均优于基于真实小样本的 SCN 模型
测试指标: MRE=4.65%, RMSE=1.75, 说明采用虚拟
样本生成的方法对提高稀土萃取过程组分含量的模

型预测精度是有效的; (2) 对比实验 b、实验 d 与实
验 e可知,采用本文所提数据扩增方法比 SMOTE算
法[20] 生成虚拟样本的模型测试精度更高, 对于稀土
组分含量预测更具优势; (3)对比实验 b实验 e与实
验 f的测试结果可知,采用混合虚拟样本生成方法的
模型测试性能指标最佳: MRE=2.84%, RMSE=0.38;
说明混合虚拟样本生成方法综合考虑了真实小样本

的输入、输出特性,可以提高虚拟样本生成方法的有
效性能,具有更好的泛化能力.
4.2.3 适用性分析

为了说明基于 SCN扩增生成的虚拟样本对其他
算法也适用,增加两组对比实验:

实验一: 使用和实验 a 相同的训练集和测试集,
分别采用 SCN、SVM、LSSVM、WLSSVM方法建
立组分含量模型, 得到虚拟样本生成前各模型的性
能指标;
实验二: 以实验 a中原有的 61个真实样本数据

和 81个虚拟样本数据混合,随机选择 105组数据作

为训练样本,剩下 37组数据作为测试样本,分别采用
SCN、SVM、LSSVM、WLSSVM方法进行建模,对比
模型测试的性能指标. 数据扩增前后, SCN的参数设
置和 4.2.1保持一致,其他各模型参数设置如表 4所
示;不同建模方法的模型测试性能结果如表 5所示.

表 4 数据扩增前后各模型参数设置

模型 SVM LSSVM WLSSVM
参数 扩增前 扩增后 扩增前 扩增后 扩增前 扩增后
c 4 4 - - - -
g 0.5 1 - - - -
γ - - 330.1426 353.7557 199.457 342.7692
σ - - 0.4371 0.5179 0.0098 0.0136

WH - - - - 0.4181 0.4021
WS - - - - 0.3965 0.3688
WI - - - - 0.1854 0.2291
mH - - - - 2.2776 2.3332
mS - - - - 2.1600 2.1401
mI - - - - 1.0098 1.3294

表 5 数据扩增前后各模型的测试性能

模型
无虚拟样本 虚拟样本为 81

MRE(%) RMSE MRE(%) RMSE
SCN 4.65 1.75 2.84 0.38
SVM 10.67 2.94 3.79 1.14

LSSVM 6.52 2.77 3.13 0.86
WLSSVM 5.35 2.22 3.43 0.88

分析表 5 可知: (1) 虚拟样本生成前, 组分含量
SCN模型的性能比基于 SVM、LSSVM和WLSSVM
的组分含量模型性能更优. (2)当生成 81个虚拟样本
后, 各组分含量模型的测试性能均提高, 说明将混合
虚拟样本应用于 SVM、LSSVM、WLSSVM等方法
建模,也可以实现对 CePr/Nd组分含量的有效预测.

5 结论
本文针对稀土萃取过程质量检测具有小样本问

题，提出了 SCN隐含层插值结合GA优化MD-MTD
的混合虚拟样本生成方法, 实现稀土萃取过程组分
含量的预测. 本文主要工作包括: (1)提出基于 SCN
隐含层插值生成虚拟样本方法; (2)在MD-MTD方法
基础上,提出GA算法优化MD-MTD方法,将虚拟样
本构造过程转换成虚拟样本寻优过程, 使生成的虚
拟样本尽可能的符合期望空间, 确保了虚拟样本集
的有效扩增; (3) 将生成的混合虚拟样本分别从合理
性、有效性、适用性三个方面进行分析,并通过稀土
萃取生产现场采集的过程数据，验证了本文所提方

法能够有效的填充真实小样本间的信息间隔, 提高
数据样本的完备性和保证稀土萃取组分含量预测模

型的可靠性.
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