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: 当标注样本匮乏时，半监督学习利用大量未标注样本来解决标注瓶颈的问题，但由于未标注样本和标

注样本来自不同领域，可能造成未标注样本存在质量问题，使得模型的泛化能力变差，导致分类精度下降。为

此，本文基于 wordMixup 方法，提出了针对未标注样本进行数据增强的 u-wordMixup 方法，并结合一致性训练

框架和Mean Teacher模型，提出了一种基于 u-wordMixup的半监督深度学习模型 (Semi-supervised Deep learning
model based on u-wordMixup,SD-uwM)。该模型利用 u-wordMixup方法对未标注样本进行数据增强，在有监督交

叉熵和无监督一致性损失的约束下，能够提高未标注样本质量，减少过度拟合。在 AGNews、THUCNews 和 20
Newsgroups 数据集上的对比实验结果表明，所提方法能够提高模型的泛化能力，同时也有效提高了时间性能。
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Abstract: When labeled data are deficient, semi-supervised learning uses a large number of unlabeled data to solve the
bottleneck problem of labeled data. However, the unlabeled data and labeled data come from different fields, it may cause
quality problem of unlabeled data, which makes the generalization ability of the model poor and leads to the degradation
of classification accuracy. Therefore, based on the wordMixup method, this paper proposes the u-wordMixup method
for data augmentation of unlabeled data, and a semi-supervised deep learning model based on u-wordMixup (SD-uwM)
by combining the consistent training framework and Mean Teacher model. The model utilizes the u-wordMixup method
to augment data of unlabeled data, which can improve the quality of unlabeled data and reduce overfitting under the
constraints of supervised cross-entropy and unsupervised consistency loss. The comparative experimental results on the
datasets of AGNews, THUCNews and 20 Newsgroups show that the proposed method can improve the generalization
ability of the model and also effectively improve the time performance.
Keywords: semi-supervised learning;data augmentation;deep learning;text categorization

0 引 言
传统的监督学习[1-4] 需要大量的标注样本，代价

昂贵，存在标注瓶颈问题。半监督学习[5-6] 是有效解

决该问题的方法之一，典型方法有 Co-training[7] 和

Tri-training[8] 等。但由于未标注样本和标注样本来

自不同领域，可能导致半监督模型精度下降。近年

来，深度学习得到广泛关注，虽然已有很多半监督

深度学习模型，但大多用于图像分类，用于文本分
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类的研究不多，特别是关于未标注文本的增强研究。

数据增强有采用噪声输入的简单方法[9-10]，如

对数据添加高斯噪声、对抗性噪声；也有根据样本

的特征进行增强变换的高级增强方法，如同义词替

换[11-13] 和词向量替换[14] 等。简单数据增强对提高模

型的泛化能力不理想，最近几年高级数据增强方法

的研究逐渐增多。但增强的样本需提供额外的归纳

偏差才更有效。因此，如何选择数据增强至关重要。

Mixup 方法[15] 在图像分类中表现优异，结合文本特

征的 wordMixup(词混合) 方法[16] 应运而生，尽管取

得了优异的结果，但是在有标注样本的情况下，模

型泛化能力提高空间较小。

本文通过一致性训练框架[17]，基于 wordMixup
数据增强方法，提出了一种针对未标注样本的 u-
wordMixup(未标注样本词混合)数据增强方法，在有

监督交叉熵损失和无监督一致性损失的约束下，增

强生成高质量的附加训练样本，减少过度拟合。

基于 u-wordMixup 方法，利用 Mean Teacher 模
型[18]，进行一致性训练，提出了一种新的半监督深

度学习模型 (SD-uwM)。(1) u-wordMixup数据增强方

法对未标注样本进行增强，以降低无监督一致性损

失为目标，约束增强未标注训练样本质量，减少模

型的过度拟合；(2) 目标损失函数结合有监督交叉熵

损失和无监督一致性损失，利用 MeanTeacher 方法

进行一致性训练，提高模型的泛化能力。

1 wordMixup数据增强
wordMixup 是一种针对有标注样本进行数据增

强的方法，其思想是对两个样本的词嵌入向量进行

插值，生成新的样本词嵌入矩阵，作为增强的样本。

给定一对有标注样本 (xi, yi)和 (xj , yj)，进行词

嵌入 (word embedding) 得到 (xxxi, yyyi) 和
(
xxxj , yyyj

)
，其

中，xxxi ∈ RN×d，xxxj ∈ RN×d 是文本 xi 和 xj 的词嵌

入矩阵，N 表示单词数，d 表示词向量维度，yyyi 和

yyyj 是相应的类标签。然后按照式 (1) 和 (2) 进行插值

(interpolation)，得到新样本
(
x̃xxij , ỹyyij

)
，x̃xxij 为增强样

本的词嵌入矩阵，ỹyyij 为其类标签。

x̃xxk
ij = λxxxk

i + (1−λ)xxxk
j , k = 1..N. (1)

ỹyyij = λyyyi+(1− λ)yyyj . (2)

其中，xxxk
i 和 xxxk

j 分别表示文本 xi 和 xj 中第 k 个单词

的词向量，λ ∈ [0, 1] 为插值权重因子，x̃xxk
ij 为插值生

成新样本的第 k个词的词向量。对 (xxxi, yyyi)和
(
xxxj , yyyj

)
中的每个词一一对应进行词向量插值，得到新样本

的嵌入矩阵 x̃xxij，ỹyyij 为 x̃xxij 的类标签，(x̃ij , ỹij) 即增

强后的附加训练样本。

wordMixup 方法在有监督文本分类中取得了较

好的效果。但半监督学习中的未标注没有标签，如

何为其插值生成伪标签？为此，本文在 wordMixup
的基础上，针对未标注样本提出一种改进的数据增

强方法 u-wordMixup，将在 2.2 节重点介绍。

2 SD-uwM半监督深度学习模型
2.1 SD-uwM

半监督深度学习模型 (SD-uwM) 的框架如图 2
所示，其利用 Mean Teacher 模型思想构造教师模型

T与学生模型 S，采用有标注样本和未标注样本，基

于有监督交叉熵损失和无监督的一致性损失的目标

函数，进行半监督深度学习。

1 : SD-uwM 模型

如图 1 所示，其中 DL =
{(
xxxl
i, y

l
i

)}N l

i=1
表示有

标注训练样本集，DU = {(xxxu
i )}

Nu

i=1 表示未标注训练

样本集，N l 表示有标注样本数，Nu 表示未标注样

本数。T 为教师模型，S 为学生模型，T 和 S 具有相

同网络结构。LS 表示有监督损失，LUS 表示无监督

损失，L 表示一致性目标损失函数。

SD-uwM 基于一致性目标损失函数 L 对有标注

样本和未标注样本同时训练学习。如图 1 中左半部

分所示，学生模型 S 在 DL 上计算有监督交叉熵损

失 LS。同时，如图 1 右半部分所示，学生模型 S 利

用 u-wordMixup 方法对未标注样本增强，根据学生

模型 S 对增强样本的预测，以及教师模型 T 对未标

注样本的预测，计算无监督一致性损失 LUS ,LS 和

LUS 共同构成 SD-uwM 模型的一致性目标损失函数

L。经过多次迭代，SD-uwM模型训练输出学生模型

S 的参数，作为最终分类模型的参数。

2.2 u-wordMixup

利用Mean Teacher模型思想和一致性训练，SD-
uwM) 的目标损失函数 L 兼顾了有监督交叉熵损失
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和无监督一致性损失，定义如 (3) 所示。

L = LS + βLUS . (3)

其中，LS 是有标注样本DL 上的有监督交叉熵损失，

LUS 是未标注样本DU 上的无监督一致性损失，β 是

比例系数。LS 为学生模型 S 在有标注样本集 DL 上

的有监督损失，计算如式 (4)。

LS = Exxxl
i,y

l
i∈DL

[−ylilogpθ′ (xxxl
i)]. (4)

其中，yli 是有标注样本 xxxl
i 的真实标签，θ

′
表示学生

模型 S的参数，pθ′
(
xxxl
i

)
表示学生模型 S对样本xxxl

i 的

预测伪标签，即 ŷyyli。

在 wordMixup 的基础上，提出了针对未标

注样本的 u-wordMixup 数据增强方法，作为 SD-
uwM 模型的一部分。与 wordMixup 方法的不同，u-
wordMixup方法的插值操作对象没有真实类标签，u-
wordMixup 方法如图 2 所示。

2 : u-wordMixup 方法

如图 2所示，xxxu
i 和 xxxu

j 表示两个未标注样本，其

xxxu
i ∈ RN×d，xxxu

j ∈ RN×d，N 表示单词数，d表示词向

量维度。对xxxu
i 和xxxu

j 中的每个词一一对应进行词向量

的特征插值 (feature interpolation)，得到新的未标注

样本的嵌入矩阵 x̃xxu
ij，作为附加训练样本。教师模型

T 对未标注样本 xxxu
i 和 xxxu

j 预测生成伪标签 ŷyyui 和 ŷyyuj ，

对 ŷyyui 和 ŷyyuj 做伪标签插值 (pseudo-label interpolation)
得到 ỹyyuij，作为增强样本 x̃xxu

ij 的伪标签。然后学生模

型 S 对增强样本 x̃xxu
ij 预测，得到预测标签 ŷyyuij。其中，

特征插值和伪标签插值的计算分别如 (5) 和 (6)。

x̃xxuk
ij = qλ(xxx

u
i ,xxx

u
j ) = λxxxuk

i +

(1− λ)xxxuk
j , k = 1..N. (5)

ỹyyuij = qλ
(
ŷyyui , ŷyy

u
j

)
= λŷyyui + (1− λ) ŷyyuj . (6)

其中，qλ
(
xxxu
i ,xxx

u
j

)
表示 u-wordMixup 数据增强变换，

xxxuk
i 和 xxxuk

j 分别表示样本 xxxu
i 和 xxxu

j 的第 k 个单词的

词向量，λ ∈ [0, 1]为插值权重因子，̃xxxuk
ij 为插值生成

的增强样本的第 k 个词的词向量。ŷyyui 为教师模型 T
对 xxxu

i 的预测伪标签，ŷyyuj 为教师模型 T 对 xxxu
j 的预测

伪标签，ỹyyuij 为插值生成的伪标签，即 x̃xxu
ij 的伪标签。

基于一致性训练，学生模型 S 对增强的未标注

样本 x̃xxu
ij 预测伪标签为 ŷyyuij，应该尽可能地与插值生

成的伪标签 ỹyyuij 一致，即 ỹyyuij ≈ ŷyyuij，理想情况二者相

等。因此，无监督一致性损失 LUS 的计算如 (7)。

LUS = Exxxu
i ,xxx

u
j ∈DU

Ex̃xxu
ij∼qλ(xxxu

i ,xxx
u
j ),λ∈[0,1][−

(λpθ(xxx
u
i ) + (1− λ)pθ(xxx

u
j ))logpθ′ (x̃xxu

ij)]. (7)

其中 θ 表示教师模型 T 的参数，θ
′
表示学生模型 S

的参数，θ 是 θ
′
的移动均值。pθ(xxx

u
i ) 表示教师模型

T 对样本 xxxu
i 的预测伪标签，pθ(xxx

u
j ) 表示教师模型 T

对样本 xxxu
j 的预测伪标签，pθ′ (x̃xxu

ij) 表示学生模型 S
对新生成样本 x̃xxu

ij 的预测伪标签。λ ∈ [0, 1] 为插值

权重因子，qλ(xxx
u
i ,xxx

u
j )表示 u-wordMixup数据增强变

换。

深度半监督学习 SD-uwM 模型，采用 u-
wordMixup 方法对未标注样本进行增强，无监督一

致性损失 LUS 是以减少一致性损失为目标，约束增

强后的未标注样本的质量。并结合 Mean Teacher 模
型构造教师模型 T 和学生模型 S，对有标注样本和

未标注样本进行训练，LS 和 LUS 加权求和作为模

型 SD-uwM 的目标函数 L。

2.3 SD-uwM

SD-uwM 的算法描述如算法 1 所示。

算法的目标函数 L 兼顾了有监督交叉熵损失

LS 和无监督一致性损失 LUS，约束增强生成未标

注训练样本。每次迭代，根据目标函数 L，优化学生

模型 S 的参数 θ
′
。经过多次迭代，最终得到最优的

学生模型 S 的参数 θ
′
。

3 实验分析
3.1

本 文 选 择 AGNews、20 Newsgroups 和

THUCNews 三个数据集，AGNews 选择“世界”、“体

育”、“业务”和“科技”4 个类，20 Newsgroups 选择

“alt.atheism”、“soc.religion.christian”、“comp.graphics”
和“sci.med”4 个类，THUCNews 选择“财经”、 “彩

票”、“教育”和“科技”4 个类。算法 1 中比例系数 β

设置为 1。

3.2

实验中的对比方法如下：

1) SD-uwM：本文提出的基于 u-wordMixup数据
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增强的半监督深度学习模型；

2)wM-SL：文献 [16] 中基于 wordMixup 数据增

强方法的监督文本分类方法；

3) SL：无数据增强的监督文本分类方法;
4)Mean Teacher：文献 [18]中应用于图像分类的

半监督方法，修改后用于文本分类任务。

3.2.1 SD-uwM与Mean Teacher的目标损失比较

为验证 u-wordMixup方法的有效性，对 SD-uwM
和 Mean Teacher 模型进行了对比实验，训练损失变

化如图 3。

(a)N l=200, Nu=3000(THUCNews 数据集) (b)N l=300, Nu=5000(AGNews 数据集)

3 : 选用 TextCNN 时 SD-uwM 与 Mean Teacher 的训练损失比较

Algorithm 1 SD-uwM 算法

1: Input: 有标注样本集DL，未标注样本集DU，比

例系数 β，插值权重因子 λ，迭代数 R，移动平

均率 α

2: Initialization: θ，θ
′

3: for r = 1 to R do
4: Sample

{(
xxxl
i, y

l
i

)}N l

i=1
∼ DL

5: ŷyyli = pθ′
(
xxxl
i

)
6: LS = Exxxl

i,y
l
i∈DL

[−ylilogpθ′ (xxxl
i)]

7: Sample{xxxu
i }

Nu

i=1，
{
xxxu
j

}Nu

j=1
∼ DU

8: ŷyyui = pθ (xxx
u
i )，ŷyyuj = pθ

(
xxxu
j

)
9: x̃xxu

ij = qλ
(
xxxu
i ,xxx

u
j

)
10: ŷyyuij = pθ′

(
x̃xxu
ij

)
11: ỹyyuij = qλ

(
ŷyyui , ŷyy

u
j

)
12:

LUS = Exxxu
i ,xxx

u
j ∈DU

Ex̃xxu
ij∼qλ(xxxu

i ,xxx
u
j ),λ∈[0,1][−

(λpθ(xxx
u
i ) + (1− λ)pθ(xxx

u
j ))logpθ′ (x̃xxu

ij)]

13: L
(
θ

′
)
= LS + βLUS

14: gθ′ ← ∇L
(
θ

′
)

15: θ = αθ + (1− α) θ
′

16: θ
′ ← Adam

(
θ

′
, gθ′

)
17: end for
18: Output: 学生模型的参数 θ

′

从图 3可以看出，相比于Mean Teacher模型，利

用 u-wordMixup 数据增强方法的 SD-uwM 模型的训

练损失更低。这是由于 SD-uwM 模型目标损失函数

更贴合实际，其中LUS 是结合 u-wordMixup方法，以

降低无监督一致性损失为目标，能够提高未标注样

本质量，从而提高了模型的性能。

3.2.2 SD-uwM模型与其它方法的分类性能比较

(1)SD-uwM模型与其它方法的正确率比较
在AGNews(N l=300, Nu=5000)、THUCNews(N l

=300, Nu=5000)和 20Newsgroups(N l=200, Nu=2000)
上，SD-uwM 模型与 Mean Teacher、wM-SL、SL 模

型的对比实验结果如表 1。

1

模型 网络结构
Accuracy（%）

AGNews THUCNews 20 Newsgroups

SL

LSTM

75.4±1.1 77.5±1.3 71.5±1.3

wM-SL 80.4±1.3 83.2±1.2 75.4±1.3

Mean Teacher 82.1±1.3 86.1±1.3 77.5±1.1

SD-uwM 90.4±1.2 91.4±1.3 85.4±1.2

SL

TextCNN

76.4±1.2 78.4±1.4 71.2±1.2

wM-SL 80.5±1.2 84.5±1.3 75.3±1.2

Mean Teacher 83.6±1.1 86.1±1.5 78.1±1.3

SD-uwM 91.2±1.3 92.2±1.3 86.2±1.1

从表 1 中可以看出，在三个数据集上，无论网

络结构选用 LSTM 还是 TextCNN，SD-uwM 模型的

分类精度均优于 SL、wM-SL 和 Mean Teacher 模型。

SL 模型是监督学习方法，需要大量的有标注样

本才能取得较好的性能，wM-SL 模型只对有标注样

本进行增强，Mean Teacher模型未使用 u-wordMixup
方法对样本进行增强。而 SD-uwM 模型利用 u-
wordMixup 方法对未标注样本进行数据增强，利用

无监督一致性损失约束，提高模型的泛化能力。

(2)随迭代增加 SD-uwM模型的分类性能比较
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固 定 有 标 注 样 本 数 和 未 标 注 样 本 数， 随

着 迭 代 次 数 增 加， 对 比 分 析 SD-uwM 模 型

与 SL、wM-SL、Mean Teacher 模型的 Macro-

F1 值 变 化。 在 AGNews(N l=300, Nu=5000)、
THUCNews(N l=300, Nu=5000)和 20Newsgroups(N l

=200, Nu=2000) 上，实验结果如图 4 和图 5 所示。

(a)AGNews 数据集 (b)THUCNews 数据集 (c)20 Newsgroups 数据集

4 : 选用 LSTM 在三种数据集上各模型 Macro-F1 值随迭代次数变化比较

(a)AGNews 数据集 (b)THUCNews 数据集 (c)20 Newsgroups 数据集

5 : 选用 TextCNN 在三种数据集上各模型 Macro-F1 值随迭代次数变化比较

从图 4和图 5可以看出，随着迭代次数增加，虽

然 SL、wM-SL、Mean Teacher和 SD-uwM模型的指

标大体呈上升趋势，并收敛至某个上限，但 SD-uwM
模型分类性能明显优于 SL、wM-SL和Mean Teacher
模型。如图 5(a)中，选用 LSTM在AGNews上，对比

Mean Teacher、wM-SL和 SL，SD-uwM的Macro-F1
达到了 90.3%，分别提高了 8%、9.9% 和 14.5%。

这是由于 SD-uwM 利用 u-wordMixup 方法以无

监督一致性损失为目标，进行未标注样本增强，能

够减少过度拟合，从而提高分类性能。

3.2.3 未标注样本对 SD-uwM模型的影响

为验证未标注样本对 SD-uwM 模型的影响，

在 AGNews 和 THUCNews 上固定有标注样本

数 N l=300，20 Newsgroups 上固定有标注样本数

N l=200，不断增加未标注样本，对比 SD-uwM 模

型与 SL、wM-SL、Mean Teacher 模型的分类结果如

图 6 和图 7 所示。

(a)AGNews 数据集 (b) THUCNews 数据集 (c)20 Newsgroups 数据集

6 : 选用 LSTM 在三种数据集上各模型 Macro-F1 值随未标注样本数变化对比
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(a)AGNews 数据集 (b)THUCNews 数据集 (c)20 Newsgroups 数据集

7 : 选用 TextCNN 在三种数据集上各模型 Macro-F1 值随未标注样本数变化对比

从图 6 和图 7 可以看出，随着未标注样本的增

加，SD-uwM和Mean Teacher的指标呈上升趋势，但

SD-uwM 的分类结果明显优于 Mean Teacher、wM-
SL 和 SL。如图 7(b) 中，选用 LSTM 在 THUCNews
上，对比Mean Teacher、wM-SL和 SL，SD-uwM的

Macro-F1达到了 91.4%，分别提高了 5.3%、8.2%和

13.9%。

可以看出，由于 SD-uwM模型利用 u-wordMixup
方法对未标注样本进行增强，并结合 Mean Teacher
模型思想，因此能够提高文本分类性能。

3.2.4 SD-uwM模型的时间性能分析

通常的半监督学习算法在选择未标注样本时，

需要计算未标注样本与有标注样本相似度矩阵，这

将增加时间复杂度。而本文的 SD-uwM 模型是随机

采样，不需计算两种样本的相似度。SD-uwM模型与

典型半监督学习方法 Co-training 的时间性能比较如

表 2 所示。

2 SD-uwM Co-training

dataset model Accuracy(%)time(s)
ratio of train time

(SD-uwM/Co-training)

20 Newsgroups SD-uwM 86.4±1.3 0.01
1/3000

N l = 200, Nu = 2000Co-training 83.3±1.2 30

THUCNews SD-uwM 90.5±1.3 0.02
1/2200

N l = 300, Nu = 4000Co-training 88.4±1.2 44

从表 2 中可以看出，SD-uwM 模型的分类准确

率高于 Co-training 模型，同时，SD-uwM 模型的时

间性能明显优于 Co-training。原因在于，在选择未标

注训练样本时，SD-uwM模型是随机采样，时间复杂

度为 O(1)，而 Co-training 方法需要计算样本相似度

矩阵，时间复杂度为 O(N l ∗Nu)。

4 结论
本文提出了一种对未标注样本进行数据增强的

u-wordMixup 方法，并结合一致性训练框架和 Mean
Teacher 方法，提出了一种半监督深度学习模型 SD-

uwM。该模型利用 u-wordMixup 方法对未标注样本

进行数据增强，兼顾有监督交叉熵损失和无监督一

致性损失构建新的目标函数。实验表明，SD-uwM模

型能够提高模型的泛化能力和时间性能。下一步，我

们将针对类别不均衡的数据集，开展数据增强和半

监督深度学习方法研究。
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