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摘 要: 探讨了空间连续型机械臂执行在轨操作任务过程中的自适应轨迹跟踪控制器设计问题。首先，对于具
有显著非线性特征的连续型机械臂动力学模型，考虑运动过程中存在的建模误差和外部干扰因素，设计了变结

构动力学控制器。其次，基于深度强化学习(Deep reinforcement learning, DRL)对变结构控制器参数进行在线调

整，实时优化控制器性能。同时，提出一种针对强化学习网络稀疏训练方法，训练过程中采用具有随机稀疏拓

扑结构的稀疏连接层代替神经网络的全连接层，并以一定概率对连接薄弱的网络进行迭代剪枝，使DRL的策略

网络由初始稀疏拓扑结构演化成无标度网络,在不降低训练精度的基础上压缩了网络规模。仿真结果表明，所提

出的基于强化学习的自适应控制器能有效地进行连续型机械臂的跟踪控制，通过稀疏学习的方法，控制器在保

证控制精度的同时，双隐层网络节点参数量下降了99%，大幅降低了计算成本。
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Abstract: In this paper, an adaptive tracking controller is designed for the space continuum manipulator in the on-orbit
manipulation task. Firstly, considering the modeling error and external disturbance factors, a variable structure
controller is designed for the continuum manipulator’s dynamic model with typical nonlinear character. Then, a deep
reinforcement learning (DRL)algorithm is adapted to adjust the controller’s parameters and to optimize the control
performance online. In addition, a sparse training method for DRL is proposed. In the training process, the origin
network’s fully-connected layer is replaced with sparsely-connected layer in a random sparse topology. The weak
connections are iteratively pruned in a certain probability, which evolves DRL’s policy network from an initial sparse
topology into a scale-free network. Therefore, the network’s dimensions are significantly compressed without reducing
the training accuracy. Simulation results show that the proposed DRL-based adaptive controller can effectively carry out
the tracking control of the continuum manipulator. Through the sparse training method, the quantity of the two hidden
layers’parameters is reduced by 99% on the premise of maintenance of the control accuracy. The calculation is
effectively reduced.
Keywords: space manipulator；continuum manipulator；dynamics control；reinforcement learning；sparse training；
adaptive control

0 引 言

随着空间探索研究的深入，在轨作业的任务要

求和难度不断提高，机械臂已逐渐成为空间操作研

究的主流，在空间主动碎片清除、在轨维修及装配

等任务中具有广阔的应用前景[1-2]。

相较于传统刚性机械臂，连续型机械臂具有灵

活柔软特点，可以通过主动变形在受限的空间内完

成复杂的动作。研究表明连续型机械臂在医疗手
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术[2-4]、空间操作[5-7]等复杂工作环境中具有独特的

优势。然而，在具有实时、高精度需求的空间在轨

操作场景中，连续型机器人具有的非线性动力学特

征增加了对应控制器的设计难度。

近年来，学者们进行了大量的关于连续型机械

臂跟踪控制的研究，此类非线性动力学系统的控制

问题，对控制系统的鲁棒性和实时性等性能提出了

较高的要求，传统的运动学控制很难满足高精度的

复杂操作。Melingui[8]为机器人设计了的自适应神

经网络控制器，实时跟踪所需路径。该方法采用多

层感知器离线学习最优控制器并进行在线控制，但

在部分情况下出现了跟踪失效、调节时间过长的现

象。Yip[9]提出了一种肌腱驱动机器人的任务空间闭

环控制器，通过实时估计机器人运动学参数，使其

以稳定的方式与受约束的环境交互，但跟踪精度较

低。Morteza[10]利用最优控制框架，通过Cosserat杆

理论推导出了空间连续型机器人的动力学控制方程

并进行了实验验证，该连续型机器人模型为单臂

纯弹性杆结构，自由度较低，运动形式较为简单，

不适合拓展到更柔软灵活的连续型机器人控制问题

中。机器学习运算速度快、训练方便，对高维数据

的处理能力使其在基于动力学的控制问题中具有明

显的优势。为进一步提升控制效果，大量工作通过

引入机器学习方法来自适应调整控制器参数，以实

时优化控制器性能。Tan[11]采用归零神经动力学网

络对管状连续型机器人进行建模，并据此设计轨迹

跟踪控制器，该方法不需要驱动器输入和传感器输

出的信息。Frazelle[12]采用Actor-Critic框架的策略搜

索方法实现了对连续型机器人进行运动学控制，该

方法采用离散状态和动作空间下的学习框架，限制

了控制精度，导致该方法不适用于被控模型更为复

杂的动力学控制问题。

机器学习方法为自适应控制方法提供了思路，

但往往需要较高的计算量来保证良好的性能。这限

制了其在空间在轨操作环境中有限内存设备上的应

用。稀疏训练在降低网络维度方面有良好的效果，

它利用了深度神经网络参数的冗余性，对稀疏拓扑

与网络权值进行并行优化[13]。同时相关工作[13-15]表

明,经稀疏训练的网络具有保持了与原网络相当的精

度。在本文工作中，我们将稀疏训练引入到空间连

续型机械臂控制器设计中，提出一种针对强化学习

的训练机制，在不降低精度的前提下，通过稀疏化

神经网络的网络结构来降低训练过程的计算和内存

成本，以完成空间连续型机械臂的在轨操作。

综上，本文针对有较高精度要求的连续型机器

人空间运送零件的操作任务，基于平面3臂线驱动

连续型机械臂模型，结合强化学习原理，设计了自

适应动力学跟踪控制器，通过深度确定性策略梯度

的强化学习方法实时调整控制器参数，来优化控制

器能力。为在不影响精度的前提下进一步降低强化

学习的计算成本，提出了一种神经网络稀疏训练方

法来压缩网络规模，并应用到强化学习的策略网络

中，最终实现空间主动操作过程中连续型机械臂的

自适应跟踪控制。

1 空间连续型机械臂动力学模型

考虑一个做平面运动的3节串联空间线驱动连

续型机械臂的运送零件的操作过程，机械臂以3D塑

料制成的柔性支撑骨架位变形主体，各节臂等距地

被固定节盘分成三小段，驱动线由节盘孔从底部电

机连接至整个机械臂来驱动柔性支撑进行变形，末

端执行器固定在尾部节盘处。假设机械臂已被送

至目标点附近的工作区域内，机械臂操作任务为

通过主动变形来使末端执行器所携带的零件运送至

目标点。本文研究的平面连续型机械臂单节臂构

型如图1。其中αi为第i节臂的弯曲角(i = 1, 2, 3)，

βi和(xi, yi)分别为臂i所在局部坐标系OiXiYi在全局

坐标系OXY下的转角和坐标。

图 1 连续型机械臂单节构型

本文采用文献[16]描述的空间连续型机械臂动力

学模型。设广义坐标q = [α1, α2, α3]
T
，机械臂系

统的质量阵为M，将末端执行器计入到末端节盘

处，则机械臂系统动能T由柔性支撑动能T s和节盘

动能T d组成：

T=T s + T d = (1/2)q̇TMq̇ (1)

连续型机械臂系统虚功由弹性力Qe和驱动

力Qa对应的虚功组成：

δW = −QT
eδq+QT

aδq (2)

由此可得空间连续型机械臂的动力学方程：

Mq̈ =−Qe +Qa +Qv (3)
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其中Qv = −Ṁq̇+ ∂T/∂q。为了更好地表示驱动力

向量τ = [τ1, τ2, τ3]
T
，将式(3)整理为：

M0 (q) q̈+C0(q, q̇) = τ + f(t) (4)

式中M0 (q) ∈ R3×3，C0(q, q̇) ∈ R3×1。f(t) ∈
R3×1为外部干扰d(t)和建模误差∆M0q̈+∆C0对应

项：

f(t) = d(t) + ∆M0q̈+ ∆C0 (5)

基于此，可以通过控制驱动力向量τ来改变各

臂的弯曲角度，从而控制整个机械臂的运动。

2 空间连续型机器人变结构控制器

定义qd为期望轨迹向量，则机械臂系统跟踪误

差为e = q − qd。定义切换函数为：

h = ė+ δe+ σep/q (6)

式中δ是正常数；p和q均为正奇数，p > q。由局部

线性化原理可得：

ḣ = ë+ δė+ σe(p−q)/q p/q;

= M0
−1(τ + f −C0)− q̈d + δė+ σe(p−q)/q p/q

(7)

因此本文提出的变结构跟踪控制律：

τ = M0[q̈d − δė− σe(p−q)/q p/q ]+C0 − fc (8)

式中fc为f的估计向量。选择Lyapunov函数：

V =
1

2
hTh (9)

由于V̇ = hTḣ，将(9)代入(8)有

ḣ = ë+ δė+ δe(p−q)/qp/q

= M−1
0 (τ + f +C0)− q̈d + δė+ δe(p−q)/qp/q

= M−1
0 (f − fc)

V̇ = hTḣ = hTM0
−1(f − fc)

定义f̄c = M−1
0 fc，f̄ = M−1

0 f，假设f̄有界：

f̄ ≤ f̄u

通过选取f̄c = (κ+ f̄u)sgn(h)(κ > 0)，有：

hT(f̄ − f̄c) = hT[f̄ − (κ+ f̄u)sgn(h)]

= hTf̄ − (κ+ f̄u) |h| ≤ −κ |h| ≤ 0

则V̇ < 0。综上，系统稳定性得证。

3 基于稀疏训练强化学习的变结构控制器

根据变结构控制理论可知，适当调整其切换

函数的参数，能够优化系统向切换面的渐近收敛

速度，使系统快速、稳定地收敛到平衡状态。为

了能够自适应地实时调节控制器的切换参数，本

文选用δ和σ作为强化学习的调整参数，采用深度

确定性策略梯度(Deep deterministic policy gradient,

DDPG)的强化学习算法[17]，通过合理地设计网络结

构和奖励函数，使得训练后的策略网络能根据当前

的跟踪状态调整参数，从而改善控制器动态性能。

考虑一个包含状态向量s，动作向量a，状态转移

概率分布p(st+1|st,at)和奖励函数r的标准马尔科夫
过程。DDPG包含两套Actor网络和Critic网络，对应

主网络参数θQ和θµ通过滑动平均法更新至目标网络

的θQ
′
和θµ′。主Critic网络Q(s,a|θQ)更新依据代价

函数：

L =
1

Nb

∑Nb

j=1
(yQj −Q(sj ,aj |θQ))

2

yQj = rj + γmin[Q′(sj+1, µ
′(sj+1|θµ′)|θQ

′
)]

(10)

其中Nb为经验池R中储存的批次数据量。

主Actor网络µ(s|θµ)由确定性策略梯度原理更新：

∇θµJ =
1

Nb

Nb∑
i=1

∇aQ(s,a|θQ)|si,µ(si)∇θµµ(s|θµ)|si

如图2所示，稀疏化训练主要是基于神经网络

的冗余性来简化对影响微弱的网络连接，最终获得

低参数量的网络结构。

图 2 稀疏训练

在稀疏化训练过程中，首先采用基于ε的Erdòs-

Rényi(ε-ER)随机图模型[18]初始化的稀疏连接层替

代DDPG网络中的隐藏层。假设相邻的两个隐藏

层La、Lb中神经元数量分别为ha、hb，则两层中各

自任意神经元m、n之间的连接概率如式(11):

pmn = ε
ha + hb
hahb

(11)

其中ε为表征连接稀疏程度的超参数。初始化过程

中，稀疏网络的节点参数由原参数与二进制掩膜的

乘积表示，则稀疏化训练就转化为动态寻找最优掩

膜矩阵的问题。这样，在随后的训练过程中，在

每经过td轮参数更新后，对系统影响较小网络连接

（即参数绝对值极小的连接）进行剪枝操作，修剪

比例为η，可通过归零掩膜矩阵对应项来实现。在

这个过程中，每次优化时自适应调整剪枝参数比例，

这样降低了计算量，同时使得网络的稀疏化逐渐稳
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定。同时，在网络每次训练前的初始化过程中随机

增加部分新的连接，以降低训练相近数据样本时删

除重要连接的潜在风险，从而提高网络对数据的泛

化能力。最终，通过不断迭代将强化学习的神经网

络由随机网络演化成无标度网络，实现整个稀疏化

流程。我们将稀疏化训练的方法应用到DDPG算法

中，形成的基于稀疏训练的DDPG算法如算法1。并

由此形成自适应变结构控制器，通过策略网络在线

优化变结构控制器的控制参数。

算法1 稀疏训练的DDPG算法

基于ε-ER图随机初始化Actor/Critic稀疏网络

初始化目标网络和经验池R

for episode=1 to TE do:

初始化随机过程Na用于动作探索

初始化环境，接收初始状态s1

for step=1 to TS do:

基于当前策略网络和Na获得动作at

执行动作，获得预期奖励rt和状态st+1

更新(st,at,rt,st+1)至经验池R

从经验池R选取随机批次数据

通过最小化L来更新Critic网络

根据确定性策略梯度更新Actor网络

for each td steps:

根据稀疏学习修剪Actor/Critic网络

end for

end for

end for

4 仿真校验

提出的基于DDPG的自适应变结构控制器控制

流程如图3所示，其中Actor和Critic网络采用4层神

经网络，隐藏层各自包含250个节点，隐藏层之间的

稀疏连接由ε-ER图初始化。强化学习动作向量a包

括控制器调节参数δ和σ。状态向量s信息包含连续

型机械臂运动过程中各臂角度q、角速度q̇、角度

跟踪误差e、角速度跟踪误差ė及下一时刻预期角

度qd、角速度q̇d、角加速度q̇d。奖励值r设置为：

r = −∆ ‖e‖+ g

式中g表示持续跟踪目标轨迹时给予的激励奖

励。仿真过程中，当各臂角度跟踪期误差保持

在0.02rad内超过25步时获得额外奖励。基于此，在

控制初期，误差降低最快时奖励值最大；后续随着

控制的推进，当控制跟踪持续趋于稳定时，奖励值

最大，使得强化学习持续朝着快速而稳定的方向优

化控制器参数。

图 3 基于稀疏训练DDPG的自适应变结构控制器流程

表1 各节臂物理参数

符号 参数 值

m0 质量 1kg

l 长度 0.2m

Rd 节盘半径 0.02m

Iz 惯性矩 7.85×10−9kg · m2

E 弹性模量 6.2×109Pa

连续型机械臂的物理参数如表1。实际空间在

轨操作环境中，存在着电磁干扰、观测噪声等外部

干扰；同时，连续型机械臂的动力学模型也不可避

免地存在建模误差，会导致动力学模型与实际操作

时存在计算误差。这些噪声均会对在轨操作造成影

响，降低控制器的控制精度。因此网络测试过程中，

针对式(5)的建模误差和外部干扰采用文献[19]的有

界噪声，并加入了高斯噪声N(0, 0.03)，以更贴近在

轨操作中的不确定性干扰。训练过程中，在策略网

络输出处引入随机噪声来进一步增加智能体探索环

境的能力。同时在控制过程中执行滚动优化方案来

降低强化学习自适应调参问题中奖励迟滞现象[20]的

影响，其中预测域值设置为5。训练持续600代，每

代包括200个时间步，采样步长为0.1s，每代起始时

随机初始化期望轨迹。前10代采用随机策略，仿真

结果作为经验池初始数据。每经过600步进行稀疏

化操作，初始修剪比例η为5%，为获得稳定稀疏训

练过程，修剪比例随训练整体进程匀速收敛至零。

训练过程采用Adam优化器，学习率为0.001。训练

过程中网络隐藏层稀疏程度（定义为稀疏连接占总

连接的比例）如图4示。可以看出经过一段时间迭

代稀疏训练优化后，Actor和Critic网络的稀疏程度

在不断加深，最终Actor和Critic主网络隐藏层间的

网络连接分别被稀疏了99.2%和98.9%，至400代后

稀疏程度趋于稳定，显示出网络参数得到了大幅压

缩。
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图 6 训练过程中平均Loss值

由于在控制过程中，机械臂可能很快跟踪上

目标轨迹额外获得激励奖励值，平均奖励值不能

直观地反映训练的效果， 因此本文对比了经稀

疏化与未经稀疏化的DDPG强化学习训练过程中

每代策略网络Actor网络的平均Loss值，如图5所示

（前10代为随机策略，未进行训练）。通过对比可

以看出，两种方法训练过程中的平均Loss值逐渐降

低，基于稀疏训练的DDPG算法(Sparse training-deep

deterministic policy gradient, ST-DDPG)和未经稀疏训

练的DDPG算法分别在250、400代后逐渐平稳，最

终稳定在相近的平均loss值下，显示出本文提出的

基于稀疏DDPG自适应控制器表现出了与未经稀疏

化DDPG自适应控制器相近的训练效果。两种算法

训练过程中的平均loss值存在一定的差异，这是由

于自适应参数调整问题本身存在多解性，奖励迟滞

的情况导致在部分情况下策略网络不可避免地陷入

局部最优解，影响网络性能；同时所提出的稀疏

化训练DDPG算法的参数更新和网络稀疏并行处理，

而不是对训练好的策略网络进行再稀疏处理，因此

两种方法的策略网络存在差异；此外，每代随机初

始化的不同轨迹也对loss值有一定的影响。为检验

网络参数规模大幅压缩后，网络性能是否得到保持，

本文对比了所提出的控制器与基于DDPG的自适应

变结构控制器、固定参数(δ, σ) = (2, 2)变结构控

制器[21]的跟踪效果，如图6所示。假设一个连续型

机械臂执行在轨操作的运送零件任务中，机械臂行

进路径为如式(12)的随机轨迹。仿真结果表明，在

存在外部扰动和建模误差的情况下，三种控制器都

顺利地能完成连续型机械臂轨迹跟踪任务。但相比

于固定参数变结构控制器所存在部分稳态误差的控

制效果，两类基于强化学习自适应变结构控制器均

于5s左右达到了稳定的跟踪状态，表现出更短的调

节时间和更低的超调量。同时也可以看出该控制器

对外部扰动和建模误差同样具有一定的抑制能力，

体现了控制系统的鲁棒性。
qd1 = (π/9 ) sin[(π/9 )t] + π/4

qd2 = (π/9 ) sin[(π/9 )t] + π/5

qd3 = (π/9 ) sin[(π/9 )t] + π/4

(12)

5 结论

本文提出了动态稀疏训练的方法，应用在深度

强化学习算法上，用来处理空间在轨操作任务中连

续型机械臂的动力学控制问题。对于具有显著非线

性特征的连续型机械臂动力学模型，考虑运动过程

中存在的建模误差和外部干扰因素，采用DDPG算

法实时优化变结构控制器控制参数，并应用一种稀

疏训练方法，由ε-ER图初始化的稀疏连接层代替强

化学习网络的全连接层，对强化学习主网络进行迭

代剪枝,在不降低训练精度的基础上显著压缩了网

络规模。仿真结果表明，所提出的基于强化学习的

自适应控制器能有效地进行连续型机械臂的跟踪控

制，相较于固定参数的变结构控制器具有更低的调

节时间和超调量，通过稀疏训练的方法，控制器与

未经稀疏化的自适应控制器具有相同精度水平的同

时，网络节点参数下降了99%，大幅降低了计算成

本。未来的工作将集中在规划控制一体化的组合控

制方法，以及地面实验验证。
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