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摘 要: 研究了基于强化学习的飞机姿态控制方法。控制器输入为飞机纵向和横向状态变量以及姿态误差，输
出升降舵和副翼偏转角度指令，实现不同初始条件下飞机姿态角快速响应，同时避免了使用传统 PID控制器和
不同飞行状态下的参数调节。根据飞机姿态变换特性，通过设置分立的神经网络模型，提高了算法收敛效率。为

贴近实际的固定翼飞机控制，仿真基于 JSBSim的 F-16飞机空气动力学模型，利用 OpenAI gym搭建强化学习
仿真环境，以任意角速度、角度和空速作为初始条件，对姿态控制器中的动作网络和评价网络进行训练。仿真

结果表明基于强化学习的姿态控制器响应速度快，动态误差小，并能避免大过载等边界条件。

关键词: 强化学习；近端策略优化算法；姿态控制；固定翼；PID；JSBSim

中图分类号: TP273 文献标志码: A

DOI: 10.13195/j.kzyjc.2021.2230

引用格式 : 付宇鹏，邓向阳，何明，等. 基于强化学习的固定翼飞机姿态控制方法研究 [J]. 控制与决
策, xxxx, xx(x): 1-xxxx.

Reinforcement Learning based Attitude Controller Design
Fu Yupeng1, Deng Xiangyang1†, He Ming2, Zhu Ziqiang1, Zhang Limin1,

(1. School of Aviation Support, Naval Aeronautical University，Yantai 264001，China；2. Command and control
engineering colledge, People’s Liberation Army Engineering University，Nanjing 210007，China)

Abstract: This article presents an attitude controller based on the Reinforcement Learning (RL). The inputs of the actor
network are states of attitude angle, angular rates etc, where the output is the angle control command of elevator and
aileron, achieving the rapid response of the attitude angle with variable initial conditions, avoiding the application of
the conventional PID controller and the parameter adjustment. According to the states transfer characteristics, by setting
the splitting neural network model, efficiency of algorithms is improved. In order to be close to the actual fixed-wing
aircraft model, the simulation is based on JSBSim F-16 aerodynamic model, using OpenAI gym to build the simulation
environment for reinforcement learning. With arbitrary angular speed, angle, and airspeed as initial conditions, the actor
and critic networks are trained. The simulation results show that the RL based attitude controller has faster response and
less dynamic error compared with the conventional PID controller.
Keywords: reinforcement learning；PPO；Attitude Control；fixed-wing；PID；JSBSim

0 引 言

随着强化学习算法和算力不断发展，智能体通

过强化学习有能力完成如飞行控制、航迹追踪、任

务规划、机动决策、博弈对抗或协同等复杂任务。

在这些任务系统中，无论采用端到端还是分层网

络架构，首先要保证飞机模型的稳定控制，使飞机

能够随时准确达到所需的正常过载迎角或姿态[1-2]。

传统控制器通常采用经典的 Proportion Integration
Differentiation（PID）控制、模糊控制等方法，具有
良好的工程适应性和控制效果[3]。但无论是经典控制

理论还是现代控制理论，对于六自由度 (6-DoF)飞机

的多输入变量-多输出变量的复杂模型[4]，都需要对

被控模型进行数学建模并设计其参数，理论复杂，计

算量大，这无疑会对非飞行专业的研究人员造成一

定的负担。此外，针对不同任务或任务过程的控制

器参数优化较为困难。在文献 [5-7]中提出了多变量
PID 神经元的控制方法，能够实现多输入多输出变
量的解耦，但该方法很难适用于复杂动力学模型控

制系统，因此提出至今极少实际应用在飞行控制系

统中。

目前，强化学习在飞机控制领域取得了一定的

进展。针对不同模型和不同状态下，控制器结构设
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计、参数选择和优化，文献 [9-10] 利用神经网络实
现了自适应控制器参数调节。文献 [8] 利用 Deep
Deterministic Policy Gradient（DDPG）算法训练得到
的控制器能够实现对旋翼飞机位置控制。文献 [1]利
用经验池 Actor-Critic算法，通过选择原子动作实现
了固定翼飞机轨迹跟踪。但目前强化学习设计姿态

控制器难度仍然较大，普遍建立在传统控制器基础

上或采用较简单的气动模型[11]。

本文提出了一种基于强化学习的姿态控制器设

计方法，结合姿态转移的动态特点搭建双通道独立

动作网络，并选择奖励函数实现控制器设计，快速

完成控制器设计。控制器由俯仰通道和滚转通道的

动作网络构成，根据不同飞机状态，输出最优响应

的升降舵和副翼偏转指令，从而实现姿态快速变换。

本文从仿真上验证了面对复杂受控模型，强化学习

算法能够实现飞机稳定控制，有利于开展下一步任

务层次的研究工作。

本文分为三个部分，第一部分介绍传统串级 PID
控制器和基于强化学习的控制器设计；第二部分介

绍本设计中算法基本原理和具体实现方法；第三部

分介绍仿真环境搭建，网络训练过程和结果对比。

1 姿态控制器设计

飞机的姿态主要由发动机推力、升降舵、副翼、

方向舵控制。当推力和各操纵面变化时，模型根据

对应的气动参数，从而改变飞机合力和合力矩。根

据飞机气动方程[12-14]，不同轴向的力或力矩同时受

到空速、攻角、操作面偏转角的影响，因此不可避免

存在耦合，但解耦算法复杂度高，计算量大。为了简

化控制器设计难度，传统飞行控制器中一般认为纵

向（俯仰）和横向（滚转）通道相对耦合较小，采用

单通道串级 PID控制。

1.1 基于 PID的控制器设计

基于串级 PID 的传统姿态控制器原理图如图 1
所示，包括纵向俯仰通道和横向滚转通道。
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图 1 串级 PID姿态控制器

纵向控制器内环为控制增稳系统，包括角速度、

过载反馈环路和控制指令前馈通路[8]，其中 q为俯仰

角速度，nz 为法向过载。角速率环路可采用简单的

比例控制，通过反馈增加系统阻尼，从而提高稳定

性。法向过载与角运动密切相关，具有短周期特性，

响应速度仅次于角速度反馈，因此基于过载稳定的

控制方法具有更强的稳定性、鲁棒性。过载指令经

过前馈增益 kc输入给角速度环路，从而提高飞机姿

态变化率。外环为俯仰角反馈环路，其中 θ 为俯仰

角；横向控制器内环同样为角速度反馈和控制指令

前馈，外环为滚转角反馈环路，其中 ϕ为滚转角，p

滚转角速度。

传统 PID控制器仅以单通道状态作为反馈，并
未考虑不同姿态角、空速等带来的合力、合力矩的

变化，因此在复杂姿态调整过程中可能存在响应滞

后、过冲大的缺点。为了增强控制器的鲁棒性和响

应特性，控制器参数需要根据当前状态调整，无疑

增加了设计人员的工作量。

1.2 基于强化学习的控制器设计

为了实现姿态角快速响应以及变量解耦的目的，

本文提出了基于强化学习的姿态控制器，结构框架

如图 2所示。对于强化学习智能体而言，在进行数
据采样时，环境（Environment）即为包括飞机空气
动力学模型，升降舵和副翼偏转角速度、角度限制

在内的响应模块，这些模块在 JSBSim平台中可直接
复用其控制组件，有助于减少决策算法层研究人员

的工作量。
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图 2 基于强化学习的姿态控制器

控制器网络结构设计上，文献 [11]采用多输入
多输出网络，存在两通道参数相互影响、奖励函数

设置灵活性较差的问题，面对复杂模型，网络不易

收敛。为此，考虑到固定翼飞机气动力特性，俯仰通

道和滚转通道影响因素和响应速度不同，本设计参

考传统 PID控制器的实现方法，控制器同样将动作
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网络分为俯仰角和滚转角控制网络。不同之处在于，

各通道输出指令本质上是通过气动力和气动力矩反

映在各通道状态上，从而影响气动模型的状态转移

函数，造成通道间的耦合，而不同通道的动作网络

通过共享状态变量，经过一层感知机处理，实现对

当前状态特征提取，再经过动作网络实现任意姿态

下响应曲线的优化。

飞机姿态的状态转移过程可以认为是马尔科夫

决策过程（MDP），如式 (1)，即环境当前状态转移
到下一状态的概率仅与当前状态和动作有关。

P (st + 1) = E(St+1 = st+1|St = st, At = at). (1)

其中，st = spt , s
q
t，at = apt , a

q
t 分别代表俯仰和滚转通

道状态和动作的集合。在状态转移时智能体将获得

环境反馈的奖励 rt，在本设计中将其表示为 (2)，为
两通道奖励之和。俯仰动作和滚转动作满足各自的

策略网络，即 apt ∼ µ(st)，aqt ∼ ν(st)。回合期望回

报表示为式 (3)。

rt = rpt (st, a
p
t ), r

q
t (st, a

q
t ). (2)

Rµ,ν = Eap∼µ(·|s),aq∼ν(·|s)[

T∑
t=0

γtrt(st, a
p
t , a

q
t )]

= Eap∼µ(·|s)[

T∑
t=0

γtrpt (st, a
p
t )]+

Eaq∼ν(·|s)[

T∑
t=0

γtrqt (st, a
q
t )]. (3)

每个通道所获得的最大回报表示为式 (4)，即目
标策略优化期望达到最大回报，此时输出动作表示

为式 (5)：

Rp∗
= max

µ
max
ν

Rµ,ν , R
q∗ = max

ν
max
µ

Rµ,ν . (4)

apt =∈ argmax
µ

(max
ν

(Rµ,ν), a
q
t =∈ argmax

ν
(max

µ
(Rµ,ν).

(5)

观察式 (4)(5)，各个通道相互作为对手，目标是
得到自身最大奖励，因此各通道动作网络训练过程

本质上是一个对抗过程。但相比于鲁棒对抗或博弈

对抗强化学习[15]区别在于，本文中是相互协作提高

奖励，因此在网络训练过程中不应交替训练对抗网

络，而应同时更新网络参数。

网络训练的具体算法原理和流程在第 2小节进
行介绍。

2 算法设计与实现

近 端 策 略 优 化 算 法 （Proximal Policy
Optimization，PPO）是 OpenAI在 2017年提出的强

化学习算法，因其易用性和良好的性能成为 OpenAI
默认的强化学习算法以及目前各新型算法的对比基

准[16-18]。本文采用 PPO算法作为强化学习网络训练
算法。

PPO 算法是一种 Actor-Critic 方法，Actor 网络
输出动作，Critic网络输出价值函数 V (st)，于是将

优势函数定义为下式[19]：

Ât = δt + (γλ)δt+1 + · · ·+ (γλ)T−t+1δT−1. (6)

δt = rt + γV (st+1)− V (st). (7)

其中 δt为 TD-error，表示为式 (7)，Ât是时刻 t的优

势函数的估计，一般采用目前应用较多的广义优势

估计 (generalized advantage estimator，GAE)方法。γ

和 λ是 GAE(γ, λ)函数的两个重要参数，γ 决定了

价值函数的最大值，λ用来平衡方差和偏差。

PPO算法中梯度通过微分函数得到，设置目标
函数 L(θ)为：

L(θ) = Êt[logπθ(at|st)Ât]. (8)

其中，是 πθ 以 θ为参数的随机策略网络。为了提高

训练效果，在 TRPO算法中[17]，提出了目标函数的

概念，如式 (9)，其中表示当前网络和旧网络输出策
略的概率比。

LCPI(θ) = Êt[
πθ(at|st)

πθold(at|st)
Ât]. (9)

PPO算法对目标函数 LCPI(θ)更新进行幅度限

制，剪裁概率比，从而降低目标函数的波动。

LCLIP (θ) =Êt[min(rt(θ)Ât,

clip(rt(θ), 1 + ϵ, 1− ϵ)Ât)].
(10)

基于此，PPO算法流程如表 1所示，为了避免传
统策略梯度算法中采样数据利用率低的缺点，PPO
算法中智能体采用旧策略 πθold 与环境交互获得训

练数据并计算优势函数 Ât，利用 mini-batch多次更
新目标函数 L(θ)，并完成 Actor网络和 Critic网络参
数 θ的更新。

表 2 PPO算法流程

PPO算法流程：

for iteration=1,2,. . . ,M do

for actor=1,2,. . . ,N do

环境中运行策略 πθold T 步

计算优势函数 Â1, . . . , ÂT

end for

利用 mini-batch数据计算目标函数 L(θ)

更新 θold ← θ

end for

图 3给出了以俯仰通道为例的网络训练框图，根
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据算法流程，Actor 网络与环境进行多次交互，根
据当前状态 st 生成动作 at；环境根据动作 at 响应

产生下一时刻状态 st+1 和当前奖励 rt，该四元组

(st, at, rt, st+1) 存放在 mini-batch 中。当 mini-batch
中数据量达到尺寸要求时，批量计算优势函数 Ât K

次并更新网络参数 (图中虚线)。训练中采用分布式
仿真，N 个智能体同时探索状态空间，有效利用计

算资源降低训练时间。
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图 3 基于强化学习的姿态控制器

模型中，动作网络和评价网络输入状态为：

s = {∆θ, ϵpΣ∆θ, α, p, nz,∆ϕ, ϵqΣ∆ϕ, q, vk}. (11)

其中俯仰通道状态维度为 6，包括俯仰角误差∆θ =

|θ − θc|，累积误差，攻角 α，俯仰角速度 p，过载

nz，累计误差 Σ∆θ 作为输入应进行比例 ϵ缩放并限

幅，即避免累计误差过大影响学习效率。滚转通道

状态向量维度为 4，包括滚转角误差 ∆ϕ = |ϕ − ϕc|
，累积误差 Σ∆ϕ ，滚转角速度 q，此外还包括空速

vk 。俯仰通道和滚转通道动作网络输出维度均为 2，
即 apt = {µp, σp}，aqt = {µq, σq}，分别为升降舵和
副翼控制指令的均值和方差，服从高斯分布，当网

络部署时仅输出均值。

在不同姿态角误差条件下，通过设置合理的奖

励函数能够引导智能体到达期望的目标姿态角，例

如可以要求滚转角和俯仰角满足最短时间或按照特

定的响应曲线进行。本文模仿 PID控制器的响应函
数，将两通道的奖励函数分别设置为：

rpt =


− (|∆θ|+ ϵpTs

T p
i

|Σ∆θ|)− ηq(|∆ϕ|+ ϵqTs

T q
i

|Σ∆ϕ|)

rpt − ηn if nz > 4 or nz < −8.

(12)

rqt = −(|∆ϕ|+ ϵqTs

T q
i

|Σ∆θ|)− ηp(|∆θ|+ ϵpTs

T p
i

|Σ∆θ|).

(13)

对比 PID控制器实际物理意义，其中 T p
i 和中 T q

i 可

以看作系统的积分时间常数，中 Ts 表示采样时间。

奖励函数中各变量分别与输入状态 s中角度误差和

角度累积误差对应，因此网络模型训练后，可通过微

调累积误差缩放比例 ϵ 优化系统响应特性或适应不

同采样时间，训练时设置 ϵ = 1/Ts。根据 JSBSim模
型设计经验，俯仰通道积分时间通常小于 5s，滚转
通道积分时间通常小于 2s，结合传统 PID控制器参
数整定方法，为了保证控制器稳定，将 T p

i 和 T q
i 分

别设置为 8s和 5s；ηp 和 ηq 表示俯仰通道和滚转通

道的耦合系数，约束姿态角在二维空间中拟合出最

优响应曲线，本文中为 0.5；特别地，考虑到实际飞
机法向过载 nz 的限制条件，当 nz > 4或 nz < −8

时，奖励函数引入惩罚项 ηz ，使智能体避免进入大

过载区域。

表 2 算法参数设置

名称 值 名称 值

Actor结构 9×128×128×2 Critic结构 9×128×128×1

Actor学习率 1e-5 Critic学习率 1e-5

每回合最大时长 30s mini batch size 64

γ 0.9 Actor更新次数 15

λ 0.95 Critic更新次数 10

算法中网络结构和超参数设计如表 2 所示，两
通道 A-C网络结构相同，均采用表中所示的全连接
结构，隐藏层激活函数为 ReLu函数，动作网络均值
激活函数为 tanh 函数，方差激活函数为 softmax 函
数。Loss function均采用 Adam方法更新梯度[20]。

3 系统仿真

本文强化学习训练环境采用 OpenAI gym 平台，
飞机空气动力学模型基于 JSBSim开源平台 F-16气
动模型[12-14]，其中气动系数使用了 NASA公布的试
验数据。飞机模型具有高阶非线性和延时的特点，变

量之间相互耦合，随机初始化会导致网络不易收敛。

因此在实际训练中，姿态角初始化均值为 0°，初始
空速在 200m/s，归一化方差均为 0.1，随着迭代次数
增大方差逐渐增大，使智能体逐步探索状态空间，同

时学习率逐步降低，避免梯度过大。

网络收敛后还应以时序响应作为判断依据。图

4给出了初始任意姿态角、角速度和空速条件下，飞
机改平时的姿态角响应曲线。由于滚转和俯仰通道

模型复杂度不同，滚转角控制模型和气动模型相对

简单，因此学习速度更快，相反俯仰通道模型相对

复杂，学习速度较慢，当最终俯仰通道网络收敛时，

滚转通道网络可能过拟合导致输出动作非全局最优。

因此设置 ηp和 ηq 为 0.5，图 4可以看到两通道网络
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同时收敛，时域上姿态角的响应更符合预期，在全

角度范围内，姿态角能快速响应，滚转角基本在 5s
内稳定，俯仰角由于过载限制需要 15s左右稳定。
根据李雅普诺夫稳定性理论[21]，利用神经网络

拟合动力学系统渐进收敛，图 4中系统在初始状态
大幅度扰动情况下，控制系统均能保证姿态角恢复

并实现零误差，具有稳定性。
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图 4 任意姿态角改平飞响应曲线
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(a) 10°阶跃信号响应曲线
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(b) 30°阶跃信号响应曲线

图 5 俯仰角阶跃信号响应曲线

为了验证控制器工作性能，本节进行了传统 PID
控制器（PID control）与强化学习控制器（RLNN
control）跟踪目标姿态角时的响应对比。在滚转角
保持 0° 的条件下，图 5 给出了由 RLNN 控制器和
PID控制器跟踪阶跃函数的俯仰角响应曲线。在 10°
阶跃响应时，两者差别较小，RLNN控制器超调较大
但响应速度更快；而当 30°阶跃响应时，在上升阶段
两者均以相同角速度，而 RLNN控制器稳定时间更
短，差别主要与奖励函数设置和累计误差限制幅度

大小有关，仿真发现累计误差限幅越小，超调越小，

但响应速度会下降。
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图 6 姿态角正弦信号响应曲线

为了验证控制器的鲁棒性，图 6 给出了扰动条
件下姿态角跟踪正弦信号响应曲线，其中 sine函数
周期为 10π，幅度分别为 30°和 60°。在地面坐标系
下引入随机突风、传感器噪声和发动机推力扰动，均

服从高斯分布；在 30s仿真时间时放起落架和襟翼并
清空油箱，以改变飞机重心和气动力，仿真结果表

明 RLNN控制器和 PID控制器在扰动条件下均具有
鲁棒性，RLNN控制器面对扰动响应更快。
通过上述比较分析，可以证明基于强化学习的

神经网络模型能够高效地优化各种飞机状态，如不

同角速度、角度、空速、扰动和机动动作等条件下的

响应，根据当前状态输出控制指令，从而实现姿态

角快速跟踪，避免传统 PID控制器在不同姿态下参
数调节过程，有效减少设计人员工作量。
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4 结 论

本文提出了一种基于强化学习的飞机姿态控制

器，实现了任意初始状态下目标姿态角的跟踪。相比

于传统 PID控制器，本文提出的 RLNN控制器核心
思想在于能够通过网络模拟 PID控制器的响应，遍
历状态空间并找到当前状态下的数值最优解。

在未来的工作中，基于此姿态控制器，面向对抗

场景下，采用强化学习自我博弈的机动决策系统将

被进一步研究和实现，决策网络输入双方态势，由

机动策略网络对态势进行评估并输出目标姿态、速

度等控制维度，通过底层控制网络增加飞机模型的

稳定性，降低训练难度，同时控制网络参数随着训

练加深不断优化，以适应对抗场景。
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