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领域专业知识富关联关系提取方法
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摘 要: 面向知识服务业中领域专业内容资源的多模态、智能化、精细化、知识化和重组化的碎片性管理需求,
如何高效生成和应用专业知识,促进实体经济创新发展,成为共同的战略选择与难题.对此,重点研究八大战略新
兴产业内容资源的富关联体系和知识关系标引规范,制定面向服务专业内容资源的一致性富关联关系的描述体
系.构建内容资源表示实体 (知识、信息、资源、服务、对象)间的富关联模式,满足实体间自动解构、聚合及智能抽
取的需求,提出基于领域专业知识的富关联关系提取模型.运用多层注意力机制来凸显重要表征性信息,通过知
识图谱设计并优化异构环境中核心源对象与目标对象间元属性.与以往基线模型不同,所提出的模型结构支持在
特定领域下端到端的学习,不必显式依赖外部知识.实验结果表明,领域专业知识富关联关系提取方法,可有效提
升富关联关系识别精度及专业知识服务效率.
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Abstract: For the fragmentary management needs of multi-modal, intelligent, refined, knowledgeable and reorganized
professional content resources in the knowledge service industry, how to efficiently generate and apply professional
knowledge to promote the innovation and development of the real economy has become a common strategic choice and
a challenging problem. Therefore, this paper studies the multi-relation classification system and knowledge relationship
labeling standard of content resources in eight strategic emerging industries, and develops a consistent multi-relation
classification description system for service-oriented professional content resources. Then an extraction model of multiple
semantic relations based on domain knowledge is proposed, which can distinguish various entities (e.g., knowledge,
information, resources, services, objects), and meet the requirements of automatic deframe, aggregation and intelligent
extraction among entities. A multi-level attention mechanism is used to highlight representational details. At the same
time, it designs and optimizes meta-attributes between the core source and the target in heterogeneous contexts through
the knowledge graph. Unlike previous baseline models, the proposed model structure supports end-to-end learning in the
specific domain without explicit dependence on external knowledge. The experiments show that the proposed method can
effectively improve the accuracy of the multi-relation classification and the efficiency of professional knowledge service.
Keywords: multiple semantic relation；domain knowledge；relation extraction；natural language processing；artificial
intelligence；deep learning

0 引 言

自21世纪以来,知识已成为生产要素中最重要
的组成部分,市场经济也逐渐转型为以知识经济为主

体的知识再生产、再消费和再分配.面对全球海量知
识内容资源的创新服务发展契机,如何打通全球互联
环节中用户生产内容(UGC, user-generated content)与
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专业生产内容 (PGC, professionally-generated content)
关联壁垒,促进实体经济创新发展,成为各国共同的
战略选择与难题. 20世纪90年代起,现代知识服务业
逐渐转型为基于提供高智力附加值的专业知识 (或
技能)的产品或服务.而这类专业知识是一种高质量
的显性知识,是领域专家思维成果的固化.通过文字、
数字、语音、图像、视频等载体形式进行表现,经过专
业化机构的生产加工,为消费群体提供知识服务.然
而,如何高效精准地挖掘海量跨领域专业知识实体
间的隐性关联关系,是专业化知识服务机构的生产难
题[1].
传统关联关系的提取方法是将关系表示为已经

识别的两个实体 (知识、信息、资源、服务、对象)间
的语义关系.通常此类方法,首先采用命名实体识别
技术将文本中的相关实体区别标记,然后结合实体关
系层次转换技术和领域知识库查询技术共同参与关

联关系构建[2].例如,输入“基于贪心策略的自适应蚁
群算法在TSP (tiaveling salesman problem)中的应用”,
提到带注释的目标实体 (entity)对:实体1(X1)“自适
应蚁群算法”和实体2 (X2)“TSP”.目标是输出实体
对间的因果关系 (C-1:起因事物-结果行为关系).与
传统实体关系不同,面向知识服务中的关联关系形式
纷繁复杂,语义隐含性更强.基于传统关联关系的提
取方法难以适应领域专业内容资源的多模态、智能

化、精细化、知识化和重组化的碎片性管理需求.与
传统方法相比,新形势下的富关联关系提取技术将打
破资源载体间隔阂,使得“内容”成为真正源头,推动
实现“按主题”跨模态的专业知识“关联”出版.

富关联关系提取技术是语义理解、 语篇处理

和更高层次自然语言处理任务的基础[3].然而,高效
的富关联关系提取模型准确度常常受限于词法、句

法的可变性,以及语用的隐含性.随着机器学习技
术的发展,富关联关系提取方法打破了传统目标实
体在词法内容和手工特征上的浅层局限,并逐步
向深层架构转变[4-5].近年来,绝大多数基线模型采
用卷积神经网络 (CNN)、递归神经网络 (RNN)和其
他神经架构,主要关注语义和句法结构特征[6-8].尽
管如此,这些模型通常需要依赖外部解析器,常常
忽略关键实体间的富关联关系.基于以上分析,本
文提出一种基于领域专业知识的富关联关系提取

方法—— DomulAttCNN (domain knowledge multi-
relation classification via attention mechanism CNN)模
型,通过多层注意力机制形成句内重要表征性语义信
息的凸显图,采用知识图谱设计并刻画异构环境中领

域知识链路,有效解决专业知识服务中跨领域分析的
困惑性难题.形成满足实体间自动解构、聚合及智能
抽取需求的专业内容富关联关系模型.

本文主要贡献如下:
1)分析专业知识服务中存在的各种关联类型,重

新制定面向服务专业内容资源的一致性富关联关系

的描述体系.采用基于维基百科数据的DBpedia知识
图谱[9]刻画异构环境中领域知识链路,设计并优化异
构环境中核心源对象与目标对象间元属性.

2) 提出一种新的领域专业知识富关联关系提取
方法.该方法支持在特定领域下端到端的学习,不必
显式依赖外部知识.通过多层感知注意力机制,捕获
特定领域实体与关系池间的权重.

3) 提出基于边缘距离的目标函数.通过多个数
据集的实验结果表明,基于边缘距离的目标函数收敛
性能优于标准损失函数,具有更好的收敛性.

1 相关工作

富关联关系提取是识别自然语言中句子级的

两个实体及其之间关系的任务.现有的富关联语义
关系提取模型大致可以分为以下 5类:人工特征模
型[4]、依存树模型[8,10]、端到端模型[7,11]、远程监督

模型[12-13]、注意力机制模型[14-15].
以支持向量机 (support vector machine, SVM)为

代表的人工特征模型,旨在求出n维空间的最优超平

面将富关联实体间正负类区分开[4].由于其无法支
持多分类、在大规模数据中训练困难等缺点,现已
被神经网络模型所取代.依存树模型依赖于显式自
然语言预处理步骤中输出计算的一组特征,进而产
生最短依存路径 (shortest dependency path, SDP).然
而这些SDP通常是基于试误的选择,当自然语言中
句子呈现离散结构时, SDP分析极易出错且严重影
响模型性能.同时,此时解析时间会随着句子长度增
加而呈指数增长,难以收敛.随后发展的端到端模型
解决了这一问题,其根据未标记的实体间关联关系
特征训练目标样本,最终进行概率区分. Zhang等[16]

提出了一种基于卷积神经网络 (convolutional neural
networks, CNN)的端到端模型,这种模型可以自动捕
获相关的词汇的句子级别特征.为摆脱词法资源和
自然语言处理工具包的依赖,发展出一系列以CR-
CNN[7]、depLCNN+NS[11]、PCNN[13]为代表的模型.
但由于这类方法对实体的主体特征关注度不足,且受
限于人工特征标记数据集的规模,而逐渐被取代.为
了解决这一局限性,文献 [12]通过启发方式将文本
与给定的知识库 (knowledge base, KB)对齐来创建大
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型数据集的远程监督 (distant supervision, DS)假设方
法.由于这种假设并不总是成立,某些句子有可能被
错误地标记.为了解决这些不足,文献 [17-19]提出了
多实例多标签学习模型,该模型放宽了传统远程监督
的多实例单标签学习模型的标签限制.但因远程监
督模型实体间易于重叠,且机械地引入知识库而产生
大量错误标签,导致模型难以推广.近年来发展的基
于深度学习的注意力机制可有效填补这一不足, Lin
等[14]提出了一种基于实例选择性注意力机制的卷积

神经网络PCNN+ATT模型.随后,文献 [15]突破实例
选择性局限,提出基于注意力语法实体感知机制的远
程监督模型,以提升重要实体间的语法关注力度.虽
然上述模型成功引入了注意力机制,有效提升重要信
息的关注力度,但由于单文本信息固化性强,导致模
型泛化能力欠佳.
本文利用远程监督模型在特征提取中的优势,着

重解决基线模型泛化能力欠佳的问题.通过领域知
识图谱刻画各领域知识链路,采用多层感知注意力
机制捕获特定领域实体与关系池间的权重,弥补了上
述模型的不足,并进一步提高了模型泛化能力和新领
域模型应用的稳健性.

2 富关联关系类型

为结合中国“十三五”规划中,新一代信息技术、
高端装备、新材料等8大战略新兴产业 (新能源、新
材料、生命生物工程、信息技术和移动互联网、节能

环保、新能源汽车、人工智能、高端装备制造)所构
建的领域专业内容资源库,特重构富关联关系的形式
化描述体系,支持对关联的继承关系、约束特征、依
赖关系等进行刻画.将各领域专业出版社的数字内
容资源整合,重点利用领域专业内中外文科研论文、
技术成果报告、专业期刊、学术著作、企业标准等现

有资源,重新进行专业知识加工、组织和管理.推进
“产、学、研、用”相结合的知识服务新业态,为富关联
关系提取打下基础.

结合领域专业内容文献知识实体关联特征,按
照相关度划分专业内容的富关联关系类型,可划分
为: 1) 同一性关联,是指对实体间所具有的某种程度
的相同 (或相反)之处所形成的同指关联关系,如同指
关系 (SR); 2) 隶属性关联,是指构成某实体隶属于某
一概念、范畴和类别的逻辑关系,且由实体本身的性
质决定,如因果关系 (CR)、从属关系 (AR); 3) 相关性
关联,是指在同一性、隶属性关联之外,实体间具有相
互依存、相互渗透、相互制约、相互作用的关系,一
般表现为时序与空间域的各种关系.其关联关系可

以是不严格固定,且数量关系也可以不完全确定,如
时序相关关系(RT)、空间相关关系(RC).
各领域专业内容存在差异性,此体系留有可扩充

关系组,以实现领域知识服务中富关联构建的弹性与
规范性(如表1所示).

表 1 专业内容的富关联关系类型描述体系

一级关系 二级关系

同指关系 SR

同义关系 S-1

反义等同关系 SR-2

同类并列关系 SR-3

同类对比关系 SR-4

因果关系 CR

起因事物-结果行为关系 CR-1

起因行为-结果事物关系 CR-2

起因行为-结果行为关系 CR-3

起源事物形式-发展事物形式关系 CR-4

从属关系 AR

上下位从属关系 AR-1

类型实例从属关系 AR-2

整体部分同源从属关系 AR-3

整体部分异源从属关系 AR-4

时序相关关系 RT

时序同现关系 RT-1

时序先于关系 RT-2

时序后于关系 RT-3

时序时间长短关系 RT-4

空间相关关系 RC

空间毗连方位关系 RC-1

空间上下方位关系 RC-2

空间左右方位关系 RC-3

空间包围相关关系 RC-4

空间横贯相关关系 RC-5

空间存现相关关系 RC-6

...
...

3 DomulAttCNN模型
一直以来,实体是关联关系提取赖以存在的基

础,但因各领域实体间存在语义差异性难以获取,例
如实体(X)“根”,在生命生物工程领域知识服务产业
表现为“铝诱导植物的根分泌有机酸阴离子的机理”,
在高端制造领域知识服务产业表现为“四元数系数

多项式Q(t)的根的集合”,在新能源汽车领域知识服
务产业表现为“利用根的轨迹法对汽车操纵稳定性

的影响因素进行了研究”.
本文特提出一种多领域具有多层感知注意力机

制的卷积神经网络模型 (domain multi-layer attention
convolutional neural network, DomulAttCNN),整体结
构如图1所示.首先, DomulAttCNN模型自动分类解
构并聚合各领域专业知识,智能抽取结构化专业知识
资源中的实体与关联关系部分;其次,针对以自然语
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图 1 DomulAttCNN模型原理图

言形式存在的非结构化数据使用单词矢量表示

对输入句子进行重编码,实体对采用句内上下文响应
机制和位置编码机制高效地捕获实体词序,并利用基
于对角矩阵的注意力机制来捕获句内单词相对于目

标实体的相关性影响;然后,采用卷积层捕获句间关
联信息,再经过有句间注意力机制的最大池层得到输
出矩阵.表 2主要针对DomulAttCNN模型中的符号
进行概述.

表 2 模型主要符号

符号 定义

xM
i 词嵌入矩阵

ci 上下文的嵌入矩阵

Ww 卷积核权重矩阵

bc 卷积核偏置项

G 相关矩阵

w∗
i 预测网络富关联关系输出

3.1 自然语言的输入预处理

首先结合领域专业内容文献知识实体关联特

征,整理出资源的发表者 (人物),发表机构 (机构),关
键词 (知识点),发表载体 (刊物)等类型的实体及各
自之间的关系.图 2是一张典型的知识服务业知识
图谱,展示了实体与实体间的关系及其部分属性.其
次链接融合了维基百科数据的DBpedia[9]知识图谱

(knowledge graph, KG),将实体结合上下位关系自动
分类成8大战略新兴产业领域.通过知识图谱的领域
分类辅助分析,解决基础专业知识的领域划分问题.
采用分词与命名实体识别技术[20]将自然语言文

本子句中词转换为实值向量以提供词汇语义特征,表

!"
#$
%&

'(

)*

+,-./

01
23
/4

图 2 知识服务业知识图谱

示为 Tn = (x1, x2, . . . , xn),并将全文档词嵌入
矩阵设置为 xv,其维数为 gx × |v|, v为文档输入
词, gx为词的矢量维度.同时将每个xi映射到列向量

xg
i ∈ Rgx .子句中两个标记的实体X1(xb)和X2(xe)

中, b, e ∈ [1, n], b ̸= e,如图2所示.
为融合上下文语义对实体对的关联关系影响,采

用句内上下文响应机制和位置编码机制来高效地捕

获实体词序. DomulAttCNN模型将句内各词与头实
体xb、尾实体xe的相对距离嵌入词嵌入矩阵,第 i个

词的整体词嵌入矩阵为

xM
i = [(xg

i )
τ , (xp

i,b)
τ , (xp

i,e)
τ ]τ . (1)

其中:xg
i表示每个词xi映射后的列向量,xp

i,b与xp
i,e分

别表示第i个词相对于头实体xb、尾实体xe的相对距

离.在图3所示子句“基于贪心策略的自适应蚁群算
法在TSP中的应用”中,词“在”与实体对X1 =“自适

应蚁群算法”和X2 =“TSP”的相对距离分别表示为
−1和1.
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图 3 自然语言的输入预处理

当每次在子句中以第 i个词为中心进行卷积时,
为了充分利用上下文信息,使用大小为 l的滑动窗

口.将 l个词语的信息都融合到ci中,最终表现形式为

ci = [(xM
i−( l−1

2 )
)τ , . . . , (xM

i+( l−1
2 )

)τ ]τ , (2)

其中ci表示上下文的嵌入矩阵,且ci ∈ R(gx+2gp )l.

3.2 多层注意机制

因各领域专业知识存在多源异构实体对象,
DomulAttCNN模型运用多层注意力机制可凸显各部
分的重要性.多层注意机制主要可以分为两类,既上
下文注意力机制和卷积池化级注意力机制.尤其在
拥有多个子句的长句中,只有个别动词或名词与目标
实体产生强影响.此时采用注意力机制的词嵌入矩
阵将形成句内重要表征性语义信息的凸显图,体现各
词语元素与给定实体间联系的强弱程度,如图1所示.
3.2.1 上下文注意力机制

在图 3所示的实例中,非实体词“应用”在决
定关联关系时具有重要的因果关系意义.因此,
DomulAttCNN模型在共存语料库中引入两个实体对
上下文相关的对角矩阵

A
(1,2)
i =

exp(f(X(1,2), xi))
n∑

i∗=1

exp(f(X(1,2)i∗ , xij))

. (3)

具有注意力机制的对角矩阵A
(1,2)
i ,分别表示实

体与上下文相关词的联系强弱关系. X(1,2)为句中两

个实体,评分函数f 则是X(1,2)与xi的内积.
在处理多个源的各个相关对角矩阵时,

DomulAttCNN模型主要训练上下文嵌入矩阵 ci,并
根据矩阵规模,分别采用两种处理方式进行联合矩阵
融合,如下所示:

当矩阵规模较小(n ⩽ 15)时,采用

ri = [(ciA
1
i )

τ , (ciA
2
i )

τ ]τ ; (4)

当矩阵规模较大(n > 15)时,采用

ri = ci
A1

i −A2
i

2
. (5)

最终输出具有注意力的矩阵R = [r1, r2, . . . ,

rn],其中n是句子长度.
3.2.2 卷积池化级注意力机制

在浅层引入了上下文注意力机制输出矩阵R后,
模型为提取更多抽象的高级特征,在更高层引入卷积
池化级注意力机制代替传统的池化层.此方式可以
更好地确定在滑动窗口内各部分的重要性.

首先,将输出矩阵R送入卷积核大小为 gc的卷

积层,引入权重矩阵Ww和偏置项bc,即

Rz = tanh(WwR+ bc), (6)

其中Ww ∈ Rgc×l(gx+2gp).
其次,引入注意力机制,构建一个关联矩阵S.已

忽略了句间无关成分,捕获上下文窗口之间相关连接
的强关注部分,有

G = (Rz)τWNWL + TNWL. (7)

其中:WN为窗口间的权重矩阵,TN为结构化实体矩

阵,WL为关联关系权重矩阵.
最后,通过 softmax函数得到富关联关系预测权

重,再经过最大化输出关联关系,即

w∗
i = max

j

(
Rz

i,j

exp(Gi,j)
n∑

i∗=1

exp(Gi∗,j)

)
. (8)

3.3 边缘距离目标函数

DomulAttCNN模型采用基于富关联距离的损失
函数,通过使该目标函数最小化来训练网络中的各
参数.在整个DomulAttCNN网络模型中,针对输入句
Tn映射在实体关系空间之中,并由网络输出w∗

i .同
时,将WL

φ 映射为每一类实体关系的嵌入φ向量,且
φ ∈ Υ .富关联距离采用欧氏距离函数为该向量差的
L2范数进行描述,即

ρθ(Tn, φ) =
∥∥∥ w∗

i

|w∗
i |

−WL
φ

∥∥∥, (9)

则损失函数为

Lloss = [ρθ(Tn, φ) + (1− ρθ(Tn, φ
−))] + ξ∥θ∥2.

(10)

其中: ρθ(Tn, φ)表示预测的输出与标注关系 (ground
truth)之间的距离, ρθ(Tn, φ

−)为预测的输出与所有

错误类别中得分最高的那个类别之间的距离, ξ为超
参数, ξ∥θ∥2为正则项.
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训练目标是让ρθ(Tn, φ)尽可能的小, ρθ(Tn, φ
−)

尽可能的大.因此, DomulAttCNN模型采用随机梯度
下降(SGD)来更新损失函数的参数,即

G =

n∑
i=1

[ρθ(Ti, φ) + (1− ρθ(Ti, φ
−))],

θ∗ = θ + λ
dG
dθ + φ

d(ξ∥θ∥2)
dθ ,

(11)

其中λ和φ是学习率.

4 实验结果与分析

4.1 数据集

为了更好地验证DomulAttCNN模型的效果,本
文分别在 Semeval-2010 (Task 8)数据集和领域专业
内容文献 (DPC 30)数据集上对模型进行了评估.其
中, Semeval-2010 (Task 8)数据集重点验证在 9种基
线关联关系类型领域的识别效果,而专业内容文献
(PC 30)数据集侧重于验证领域专业内容富关联关系
的识别效果.
4.1.1 Semeval-2010 (Task 8)数据集

Semeval-2010 (Task 8)数据集[3]内含10 717个注
释句,分为 8 000个训练句和 2 717个测试句.注释句
主要标记9种基础关联关系类型和一个附加“other”
类型. 9种类型分别是: cause-effect, component-whole,
content-container, entity-destination, instrument-agency,
entity-origin, member-collection, product-producer,
message-topic.由于数据集刻画了关系方向,当两
个实体以相反的顺序出现时,其需要被视为表
达不同的关系,例如 cause-effect (X1, X2)和 cause-
effect (X2, X1).同时, DomulAttCNN模型采用官方评
估指标准确率、召回率、F1分数来测试模型性能.
4.1.2 领域专业内容文献(DPC 30)数据集
领域专业内容文献 (DPC 30)数据集跨越8大战

略新兴行业 (包含新能源、新材料、生命生物工程、信
息技术和移动互联网、节能环保、新能源汽车、人工

智能、高端装备制造)的领域专业内容资源库.内涵

表 3 专业内容文献 (DPC 30)数据集

8大战略新兴领域 注释句 /条

新能源 9 420

新材料 9 235

生命生物工程 17 007

信息技术和移动互联网 18 043

节能环保 6 437

新能源汽车 7 930

人工智能 11 036

高端装备制造 8 321

共计 87 429

30个学科的专业内容文献, 120万条专业内容知识,
700万条资源端口,数据总量已达2亿条.领域专业内
容文献的关联关系注释句由120位签约专家进行标
记,其中共包含 87 429条注释句,分为 65 000个训练
句和22 429个测试句,如表3所示.

4.2 实验环境与超参数设定

本文模型的实现基于Python 3.6,采用深度学习
框架 PyTorch.在每次实验中,模型的所有网络最多
运行 300个 epochs, dropout设置为 0.2.其中 200维中
英文词嵌入矩阵,选自经过百度百科与维基百科预
先训练后的word2vec.模型首先将全部超参数随机
初始化,再通过交叉验证进行调整.最优超参数如下:
gp(词相对位置维度)= 25; gc(卷积核大小)= 1000; l
(窗口大小)= 3;λ (学习率)= 0.01;φ (学习率)=
0.000 1.

4.3 实验结果

本文采用传统的 F1分数方法 (又称平衡 F 分

数[21])提取富关联关系的评价指标.通过这种方法可
准确评价模型性能,如下所示:

F1 = 2× Fprecision × Frecall

Fprecision + Frecall
× 100%. (12)

4.3.1 Semeval-2010数据集的实验结果
为评价DomulAttCNN模型基础关联的性能,首

先在Semeval-2010 (Task 8)数据集上与 5类 9种基线
模型进行传统关联关系提取效果对比实验,结果如表
4所示.
由实验结果可以发现, DomulAttCNN模型性能

更优.同时,观察到传统基于人工特征的SVM模型[4]

引入大量人工特征,获得了较高准确度,其F1值为

82.2.由于该类特征人为干扰性强,极易产生不可逆
的偏差导致推广性不强,现已被机选特征所代替.基
于依存树的MVRNN模型[10]和SDP-LSTM模型[8],主
要通过寻找父实体节点与子实体节点间最短依赖

路径来实现.然而,此类方法极易忽略语义强相关实
体间关联关系,以及偏差性链接语法无关联的两实
体间关系,进而影响模型准确度.同时,此类模型另
一大缺点是计算复杂度会随着句子维度增加而剧

增. 2015年,因深度学习方法的发展而产生的端到端
模型,将传统基于支持向量机的模型准确度改善近
1.9% (对比CR-CNN模型)、3.4%(对比depLCNN+NS
模型).由此可见,通过端到端的模型可有效改善网络
结构,探查句内语义联系进而减少人为干预.然而,由
实验结果可以发现,深层网络结构存在表现力达到极
限的情况,其性能上还需增强.另一类远程监督模型,
主要基于离散特征的Mintz逻辑回归分类模型与基
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表 4 5类9种富关联关系提取模型的效果对比

模型细化类别 分类器 特征集合 F1

人工特征模型 SVM[4]

+POS, WordNet, prefixes and other morphological features,

dependency parse, Levin classes, PropBank, FanmeNet, NomLex-Plus,

Google n-gram, paraphrases, TextRunner

82.2

依存树模型
MVRNN [10] +POS, NER, WordNet 82.4

SDP-LSTM [8] +POS embeddings, WordNet embeddings, grammar relation embeddings 83.7

端到端模型
CR-CNN [7] +Word embedding, POS embeddings 84.1

depLCNN+NS [11] +WordNet, words around nominals 85.6

远程监督模型
Mintz [12] +KB, POS, dependency parse 67.6

PCNN [13] +KB, Word embedding, POS embeddings 75.0

注意力机制模型
PCNN+ATT [14] +Attention, Word embedding, POS embeddings 80.7

SEE-TRANS [15] +Attention, Entity Embedding 85.0

本文模型 DomulAttCNN +Attention, Position features, External lexical resources(KG) 89.1

于卷积神经网络的PCNN模型.虽然此类模型在F1

值方面表现欠佳,但其成功通过知识库 (KB)对齐文
本,激增大规模语料而功不可没.最后一类,注意力机
制模型在富关联关系提取上获得了良好的结果,著
名的有 PCNN+ATT和 SEE-TRANS.然而,融合了各
类基线模型优势的DomulAttCNN模型F1值首次逼

近90 %大关,性能始终优于其他5类基线模型.对比
Mintz模型提高21.5 %,同时验证了利用边缘距离的
目标函数在富关联关系提取的效果方面表现更优.
为进一步分析模型边缘距离目标函数对模型的

影响效应,与传统目标函数 (Softmax交叉熵)的收敛
性行为进行对比,结果如图4所示.由图4可知,在多
轮迭代的模型训练过程中, DomulAttCNN模型可以
更为平滑地收敛到最终F1 值.然而,传统模型易产生
层间联合效应,会引起更强的反向传播效应,从而出
现收敛震荡现象.
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图 4 边缘距离目标函数与传统目标函数对比

4.3.2 DPC 30数据集的实验结果

为验证模型的泛化性,本文挑选在 Semeval-
2010 (Task 8)数据集上表现效果较优的6个模型进行
领域专业文献富关联关系提取.由于各领域存在差

异性,传统的5种模型未经过领域训练,不同程度上
存在领域混淆的情况.而本文模型很大程度上为此
类问题提供了解决方案,由于采用各领域知识图谱
刻画异构环境中领域知识链路,使得本文的模型可
以根据各领域特点挖掘其浅层语义关联关系,并采
用分领域多层的注意力机制捕获特定领域实体与特

定关系池的注意力.尽管各领域的专业内容结构存
在异构性,本模型可根据各领域特点刻画注意力响应
机制.由经过优化后成对的基于边缘距离的目标函
数中可以看出,模型的收敛效率优于其他模型.由表
5的结果可以看出, DomulAttCNN模型在大多数领域
下的富关联关系提取是非常有效的,在少数分词较困
难领域会出现注意力机制效果不明显的情况.
通过两个不同数据集中的实验结果,本文分析得

出:
1) 以传统特征为主的模型构建过程中,模型性

能会随特征模块的丰富化而变优.然而,此类特征模
型的质量受限于人为标注特征的独创性或文本知识

的先验性,而难以推广.本文基于知识图谱预处理的
DomulAttCNN模型很好地解决了这一难题.专业知
识服务中,基于新型远程监督的知识图谱技术成功刻
画了关系链路,为知识、信息、资源、服务、实体对象
间的富关联关系模式打下链接基础.

2)具有多层感知的上下文注意力机制可以有效
提取抽象特征.同时,基于卷积池化级的注意力机制
可以增加实体链接稠密性,有效融合各领域特征.尽
管输入的专业内容资源结构存在极强的异构性,本文
模型仍然可以洞察更为细微的富关联线索.

3)通过构建基于边缘距离的目标函数,可以增强
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表 5 6种富关联关系提取模型在各领域的F1 分值

8大战略新兴领域
F1 分值

SVM [4] SDP-LSTM [8] depLCNN+NS [11] PCNN [13] SEE-TRANS [15] DomulAttCNN

新能源 68.97 52.73 68.48 61.35 71.46 74.21

新材料 64.69 58.26 70.28 64.95 62.22 68.88

生命生物工程 54.58 56.41 52.13 50.10 62.05 66.30

信息技术和移动互联网 64.36 72.23 71.39 65.10 57.63 77.16

节能环保 68.72 50.22 57.35 57.90 60.95 72.74

新能源汽车 65.02 58.42 74.56 65.63 65.96 74.05

人工智能 52.20 56.00 52.22 61.43 51.34 69.74

高端装备制造 60.75 68.30 72.93 63.23 66.64 76.63

模型的可解释性与有效性,且收敛效率明显优于标准
损失函数.通过缩小预测输出与标注关系间距离,可
拉大与错误类之间的距离,进而逼近目标关系,有效
提高模型训练效率.

5 结 论

本文提出了一种新型的领域专业知识富关联关

系提取方法.通过DomulAttCNN模型的构建过程,解
决了传统领域知识富关联关系提取较为困难的现

状.本文制定了面向服务专业内容资源的一致性富
关联关系的描述体系,运用多层注意力机制来凸显实
体间重要表征性信息,并通过优化基于边距离的目标
函数提升模型训练效率.实验结果表明,这种简单而
有效的端到端模型,可有效提升专业知识服务中富关
联关系识别精度.在未来的工作中,将进一步探索并
优化网络结构,利用更准确的分词方法进行提升语义
特征表现能力,从而提高在分词较困难的领域模型准
确度.
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