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摘 要: 针对间歇过程数据的动态特性带来的故障检测问题,提出一种双权重多邻域保持嵌入 (double weight

multiple neighborhoods preserving embedding, DWMNPE)算法.首先,为每个样本点寻找时间近邻来描述样本点之

间的时序相关关系;其次,定义角度近邻,并为样本点寻找角度近邻和距离近邻,以表征样本点在空间上的相似性,

通过提取这 3种不同的流形特征,充分表征数据的局部结构特征;再次,构造一种新的目标函数,在考虑误差最小

的同时兼顾3种近邻的顺序信息,可防止NPE算法在计算重构权值时丢失近邻顺序信息,在解决数据动态性的同

时充分提取原始数据的本质局部结构;最后,对降维数据构造局部离群因子 (local outlier factor, LOF)统计量进行

监控,消除数据非高斯特性对监控效果的不利影响.数值例子和青霉素发酵过程仿真结果验证了DWMNPE方法

对动态性间歇过程故障检测的有效性.
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Abstract: Aiming at the problem of fault detection caused by the dynamic characteristic of batch process data, a
double weight multiple neighborhoods preserving embedding (DWMNPE) algorithm is proposed. Firstly, by finding
time neighbors for each sample point, the time correlations between samples are reflected. By defining angle neighbors,
sample points are reconstructed to represent the similarity in the space by finding time neighbors, angle neighbors and
distance neighbors for sample points. Three different manifold features can fully extract the essential structure of original
data. Then, considering the minimum error and three kinds of neighbor order information, a new objective function
is constructed to further prevent the loss of neighbor order information when the reconstructing weights are calculated
using the NPE algorithm. The data dynamic is solved, meanwhile, the essential local structure is achieved. Finally, the
LOF statistic of the dimensionality reduction data is constructed to monitor the process and eliminate the bad influence
of data non-Gaussian for monitoring effect. The results of a numerical example and the penicillin fermentation process
simulation demonstrate that the DWMNPE algorithm is effective for fault detection in dynamic batch process.
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0 引 言

近年来,间歇过程已被广泛应用于注塑、生物制
药、半导体制造等高附加值产品生产领域,是一种重
要的工业生产方式[1-2].一旦生产过程发生故障而没
有及时报警,将造成巨大的经济损失和人员伤亡.因
此,对间歇过程进行及时、准确的故障检测以保障其
安全、稳定生产具有重要的经济价值和社会意义[3].
在间歇过程故障检测研究中,基于大量历史

数据的多元统计方法是一类重要的故障检测方

法[4],多向主成分分析 (multiway principal component
analysis, MPCA)[5]、多向偏最小二乘 (multiway partial
least squares, MPLS)[6]等都是典型的多元统计方法,
此类方法通过降维提取原始数据的特征信息,并建立
统计量监测过程运行状态,因此,维度约简算法的特
征提取能力直接影响到过程的监控性能.
数据降维的目的是提取高维原始数据的本质

特征,其中局部几何结构表征了相邻数据点之间
的空间分布关系,是一种重要的特征信息.传统的
降维算法如主成分分析算法 (principal component
analysis, PCA)通过保留数据的方差信息进行降维,
保持的是数据的全局结构,忽略了数据的局部结
构,因此,基于流形学习的降维算法得到广泛关注
和研究. Tenenbaum等[7]提出了等距映射 (isometric
feature mapping, ISOMAP); Belkin等[8]提出了基于谱

图理论的拉普拉斯特征映射 (Laplacian eigenmaps,
LE); Roweis[9]提出了局部线性嵌入 (locally linear
embedding, LLE); He等[10] 提出了邻域保持嵌入

(neighborhood preserving embedding, NPE),该算法是
LLE的线性逼近,相较于LLE算法, NPE的优势在于
可以计算出精确的线性投影矩阵,使得实时性较好,
因此在人脸识别[11]、生物医学[12]等领域得到了成

功的应用,而且近年来, NPE也被引入到故障检测邻
域[13-16].

间歇过程数据具有动态特性,不满足传统方法进
行监测时过程采样独立的假设,会导致高漏报率的
存在.针对这一问题,文献 [17]最早提出了动态主元
分析 (dynamic principal component analysis, DPCA)算
法,通过包含当前时刻和历史时刻采样值的增广矩
阵建立故障检测模型,考虑了过程数据之间的时序相
关性,提高了故障检测率.此后,一系列基于增广矩阵
的多元统计方法被用于动态过程监控中,取得了一定
的故障检测效果[18-19].文献 [20]提出了一种改进的
动态核主元分析 (dynamic kernel principal component
analysis, DKPCA)故障检测方法,首先通过不可区分
度筛选出相关程度较大的变量以减少数据量,接着

构建增广矩阵,最后通过核主元分析 (kernel principal
component analysis, KPCA)建模,该方法对微小故障
表现出更好的故障检测能力.但是,以上方法揭示的
是数据的全局结构,忽略了数据的局部结构,导致特
征提取效果欠佳,直接影响了故障检测效果. NPE算
法由于能够在降维的同时挖掘数据的局部结构,被
广泛用于过程监测中,但是它没有考虑过程数据的
时序相关性.对此,文献 [21]借鉴DPCA的思想,将增
广矩阵应用于NPE算法,提出了动态多向NPE算法,
并成功应用于间歇过程故障检测,然而间歇过程数
据丰富,采用增广矩阵使得算法的计算效率降低.文
献 [22]提出了时序扩展的NPE (TNPE)算法,为每一
个样本点挑选k个时间近邻重构样本点,以挖掘出采
样数据之间的相关信息,通过统计量监控过程性能,
但由于降维后的数据不服从高斯分布,用传统的统计
量进行监控是不准确的.局部离群因子 (local outlier
factor, LOF)表征测试样本对训练样本的偏离程度,由
于故障数据可以视为训练样本的异常点,可以利用
LOF构建统计量进行故障检测, LOF统计量无需数
据满足高斯分布的假设,具有更好的监控效果[23].
综上,本文提出一种双权重多邻域保持嵌

入 (double weight multiple neighborhood preserving
embedding, DWMNPE)的故障检测方法.该方法通过
定义角度近邻,并挑选距离近邻、时间近邻、角度近
邻重构样本点,在时间和空间上完成对样本点的重
构.为了进一步考虑近邻顺序信息对重构权重的影
响,构建新的目标函数,同时考虑近邻顺序信息和重
构误差,有效提取数据的本质流形特征,最后通过构
建LOF统计量,实现对动态间歇过程的监控.

1 邻域保持嵌入(NPE)
NPE作为一种局部流形学习算法,其基本思想

是:对于Rm空间数据集X(x1, . . . , xn)中的每一个数

据点,可以由其相邻的数据点进行线性重构,并能够
找到一个低维映射A(a1, . . . , ad)(d ⩽ m),使得数据
点的线性重构得到最好的保持,从而得到低维空间数
据集Y (y1, . . . , yn),且满足Y = ATX . NPE算法具体
步骤如下:

1)构造邻接图.计算样本点之间的欧氏距离,并
按距离从小到大排序,挑选前k个样本点作为近邻点,
并将样本点与其所有近邻点一一进行连线,构建邻接
图.

2)计算权重矩阵.设W为权重矩阵,若从样本点
xi到样本点xj有一条边连接,则这条边上的权重系
数为wij ,若从xi到xj无连接,则wij = 0.在NPE算
法中,所有样本点均能够通过其近邻点的线性组合进
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行重构,因此,权重矩阵W通过计算重构误差最小化

得到,有

Φ(W ) = min
n∑

i=1

∥∥∥xi −
n∑

j=1

wijxj

∥∥∥2

, (1)

其中约束条件为
n∑

j=1

wij = 1,即权重矩阵的行 (列)元

素的和为1.
3)计算投影矩阵. NPE算法的目的是在数据约

简的同时,保持数据的局部流行结构不变,即在高维
空间Rm中重构数据点xi的权重系数,可以在低维空
间中重构对应的数据点xj .因此,投影矩阵A通过求

解下式的最优解得到:

A = arg min
n∑

i=1

∥∥∥yi − n∑
j=1

wijyj

∥∥∥2

=

arg min yT(I −W )T(I −W )y =

arg min aTX(I −W )T(I −W )XTa, (2)

其中约束条件为yTy = aTXXTa = 1.
引入拉格朗日函数,并通过一定的代数运算,将

式(2)的最优化问题转换为下式的广义特征值求解问
题:

XMXTa = λXXTa, (3)

其中M = (I − W )T(I − W ).求解最小的d个特征

值 (λ1 ⩽ λ2 ⩽ . . . ⩽ λd)所对应的特征向量构成

A(a1, . . . , ad).

2 局部离群因子(LOF)
局部离群因子 (LOF)是由Breunig等[24]首次提

出用于寻找数据集中离群点的方法,其通过计算样本
点的局部离群因子来衡量其离群程度.样本集X ∈
Rn×m中任一样本xi的局部离群因子计算步骤如下,
其中n为样本点数,m为变量个数.

首先,在欧氏距离度量下找到样本点xi的 k个

近邻点,构成局部近邻集N(xi) = {x1
i . . . x

f
i . . . x

k
i },

f = 1, 2, . . . , k.样本xi与其近邻集中距其最远的第

k个近邻之间的距离d(xi, x
f
i )称为xi的邻域半径,记

为r(xi).样本xi与其近邻点xf
i 之间的可达距离定义

为

reach_d(xi, x
f
i ) = max{r(xi), d(xi, x

f
i )}, (4)

则样本xi的局部可达密度为

Ird(xi) =
k

k∑
f=1

reach_d(xi, x
f
i )

. (5)

样本xi的局部离群因子定义为xi的所有近邻的

平均局部可达密度与样本点xi局部可达密度的比值,
即

LOF(xi) =
1

k

k∑
f=1

Ird(xf
i )

Ird(xi)
, (6)

其中Ird(xf
i )为样本xi近邻点xf

i 的局部可达密度.从
式 (6)可以看出:当xi不是离群点时,其与近邻点具有
相近的局部可达密度,则其局部离群因子LOF≈ 1;当
xi是离群点时,xi具有比其近邻点较小的局部可达

密度,则其局部离群因子LOF> 1.

3 基于DWMNPE算法的故障检测
3.1 双权重多邻域保持嵌入(DWMNPE)算法

NPE算法通过构建样本点的多个局部邻域来
描述其特征结构,因此,邻域划分的好坏直接影响
了NPE算法的特征提取能力. NPE算法通过欧氏距
离选择邻域点,没有考虑采样点之间的时序相关
性.通常,在较短的采样时间内,样本点变化较小,可
以认为每个邻域内的样本点之间构成线性相关的关

系[22].因此,本文以采样时间邻近的样本点作为一种
近邻点来描述样本点之间的动态相关信息,时间近邻
表达了在时间序列上的相近,却忽略了在空间上的表
达. NPE算法通过欧氏距离度量样本在空间上的相
似性,但是这种方式并不充分.如图1所示,样本点xi

与样本点xj、xk之间的距离d1、d2相等,但xi与xj、xk

之间的夹角不同,可见样本之间的空间相似性并不相
同,说明仅仅通过欧氏距离大小来衡量样本之间的空
间相似性是不准确的.为此,通过样本间角度的大小
来定义另一种空间相似性的度量指标,即角度近邻,
定义如下:

cos θij =
xixj

T

∥xi∥∥xj∥
. (7)

其中θij是样本点xi与xj(j = 1, 2, . . . , n, j ̸= i)之间

的角度,样本间夹角余弦值越大,夹角越小,样本间相
似性越大.

图 1 样本间角度示意图

为了能够在时间和空间上充分表达样本的结构

特征,本文根据样本点间欧氏距离的大小、采样时间
的顺序、角度余弦的大小分别为样本点寻找距离、

时间以及角度3种近邻点,从3种不同的角度来衡量
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样本点之间的相似性,更加准确地表征样本的本质特
征.

NPE算法在用近邻点重构样本点时,仅仅通过
重构误差求解重构系数矩阵W ,未考虑近邻距离大
小的顺序,一般而言,相比于距离较远的近邻点,距
离较近的近邻点应该在重构样本点时具有更大的权

重.本文通过下式描述的动态多变量数值过程[25]来

分析这一问题:
x(t) = Ax(t− 1) +Bu(t− 1),

y(t) = x(t) + v(t),

u(t) = Cu(t− 1) +Dw(t− 1).

(8)

其中:x ∈ R3×1为状态变量,u ∈ R2×1为输入变量,
y ∈ R3×1为输出变量; v为0均值、0.02方差的高斯测
量噪声,w为0均值、0.05方差的高斯动态噪声;系数
矩阵A、B、C、D分别取值为

A =

 0.118 −0.191 0.287

0.847 −0.264 0.943

−0.333 0.514 −0.217

 , B =

 1 2

3 −4

−2 1

 ,

C =

[
0.811 −0.226

0.477 0.415

]
, D =

[
0.193 0.689

−0.320 −0.749

]
.

取 [u1(t), u2(t), y1(t), y2(t), y3(t)]为监控变量,通
过式 (8)产生 500个数据用于仿真动态过程.在NPE
算法中,设置近邻点数k和降维空间维度d分别为12
和2. NPE算法可求得权重矩阵,其中第1个样本点的
12个近邻点重构系数的绝对值如图2所示.从图2可
以看到,重构权值最大的为第 2个近邻点,重构权值
最小的为第9个近邻点,即并非越相似的近邻点的重
构系数越大,可知NPE算法权重的计算忽略了近邻
的顺序信息.

0

0.1
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0.4

0.5

1 2 3 4 65 7 8 9 10 1112

!"#
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%
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图 2 第1个样本点的重构权重值

DWMNPE算法在求解重构权重时,不仅考虑了
重构误差,还考虑到 3种近邻的顺序信息,目标函数
构造如下:

min J = min(αJE + (1− α)JO). (9)

JE是NPE的目标函数,表征了重构误差信息,具
体如下式所示:

JE =
n∑

i=1

∥∥∥yi − s∑
j=1

wEij
yj

∥∥∥2

=

ATX(I −WE)
T(I −WE)X

TA. (10)

其中:WE是通过样本点与其近邻点重构误差最小计

算得到的; s是近邻点总数,包括距离近邻、时间近邻
以及角度近邻.

JO是表征重构顺序信息的目标函数,具体如下
式所示:

JO =
n∑

i=1

∥∥∥yi − s∑
j=1

wOij
yj

∥∥∥2

=

ATX(I −WO)
T(I −WO)X

TA. (11)

其中WO为表征数据距离顺序、时间顺序以及角度顺

序信息的权重矩阵,借鉴高斯核,WO定义为

WOij
=

exp(−∥xi − xj∥2/β), xj为xi的距离近邻;

exp(−∥ti − tj∥2/β), xj为xi的时间近邻;

exp
(
−
∥∥∥ 1

cos θij

∥∥∥2/
β
)
, xj为xi的角度近邻;

0, otherwise.

(12)

此外,在计算权重WO前,需要对3种近邻顺序信
息进行 z-score标准化处理,以消除变量的量纲对结
果的影响.

综上, DWMNPE的目标函数为
J = αJE + (1− α)JO =

αATX(I −WE)
T(I −WE)X

TA+

(1− α)ATX(I −WO)
T(I −WO)X

TA =

ATX[α(I −WE)
T(I −WE)+

(1− α)(I −WO)
T(I −WO)]X

TA =

ATXM̃XTA. (13)

其中:约束条件为
yTy = aTXXTa = 1,

M̃ = α(I −WE)
T(I −WE)+

(1− α)(I −WO)
T(I −WO).

投影矩阵A通过求解如下最优化问题得到:
A = arg min aTXM̃XTa. (14)

引入拉格朗日函数,并通过一定的代数运算,将
式 (14)的最优化问题转换为下式的广义特征值求解
问题:

XM̃XTa = λXXTa. (15)

求解最小的d个特征值(λ1 ⩽ λ2 ⩽ . . . ⩽ λd)所

对应的特征向量构成A(a1, · · · , ad).
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3.2 基于降维数据的LOF故障检测

传统方法如PCA、NPE等通过T 2和SPE统计量
检测过程运行状况时,需要过程数据满足高斯分布的
假设,然而实际过程数据并不满足这一假设,若继续
采用T 2和SPE统计量监控过程运行状况,必将减低
故障检测率.因此,本文采用基于密度的方法对降维
后的数据建立故障检测模型,构造LOF统计量并通
过核密度估计 (KDE)确定其控制限.相比于传统的
基于距离的统计量, LOF统计量从样本的密度出发,
通过离群程度判断检测样本,对数据的分布没有依赖
性,避免了T 2和SPE统计量对数据分布的局限,因此,
具有更好的故障检测能力.

3.3 故障检测步骤

基于DWMNPE算法的故障检测包括离线建模
和在线检测两部分.

1)离线建模.
step 1:在正常工况下,获取若干批次正常工况数

据作为训练样本X(I × J ×K), I为批次数, J为变量
数,K为采样点数;

step 2:将X(I × J ×K)沿着批次方向展开并进

行标准化处理得到二维矩阵X(I × JK),然后将其按
变量方向排列为矩阵X(IK × J);

step 3: 通过求解式 (15)所示广义特征值问题,得
到投影矩阵A,并根据Y = ATX ,得到二维训练样本
的低维表示Y ;

step 4: 对于降维矩阵Y ,计算其局部离群因子
(LOF),并采用核密度估计(KDE)确定其控制限.

2)在线检测.
step 1: 在故障工况下,得到新的待检测数据

Xnew,并根据离线建模得到的训练样本均值和方差
进行展开和标准化处理;

step 2: 根据离线建模得到的投影矩阵A,得到
xnew的低维表示ynew,在降维数据集Y 中挑选其邻域

并计算其LOF值;
step 3: 判断统计量值是否超过控制限,若超过,

则表明过程有故障发生,反之,表明过程正常.

4 例研究及分析

4.1 数值例子

通过式 (8),产生20批次正常条件下的数据作为
训练样本,每一批数据由500个采样点构成.在实际
的间歇生产过程中,批次过程不可能完全重复.为了
对实际间歇过程更好地模拟,将每一批次数据的变量
相关系数稍微改动.此外,对变量u2从第201个采样
点开始到整个过程结束添加幅值为0.01 × (t − 200)

的斜坡故障,产生一批故障数据用于验证故障检测效
果.
将PCA、DPCA、NPE、TNPE以及DWMNPE算法

用于上述数值模拟的间歇过程故障检测中,结果如图
3所示,图中蓝色“·”代表200个正常工况测试数据,
红色“◦”代表300个故障工况测试数据,图3(a)∼ (e)
中椭圆为T 2统计量控制限,图 (f)中椭圆为LOF统计
量控制限.图3(a)、(b)分别为PCA和DPCA算法的检
测图,从图3(a)可以看到,大部分故障数据在椭圆线
内部,可知PCA算法无法准确检测到故障的发生,出
现了大量的漏报;从图3(b)可以看到,部分故障数据
在椭圆线之外,可知DPCA算法能够检测到大部分故
障,具有一定的故障检测效果.图3(c)、(d)分别为NPE

-0.2

0

0.2

0.4

0.6

-1.0 0 0.5 1.0

y

x

-0.5

-0.6

-0.8

-0.4

(a)   PCA

-0.5

0

0.5

-1.0 0 0.5 1.0

y

x

-0.5

-1.5

-2.0

-1.0

(b)   DPCA

0

0.005

0.010

0.015

-8 0 4 8

y

x /10
- 3

-4

-0.005

-0.010

(c)   NPE

-1.5

0.020

-6 -2 2 6

0

5

10

15

y
/1

0
-

3

-5

(d) TNPE

y

x

0

0.01

y

-0.025

-0.030

0.005

-0.05 -0.03 -0.01

x /10
- 3

-8 0 4-4-6 -2 2 6

(e)   DWMNPE( )T
2 (f)   DWMNPE(LOF)

x

-0.015

-0.020

-0.005

-0.010

0.01-0.05 -0.03 -0.01

0

-0.025

-0.030

0.005

-0.015

-0.020

-0.005

-0.010

图 3 数值例子统计量检测



3028 控 制 与 决 策 第36卷

和TNPE算法的检测图,从图3(c)可以看到,部分故障
数据在椭圆线之外,可知NPE算法相比于PCA算法,
具有更好的故障检测效果;从图3(d)可以看到, TNPE
算法同样具有较好的故障检测效果.图3(e)、(f)分别
为DWMNPE算法的T 2统计量检测图和LOF统计量
检测图,从图中可以看出,相比于PCA、DPCA、NPE、
TNPE算法, DWMNPE算法具有较小的漏报率,表明
DWMNPE算法有效地解决了NPE算法未考虑样本
近邻顺序信息的问题,使得特征提取更加准确,且其
LOF统计量的故障漏报率低于统计量,表现出更好的
故障检测效果.

4.2 青霉素发酵过程

为了进一步验证本文所提算法的有效性,通过青
霉素生产制备过程仿真平台Pensim2.0[26]产生间歇

过程数据.设置反应时间为400 h,采样时间为1 h,通
过设置不同但都在正常范围内的初始条件产生30批
正常工况数据,选取18个变量中的10个变量 (通风速
率 (L / h)、搅拌速率 (r / min)、底物流加速率 (L / h)、补
料温度 (K)、底物浓度 (g / L)、溶解氧浓度 (mmol / L)、
反应器体积 (L)、排气二氧化碳浓度 (mmol / L)、pH值
和发酵罐温度 (K))作为监控变量,构成训练样本集,

为了更加符合实际间歇过程,所有变量均加入了高斯
白噪声.此外,本文通过设置不同故障类型和幅度产
生6个故障批次数据,如表1所示.

表 1 青霉素发酵过程的6个故障批次

故障 变量名 类型 幅值 / % 引入时间 / h

1 通风速率 / (L / h) 阶跃 8 150∼ 250
2 通风速率 / (L / h) 斜坡 2 150∼ 400
3 搅拌速率 / (r / min) 阶跃 8 200∼ 400
4 搅拌速率 / (r / min) 斜坡 8 200∼ 400
5 底物流加速率 / (L / h) 阶跃 8 150∼ 350
6 底物流加速率 / (L / h) 斜坡 0.5 250∼ 350

PCA、NPE、DPCA、TNPE以及DWMNPE算法
对表1中6种故障的检测率如表2所示.通过对检测
结果的对比分析可知,对于故障1,上述5种算法均能
完全检测到故障的发生,但对于其他 5种故障,本文
所提方法具有最高的故障检测率,故障检测延时最
小,可知,本文所提算法优于PCA、NPE、DPCA以及
TNPE算法.故障5存在较大检测延时的原因主要在
于反应底物通过相关变量传播的速度较慢,使得其故
障特征难以及时显现.与阶跃故障相比,斜坡故障 (如
故障2、4、6)因其过程变量变化缓慢而更难被检测到.

表2 青霉素发酵过程的6个故障批次的故障检测率 %

故障
PCA NPE DPCA TNPE DWMNPE

T 2 SPE T 2 SPE T 2 SPE T 2 SPE T 2 SPE LOF

1 1.000 1.000 1.000 1.000 1.000 1.000 1.000 1.000 1.000 1.000 1.000
2 0.680 0.880 0.832 0.920 0.861 0.960 0.930 0.940 0.988 0.984 0.992
3 0.986 0.962 0.991 0.988 0.994 0.992 0.996 0.993 0.998 0.996 0.999
4 0.593 0.582 0.596 0.584 0.781 0.762 0.801 0.796 0.913 0.921 0.929
5 0.359 0.378 0.342 0.338 0.534 0.523 0.632 0.628 0.796 0.788 0.812
6 0.941 0.936 0.950 0.954 0.962 0.958 0.968 0.961 0.972 0.967 0.980

图4为PCA、NPE、DPCA、TNPE及DWMNPE
算法在故障2(通风速率在150∼ 400采样点添加的斜
坡扰动)下的检测结果.其中:图4(a)为PCA算法的统
计量检测图,从图中可知,其T 2和SPE分别在第200
采样点和176采样点开始检测到故障,故障检测存在
较大的延迟;图4(b)为NPE算法的统计量检测图,从
图中可知,其T 2和SPE分别在第192采样点和169采
样点开始检测到故障,虽与PCA算法相比,其故障检
测时间均有所提前,但从故障被引入的时间来看,仍
存在较大的延迟;图4(c)为DPCA算法的统计量检测,
从图中可知,其T 2和SPE分别在第185采样点和158
采样点开始检测到故障, DPCA由于考虑到了过程数
据的动态性,相比于算法PCA以及NPE,故障检测时

间有所提前,但仍存在一定的延迟;图4(d)为TNPE算
法的统计量检测图,从图中可知,其T 2和SPE分别在
第167采样点和165采样点开始检测到故障,故障检
测同样存在一定的延迟;图4(e)为DWMNPE算法的
T 2和SPE统计量检测图,从图中可知,其T 2和SPE分
别在第153采样点和154采样点开始检测到故障,与
PCA、NPE、DPCA以及TNPE相比, DWMNPE算法
故障检测响应最快,能够在故障发生时及时检测到
故障;图4(f)为DWMNPE算法的LOF统计量检测图,
从图中可知,其LOF统计量在第152个采样点开始检
测到了故障的发生,比其他统计量具有更快的响应速
率,表现出更为满意的故障检测效果.
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图 4 青霉素发酵过程在故障2下的检测结果

5 结 论

本文提出了一种双权重多邻域保持嵌入算法用

于间歇过程故障检测.首先定义角度近邻,并为样本
点挑选距离近邻、时间近邻、角度近邻在时间和空间

上充分描述样本点的局部特征;接着,在NPE算法考
虑误差最小化的基础上,考虑近邻的顺序信息,定义
一种新的目标函数,在提取样本本质结构特征的同时
解决其动态性问题;最后,构建LOF统计量完成对间
歇过程的监控,消除传统T 2和SPE统计量对数据满
足高斯分布的假设.通过数值例子和青霉素发酵过
程的仿真实验表明,与PCA、NPE、DPCA、TNPE相
比,本文所提算法具有更令人满意的故障检测效果.
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