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摘 要: 为了进一步提升粒子群算法在离散优化问题中的性能,针对粘性二进制粒子群算法缺乏全局搜索能力、
容易陷入局部最优和收敛速度慢的缺点,提出了一种新的自适应参数策略和粒子散度指标,并结合模拟退火机制
来改善该算法的寻优能力.为了检验算法性能,通过选取不同维数的背包问题算例库以及不同规模的 UCI特征
选择问题算例库进行仿真实验,并对实验数据进行统计分析,实验以及分析结果表明新算法在寻优精度、算法稳
定性和收敛速度上均优于对比算法.
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Abstract: In order to further improve the performance of particle swarm optimization in discrete optimization problems,
aiming at the shortcomings of stickiness binary particle swarm optimization, such as lack of global search ability, easy
to fall into local optimum and slow convergence speed, a new adaptive parameter strategy and particle divergence index
are proposed, and combined with simulated annealing mechanism to improve the optimization ability of the algorithm.
In order to test the performance of the new algorithm, simulation experiments are carried out by selecting the knapsack
problem case library with different dimensions and the UCI feature selection problem case library with different scales,
and the experimental data are statistically analyzed. The experimental and analytical results show that the new algorithm
is superior to the comparison algorithm in optimization accuracy, algorithm stability and convergence speed.
Keywords: binary particle swarm optimization； adaptive strategy； particle divergence； simulated annealing；
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0 引 言

粒子群算法 (Particle Swarm Optimization, PSO)
是一种常用的群体智能优化算法[1],具有概念简单、
参数较少、易于实现等优势,主要用来解决连续函数
优化问题.因为标准粒子群算法中位置向量和速度
向量定义的连续性,无法直接用来解决离散优化问
题,为了解决这一问题,国内外学者先后提出了很多
离散粒子群算法,这些方法大致可分为三类,一是保
持粒子运动方程不变,通过转换函数将粒子的速度
和位置离散化,使其适用于离散空间,如 Kennedy和
Eberhart于 1997年提出的二进制粒子群算法 (Binary

Particle Swarm Optimization, BPSO)[2],首次将粒子群
算法应用于解决一类离散优化问题. 二是根据待
求解离散优化问题的特点, 对算法迭代公式中的
符号和运算规则重新定义,使其能够解决相应的离
散优化问题[3-7]. 三是从粒子群算法的基本原理出
发,在离散域中重新定义粒子的位置和速度属性以
及运动方程, 如文献 [8] 提出的粘性二进制粒子群
算法 (Stickiness Binary Particle Swarm Optimization,
SBPSO),其对粒子速度、位置和运动方程的定义更
适用于二进制空间, 寻优效果较好. 同连续 PSO 一
样,这些离散粒子群算法都存在早熟收敛等问题[9],
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究其原因,主要是由于搜索过程中粒子间快速的信
息流动使粒子聚集在一起,使群体多样性下降过快,
导致寻优停滞,易陷入局部最优,算法前期的探索能
力和后期开发能力有待进一步改善[10,11],针对这一
问题,文献 [12]引入直觉模糊熵作为衡量粒子群状
态和速度变化的基本参数,并提出一种基于直觉模
糊熵的改进二进制粒子群算法,在解决大规模背包
问题时表现较好；文献 [13]提出混合粒子群 -遗传
算法,将遗传操作并入粒子群算法中,算法收敛速度
虽然得到提高,然而算法后期的开发能力依然不足；
文献 [14,15]提出基于模拟退火的粒子群算法,在一
定程度上降低了算法陷入局部最优的可能；文献

[16]使用一个称为粒子年龄的指数来引导粒子走向
搜索空间中更有前途的区域, 防止粒子群算法在处
理多模态优化问题时过早收敛；文献 [17]将模拟退
火思想和反向操作引入离散粒子群算法,虽然可以
帮助粒子摆脱局部最优,但算法收敛速度较慢；文
献 [18]针对组合排列问题提出一种新的编码方案和
邻域扰动方式,提高了算法的寻优能力.

虽然这些研究对粒子群算法作了不同程度的完

善和改进,但在解决离散优化问题时,算法的性能表
现还有待提升,本文在粘性二进制粒子群算法的基
础上,针对其容易陷入局部最优、收敛速度过慢和
寻优过程拖延等问题,引入自适应策略和模拟退火
机制,提出了基于模拟退火机制的自适应粘性粒子
群算法 (Simulated Annealing Stickiness Binary Particle
Swarm Optimization, SA-SBPSO),使其探索和开发能
力得到平衡.为了检验改进算法的效果,分别在背包
问题和特征选择问题算例上进行仿真实验,并与多
种进化算法进行比较,实验结果表明, SA-SBPSO算
法可以在加快收敛速度的同时避免早熟,并且具有
较强的跳出局部最优的能力,算法寻优能力得到显
著提升.

1 标准粒子群算法、二进制粒子群算法和

粘性二进制粒子群算法

为方便读者, 首先对标准粒子群、二进制粒子
群、粘性二进制粒子群算法的原理进行简要介绍,
然后分析粘性二进制粒子群算法的缺点,为后续工
作奠定基础.

1.1 标准粒子群算法

受鸟群捕食行为的启发,标准粒子群算法将鸟
群抽象为没有质量的粒子,每个粒子均具备两个属
性：位置向量和速度向量,其中速度向量代表粒子
移动的快慢和方向,位置向量表示粒子在解空间的

位置,每个粒子可以根据目标函数来计算当前位置
的适应值,并计算自身历史最优解 P ,所有粒子通过
信息共享得到全局最优解 G,随机初始化粒子,并按
照以下公式更新粒子速度和位置：

V t+1
i = ω ∗ V t

i + c1r1 ∗ (Pi −Xt
i ) + c2r2 ∗ (G−Xt

i )

(1)

Xt+1
i = Xt

i + V t+1
i (2)

其中, t为迭代次数, Vi 和 Xi 分别表示粒子 i的速度

和位置, ω是惯性权重, c1 和 c2 是学习因子, r1 和 r2

是 [0,1]上均匀分布的随机数, Pi 是粒子 i的个体历

史最优位置, G是粒子群全局最优位置.

1.2 二进制粒子群算法

二进制粒子群算法 (BPSO)是在标准粒子群算
法的基础上,通过转换函数将速度 V 的每个分量映

射至 [0,1]区间,表示某位置取为 1或 0的概率值,从
而将粒子群算法应用于离散域来解决 0-1离散问题,
粒子的位置和速度更新公式如下：

V t+1
id = ω ∗ V t

id + c1r1 ∗ (Pid −Xt
id) + c2r2 ∗ (Gd −Xt

id)

(3)

S(V t+1
id ) =

1

1 + e−V t+1
id

(4)

Xt+1
id =

 1, if r < S(V t+1
id )

0, else
(5)

其中,Xid取值为 0或 1, t为迭代次数, d为速度和位
置分量, S(·)为转换函数, r是 [0,1]区间均匀分布的
随机数.
虽然转换函数的引入使粒子群算法能够解决离

散问题,然而将连续域中速度和位置的概念直接应
用于离散域是不合适的,因为其对离散空间位置和
速度的描述并不直观.

1.3 粘性二进制粒子群算法

粘性二进制粒子群算法 (SBPSO)[8] 针对离散
搜索空间定义了两个概念:粘性 (Stickiness)和翻转
(Flip),所谓粘性是指在离散域中,粒子保持当前比特
位不变的倾向, 所谓翻转是指粒子比特位的 0-1 互
换,从而将粒子的速度重新定义为翻转概率来更好
地描述粒子在离散域中的速度和位置变化情况,在
解决离散问题时效果较 BPSO得到一定提升.其速
度和位置更新公式如下：

V t+1
id = is ∗ (1− stkt

id) + ip ∗ |Pid −Xt
id|+ ig ∗ |Gd −Xt

id|
(6)
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Xt+1
id =

 1−Xt
id , if r < V t+1

id

Xt
id , else

(7)

其中, Xid 取值为 0或 1, stkt
id 表示在第 t次迭代时,

第 i个粒子第 d维的粘性,当粒子 i第 d维刚发生翻

转时,粒子 i在该维的粘性为 1,然后粘性值随着迭
代进行不断衰减,直到该维粘性为 0或再次翻转；is

表示粘性权重, ip 表示认知权重, ig 表示社会权重,
其中, is + ip + ig = 1, α = ip

ig
(α为常数) , |∙|表示汉

明距离.为了平衡算法的探索和开发能力,采用以下
动态参数控制策略：

is = isu − (isu − isl) ∗
iter

maxiter
(8)

ip = α ∗ 1− is
1 + α

(9)

ig =
1− is
1 + α

(10)

ustkt = ustkl + (ustku − ustkl) ∗ iter

maxiter
(11)

stkt+1
id =

 1, if dth bit just flipped

max{stkt
id −

1

utsk
, 0}, else

(12)

其中, isu 和 isl 分别表示 is 的上界和下界, iter 和
maxiter分别为当前迭代次数和最大迭代次数, ustk
为粒子粘性值从 1衰减到 0所需的迭代次数, ustku

和 ustkl 分别表示 ustk的上界和下界.
粘性概念的提出,是为了保证当 P 和 G没有改

变,粒子经过大量迭代而比特位没有翻转时,会有一
定的翻转倾向来跳出当前位置,从而在一定程度上
避免陷入局部最优.然而,笔者通过实验发现该算法
容易陷入局部最优,究其原因,从公式 (6)可以看出,
当粒子位于全局最优位置时,翻转倾向仅依靠动量
和粘性衰减获得,而通过大量迭代使粘性衰减来获
得翻转倾向不仅拖延了算法寻优进程,也不利于算
法实现探索和开发上的平衡,因此,有必要通过适当
方式来增强算法的寻优效率和跳出局部最优的能力.
再者,作为粒子群算法在离散域中的应用,仅对动量
权重系数 is 采取动态调整策略,而没有考虑算法进
行过程中 ip 和 ig 比例的动态调整,无法保持较好的
搜索效果和收敛速度,也需要进一步改进.

2 改进的粘性二进制粒子群算法

2.1 自适应策略

2.1.1 学习权重调整

标准的二进制粒子群算法和粘性二进制粒子群

算法对于粒子自我认知和社会认知权重系数的设置,

一般是通过经验或实验方式获得,在算法迭代过程
中保持不变,这一方式虽然简易可行,但是在算法寻
优的不同时期无法实时调整寻优重点,无法兼顾算
法前期探索能力和后期开发能力.在算法寻优前期,
希望粒子有较强的自我认知能力,运动偏向个体最
优位置, 来提高前期的搜索能力, 随着迭代的进行,
希望粒子不断均衡自我认知和社会认知能力,加强
粒子间交流,以此达到自适应调整的目的.通过测试
发现,反正切函数的变动趋势对该算法参数调整比
较契合,因此将其应用于参数自适应调整,具体计算
方式：

α = −H ∗ arctan iter

maxiter
+Θ (13)

其中, iter 为算法当前迭代次数, maxiter 为预先设

定的最大迭代次数,H、Θ为调节系数.
2.1.2 散度指标

针对二进制空间搜索的特殊性,综合考虑粒子
的外部表现 (适应度值) 和内部结构 (二进制序列),
提出了一种新的散度指标来衡量粒子群进化过程中

的粒子多样性,具体计算方式：

dtx_mean =
1

N

N∑
i=1

|Xt
i −G| (14)

dtx_min = min{|Xt
i −G|, i = 1, · · · , N} (15)

dtx_max = max{|Xt
i −G|, i = 1, · · · , N} (16)

dtf_mean =
1

N

N∑
i=1

|f(Xt
i )− f(G)| (17)

dtf_min = min{|f(Xt
i )− f(G)|, i = 1, · · · , N} (18)

dtf_max = max{|f(Xt
i )− f(G)|, i = 1, · · · , N} (19)

Div_xf t =
dtx_mean − dtx_min

dtx_max − dtx_min

∗
dtf_mean − dtf_min

dtf_max − dtf_min

(20)

其中, N 为粒子数, dtx_mean 、dtx_min 、dtx_max 分

别表示算法在第 t 次迭代时, 所有粒子的当前位
置到全局最优位置的平均、最小和最大距离 (汉
明距离) , dtf_mean 、dtf_min 、dtf_max 分别表示在

第 t 次迭代时, 所有粒子的当前适应度值到全
局最优值的平均、最小和最大距离. 由公式 (20)
可见, 当 dtx_mean = dtx_min 或 dtf_mean = dtf_min

时, Div_xf t = 0, 此时粒子群距离全局最优粒子
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整体偏近,当 dtx_mean = dtx_max 且 dtf_mean = dtf_max

时, Div_xf t = 1, 此时粒子群距离全局最优粒子
整体偏远. 然而随着算法的进行, 粒子多样性势
必呈下降趋势, 为了在粒子多样性和聚集性上
取得一致从而平衡算法的探索和开发能力, 当
Div_xf t − ξ < 0 (ξ 为常数) 时, 则对粒子群采取
相应措施,增加粒子群多样性和寻优能力,为此,本
文采取模拟退火机制来引导粒子群进化.

2.2 模拟退火机制

模拟退火算法 (Simulated Annealing, SA) 是一
种启发式随机寻优算法, 它模拟了物理退火过程,
从给定的初始高温开始, 利用具有概率突跳特性
的 Metropolis 准则在解空间中进行随机搜索, 经过
重复降温及热平衡达到, 最终得到全局最优解, 其
中, Metropolis准则是模拟退火算法收敛于全局最优
解的关键所在, Metropolis准则以一定概率接受差解,
可以有效避免陷入局部最优和克服初值依赖性.其
中,关于接受概率的Metropolis准则为：

p =

 1, E(Xnew)− E(Xold) ≤ 0

e−
E(Xnew)−E(Xold)

T , E(Xnew)− E(Xold) > 0
(21)

其中, E(X)表示解 X 对应的能量值, Xold 和 Xnew

分别表示扰动前的旧解和扰动后的新解, T 为温度
参数.

3 SA-SBPSO算法
本文将模拟退火算法与粘性二进制粒子群算法

相结合,并采取自适应策略,提出了 SA-SBPSO算法,
基本流程如下：

step 1:初始化粒子群,给每个粒子赋予随机的初始位
置和速度,初始参数设定.
step 2:计算初代粒子最优值和次优值差∆,得到模拟
退火初始温度 T0.
step 3:按公式 (13)对 α采取自适应调整策略.
step 4:计算个体适应值,更新粒子个体历史最优位置
和全局最优位置.
step 5: 按公式 (14)∼(20) 计算粒子群散度指标
Div_xf , 若指标条件满足则执行 step 6, 反之执行
step 7.
step 6:进入循环：随机选择一种扰动方式,对全局最
优解进行邻域扰动,记录较优解,判定是否达到扰动
上限,如果达到则将扰动得到的最优解作为新解,根
据Metropolis准则计算接受概率并更新全局最优解.
step 7:按公式 (8)∼(12)更新参数,降温.
step 8:按公式 (6)和 (7)更新粒子速度和位置.

step 9:判断是否达到停止条件,达到则输出最优解,
算法结束,反之则返回 step 3.
其中,针对二进制序列所采取的邻域扰动方式

为,对当前解的随机互异两位进行交换操作或者对
随机选中的一位进行翻转操作来产生新解 (如图 1
所示),这一过程重复 L次 (L为马尔科夫链长度).

图 1 邻域扰动 (上图是交换操作，下图是翻转操作)

综上,本文提出的 SA-SBPSO算法伪代码如表 1所
示.

表 1 SA-SBPSO算法伪代码

Algorithm SA-SBPSO
Begin
N = min{n, 100}
for i←1 to N do

Randomly initialize x0
i and v

0
i

end for
Acquire fbest

0 and fsub_best
0

∆ = |fbest
0 -fsub_best

0 |，T0 = −|∆|
lnP0

Parameter setting
for t←1 to maxiter do
Adaptive Adjustment α according to (13)
for i←1 to N do
Evaluate f(xt

i)

Update Pi

end for
Update G

Compute Div_xf t according to (14)∼(20)
if Div_xf t − ξ < 0 then
for j←1 to L do

Neighbor_Dist(G)

Merit()

end for
Metropolis()

Update G

end if
T = max{T ∗ β, Tmin}
Parameter update according to (8)∼(12)
Modify xt+1

i and vt+1
i according to (6)、(7)

end for
end



孙一凡等: 基于模拟退火机制的自适应粘性粒子群算法 5

4 实验设计与结果分析

4.1 实验环境设置

算 法 测 试 环 境 为, Win10 操 作 系

统, Intel(R) Core(TM) i5-9500 CPU 处理器, 8GB 内
存, Python3.8编程语言, PyCharm2021.1.3开发环境.

4.2 实验方案

为了检验改进算法的性能, 采用 0-1 背包问题
和特征选择问题数据集对遗传算法、二进制粒子

群算法、粘性二进制粒子群算法和本文提出的 SA-
SBPSO算法进行测试并比较分析. 对每一算例,粒子
数 (种群规模) N设置为 min{n, 100}, n为问题维数,
初始温度设置为 T0 = −|∆|

lnP0
, ∆表示初代粒子最优值

和次优值的差,算法相关参数设置见表 2所示.

表 2 参数设置

参数 P0 β maxiter L H Θ ξ

背包问题 0.9 0.99 1000
[0.8×n] 1 (π+1)/2 0.2

特征选择问题 0.85 0.9 100

其中, P0为初始概率, β为降温系数,maxiter为

算法最大迭代次数, L为马尔科夫链长度, [∙]为取整
运算, H、Θ、ξ 为常数,对每个算例,算法独立运行
30次并统计相应指标.

0-1背包问题是组合优化领域的一个典型问题,
并且已被证明是 NP完全问题. 0-1背包问题有着广
泛的理论和实际应用背景,如投资决策、货物装载、
材料切割问题等.特征选择问题是从一组特征中挑
选出一些最有效的特征以降低特征空间维数的过程,
是模式识别的关键问题之一,相较于背包问题处理
过程更加复杂.上述二者均为典型的离散二进制优
化问题.

4.3 实验一

4.3.1 0-1多维背包问题（MKP）
0-1多维背包问题可以简单描述为：给定 n个

物品和一个背包,每个物品有其价值和对 m项资源

的占用,背包对每项资源有不同的限制.目标是在满
足背包对不同资源限制的同时,使放入物品的总价
值最大.其数学模型为：

max f =

n∑
i=1

pi ∗ xi

s.t.
n∑

i=1

wij ∗ xi ≤ Cj j = 1, · · · ,m

xi =

 1,物品 i未被放入

0,物品 i被放入
i = 1, · · · , n

其中, xi 表示物品 i是否被放入背包, pi 表示物品 i

的价值, wij 表示物品 i对资源 j 的占用, Cj 表示背

包对资源 j 的约束.
4.3.2 实验一数据信息

针对背包问题：用两个著名的背包问题测试集

进行测试,第一个是 SAC-94基准测试集,包含 6个
数据集, 每个数据集附有若干算例, 物品个数从 10
到 105不等,约束条件数从 2到 30不等.第二个是
GK基准测试集,包含一个 GK数据集,附有 11个算
例,物品数从 100到 2500不等,约束条件数从 15到
1500不等,背包问题数据集基本信息如表 3所示.

表 3 背包问题数据集基本信息

数据集 算例个数 物品数 约束个数

hb 2 28-35 2-4
pb 6 27-37 4-30
pet 6 10-50 5-10
sento 2 60 30
weing 8 28-105 2
weish 30 30-90 5
GK 11 100-2500 15-100

4.3.3 实验一结果

对于 SAC-94基准测试集,问题规模较小,我们
统计算法准确率,即找到最优解的能力；对于 GK基
准测试集,由于物品个数和约束个数较多,问题规模
较大,我们统计算法找到最优解的平均值、最优值
和标准差,来衡量算法的寻优能力和稳定性,实验结
果见表 4 和表 5.(表中最优求解准确率用下划线标
明,最优求解平均值、最优值、标准差用加粗标明)

表 4 算法求解准确率对比

数据集 GA BPSO SBPSO SA-SBPSO
hb 0.53 0.13 0.4 0.47
pb 0.53 0.23 0.3 0.5
pet 0.67 0.37 0.67 0.83
sento 0.3 0.23 0.33 0.6
weing 0.5 0.4 0.63 0.87
weish 0.53 0.5 0.67 0.87
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表 5 算法求解最优值、平均值和标准差对比

算例
GA BPSO SBPSO SA-SBPSO

opt avg sd opt avg sd opt avg sd opt avg sd

GK01 3690 3678.11 8.25 3722 3702.34 8.91 3735 3722.07 10.16 3751 3732.67 8.90
GK02 3846 3814.16 10.04 3899 3874.91 10.65 3920 3908.43 14.32 3944 3928.71 9.41
GK03 5478 5450.60 10.28 5534 5488.36 11.32 5578 5557.60 13.61 5608 5595.20 9.73
GK04 5610 5580.93 11.40 5657 5601.72 13.24 5692 5661.50 15.10 5726 5705.83 10.57
GK05 7415 7398.13 12.83 7458 7412.58 16.68 7446 7423.87 20.21 7502 7485.58 11.18
GK06 7460 7435.78 8.75 7568 7540.38 11.65 7568 7529.73 19.22 7626 7607.01 11.22
GK07 18528 18481.47 18.36 18810 18713.42 23.47 18832 18785.87 29.27 19066 19032.47 19.48
GK08 18276 18234.50 14.53 18454 18425.17 14.67 18456 18425.91 28.05 18640 18612.46 17.95
GK09 56001 55934.43 30.18 56549 56490.73 25.01 56636 56494.93 62.06 57552 57476.39 30.21
GK10 55724 55663.30 22.40 56121 56039.22 27.50 56134 56045.28 55.13 56730 56672.76 24.26
GK11 93205 93121.97 25.74 93532 93407.21 57.19 93574 93476.27 56.77 94274 94176.43 45.27

4.3.4 实验一结果分析

由表 4所列数据可以发现,改进后的 SA-SBPSO
算法在 SAC-94基准测试集上较 SBPSO算法准确性
得到提升,求解效果整体优于对比算法,遗传算法在
SAC-94基准测试集中的 hb和 pb数据集上准确率较
高,而在其他数据集上表现较差,说明遗传算法在物
品个数和约束条件较少时寻优能力较好,传统二进
制粒子群算法相较于其他算法准确率较低,寻优精
确性较差；由表 5所列数据可以发现,在 GK基准测
试集上,改进后的 SA-SBPSO算法较其他算法具有
更好的寻优精度、收敛速率和稳定性；在高维背包

问题上 SA-SBPSO算法性能明显优于其他算法,如
图 3所示,对于 GK08算例,改进算法在 200代前后
就已经找到了原算法的最优解并且继续保持较好的

探索和开发能力.
当物品个数和约束条件较多时,遗传算法的寻

优能力受到限制,同时从相应标准差及最优值可以
看出其容易早熟和陷入局部最优,寻优能力低下.从
图 2可以看出,传统二进制粒子群算法则较遗传算
法寻优能力有一定程度提升,但仍差于其他两种算
法.

0 200 400 600 800 1000
3500

3550

3600

3650

3700

3750

SA-SBPSO
SBPSO
GA
BPSO

图 2 四种算法在 GK01问题上的求解曲线
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图 3 四种算法在 GK08问题上的求解曲线

由图 4可以看出,在算法迭代前中期, SA-SBPSO
算法的 Div_xf 值总体上大于原算法的 Div_xf 值,
说明在这一阶段改进算法的粒子多样性优于原算法,
具有更好的探索能力.随着算法的进行,在迭代后期
SA-SBPSO算法的 Div_xf 值呈下降趋势,并总体上
小于原算法的Div_xf 值,说明在这一阶段改进算法
的收敛效果较好,具有较强的开发能力.

0 200 400 600 800 1000
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图 4 粒子群散度变化

4.3.5 测试结果统计分析

(1)为说明实验结果科学性,对本文所列算法在
测试算例上的 30 次实验结果进行统计分析[19], 限
于文章篇幅, 仅以 SA-SBPSO 算法求解 GK01 算例



孙一凡等: 基于模拟退火机制的自适应粘性粒子群算法 7

为例进行分析,SA-SBPSO算法在 GK01算例上的 30
次实验结果 (升序排序后)如表 6所示.

表 6 测试结果

测试结果 (Y)
3712 3717 3722 3722 3723
3724 3725 3726 3728 3728
3730 3731 3731 3731 3732
3733 3734 3735 3736 3736
3738 3738 3738 3740 3741
3742 3745 3745 3746 3751

计算可得表 6 数据的统计参数：样本均值 Y

为 3732.67, 样本标准差 s 为 8.90. 取分布区间为
[3710,3760], 取组距为 10, 得到概率分布直方图如
图 5所示.

图 5 GK01问题 30次结果概率分布直方图

本次统计分析样本容量为 30,还不足以精确描
述数据的分布情况,但易见图 5平滑后的形状约呈
钟形,可大致判断表 6数据 Y近似服从正态分布,即
Y ∼ N(µ, σ2),参数 µ、σ2未知.

根据区间估计原理,取显著性水平 τ = 0.05,置
信水平为 1− τ = 0.95,可以求出表 6数据相关参数
的区间估计：

均值 µ 在置信水平为 0.95 的置信区间为
(3732.67±t0.025(29)× 8.90√

30
),即 (3729.35, 3735.99),说明

对 GK01 算例, SA-SBPSO 算法实验结果的均值在
3729.35与 3735.99之间,这个估计的可信度为 95%.
若以此区间的任意值作为 µ的近似值,其误差不大
于 8.90√

30
×2.0452 = 3.32,这个误差估计的可信程度为

95% .
标准差 σ 在置信水平为 0.95 的置信区间为

(
√
29×8.90√

χ2
1−0.025(29)

,
√
29×8.90√

χ2
1−0.025(29)

),即 (7.09, 11.93),说明对

GK01 算例, SA-SBPSO 算法实验结果的标准差在
7.09与 11.93之间,估计的可信度为 95%.

(2)为检验改进算法实验结果 Y与原算法实验
结果 Y′是否存在显著性差异,对实验数据进行假设
检验,以 GK01为例,两个算法的 30次实验结果差值

见表 7所示.

表 7 测试结果差值

测试结果差值 (Y-Y′)
+26 -9 +7 +5 +9
+23 +12 +7 +5 -7
+34 +20 +2 +8 +12
+14 +20 +23 -13 +24
-15 +23 +26 +6 +5
+14 +17 +8 +13 -1

表中, +表示提升, -表示降低.计算可得表 7数据的
统计参数：样本均值 Y − Y ′ 为 10.60, 样本标准差
s−为 11.81.
易知：Yi − Y ′

i (i = 1, 2, . . . , 30)是来自正态总

体 N(µ−, σ
2
−)的样本,参数 µ−、σ2

−未知.
根据假设检验原理,取显著性水平 τ = 0.05,检

验假设：H0 : µ− ≤ 0, H1 : µ− > 0.
构造统计量： Y−Y ′

s− ⁄
√
30

= 10.60
11.81⁄

√
30

= 4.9161 >

t0.05(29) = 1.6991,故拒绝假设 H0,认为 µ− > 0,即
在显著性水平 τ = 0.05下,认为对于 GK01算例,改
进算法的每次实验结果比原算法均有提升,且提升
均值为 10.60.
对其他算法及相应算例的实验结果也进行了同

样的统计分析,结果类似,这里不再一一列举.

4.4 实验二

4.4.1 特征选择问题

特征选择是指从数据集对应的 M 个特征（属
性）中选择 N个特征（属性）使得系统的特定指标
函数最优,同时也是删除冗余特征、无关特征和干
扰特征,降低数据集维度的过程.本文由所给算法得
出特征子集对应解集,停止准则设定为算法最大迭
代次数.特征选择问题的基本流程如图 6所示.

图 6 特征选择流程图

特征选择问题评价函数：

min f = λ ∗ ErrorRate+ (1− λ) ∗ numselect

numall

其中, λ表示权重系数 (一般将 λ设置为 0.9来突出
分类性能的重要性),ErrorRate表示分类错误率 (通
过 KNN算法计算得出), numselect 表示所选择的特

征数量, numall 表示全部特征数量.
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4.4.2 KNN算法
本文采用 KNN分类算法计算分类错误率,对于

所产生的特征子集进行评估. KNN算法即 K近邻算
法,具有逻辑简单、便于理解、实用性强、易于实现
和无需估计参数等优点,被广泛应用于机器学习领
域,是最简单的分类算法之一. KNN算法的核心思想
是,如果一个样本在特征空间中的 K个最相邻的样
本中的大多数属于某一个类别,则该样本也属于这
个类别,并且具有这个类别上样本的特性.对于 K值
的选取：大量研究表明,选择合适的 K值是建立精
确 KNN分类模型的必要条件,当 K值过小会导致估
计误差变大,出现过拟合现象, K值过大则会导致近
似误差变大,出现欠拟合现象,本文取 K=5来均衡近
似误差和估计误差[8].

对于数据集的处理：导入数据后, 对属性列进
行归一化处理,避免因数值差异和奇异样本导致的
不良影响；然后将数据顺序打乱重排 (使得数据划
分更有随机性),分别提取其标签数据和属性值数据
待算法调用.

对于数据集的划分：采取常用规则, 训练集数
据比例设置为 0.8(向上取整),测试集数据比例设置
为 0.2(向下取整).

4.4.3 实验二数据信息

针对特征选择问题：在 UCI特征选择数据集中
进行测试,数据集特征数从 13到 617不等、样本数
从 101到 4400不等,特征选择数据集基本信息如表
8所示.

表 8 特征选择数据集基本信息

数据集 特征数 样本数 类别数

wine 13 178 3
zoo 16 101 7

segmentation 19 2310 7
german 24 1000 2
WBCD 30 569 2

Ionosphere 34 351 2
sonar 60 208 2

movementlibras 90 360 15
hillvalley 100 606 2
musk1 166 476 2
madelon 500 4400 2
isolet 617 1559 26

4.4.4 实验二结果

对于特征选择问题,首先侧重的是分类性能,其
次是选择特征数,因此,分别统计算法的分类成功率
和选择特征个数来衡量算法寻优能力.对每个数据
集,算法独立运行 30次并统计相应指标,实验结果见
表 9和表 10. (表中最优选择特征数用加粗标明,最
优训练和测试准确率用下划线标明)

表 9 选择特征数和训练准确率对比

数据集
GA BPSO SBPSO SA-SBPSO

特征数 训练准确率% 特征数 训练准确率% 特征数 训练准确率% 特征数 训练准确率%
wine 4.10 96.43 4.41 96.57 3.06 96.53 3.06 96.53
zoo 6.50 97.50 6.11 97.34 5.62 97.29 5.60 97.50

segmentation 6.52 95.18 6.80 95.18 5.60 95.03 5.38 95.12
german 7.80 82.05 8.46 82.15 6.36 82.43 6.40 82.78
WBCD 4.20 95.86 3.88 96.21 3.71 96.25 3.43 96.30

Ionosphere 7.28 94.63 5.30 94.16 5.40 95.21 5.86 95.44
sonar 18.04 95.91 17.78 92.89 16.11 96.08 15.20 96.52

movementlibras 32.35 87.63 25.50 91.01 23.22 91.19 24.40 91.30
hillvalley 37.10 76.45 39.67 79.44 36.50 79.24 30.27 79.42
musk1 73.74 96.15 63.61 98.28 55.10 98.69 48.78 98.87
madelon 227.68 88.72 215.44 90.13 200.53 90.31 190.40 91.75
isolet 232.09 93.31 232.02 95.31 226.79 95.59 215.21 95.75

4.4.5 实验二结果分析

从表 9所列数据可以看出,改进后的 SA-SBPSO
算法在小型特征选择问题上 (如 wine、zoo 等数据
集), 较原算法寻优能力具有小幅提升, 在选择特征
数上虽然会有个别数据集略差于对比算法,但在准
确率上则优于对比算法,这和评价函数中分类精度
的权重较大有关,对于特征选择问题,算法的直接优

化目标是在选择特征数和分类精度之间权衡,实现
评价函数的最优化. 在较大型特征选择问题上 (如
sonar、movementlibras和 isolet等数据集),无论是在
选择特征数还是准确率上均优于对比算法,寻优能
力得到较大提升.
遗传算法在 zoo、segmentation等小型特征选择

问题上表现良好.当问题规模变大时则表现较差,说
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明其探索和开发能力不足,容易早熟和陷入局部最
优.随着问题维数提升,传统二进制粒子群算法的表
现从持平到逐渐优于遗传算法,说明其对中高维问
题有较好的寻优能力.

从表 10 测试集实验结果可以看出, 改进后的
SA-SBPSO算法在绝大部分数据集上可以保持较高

的测试准确率,寻优效果明显好于其他算法,泛化能
力较好；对于 hillvalley和 madelon 数据集,四种算
法均出现过拟合现象,在测试集表现较差,说明当数
据集中干扰属性影响过大以及各属性之间存在复杂

关系时,所列算法无法较好处理,寻优能力有待进一
步改善.

表 10 测试准确率对比

数据集
GA BPSO SBPSO SA-SBPSO

测试准确率% 测试准确率% 测试准确率% 测试准确率%
wine 96.48 96.51 96.50 96.50
zoo 96.88 96.85 96.83 97.04

segmentation 93.17 93.22 93.26 93.26
german 68.94 69.13 70.74 72.61
WBCD 92.36 92.49 93.55 95.47

Ionosphere 92.48 93.09 93.83 94.59
sonar 81.67 82.58 82.11 84.09

movementlibras 78.33 80.26 82.66 83.38
hillvalley 54.80 57.79 57.85 58.24
musk1 85.46 86.33 86.31 87.56
madelon 75.84 78.60 79.96 81.97
isolet 91.05 94.68 94.77 94.89

5 结论与展望

本文提出的 SA-SBPSO算法在学习参数设定上
采取了自适应调整方案,使算法收敛效果得到改善.
为避免算法陷入局部最优带来的停滞现象,提出一
种新的粒子散度指标,结合模拟退火机制使得算法
的探索和开发能力得到平衡,提高了算法寻优能力.
然而通过实验结果看出,改进算法对于 SAC-94基准
测试集仍然不能有很高的准确率,对于特征选择问
题也存在一定的改进空间.下一步工作是要进一步
完善算法的相关参数设置、退火温度控制和邻域扰

动方式,扩展该算法的应用领域,使其不仅能有效解
决 0-1离散问题,也可以有效解决其他的离散优化问
题.
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