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摘 要: 针对麻雀搜索算法面对具有强约束、非凸性和不可微特征的复杂问题所存在的开发与探索能力不平衡、
易陷入局部最优、过早收敛和种群多样性较低等不足, 提出一种求解复杂约束优化问题的多策略混合麻雀搜索
算法. 首先利用反向学习策略构建双向初始化机制,以达到获得分布更优的初始种群的目的. 其次设计了一种基
于交叉与变异算子的位置更新公式,扩大搜索范围,丰富搜索机制,来平衡算法探索和开发能力,同时提高算法的
收敛精度和速度. 最后使用社区学习策略对种群进行精炼,强化开发能力与跳出局部极值的能力,并保持种群的
多样性. 本文算法分别在 23个非约束优化基准测试函数、CEC2017的 28个实数约束优化问题和 4个工程优化
问题上进行了性能评估,实验结果表明,所提出的算法对比其他优化算法具有寻优能力强,收敛精度高,收敛速度
快等优势,可有效解决复杂约束优化问题.
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Abstract: In view of the shortcomings of the sparrow search algorithm in the face of complex problems with strong
constraints、non-convexity and non-differentiability, such as unbalanced exploitation and exploration ability、easy to
fall into local optimum、premature convergence and low population diversity, a multi-strategy hybrid sparrow search
algorithm for complex constrained optimization problems is proposed. Firstly, uses the opposition-based learning strategy
to construct a bi-directional initialization mechanism to achieve the purpose of obtaining the initial population with better
distribution. Secondly, a position update formula based on crossover and mutation operator is designed to expand the
search range and enrich the search mechanism for balancing the exploration and exploitation ability of the algorithm,
while improving the convergence accuracy and speed of the algorithm. Finally, the community learning strategy is used
to refine the population, strengthen the exploitation ability and the ability to jump out of the local optima, and maintain
the diversity of the population. The performance of the proposed algorithm is evaluated on 23 benchmark functions
of unconstrained optimization, 28 real constrained optimization problems of CEC2017 and 4 engineering optimization
problems. The experimental results show that the proposed algorithm compared with other optimization algorithms has
advantages such as stronger optimization ability, higher convergence accuracy, faster convergence speed and so on, which
can be used to effectively solve complex constrained optimization problems.
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0 引 言
约束优化问题 (Constrained Optimization Pro-

blem, COPs) 是优化领域中的一个重要问题, 广泛存
在于工程实际且求解困难, 其研究具有重要的理论
意义和工程价值. 其本质上是一个寻求决策变量 X

的过程, 使 X 能够最大化或最小化目标函数的同时

满足对搜索空间的线性和非线性约束[1]. 约束一般
可以分为等式约束和不等式约束, 分别以等式和不
等式方程的形式表示, X 需要同时满足这两类约束.
故 COPs可以定义为公式 (1):

min /max : f(X)

s.t :

{
gi(X) ≤ 0, i = 1, 2, ..., l

hj(X) = 0, j = l + 1, l + 2, ...,m

(1)

其中 f (X)是目标函数;X=(x1,x2,...,xD)∈ S,Li≤xi≤Ui;
D 是 X 的维度; Li 和 Ui 分别是 xi 的下界和上界;
S=ΠD

i [Li,Ui] 是搜索空间; m 是总约束数, 包括不等
式和相等式约束; gi(X)和 hj(X)分别表示第 i个不
等式约束和第 (j-l) 个等式约束. 寻求优化问题的最
优解是一项极具挑战性的任务, 这要求根据问题类
型、计算成本和算法特性正确选择和使用算法. 相较
于大多基于梯度下降的传统优化算法, 全局优化的
启发式算法具有实现简单、鲁棒性强、搜索能力强

和扩展性强的特点.
近年来, 元启发式算法得到了极大的发展. 代

表性的算法有: 基于自然选择的遗传算法 (Genetic
Algorithm, GA)[2], 全局搜索能力强, 但需要设置的
参数较多且局部搜索能力较弱; 基于群体差异的差
分进化 (Differential Evolution, DE) 算法[3] 具有非常

优秀的寻优能力, 但存在收缩停滞和过早收敛问题;
受鸟群捕食行为启发的粒子群优化 (Particle Swarm
Optimization, PSO)[4] 算法,搜索速度快,但迭代后期
搜索能力较弱, 易陷入局部最优, 过早收敛; 灰狼优
化 (Grey Wolf Optimization, GWO) 算法[5], 参数少,
实现简单, 搜索能力较强, 但种群多样性差; 鲸鱼优
化算法 (Whale Optimization Algorithm, WOA)[6], 搜
索能力较强, 扩展性高, 但收敛速度慢, 易陷入局部
解; 正余弦算法 (Sine and Cosine Algorithm, SCA)[7]

是受数学模型启发的基于种群优化算法, 实现简单,
但优化精度不高; 受物理法则启发的阿基米德算法
(Archimedes Optimization Algorithm, AOA)[8],具有较
强的搜索能力,但跳出局部最优能力不足;还有基于
库仑斯静电力定律和牛顿运动定律的人工电场算法

(ArtificialElectric Field Algorithm, AEFA)[9] 等等. 可
以看到,每个算法都有各自的优缺点,适用于解决不

同类型的问题, 正如“无免费午餐定理”[10] 所指出

的,单一算法很难完美解决所有问题.
麻雀搜索算法 (Sparrow Search Algorithm,

SSA)[11] 是 2020 年提出的一种受麻雀觅食和反捕
食行为启发的群智能优化算法. SSA 具有较强的搜
索能力, 且实现简单、参数少、可扩展性高, 已成
功应用于医学科研、机器学习和工程实践等领域.
然而, 当解决复杂约束问题时, SSA 算法存在易陷
入局部最优, 过早收敛, 求解精度低等不足. 本文针
对 SSA 的不足, 提出了多策略混合麻雀搜索算法
(Multi-Strategy Hybrid SSA, MSHSSA).首先,利用反
向学习策略[12] 构建双向初始化机制, 以获得最优的
初始种群 Xinit;其次,群智能优化算法搜索性能的优
劣很大程度上依赖于探索和开发, 故通过结合交叉
和变异算子, 提出了一个新的位置更新方式来生成
新的种群 X 1, 有效扩展了探索和开发能力的同时提
高收敛精度和速度; 最后,采用社区学习策略实现对
更新后种群 X 1 的精炼,有利于在有希望区域挖掘更
优解,提高对局部极值的判断力,增加种群的多样性.

1 相关工作
求解约束优化进化算法的性能取决于两个因素:

一是作为搜索引擎的进化算法, 二是用来处理约束
的约束处理方法. 文献 [13]将约束处理方法划分为:
1)、可行性法则. 2)、随机排序法. 3)、ε 约束处理
法. 4)、惩罚函数法. 5)、多目标优化法. 6)、混合
法. 其中可行性法则实现简单, 无需定义额外参数,
具有高普遍性 (适合与不同的算法结合,而不去过多
地改变算法本身), 得到了广泛的应用[13]. 故本文采
用MSHSSA与可行性法则进行研究.

1.1 麻雀搜索算法研究现状

近年来, 许多研究者对麻雀搜索算法进行改进
并应用于实际问题.初始化,全局探索和局部开发是
麻雀搜索算法寻优三大步骤. 麻雀搜索算法使用简
单的随机初始化方法来生成初始的种群, 对于种群
迭代的智能算法, 初始种群的质量对最终的收敛精
度有一定的影响. 文献 [14] 采用重心反向学习机制
初始化种群,获得分布更优的初始种群. 文献 [15,16]
利用具有遍历性和初始敏感性的混沌映射生成初始

种群, 来提高 SSA 的种群多样性与质量. 麻雀搜索
算法具有强开发能力和较快的收敛速度, 在算法迭
代后期,种群逐渐聚集在当前最优位置周围,若该位
置是局部最优,则难以跳出从而使解的精度降低. 一
种有效的算法需要平衡全局探索能力和局部开发能

力[14]. 为了扩大搜索范围, 提高发现者全局搜索能
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力,文献 [14]、[16]分别将学习系数和自适应惯性权
重引入到发现者位置更新公式中, 丰富发现者搜索
机制. 为了保持种群多样性和避免算法过早收敛,文
献 [16] 利用改进边界约束处理策略, 将超出边界的
个体随机分配到当前最优个体的附近, 而不是简单
的分配为边界值, 这就避免了个体聚集在边界而导
致的种群多样性下降的缺陷. 文献 [15] 在发现者更
新公式中加入上一代的全局最优和动态权重因子 w,
避免算法陷入局部最优的同时提高收敛速度; 在精
炼阶段中根据选择概率 ps 变换执行柯西突变策略
和对立学习策略动态更新种群, 进一步提高算法的
搜索能力和收敛速度. 虽然上述文献所提出的各种
改进麻雀搜索算法的性能在一定程度上都有所提升,
但寻优能力、种群多样性、收敛速度与解集的精度

仍有较大的提升空间.

1.2 可行性法则

可行性法则是将个体区域划分为可行解和不可

行解区域,可行解优于不可行解,可行解根据适应度
值的好坏选择, 不可行解根据约束违规度选择. 文
献 [17]在 DE中的贪婪选择方法中引入可行性法则,
可以有效解决含有大量不等式约束的约束优化问题.
文献 [18]通过DE、替换和变异三个操作将目标函数
信息整合到可行性法则中形成了 FROFI 方法, 该方
法合理地平衡了目标函数与约束函数, 成功应用于
约束机械设计优化问题和约束多目标优化问题. 文
献 [19]通过融入基于可行性法则的速度和位置边界
策略提出了 AEFA-C,提高了 AEFA算法的开发和探
索能力,增强其对求解约束优化问题的有效性.

2 多策略混合麻雀搜索算法
2.1 算法的总体流程

与其他算法相比, 如 PSO 算法粒子更新方式是
向最优解移动, 而 SSA 的麻雀是直接跳跃到当前最
优解附近,因此收敛速度较快,局部搜索能力强,但这
也导致算法探索问题领域不充分, 种群多样性降低,
易陷入局部最优. 特别是当 SSA解决的复杂约束问
题具有强约束、非凸性、含有多个局部最优解等特征,
这会导致 SSA 极易陷入某一局部最优, 难以找到全
局最优解. 为了改善上述问题,本文提出了一种多策
略混合麻雀搜索算法 (Multi-Strategy Hybrid Sparrow
Search Algorithm, MSHSSA). 图 1 为 MSHSSA 求解
COPs 流程图. 首先, 利用反向学习策略构建双向初
始化机制优化了初始种群的精度和分布性, 再根据
可行性法则将种群分为可行解和不可行解后排序、

划分. 其次,采用基于交叉与变异算子位置更新公式

来更新种群,扩大探索区域,平衡了开发和探索能力,
提升了收敛速度与精度. 最后,引入社区学习策略进
行精炼得到最终种群, 为下一代保留更优父代来提
供搜索方向, 加强寻优能力, 避免陷入局部最优. 描
述 MSHSSA实现过程的伪代码见附录中的算法 A2.
关于原麻雀搜索算法详细介绍与分析见附录.

开始

双向初始化麻雀种群X

 计算出Xt的适应度值F和约束违规值V

根据V把种群分为：可行解(vi=0)、不可行解(vi≠0)

可行解、不可行解分别根据fi、vi进行划分、排序

找到fg、fw、xb、xP和xw

t < tmax ?

采用公式(6)~(9)进行更新得到新的Xt

否

公式(10)~(13)对Xt进行社区学习，得到Xt+1

t=t+1

结束
是

提
升
搜
索
机
制

约
束
处
理

提升初始种群质量

图 1 MSHSSA流程图

2.2 双向初始化

群智能优化算法中初始种群的质量和多样性对

算法的优化性能有很大的影响. 一个高质量的初始
种群可以提高算法的收敛速度, 使算法有更多的机
会找到全局最优解. SSA 通过简单随机初始化方式
生成的初始种群存在种群多样性低、分布不均匀等

不足. 反向学习 (Opposition-based Learning,OBL)[12]

作为一种优化技术, 通过提高初始解的质量和多样
性,已经成功地提升了许多元启发式算法性能. 本文
结合反向学习策略构建双向初始化机制, 提高初始
种群质量来加快并指导算法搜索全局最优解的同时

保证种群多样性与均匀性.表达式如下:

x = [x1, x2, ..., xd], x
′
= [x

′

1, x
′

2, ..., x
′

d]

xj = lbj + rand× (ubj − lbj), j = 1, 2, 3, ..., d

x
′

j = ubj + lbj − xj ,j = 1, 2, 3, ..., d

x =

{
x

′
, f(x

′
) ≤ f(x)

x, else

(2)
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其中 x=[lb, ub], lb和 ub分别表示 x的下界和上界. 双
向初始化首先同时考虑候选解的两个方向, 一个是
随机产生解 x,一个是与其相反方向解 x’,再从 {x∪x’}
中选择适应度值较好的解组成最终初始种群.

2.3 基于交叉与变异算子的位置更新

SSA的寻优能力很大程度上取决于发现者的搜
索能力. 因为发现者不仅是搜索食物的寻找者还是
引导其他个体搜索食物的指导者. 所以发现者应当
具备搜索范围广、寻优方式灵活和寻找能力强的搜

索机制才能够去指引算法寻找到全局最优. 一旦发
现者易陷入局部最优,算法的性能也会随之下降. 故
提升发现者的搜索能力是相当重要的. 由原发现者
更新公式可知麻雀在 R2<ST 安全区域内, 通过当前
位置乘以小于 1 的指数, 跳跃到靠近最优解的新位
置, 以进行开发, 加快了收敛速度. 而当 R2≥ST 时,
即当前位置处于不安全区域时, 麻雀从当前位置向
外执行大于 0 的随机步长远离危险, 这会使个体没
有充分利用其他个体的信息, 导致收敛速度慢和全
局探索能力弱. 本文将差分进化算法中的交叉与变
异算子引入到发现者位置更新公式中, 充分利用被
忽略的个体信息,扩大发现者搜索范围,使其更加充
分探索以优化全局探索能力和提高搜索速度与精度.
算子表达式如下:
变异算子:“DE/rand/1”

vti = xt
r0 + Fi × (xt

r1 − xt
r2) (3)

其中 i≠r0≠r1≠r2均是 1,2,3,......,n中互不相同的整数;
Fi是第 i个体的缩放因子;

交叉算子:

ut
i,j =

{
vti,j ,rand(0, 1) ≤ CRi||j = jr

xt
i,j , else

(4)

其中交叉概率 CRi ∈ [0, 1], jr = randint(1, d)是从 1到
d中的一个随机整数.

选择算子:

xt+1
i =

{
ut
i,f(u

t
i) ≤ f(xt

i)

xt
i, else

(5)

从原参加者更新公式中可以看出,若 i>n/2时,其
更新值为一个标准正态分布随机数乘于指数, 一个
以自身与最差个体位置差值除于个体数平方的值为

底数的指数, 即麻雀收敛于当前最优解的方式是直
接跳跃到当前最优解附近, 而非通过向最优解移动.
从原侦察者更新公式中可以看出, 如果当前最优麻
雀意识到危险 (fi=fg),它会根据自身与最差个体位置
差值和适应度差值的比值来决定移动到安全区域的

步长. 参加者与侦察者的个体们均通过共享全局最
差个体位置信息来搜索, 限制了种群的搜索范围和
种群多样性,导致算法易陷入局部最优. 因此本文提
出了交叉与变异算子位置更新公式来提升参加者与

侦察者的寻优能力. 交叉与变异算子能够让个体们
共享并学习随机种群的位置信息, 这不仅实现了参
加者位置移动更新方式, 而且扩大两者的搜索范围,
从而提升了算法探索未知领域的能力, 有效地降低
算法陷入局部最优的概率, 提高了算法全局搜索能
力与收敛性能. 改进后的位置更新公式如下:
原发现者位置更新公式调整更新为公式 (6):

Xt
i,j =


PXt

i,j × exp(− i

α · tmax
), R2 < ST{

C(M(PXt
i,j)), r ≤ CRi||j = jr

PXt
i,j +Q× L, else

,R2 ≥ ST

(6)

PXt = Xt (7)

其中 C 和 M 分别表示交叉算子和变异算子. r 是从
0到 1的随机数.
原参加者位置更新公式调整更新为公式 (8):

Xt
i,j =


 C(M(PXt

i,j)), r ≤ CRi||j = jr

Q× exp(
Xt

w − PXt
i,j

i2
), else

, i >
n

2

Xt+1
P +

∣∣PXt
i,j −Xt+1

P

∣∣×A+ × L, i ≤ n

2
(8)

原侦察者位置更新公式调整为公式 (9):

Xt
i,j =
Xt

b + β ×
∣∣PXt

i,j −Xt
b

∣∣ , fi > fg
C(M(PXt

i,j)), r ≤ CRi||j = jr

PXt
i,j +K × (

∣∣PXt
i,j −Xt

w

∣∣
(fi − fw) + ε

), else
, fi = fg

(9)

2.4 社区学习

SSA很难能在每次搜索中都能够得到最可靠的
全局最优解. 当遇到局部最优解时, 会导致算法过
早收敛,算法性能降低. 于是我们基于由公式 (6)-(9)
更新后得到的种群 X, 提出了社区学习策略, 通过以
X=[X 1, X 2, ..., Xn]中各个个体 Xi 为圆心,指定半径
Ri,划分出各个个体 Xi的社区区域 Oi, Xi在 Oi中随

机选择个体来学习,生成新的个体 Hi,然后根据适应
度好坏进行选择操作,得到最终的解集 X∈ [X, H].该
策略是利用了 SSA 随着迭代次数的增加, 种群会不
断聚集在一个区域并趋向最优解的特性, 从而把父
代更新为子代之间的步长作为半径, 划分出各自以
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己为中心的社区来形成一个局部搜索区域. 社区学
习利用父代与领域内个体之间的位置差异引导子代

个体在社区内寻求更优解, 让子代个体在已知解集
之间进行深度搜索, 促进个体向最优解方向移动或
帮助个体跳出局部最优解, 充分开发了局部搜索区
域, 为下一次迭代保留高质量解来指引算法搜索方
向, 加快寻优速度, 维持种群多样性, 提升收敛精度.
具体表达式如下:

Ot
i
= {k|dist(Xt

i , X
t
k) ≤ Ri, i ̸= k}

Ri =
∥∥PXt

i − Xt
i

∥∥ (10)

Ht
i,j = Xt

i,j + rand× (PXt
l,j −Xt

o,j), o ∈ Ot
i

(11)

Xt
i =

{
Ht

i , f(H
t
i ) ≤ f(Xt

i )

Xt
i , else

(12)

Xt+1
i =

{
Xt

i , f(X
t
i ) ≤ f(PXt

i )

PXt
i , else

(13)

其中 l是 1,2,3,...,n中的一个随机整数, n是种群规模.

3 约束处理
约束优化问题求解存在约束区域离散、等式约

束、非线性约束等挑战. 如何处理可行解与不可行
解的关系是算法能否高效求解约束优化问题的关键.
本文参考文献 [20], 引入约束违规值 V=(v1,v2,...,vn)
来处理约束. 可行性法则通过根据适应度值 F 和 V
对解集 X 进行可行解 (vi=0)与不可行解 (vi≠0)的划
分与排序,来综合考虑种群的可行性和优劣性,从而
充分处理和利用解集的关系, 使得本文算法在求解
约束优化问题上具有更高效的性能.表达式如下:

vk =

(
l∑

i=1

Gi(Xk) +
m∑

j=l+1

Hj(Xk))

m
(14)

Gi(X) =

{
gi(X),gi(X) > 0

0,gi(X) ≤ 0

Hj(X) =

{
|hj(X)| , |hj(X)| − δ > 0

0, |hj(X)| − δ ≤ 0

(15)

Sort(Xi, Xj) =


Xi ≫ Xj , fi < fj&&vi = vj = 0

Xi ≫ Xj , vi = 0&&vj ̸= 0

Xi ≫ Xj , vj > vi > 0

(16)

其中 vi 是第 i个个体在 m个约束函数值总和的算术
平均值, vi≠0则说明第 i个个体在m个约束函数中至
少有一个不满足,否则 m个约束全部满足. Gi(Xk)和
Hj(Xk)分别表示第 k 个个体在第 i个不等式约束违
规值和第 j-l个等式约束违规值.“≫”表示优于, fi<fj

表示在最小 (大)化问题中 Xi 的适应度小 (大)于 Xj ,
Xi≫Xj 表示 Xi占优,排在 Xj 前面.

4 实验结果与分析
在本节中,通过MSHSSA在 23个经典函数和在

IEEE CEC2017的 28个实数约束优化问题[20]上的实

验结果评估其性能. 有关测试问题的定义、性质、表
达式等详细介绍见附录. 此外,为了直观地比较各类
算法, 采用 Friedman 检验对各竞争算法进行统计分
析排名. 为了公平起见,以下所有实验均在MATLAB
R2020b、8GB RAM和Window-10平台上进行. 注意
除 L-SHADE44的实验结果来自文献 [21],其余算法
代码从 GitHub上获取.

4.1 实验设置

为了公平起见, 本文将所有算法的种群大小设
置为 100,最大优化迭代次数设置为 1000,运行次数
设置为 25, 终止条件设置为是否到达最大优化迭代
次数,并记录适应度的平均值 (Mean)、最优值 (Best)
、标准差 (Std)和可行率 (Feasibility Rate,FR)[20]来比
较衡量算法的性能.

4.2 CEC 2017问题上的比较结果与分析

在本节中, MSHSSA 与其他对比算法在

CEC2017 问题上比较, 对比算法的参数设置与所参
考的文献保持一致. 由于篇幅有限, MSHSSA在非约
束优化测试问题的比较研究实验详见附录.
表 1到表 2列出了MSHSSA与其他对比算法求

解 CEC2017测试问题上的结果与 Friedman排名,其
中最佳解用黑体表示.根据表 1到表 2可以得出,在
C17-C19和C26-C28问题上,没有一个算法能够求解
出满足约束条件的最优解. 而在 C01、C02、C04和
C20 问题上, 几乎所有算法的可行率均为 100%. 在
C01-C04、C06、C07、C09、C10、C12-16、C20、C24
和 C25 这 16 个问题上, MSHSSA 均获得了可行解,
体现了优越的寻优性能.
在 28 个问题中, MSHSSA 在 27 个问题上优于

SSA, 其中 SSA 只确定了 10 个问题的可行解, 而
MSHSSA求解出了 16个问题的可行解,这充分证明
了本文提出的改进策略成功提高了 SSA求解复杂约
束问题的寻优性能, 这是因为双向初始化构建了一
个更加多元化的初始搜索范围, 接着交叉与变异算
子帮助MSHSSA建立了一个更加稳定的机制来平衡
探索和开发能力,提高求解出可行解的概率. 在过早
收敛、陷入局部极值与产生不可行解的情况下,发挥
社区学习的作用,跳出局部最优,选择更优子代,让算
法探索更具方向性, 增强算法的寻优能力. 与 PSO、
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SCA、WOA、GWO和 AOA这 5种算法相比,首先,
MSHSSA 在 26 个问题上求解出的解决方案在 Best
和 Mean值上明显最佳,在 C05问题上表现相当,在
C09 问题上获得最佳 Mean 值. 其次, 就可行率方面
而言, AOA、PSO、WOA、SCA 和 GWO 分别只确
定了 10 、8、6、4 和 4 个可行解. 与 L-SHADE44
算法在 Best 和 Mean 值方面相比, MSHSSA 在 C03
、C06、C07、C09、C11、C14-C19和 C26-C28这 14

个问题上表示更优, 而在 C12 和 C24 问题上求解出
的 Best 值与 L-SHADE44 算法相当. 在 C23 和 C25
问题, MSHSSA 和 L-SHADE44 算法分别求解出更
优的 Best 值和 Mean 值. 根据上述实验结果与分析
可以验证 MSHSSA 在求解 COPs 时的具有很大的
潜力,可以高效应对不同的优化挑战. 从最后一行的
Friedman排名可以发现, MSHSSA获得了第一,再一
次证明了MSHSSA对 SSA的改进是成功和有效的.

表 1 算法在 CEC2017测试问题中 C1-C13结果的比较

F 指标 PSO SCA WOA GWO AOA L-SHADE44 SSA MSHSSA

C01 Best 1.99E+00 6.27E+03 2.07E+04 2.78E+04 9.06E+01 0.00E+00 1.29E+02 7.45E-01
Mean 5.93E+00 8.96E+03 4.06E+04 7.70E+04 4.38E+02 3.87E-30 4.57E+02 2.34E+00
Std 1.97E+00 2.50E+03 1.93E+04 1.87E+04 2.73E+02 6.10E-30 2.20E+02 1.13E+00
FR 100 100 100 100 100 100 100 100

C02 Best 9.16E-01 5.87E+03 4.00E+04 2.30E+04 1.18E+02 0.00E+00 1.80E+02 7.38E-01
Mean 7.66E+00 8.87E+03 1.16E+05 1.25E+05 5.67E+02 5.26E-30 3.02E+02 2.28E+00
Std 4.49E+00 2.28E+03 3.36E+04 9.53E+04 2.83E+02 8.39E-30 1.05E+02 1.34E+00
FR 100 100 8 100 100 100 100 100

C03 Best 7.23E+04 3.18E+04 7.72E+04 4.12E+04 2.99E+04 3.91E+04 8.17E+04 2.51E+04
Mean 4.73E+05 9.55E+04 2.23E+05 3.14E+05 9.69E+04 3.55E+05 2.18E+05 7.98E+04
Std 9.14E+05 1.01E+05 1.24E+05 1.22E+05 5.31E+04 4.47E+05 1.20E+05 5.22E+04
FR 20 0 96 0 40 100 56 100

C04 Best 1.48E+02 3.28E+02 2.14E+02 4.64E+02 1.53E+02 1.36E+01 1.61E+02 1.09E+02
Mean 1.91E+02 3.67E+02 2.83E+02 5.42E+02 1.95E+02 1.36E+01 2.09E+02 1.70E+02
Std 2.63E+01 2.34E+01 5.67E+01 3.07E+01 2.23E+01 5.44E-15 1.79E+01 1.76E+01
FR 100 100 100 100 100 100 100 100

C05 Best 3.97E+07 3.97E+07 3.97E+07 3.97E+07 3.97E+07 0.00E+00 3.97E+07 3.97E+07
Mean 3.97E+07 3.97E+07 3.97E+07 3.97E+07 3.97E+07 0.00E+00 3.97E+07 3.97E+07
Std 2.28E-08 2.28E-08 2.28E-08 1.51E-08 2.28E-08 0.00E+00 2.28E-08 2.28E-08
FR 0 0 0 0 0 100 0 0

C06 Best 6.56E+02 7.13E+02 1.60E+03 1.26E+03 5.99E+02 3.12E+03 9.59E+02 4.81E+02
Mean 1.95E+03 1.60E+03 2.97E+03 1.58E+03 1.77E+03 4.07E+03 3.02E+03 1.15E+03
Std 7.78E+02 4.23E+02 8.53E+02 6.81E+01 3.41E+02 9.82E+02 1.43E+03 1.52E+02
FR 0 0 0 0 0 0 0 56

C07 Best -7.11E+02 -5.70E+02 -7.91E+02 -3.60E+02 -3.97E+03 -2.46E+02 -9.01E+02 -1.18E+03
Mean -4.08E+02 -3.71E+02 -6.35E+02 -3.48E+01 -2.87E+03 -1.09E+02 -6.78E+02 -8.90E+02
Std 1.54E+02 9.74E+01 1.05E+02 9.26E+01 9.74E+02 8.87E+01 1.05E+02 1.15E+02
FR 0 0 0 0 32 96 0 84

C08 Best 2.04E+00 8.15E+00 3.53E+01 8.38E+00 1.75E+00 -2.80E-04 7.84E-01 2.22E-01
Mean 4.30E+00 1.33E+01 7.45E+01 8.84E+00 3.23E+00 -2.80E-04 1.42E+00 4.58E-01
Std 1.37E+00 4.62E+00 1.38E+01 2.37E-02 9.86E-01 0.00E+00 4.01E-01 1.76E-01
FR 0 0 0 0 0 100 0 0

C09 Best -1.74E-01 2.09E+00 -6.09E-01 7.26E+00 -4.18E-01 -2.67E-03 -3.19E-01 -2.60E-01
Mean 6.69E-01 3.05E+00 2.09E+00 9.13E+00 4.03E-01 -2.67E-03 2.91E+00 -8.62E-03
Std 7.15E-01 7.84E-01 2.16E+00 3.07E-02 6.41E-01 1.33E-18 4.92E+00 1.08E-01
FR 0 0 0 0 8 100 16 92

C10 Best 2.12E+00 3.26E+01 5.23E+01 2.78E+01 1.07E+00 -1.00E-04 3.67E-01 3.22E-02
Mean 4.42E+00 3.92E+01 8.44E+01 4.21E+01 2.13E+00 -1.00E-04 3.28E+00 1.69E-01
Std 2.18E+00 4.03E+00 1.89E+01 4.23E-01 9.64E-01 0.00E+00 1.11E+01 7.49E-02
FR 0 0 0 0 0 100 0 4

C11 Best -2.36E+03 -2.12E+03 -2.39E+03 -1.07E+03 -1.33E+03 -9.25E-01 -2.81E+03 -2.86E+03
Mean -1.20E+03 -1.74E+03 -2.11E+03 -6.85E+01 -1.06E+03 -8.75E-01 -1.68E+03 -2.30E+03
Std 6.50E+02 2.47E+02 1.64E+01 2.67E+02 1.36E+02 1.10E-01 1.04E+03 9.06E+02

C12 Best 3.17E+02 5.12E+03 4.33E+02 1.53E+04 5.93E+01 3.98E+00 2.94E+01 3.98E+00
Mean 7.35E+02 6.62E+03 6.75E+02 1.72E+04 1.80E+02 3.99E+00 6.59E+01 2.44E+01
Std 2.23E+02 9.44E+02 1.55E+02 1.86E+02 2.46E+02 1.44E-03 2.67E+01 8.72E+00
FR 0 0 0 0 0 100 0 16

C13 Best 6.80E+05 8.74E+07 6.34E+05 1.37E+09 3.02E+03 2.34E-01 9.03E+04 7.35E+01
Mean 3.79E+06 3.40E+08 4.58E+06 1.78E+09 4.90E+05 6.15E+00 6.76E+05 2.05E+03
Std 2.81E+06 1.32E+08 2.90E+06 2.23E+07 9.61E+05 4.72E+00 5.81E+05 3.70E+03
FR 0 0 0 0 16 100 0 100
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表 2 算法在 CEC2017测试问题中 C14-C28结果的比较

F 指标 PSO SCA WOA GWO AOA L-SHADE44 SSA MSHSSA

C14 Best 1.89E+01 2.09E+01 2.03E+01 2.11E+01 4.63E-01 1.56E+00 8.72E-01 9.12E-01
Mean 2.00E+01 2.10E+01 2.08E+01 2.13E+01 3.66E+00 1.83E+00 1.06E+01 1.33E+00
Std 4.90E-01 8.21E-02 1.51E-01 3.34E-02 5.29E+00 8.34E-02 9.67E+00 2.05E-01
FR 0 0 0 0 0 100 4 72

C15 Best 1.45E+01 2.44E+01 2.11E+01 3.67E+01 1.45E+01 1.18E+01 1.41E+01 1.14E+01
Mean 1.59E+01 3.23E+01 3.01E+01 4.37E+01 1.69E+01 1.92E+01 1.61E+01 1.51E+01
Std 2.17E+00 4.53E+00 3.59E+00 3.24E+01 2.34E+00 3.61E+00 1.82E+00 8.99E-01
FR 0 0 0 0 0 84 8 96

C16 Best 1.70E+02 3.06E+02 1.32E+02 5.65E+02 1.13E+02 1.15E+02 1.40E+02 1.13E+02
Mean 1.98E+02 3.47E+02 1.95E+02 6.42E+02 1.50E+02 1.46E+02 1.74E+02 1.46E+02
Std 1.21E+01 1.89E+01 2.41E+01 1.28E-01 2.47E+01 1.40E+01 1.80E+01 1.56E+01
FR 36 0 100 0 56 100 24 100

C17 Best 8.04E-01 2.15E+00 9.14E-01 4.34E+00 1.69E-01 9.48E-01 6.49E-01 1.09E-01
Mean 1.00E+00 2.59E+00 1.02E+00 5.70E+00 9.73E-01 9.97E-01 9.98E-01 9.68E-01
Std 5.01E-02 2.49E-01 2.90E-02 4.74E-02 2.72E-01 1.67E-02 8.21E-02 3.99E-02
FR 0 0 0 0 0 0 0 0

C18 Best 4.45E+02 5.13E+03 5.57E+02 1.51E+04 4.40E+01 2.91E+02 1.13E+01 3.91E+01
Mean 9.92E+02 7.06E+03 1.12E+03 1.98E+04 2.23E+02 2.79E+03 2.04E+02 1.08E+02
Std 3.78E+02 9.96E+02 4.20E+02 5.53E+02 2.60E+02 4.35E+03 5.50E+01 4.37E+01
FR 0 0 0 0 0 0 0 0

C19 Best 5.31E+01 6.88E+01 6.79E+01 1.06E+02 1.28E+01 5.60E-06 2.91E+01 -1.46E+01
Mean 6.61E+01 8.30E+01 9.30E+01 1.27E+02 3.53E+01 6.20E-06 6.14E+01 -1.10E-01
Std 7.22E+00 7.91E+00 1.06E+01 7.96E+00 1.29E+01 3.40E-07 1.92E+01 7.60E+00
FR 0 0 0 0 0 0 0 0

C20 Best 2.80E+00 7.93E+00 5.41E+00 8.65E+00 1.85E+00 1.28E+00 2.44E+00 1.63E+00
Mean 5.13E+00 8.57E+00 6.78E+00 1.13E+01 4.68E+00 1.42E+00 3.85E+00 2.88E+00
Std 1.22E+00 3.57E-01 9.46E-01 9.13E-01 1.44E+00 9.91E-02 1.28E+00 7.26E-01
FR 100 100 100 100 100 100 100 100

C21 Best 6.47E+02 1.31E+04 9.81E+02 7.41E+04 1.24E+02 9.78E+00 1.51E+02 7.54E+01
Mean 9.88E+02 2.19E+04 1.73E+03 1.00E+05 6.30E+02 2.25E+01 2.86E+02 1.30E+02
Std 2.20E+02 4.55E+03 5.44E+02 1.17E+03 4.80E+02 8.91E+00 7.40E+01 3.27E+01
FR 0 0 0 0 0 100 0 0

C22 Best 8.93E+05 2.78E+09 9.70E+06 3.65E+10 4.88E+04 3.16E+00 2.80E+05 1.71E+04
Mean 6.67E+06 5.66E+09 3.95E+07 6.41E+10 5.32E+06 1.27E+03 1.37E+06 2.96E+05
Std 8.28E+06 2.17E+09 2.89E+07 2.07E+09 9.93E+06 1.41E+03 8.08E+05 2.32E+05
FR 0 0 0 0 0 100 0 0

C23 Best 2.09E+01 2.10E+01 2.07E+01 2.11E+01 2.07E+01 1.50E+00 2.05E+01 1.48E+00
Mean 2.10E+01 2.11E+01 2.09E+01 2.16E+01 2.09E+01 1.72E+00 2.09E+01 1.64E+01
Std 5.61E-02 7.82E-02 9.12E-02 9.94E-02 8.92E-02 1.27E-01 2.23E-01 6.16E+00
FR 0 0 0 0 0 100 0 0

C24 Best 1.23E+01 4.59E+01 1.91E+01 1.00E+02 1.22E+01 1.18E+01 1.18E+01 1.18E+01
Mean 1.57E+01 5.65E+01 3.87E+01 1.21E+02 1.52E+01 1.22E+01 1.50E+01 1.46E+01
Std 1.92E+00 5.49E+00 1.03E+01 2.26E+00 1.40E+00 1.04E+00 1.17E+00 8.64E-01
FR 4 0 0 0 0 100 0 96

C25 Best 1.59E+02 5.49E+02 1.77E+02 1.11E+03 1.38E+02 1.13E+02 1.63E+02 1.03E+02
Mean 1.96E+02 6.77E+02 2.48E+02 1.30E+03 1.84E+02 1.42E+02 1.90E+02 1.75E+02
Std 1.61E+01 7.00E+01 6.78E+01 3.43E+00 1.87E+01 1.39E+01 1.71E+01 1.31E+01
FR 24 0 0 0 36 100 36 100

C26 Best 8.65E-01 5.09E+00 1.01E+00 1.91E+01 9.55E-01 9.55E-01 9.33E-01 8.13E-01
Mean 9.94E-01 6.81E+00 1.07E+00 2.49E+01 1.07E+00 9.97E-01 1.01E+00 9.93E-01
Std 4.61E-02 9.65E-01 4.17E-02 1.33E+00 1.53E-01 1.64E-02 2.82E-02 2.82E-02
FR 0 0 0 0 0 0 0 0

C27 Best 6.86E+02 1.66E+04 1.69E+03 5.39E+04 2.25E+02 1.19E+03 2.35E+02 1.18E+02
Mean 1.54E+03 2.75E+04 3.31E+03 9.76E+04 8.82E+02 9.32E+03 4.12E+02 3.78E+02
Std 8.38E+02 6.10E+03 1.23E+03 5.03E+03 8.74E+02 8.79E+03 1.81E+02 8.56E+01
FR 0 0 0 0 0 0 0 0

C28 Best 1.10E+02 1.05E+02 1.17E+02 1.56E+02 8.51E+01 4.52E+01 1.24E+02 6.63E+01
Mean 1.35E+02 1.30E+02 1.47E+02 1.83E+02 1.49E+02 1.43E+02 1.48E+02 1.03E+02
Std 1.67E+01 1.28E+01 1.73E+01 7.49E+00 1.60E+01 2.45E+01 1.87E+01 1.41E+01
FR 0 0 0 0 0 0 0 0

Rank 4.57 6.16 5.68 7.39 3.71 2.86 3.91 1.71



8 控 制 与 决 策

4.3 实际应用

在本节中,用 MSHSSA求解 4个多维非线性结
构设计优化问题: Himmelblau的非线性优化问题,弹
簧设计问题,三杆桁架设计问题和工字梁设计问题.

4.3.1 Himmelblau非线性优化问题

Himmelblau非线性优化问题的目标是找到一个
决策向量 Z,它将最小化以下模型的目标函数 f.

Consider : Z = [z1, z2, z3, z4, z5]

Minimize : f(Z) = 5.3578547z3
3 + 0.8356891z1z5

+37.293239z1 + 40729.141

s.t :
g1(Z) = 85.334407 + 0.0056858z2z5 + 0.0006262z1z4

− 0.0022053z3z5

g2(Z) = 80.51249 + 0.0071317z2z5 + 0.0029955z1z2

+0.0021813z3
2

g3(Z) = 9.300961 + 0.0047026z3z5 + 0.0012547z1z3

+0.0019085z3z4

0 ≤ g1 ≤ 92, 90 ≤ g2 ≤ 110, 20 ≤ g3 ≤ 25

Variable range :
78 ≤ z1 ≤ 102, 33 ≤ z2 ≤ 45, 27 ≤ z3, z4, z5 ≤ 45

表 3 列出了 MSHSSA 和其他对比算法求解
Himmelblau 非线性问题的最佳解. 根据表 3 可以
得出, MSHSSA 求解出的最佳可行解为 Z=(102, 33,
29.1, 27, 40), f =98500. 与其他算法对比, MSHSSA
获得了最优可行解, AOA 因违背约束条件 g3, 故解
是不可行的. 表 4 列出了 MSHSSA 与其他算法在
Himmelblau 非线性问题上的统计结果. 根据表 4 可

以得出,在获得可行解的所有算法中, MSHSSA在可
行解的最优值、平均值和标准差方面都达到了最佳,
这表明了 MSHSSA 求解 Himmelblau 非线性问题时
具有有效性和精度高的特点. 由于篇幅有限,求解其
他 3个工程优化问题的实验和关于算法的时间复杂
度分析详见附录.

5 总结
本文提出了一种多策略麻雀搜索算法, 用于求

解复杂约束优化问题. 本算法引入双向初始化机制
调节初始种群分布均匀性, 提高初始解质量的同时
使个体搜索更具方向性; 加入交叉与变异算子改进
位置更新公式,提升算法的全局探索遍历性,根据收
敛情况自适应调整算法的开发与探索能力, 加快收
敛速度,提高寻优精度;融入社区学习策略精炼种群,
维持种群多样性的同时保证算法充分发掘有希望区

域,有利于算法摆脱局部极值点;引入可行性法则,高
效复杂处理约束优化问题.利用 23个非约束优化测
试问题、28个实数约束优化问题和 4个工程设计问
题验证本文算法的性能. 综合实验结果表明,本文算
法具有较好的全局收敛性,鲁棒性和种群多样性,在
求解复杂优化问题上比原算法表现出更优秀的寻优

能力和更高效的综合性能. 然而, MSHSSA也存在一
些限制与缺陷, 即在面对极具欺骗性和极难搜索问
题时, 还需要进一步提升全局搜索能力与局部开发
能力,且对比原算法也增加了一定的时间复杂度. 在
未来的研究当中, 将进一步研究结合不同策略和约
束处理方式来求解复杂约束优化问题.

表 3 不同算法对 Himmelblau非线性问题的最佳解决方案

算法 决策变量的最优值 约束 f

z1 z2 z3 z4 z5 g1 g2 g3 Best

SSA 1.02E+02 3.30E+01 2.91E+01 2.70E+01 4.00E+01 9.20E+01 1.02E+02 2.00E+01 9.85E+04
WOA 1.02E+02 3.31E+01 2.99E+01 4.46E+01 3.08E+01 9.20E+01 9.60E+01 2.00E+01 1.09E+05
SCA 1.02E+02 3.30E+01 2.92E+01 2.70E+01 3.98E+01 9.20E+01 1.02E+02 2.00E+01 9.99E+04
GWO 1.02E+02 3.30E+01 2.91E+01 2.70E+01 4.00E+01 9.20E+01 9.82E+01 2.00E+01 9.85E+04
PSO 1.02E+02 3.30E+01 2.91E+01 2.70E+01 4.00E+01 9.20E+01 1.02E+02 2.00E+01 9.85E+04

AEFA-C 1.02E+02 3.30E+01 2.97E+01 3.81E+01 3.46E+01 9.20E+01 9.68E+01 2.01E+01 1.07E+05
AOA 7.80E+01 3.30E+01 2.70E+01 2.70E+01 2.70E+01 9.01E+01 9.62E+01 1.68E+01 6.94E+04

MSHSSA 1.02E+02 3.30E+01 2.91E+01 2.70E+01 4.00E+01 9.20E+01 1.02E+02 2.00E+01 9.85E+04

表 4 不同算法对 Himmelblau非线性问题的统计结果

算法 Best Mean Std FR(%)

SSA 9.85E+04 1.02E+05 7.24E+03 100
WOA 1.09E+05 1.21E+05 8.99E+03 56
SCA 9.99E+04 1.03E+05 2.55E+03 36
GWO 9.85E+04 9.86E+04 7.67E+01 52
PSO 9.85E+04 9.99E+04 2.11E+03 100

AEFA-C 1.07E+05 1.26E+05 1.24E+04 100
AOA 6.94E+04 6.94E+04 0.00E+00 0

MSHSSA 9.85E+04 9.85E+04 1.54E+01 100
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