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基于脉冲卷积神经网络稀疏表征的高分辨率

遥感图像场景分类方法

张哲益, 曹卫华†, 朱 蕊, 胡文凯, 吴 敏
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武汉 430074；3. 地球探测智能化技术教育部工程研究中心，武汉 430074)

摘 要: 遥感图像场景分类对土地资源管理具有重要意义,然而高分辨率遥感图像中地物分布复杂,图像中存在
着与当前场景无关的冗余信息,会对场景的精确分类造成影响.对此,提出一种基于脉冲卷积神经网络 (SCNN)稀
疏表征的场景分类方法.从稀疏表征出发,利用脉冲神经元的稀疏脉冲输出特性,设计脉冲卷积神经网络,去除遥
感图像中与场景无关的冗余信息,实现对图像的稀疏表征;提出基于脉冲输出交叉熵损失函数的反向传播算法,在
该算法的基础上利用梯度下降训练脉冲卷积神经网络,优化网络参数,实现遥感图像场景分类;通过实验验证方
法的有效性,将所提出方法应用于Google和UCM两个遥感图像数据集,并与传统的卷积神经网络 (CNN)进行对
比.实验结果表明,所提出方法可以对遥感图像进行稀疏表征,实现场景分类;相对于卷积神经网络,所提出方法在
遥感图像场景分类任务上更具有优势.
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Abstract: Remote sensing imagery scene classification is of great significance to land resource management. However,
the distribution of ground objects in remote sensing images of high spatial resolution (HSR) is complex, and there is
redundant information irrelevant to the current scene in the images, which will affect the accurate classification of the
scene. To solve this problem, a scene classification method based on the spike convolutional neural network (SCNN)
is proposed. From the perspective of sparse representation, the SCNN is designed based on the sparse spike output
characteristics of spike neurons to remove the redundant information irrelevant to the scene in remote sensing images
and realize sparse representation of images. A backpropagation algorithm based on the spike output cross entropy loss
function is proposed. Based on this algorithm, the SCNN is trained by gradient descent, and the network parameters are
optimized to realize scene classification of remote sensing images. The validity of the proposed method is verified by
experiments, where the proposed method is applied to two remote sensing imagery datasets, namely, Google and UCM,
and compared with the traditional convolutional neural network (CNN). Experimental results show that the proposed
method is able to perform sparse representation of remote sensing images and realize scene classification; and compared
with CNN, the proposed method shows better performance in the remote sensing imagery scene classification task.
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0 引 䀰

遥感技术的快速发展,使包含丰富信息的遥感图
像数据日益增多,遥感图像数据解译成为了一个热点
问题.场景分类是遥感图像数据解译的主要任务之
一,它是指根据遥感图像中包含的信息,判别图像属
于哪一类场景 (如森林、农业用地、居住区、公路
等).在地区区域划分、区域规划、土地利用率统计
等方面,遥感图像场景分类具有很大的应用价值.
针对高分辨率遥感图像的地物识别问题,一些研

究人员通过提取图像的光谱特征、空间特征、纹理

特征等低层特征[1-4],实现了对图像中树木、建筑物、
道路等地物的识别.但是这些方法只能识别遥感图
像中的地物,无法对整张遥感图像所表示的场景进行
判别,比如识别出了遥感图像中的建筑物,却无法判
别整张图像中的建筑物表示的场景是住宅区还是商

业区[5-6].
为了解决上述问题,研究者们提出许多方法实现

遥感图像场景分类,可以分为视觉词袋[7-9]、局部检

测器[10-11]和神经网络[12-14]这几类方法,其中神经网
络这类方法的本质是对遥感图像进行表征学习,再将
学习到的特征送入分类器,进而训练分类器实现场景
分类.文献 [12]提出一种深度无监督表征学习框架
学习遥感图像的低层特征,并利用线性支持向量机实
现场景分类;而遥感图像的低层特征没有语义上的
意义,这会造成场景分类准确度较低.对此,文献 [13]
通过提出一种基于自动编码器的表征学习方法学习

图像的中级视觉特征,该特征相比于低层特征包含更
多的语义信息,从而提高了分类准确度.为了在场景
分类时更好地利用遥感图像的局部信息,文献 [14]提
出一种基于卷积神经网络的无监督表征学习方法获

取图像的局部信息.虽然上述方法实现了遥感图像
场景分类,但由于没有考虑遥感图像数据具有地物分
布复杂、存在与当前场景无关的冗余信息的特点,导
致上述方法从冗余信息中学习到的特征会引起后续

分类器对当前场景的误判,造成最终的分类准确度不
高.通过对遥感图像进行稀疏表征[15],可以去除图像
中的冗余信息,促进其有效分类;与组成卷积神经网
络的传统神经元相比,脉冲神经元[16-17]具有稀疏脉

冲输出特性,可以组成脉冲卷积神经网络以实现对遥
感图像的稀疏表征.

通过以上分析,本文提出一种基于脉冲卷积神
经网络稀疏表征的高分辨率遥感图像场景分类方

法.首先,利用具有稀疏脉冲输出特性的脉冲神经元
设计脉冲卷积神经网络,实现对高分辨率遥感图像的

稀疏表征,减少图像的冗余信息;然后,针对遥感图像
场景分类问题,根据脉冲神经元的输出特性提出脉冲
输出交叉熵损失函数,并推导基于该损失函数的反向
传播算法;最后,在Google和UCM两个遥感图像数据
集上验证本文方法的有效性以及其相比于卷积神经

网络的优势.

1 高分辨率遥感图像在场景分类任务中的

数据特点分析

在场景分类任务中,高分辨率遥感图像数据具
有地物分布复杂、存在与当前场景无关的冗余信息

的特点.下面用一个具体的例子说明这个特点,如图
1(a)所示,该遥感图像来自于Google数据集,所属的
场景标签为“池塘”.从图1(b) 中可以看出,该遥感
图像的地物分布除了池塘之外,还有农田、建筑物、
道路、树林,并且农田、建筑物占据图像的比例很大,
甚至超过池塘所占的比例,这些信息的存在将影响对
场景标签“池塘”的正确判别.由此可以看出遥感图
像数据在场景分类任务中具有地物分布复杂及存在

与当前场景无关的冗余信息的特点,冗余信息经过表
征学习会产生冗余的特征,将引起分类器对场景的误
判,最终影响分类准确度.
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图 1 场景标签为“池塘”的遥感图像

针对该问题,本文利用由脉冲神经元组成的脉冲
卷积神经网络实现稀疏表征.脉冲神经元的输出为
离散的脉冲序列,具有稀疏性.遥感图像输入脉冲卷
积神经网络后,图像中的信息可以触发网络中的脉冲
神经元发放脉冲,在此基础上利用场景标签进行有监
督学习调节网络权重,使图像中只含有场景标签的信
息才能触发脉冲神经元发放脉冲,以此去除图像中与
场景无关的冗余信息,达到稀疏表征的目的,并且得
到的脉冲 (稀疏特征)会与场景标签建立映射,实现场
景分类.

2 模型与方法

本节将介绍利用脉冲卷积神经网络对遥感图像

进行稀疏表征和场景分类的方法,给出用于组成脉冲
卷积神经网络的脉冲神经元模型,并提出了用于训练
网络的基于脉冲输出交叉熵损失函数的反向传播算

法.
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2.1 用于脉冲卷积神经网络稀疏表征的脉冲神经元

模型

在脉冲神经网络中,常用的脉冲神经元模型为漏
积分点火(leaky integrate-and-fire, LIF)模型

τ
du(t)

dt = −u(t) + I(t). (1)

其中:u(t)为神经元在 t时刻的膜电压; τ为膜电压时
间常数; I(t)为该神经元的外部输入,大小由突触前
神经元的脉冲与神经元之间的权重决定.当膜电压u

达到一个给定的阈值电压ut,神经元就会发放一个脉
冲 (神经元输出为 1,反之为 0),并且膜电压u会恢复

至静息电压ur,这一发放脉冲的过程相当于传统神
经元模型 (图2(a))中的激活函数.由图2(b)可以看出,
与传统神经元相比,脉冲神经元的输出为脉冲序列,
具有稀疏性,可以利用其组成脉冲卷积神经网络对遥
感图像进行稀疏表征.

fxΣ

fxΣ

fxΣ

fxΣ

fxΣ
x2

x1

xn

x2

x1

xn

x i
x j

!"#$

%&' ()' %*' %&' ()' %*'

(a) +,-./01 (b) !"-./01

… …

… …

图 2 两种人工神经元模型的比较

由式 (1)可知, LIF模型本质上为微分方程,相比
于传统神经元模型, LIF模型中的膜电压u解的表达

式十分复杂,其在空间上 (网络的层与层之间)和时间
上 (膜电压u在不同时刻有不同的值)都有前向传播,
并且模型的输出为不连续且无法求导的脉冲,这些问
题导致不能直接利用反向传播算法和梯度下降训练

由LIF模型组成的脉冲卷积神经网络,进而无法对遥
感图像进行稀疏表征.
为了解决上述问题,可以将 LIF模型转换为另

一种形式.通过给式 (1)一个初始条件u(t)|t=ti−1
=

u(ti−1),可以求出u(t)的解

u(t) = u(ti−1)e
ti−1−t

τ + Î(t). (2)

由式 (2)可以看出,u(t)由上一时刻的u(ti−1)与衰减

系数的乘积和神经元外部输入 Î(t)共同决定,这可以
被看作u(t)迭代更新的规则.
基于式 (2),并设置静息电压ur为 0,可以将LIF

模型 (式 (1))转换为与传统神经元模型类似的迭代
LIF模型[18]

xt+1,n
i =

l(n−1)∑
j=1

wn
ijo

t+1,n−1
j ,

ut+1,n
i = ut,n

i f(ot,ni ) + xt+1,n
i + bni ,

ot+1,n
i = g(ut+1,n

i ). (3)

其中

f(ot,ni ) = τe− t
T (1− ot,ni ); (4)

g(u) =

1, u > ut, u = ur;

0, u < ut.
(5)

wn
ij为第 n层的神经元 i与神经元 j间的连接权重,

ot+1,n−1
j 为第n − 1层的神经元j在 t + 1时刻发放的

脉冲,xt+1,n
i 为第n层的神经元 i在 t + 1时刻的外部

输入, bni 为偏置项,ut,n
i 为第n层的神经元 i在 t时刻

的膜电压,T为网络模拟时间, l(n− 1)为第n − 1层

的神经元个数.
迭代LIF模型把原始LIF模型在空间和时间上

的前向传播进行了简化,并且其形式与传统神经元模
型类似,可以仿照反向传播算法和梯度下降对由迭代
LIF模型组成的脉冲卷积神经网络进行训练,实现对
遥感图像的稀疏表征及场景分类.

2.2 基于脉冲输出交叉熵损失函数的反向传播算法

文献 [18]通过定义如下均方误差损失函数推导
脉冲神经网络的参数更新公式:

L =
1

2S

S∑
s=1

∥∥∥ys − 1

T

T∑
t=1

ot,Ns

∥∥∥2

2
. (6)

其中: ys为第s个训练样本的标签向量, ot,Ns 为最后一

层 (第N层)神经元的输出向量.但因为遥感图像场
景分类是一个多分类问题,所以损失函数使用交叉熵
损失函数会更加有效[19].下面将推导基于交叉熵损
失函数的脉冲神经网络参数的更新公式.
在脉冲神经网络中,由于神经元的输出为脉冲序

列,需要将交叉熵损失函数转换为脉冲输出交叉熵损
失函数,即

L = − 1

T

T∑
t=1

oT,N
y+1 + log

( Y∑
y=0

e
1
T

T∑
t=1

oT,N
y+1

)
. (7)

其中: [0, . . . , Y ]为多分类任务中的标签, oT,N
y+1为网络

最后一层的第y + 1个神经元在T时刻发放的脉冲.
下面利用迭代LIF模型 (式 (3)∼ (5))和脉冲输出

交叉熵损失函数 (式 (7))推导脉冲神经网络在反向传
播中参数w和b的更新公式.
通过简单地推导可以得到参数w和 b的初步梯

度更新公式
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∂L

∂Wn
=

T∑
t=1

∂L

∂ut,n

∂ut,n

∂Wn
=

T∑
t=1

∂L

∂ut,n
ot,n−1, (8)

∂L

∂bn
=

T∑
t=1

∂L

∂ut,n

∂ut,n

∂bn
=

T∑
t=1

∂L

∂ut,n
. (9)

由式 (8)和 (9)可以看出,要得到参数w和 b的最终梯

度更新公式,需要计算出∂L/∂ut,n.
对于∂L/∂ut,n的求解可以借鉴反向传播算法的

链式求导法则[20],并且由于迭代LIF模型在空间和时
间上都有前向传播,求解∂L/∂ut,n需要从时间和空

间两方面综合考虑.
假设损失函数L(式(7))关于ot,ni 的梯度为

∂L

∂ot,ni

= δt,ni . (10)

首先,当时间t = T ,并且在网络最后一层n = N

时,可以直接由式(7)推导得出

∂L

∂oT,N
i

= − 1

T
+

1
T

e
1
T

T∑
t=1

oT,N
i

log
( Y∑

y=0

e
1
T

T∑
t=1

oT,N
y+1

) . (11)

此时关于uT,N
i 的梯度可以由oT,N

i 推导出,有
∂L

∂uT,N
i

=
∂L

∂oT,N
i

∂oT,N
i

∂uT,N
i

= δT,N
i

∂g(uT,N
i )

∂uT,N
i

. (12)

其次,当时间 t = T ,并且在网络层数n < N时,
可以借鉴反向传播在空间上的链式求导规则求出

∂L

∂oT,n
i

=

l(n+1)∑
j=1

δT,n+1
i

∂oT,n+1
i

∂oT,n
i

=

l(n+1)∑
j=1

δT,n+1
i

∂oT,n+1
i

∂uT,n+1
i

∂uT,n+1
i

∂oT,n
i

=

l(n+1)∑
j=1

δT,n+1
i

∂g(uT,n+1
i )

∂uT,n+1
i

wn+1
ij . (13)

此时,可以参照上一步求出
∂L

∂uT,n
i

=
∂L

∂oT,n
i

∂oT,n
i

∂uT,n
i

= δT,n
i

∂g(uT,n
i )

∂uT,n
i

. (14)

然后,当时间 t < T ,而网络层数为最后一层n =

N时,可以将网络的最后一层在时间上展开,然后在
时间t上进行反向传播,求出

∂L

∂ot,Ni

=
∂L

∂ot+1,N
i

∂ot+1,N
i

∂ot,Ni

=

δt+1,N
i

∂ot+1,N
i

∂ut+1,N
i

∂ut+1,N
i

∂ot,Ni

=

δt+1,N
i

∂g(ut+1,N
i )

∂ut+1,N
i

ut,N
i

∂f(ot,Ni )

∂ot,Ni

. (15)

∂L

∂ut,N
i

=
∂L

∂ot+1,N
i

∂ot+1,N
i

∂ut+1,N
i

∂ut+1,N
i

∂ut,N
i

=

δt+1,N
i

∂g(ut+1,N
i )

∂ut+1,N
i

f(ot,Ni ). (16)

最后,当时间 t < T ,且网络层数n < N时,可以
结合t = T, n < N和t < T, n = N这两种情况得到

∂L

∂ot,ni

=

l(n+1)∑
j=1

δt,n+1
i

∂ot,n+1
i

∂ot,ni

+
∂L

∂ot+1,n
i

∂ot+1,n
i

∂ot,ni

=

l(n+1)∑
j=1

δt,n+1
i

∂g(ut,n+1
i )

∂ut,n+1
i

wn+1
ij +

δt+1,n
i

∂g(ut+1,n
i )

∂ut+1,n
i

ut,n
i

∂f(ot,ni )

∂ot,ni

. (17)

∂L

∂ut,n
i

=

∂L

∂ot,ni

∂ot,ni

∂ut,n
i

+
∂L

∂ot+1,n
i

∂ot+1,n
i

∂ut+1,n
i

∂ut+1,n
i

∂ut,n
i

=

δt,ni

∂g(ut,n
i )

∂ut,n
i

+ δt+1,n
i

∂g(ut+1,n
i )

∂ut+1,n
i

f(ot,ni ). (18)

通过式 (18)的推导可以得到∂L/∂ut,n
i 的梯度更

新公式,但公式中存在一项∂g(u)/∂u,由式 (5)可知,
函数g(u)是阶跃函数,所以∂g(u)/∂u是冲激函数,这
样 ∂L/∂ut,n

i 的梯度更新公式中就存在一项冲激函

数.在利用梯度下降优化网络参数时, ∂g(u)/∂u的存
在会导致梯度爆炸或者消失.可以利用矩形函数[18]

近似∂g(u)/∂u解决这个问题,即

h(u) =
1

a
sign

(
|u− uth| <

a

2

)
, (19)

lim
a→0+

h(u) =
∂g(u)

∂u
. (20)

至此,在脉冲输出交叉熵损失函数下 (式 (7))网
络参数w和b的反向传播梯度更新公式推导完成,只
需将式 (11)∼ (18)代入式 (8)和 (9)即可,在此基础上
可利用梯度下降优化网络的参数.

3 实验结果与分析

本节将介绍用于场景分类实验的遥感图像数据

集及实验相关设置,并对实验结果进行展示与分析.

3.1 数据集介绍

本文利用两个遥感图像数据集进行实验,验证方
法的有效性.下面对数据集进行介绍.

第1个数据集为武汉大学RS-IDEA团队设计的
Google数据集[21].该数据集的数据采集自谷歌地球
卫星地图,一共包含了农业用地、商业用地、港口、
闲置土地、工业用地、草地、立交桥、公园、池塘、住宅

区、河流、水域这12种场景,每种场景有200张图像,
每张图像的大小为200×200像素,空间分辨率为2 m.
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(a)   agriculture (b)   commercial (c)   harbor (d)   idle land (e)   industrial (f)   meadow

(g)   overpass (h)   park (i)   pond (j)   residential (k)   river (l)   water

图 3 Google数据集

(a)   agriculture (c)  baseballdiamond(b)   airplane (d)   beach (e)   buildings (f)   chaparral (g)   denseresidential

(i)   freeway(h)   forest (j)   golfcourse (l)   intersection(k)   harbor (m)  mediumresidential

(o)  mobilehomepark

(n)   overpass

(p)   parkinglot (q)   river (r)   runway (s)  sparseresidential (t)   storagetanks (u)   tenniscourt

图 4 UCM数据集

Google数据集如图3所示.
第2个数据集为UCM数据集[22].该数据集的数

据是从美国地质勘探局收集的大型国家城市区域图

像中手动提取出来的,一共包含了农业用地、停机坪、
棒球场、海滩、建筑物、丛林、高密度住宅区、森林、

高速公路、高尔夫球场、港口、十字路口、中密度住宅

区、移动房车公园、立交桥、停车场、河流、飞机跑道、

低密度住宅区、储油罐、网球场这21种场景,每种场
景有100张图像,每张图像的大小为256×256像素,空
间分辨率为1英尺. UCM数据集如图4所示.

3.2 实验设置

3.2.1 图像增广

两个数据集中每个场景的遥感图像数量比较少,
所以在图像预处理时加入了图像增广.首先将一张
图像以50 %的概率水平翻转,然后在图像周围填充
10个像素,最后以实际的图像大小截取填充后的图
像(如图5(a)).图像增广不仅扩大了数据集的规模,还

相当于加入了噪声,防止网络过拟合.

(a) !"#$

(b) %&'(

图 5 图像预处理

3.2.2 图像编码

由于本文的神经网络是由迭代LIF模型组成的
脉冲卷积神经网络,在图像输入网络前,需要将图像
编码为脉冲的形式,本文采用的脉冲编码方式为泊
松编码[23].首先随机生成一个与图像数据矩阵大小
相同的矩阵,该随机矩阵的每个元素值在 [0, 1]之间,
然后将图像数据矩阵的每个元素和与之对应位置的
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随机矩阵元素进行比较,若图像数据矩阵的元素数值
大,则该元素位置编码为1,代表发放一个脉冲;反之,
编码为 0,代表不发放脉冲.图像编码后的效果如图
5(b)所示.
3.2.3 相关参数

本文中迭代LIF模型的参数值如表1所示,借鉴
文献 [18]利用迭代LIF模型进行MNIST手写数字集
分类实验的参数.

表 1 迭代LIF模型相关参数

参数名称 参数含义 参数值

ut 阈值电压 0.5
ur 静息电压 0

τ / ms 神经元膜电压时间常数 0.2
T / ms 网络模拟时间 50
a 矩形函数参数 0.5

3.2.4 脉冲卷积神经网络结构

针对上述两个遥感图像大小不同的数据集,本文
构造了两个脉冲卷积神经网络,整体上都是5个卷积
层, 3个全连接层 (最后一层为输出层).两种脉冲卷积
神经网络的结构参数如表2所示,其中池化层为最大
池化层.针对两个遥感图像数据集的脉冲卷积神经

表 2 针对两个数据集的脉冲卷积神经网络结构参数

数据集
输入数据大小

网络结构参数
(channel×height×width)

Google 3×200×200
6C5-P2-16C5-P2-32C21-
P2-64C2-P2-128C2-P2-
128-120-84-12

UCM 3×256×256
6C5-P2-16C5-P2-32C2-
P2-64C2-P2-128C2-P2-
128-120-84-21

网络结构如图6所示.
conv 1

conv 3

conv 5

conv 2 conv 4

fc 2

fc1 outputinput

(a) Google SCNN!" #$%& '()*

conv 1
conv 3

conv 5 fc 2

outputfc1
conv 4conv 2input

(b) UCM SCNN!" #$%& '()*

图 6 针对两个数据集的脉冲卷积神经网络结构

3.3 稀疏表征结果

下面以Google数据集为例,说明 SCNN对遥感
图像稀疏表征的有效性及鲁棒性.在网络经过训练
后,从Google数据集中随机选取一张遥感图像 (场
景标签为“立交桥”,标签序号为 6),经过图像增广
(相当于加入噪声)和泊松编码后将其输入网络 (如
图 6(a)所示).在一个网络模拟时间后 (T = 50ms),
将网络 5个卷积层和 3个全连接层 (最后一层为输
出层)中脉冲神经元发出的脉冲序列可视化,因为
脉冲神经元输出的脉冲序列为0或1,所以将其可视
化为黑白点图,如图 7所示,括号里为图像数据大小
(channel×height×width).从整体上看,脉冲卷积神经
网络层数越深,网络对遥感图像的表征越稀疏,尤其
第2个全连接层,仅仅用几十个脉冲表示一张遥感图
像,并且在此基础上输出层序号为6的神经元发出的
脉冲最多,表明网络对该遥感图像所属的场景分类

conv 1-1
(1  200  200)

conv 1-6
(1  200  200)... ++ + +

original
input

(3  200  200)+ +

input
(3  200  200)+ +

conv 1
(6  200  200)+ +

conv 2
(16  100  100)+ +

conv 3
(32  32   32)+ +

conv 4
(64  8  8)+ +

conv 5
(128 2  2)+ +

output
(1  12  1)+ +

fc 2
(1  84  1)+ +

fc 1
(1  120  1)+ +

图 7 Google数据集中一张场景标签为“立交桥”(标签序号为6)的遥感图像SCNN稀疏表征展示
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正确,说明了网络的稀疏表征是有效的,并且对含有
噪声的遥感图像具有鲁棒性;从局部上看,以第 1个
卷积层 conv1为例,其对图像的表征由6个卷积核共
同组成,由图7可以看出, conv1的每个卷积核 (conv1-
1至 conv1-6)对图像的表征具有稀疏性,因此它们组
合得到conv1对图像的表征也具有稀疏性 (其他卷积
层也是如此).由此可以看出,脉冲卷积神经网络能够
对地物分布复杂且存在冗余信息的遥感图像进行有

效且鲁棒的稀疏表征.

3.4 场景分类结果

经过训练和测试,可以得到脉冲卷积神经网络在
两个数据集上进行遥感图像场景分类实验的性能.
其中: SCNN在 Google数据集上的分类准确度为
90.00 %,在UCM数据集上的分类准确度为 81.90 %.
实验结果表明, SCNN经过训练可以实现遥感图像场
景分类. SCNN在两个数据集上的测试混淆矩阵如图
8(a)和图9(a)所示.
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SCNN:Test confusion matrix of Goodgle dataset
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CNN:Test confusion matrix of Goodgle dataset
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图 8 SCNN与CNN在Google数据集上的测试混淆矩阵
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图 9 SCNN与CNN在UCM数据集上的测试混淆矩阵

由两个测试混淆矩阵可以看出,在Google数据
集有12个场景种类的情况下, SCNN仅仅在立交桥

和工业用地、池塘和河流之间有着轻微的混淆度.
UCM数据集的场景种类有21个,其混淆矩阵表明,在
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该数据集上, SCNN对农业用地和森林、建筑物和储
油罐、高密度住宅区和中密度住宅区这几种场景的

混淆度较大.这说明随着场景的增多,会出现一些相
似的场景 (比如高密度住宅区和中密度住宅区),这时
网络对这些相似场景的稀疏表征会出现混淆,导致场
景分类不准确.
为了验证SCNN相较于CNN在遥感图像场景分

类任务上的优势,本文进行了对比实验,搭建了与图
6(a)和图 6(b)所示结构相同的两个CNN,分别用于
Google和UCM数据集进行场景分类实验. CNN在两
个数据集上的测试混淆矩阵如图8(b)和图9(b)所示,
分类准确度如表3所示.由对比实验结果可知,由于
脉冲神经元的稀疏脉冲输出特性,由其组成的SCNN
能对遥感图像进行稀疏表征,去除图像中与场景无
关的冗余信息,进而达到更加准确的分类准确度.因
此, SCNN相较于CNN在遥感图像场景分类任务上
更有优势.除此之外,本文方法与其他文献方法也
进行了比较,如表3所示.其中文献 [24-25]中的方法
应用于Google数据集,文献 [12, 26]中的方法应用于
UCM数据集.由表3可以看出,本文与其他文献方法
相比具有一定的优越性,并且本文是首次将脉冲卷积
神经网络应用于遥感图像场景分类任务,还具有较大
的提升空间.

表 3 SCNN在两个数据集上的分类
准确度及与其他方法的比较

数据集 方法 分类准确度/%

Google数据集

PLSA[24] 89.60

SPM[25] 77.69

CNN(同本文图6(a)结构) 81.67

SCNN(本文方法) 90.00

UCM数据集

UFL[12] 81.67

SCK++[26] 77.38

CNN(同本文图6(b)结构) 73.81

SCNN(本文方法) 81.90

本文考虑了遥感图像中地物分布复杂及存在冗

余信息的数据特点,利用脉冲神经元组成脉冲卷积神
经网络对遥感图像进行稀疏表征,去除图像中与场景
无关的冗余信息,进而在基于脉冲输出交叉熵损失函
数的反向传播算法的基础上利用梯度下降训练该网

络,实现了遥感图像场景分类.

4 结 䇪

本文利用脉冲神经元稀疏脉冲输出的特性,针对
遥感图像大小设计脉冲卷积神经网络,对地物分布复

杂及含有冗余信息的遥感图像进行稀疏表征,并在提
出的基于脉冲输出交叉熵损失函数的反向传播算法

的基础上利用梯度下降训练网络,实现了高分辨率遥
感图像场景分类.实验结果表明:本文提出的方法能
够对遥感图像进行稀疏表征,并能从复杂冗余的图像
中获取简洁有效的信息,实现场景分类,相比于传统
的卷积神经网络更具有优势.但随着场景的增多,会
出现相似场景,本文方法的性能会有所降低,在后面
的研究中可以将本文方法与遥感图像的光谱特征、

空间特征、纹理特征等低层特征相结合,从而提高相
似场景的分类准确度;在遥感图像场景分类任务中,
目前依然是对静态遥感图像进行场景分类,如果对动
态遥感图像进行场景分类,则需要研究网络脉冲输出
的时效性问题.
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