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面向复杂超多目标优化问题的自适应增强学习进化算法
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摘 要: 在解决超多目标优化问题中,基于分解的进化算法是一种较为有效的方法.传统的分解方法依赖于一组
均匀分布的参考向量,它借助聚合函数将多目标优化问题分解为一组单目标子问题,然后对这些子问题同时进行
优化.然而,由于参考向量分布和Pareto前沿形状的不一致性,导致这些预定义的参考向量在解决复杂超多目标
优化问题时表现较差.对此,提出一种基于自适应增强学习的超多目标进化算法 (MaOEA-ABL).该算法主要分为
两个阶段:第 1阶段,采用一种自适应增强学习算法对预定义的参考向量进行调整,在学习过程中删除无用向量,
增加新的向量;第 2阶段,设计一种对Pareto形状无偏好的分解方法.为验证所提出算法的有效性,选取具有复杂
Pareto前沿的MaF系列测试函数进行仿真研究,结果显示, MaOEA-ABL算法的 IGD (inverted generational distance)
均值在67 %的测试函数上超过了对比算法,从而表明该算法在复杂超多目标优化问题中表现良好.
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Abstract: The evolutionary algorithm based on decomposition is an effective method in dealing with many-objective
optimization problems. The traditional decomposition method relys on a set of uniformly distributed reference vectors,
which decomposes the multi-objective optimization problem into a set of single-objective subproblems through
aggregation functions, and then optimizes these subproblems simultaneously. However, these predefined reference
vectors perform poorly in solving complex many-objective optimization problems because of the inconsistency of the
distribution of reference vectors and the shape of the Pareto front. Aiming at the above problems, a many-objective
evolutionary algorithm based on adaptive boosting learning (MaOEA-ABL) is proposed. The algorithm can be divided
into two stages. In the first stage, an adaptive boosting learning algorithm is used to adjust the predefined reference
vectors. In the learning process, useless vectors are deleted and new vectors are added. In the second stage, an unbiased
decomposition method of Pareto shape is designed. Simulation has been conducted on the MaF test problems. The
experimental results show that the IGD (inverted generational distance) mean value of MaOEA-ABL is better than that
of the comparison algorithms in 67 % of the test functions, which indicates that the MaOEA-ABL performs well in
many-objective optimization problems with complex Pareto front.
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0 引 言

在科学研究和实际工程中,存在大量具有多个
目标的优化问题,要求每一个目标达到最小 (最大)
值,这种问题被称为多目标优化问题 (multi-objective
optimization problems, MOPs)[1].其中,当优化问题的
目标个数大于3时,称其为超多目标优化问题 (many-
objective optimization problems, MaOPs)[2],用来解决
MaOPs的进化算法被称为超多目标进化算法 (many-
objective evolutionary algorithm, MaOEA)[3].

以目标函数最小化为例,无约束、静态、连续的超
多目标优化问题定义如下:

minF (X) = (f1(X), f2(X), . . . , fm(X));

s.t. X ∈ Ω. (1)

其中:X = (x1, x2, . . . , xD)是决策变量,Ω是决策变
量的可行域,m是目标函数的个数,F (·)是由决策变
量Ω到目标函数空间Rm的映射.

超多目标优化问题的目标函数之间存在一定的

冲突性,因此不存在唯一的最优解[4].为了解决这些
互相矛盾的目标,采用Pareto解集来定义超多目标优
化问题的最优解.以式 (1)为例,超多目标优化问题中
有关Pareto的定义如下.

定义1 支配(dominates):设X=(x1, x2, . . . , xn)

和Y = (y1, y2, . . . , yn)为决策空间的两个向量,若
fi(X) ⩽ fi(Y ),当且仅当∀i ∈ 1, 2, . . . ,m,且∃j ∈ 1,

2, . . . ,m使得 fj(X) ⩽ fj(Y ),则称X支配Y ,记为
X ≺ Y .
定义2 Pareto最优解 (Pareto optimal solution):

设X∗ ∈ Ω为决策空间中的一个向量,若Y ≺ X∗,
当且仅当¬∃Y ∈ Ω,则称X∗为非支配解,即Pareto最
优解.
定义 3 Pareto最优解集:在决策空间Ω中,所

有Pareto最优解构成的集合被称为Pareto最优解集
(PS),表示为PS = X∗ ∈ Rn|¬∃X ∈ Rn : X ≻ X∗.
在实际应用中,随着优化问题目标个数的增多,

Pareto前沿形状复杂度的提高[5],传统的进化算法的
搜索能力降低[6].其面临的挑战主要可分为以下3种.

1) 种群规模.超多目标进化算法期望得到一组
良好收敛性与多样性的Pareto近似解集[7].然而,种
群规模越大,直接造成算法搜索到的Pareto近似解集
越无法均匀分布在Pareto前沿上[8].

2) 算法性能.收敛性与多样性是用来评价超多
目标进化算法的两个重要性能指标[9].但是,当优化
问题目标个数增多时,在超多目标空间中算法的收敛

性与多样性难以同时维持,即当算法收敛性提高时反
而会降低算法的多样性,反之亦然[10].

3) 复杂前沿.由于Pareto前沿的复杂性,预定义
的参考向量分布与真实Pareto前沿形状高度不匹配,
如图1 所示.由图1 可知,预定义的参考向量中存在
一部分消极参考向量 (或称为无效参考向量).目前,
已有的超多目标进化算法在处理具有复杂前沿的问

题时,无法取得较好的优化效果[11].
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图 1 预定义参考向量与真实前沿不匹配图

基于分解的进化算法是最典型的一种方法,该算
法性能对参考向量的分布情况非常敏感,它们依赖
参考向量的分布来提高算法的多样性.然而,在处理
复杂超多目标优化问题时,由于部分预定义生成的均
匀分布参考向量与真实的Pareto前沿之间无交叉,在
优化过程中,会出现部分区域内无解的现象[12].因此,
寻找合适的方法来估计参考向量单位平面上的有效

面积显得尤为重要.
为了解决以上问题,一些学者在基于分解的超多

目标进化算法基础上进行了研究.主要可分为以下3
类.

1) 分解方法的改进. Jiang等[13]提出了一种基

于改进分解的多目标进化算法来解决复杂前沿

的优化问题,该算法采用两阶段策略,在目标维度
较低时表现较好,维度增加时算法性能可能会降
低. Asafuddoula等[14]提出了基于自适应参考向量的

增强分解进化算法,旨在同时解决规则与不规则的优
化问题.但是,该算法与学习周期相关的参数需要进
一步研究以提高算法的性能.

2)参考点与参考向量的调整. Jiang等[15]设计了

基于自适应权重分解的超多目标进化算法 (MOEA/
AWD),该算法使用的参考向量是在搜索过程中从种
群中产生的,能够解决一些复杂前沿的优化问题,缺
点在于参考向量的自适应生成可能会引起种群过早
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收敛. Elarbi等[16]利用一组预定义的法向边界点方向

来近似不规则前沿的形状. Zhang等[17]提出了一种

改进的基于惩罚的边界交叉法 (MPBI)和一种调整参
考点 (ARP)策略来处理具有复杂前沿面的超多目标
优化问题,但该算法受到了参数设置的影响. Ge等[18]

针对复杂多目标优化问题,提出了基于级联聚类与参
考点增量学习的进化算法 (CLIA).在基于级联的种
群选择过程中使用参考向量进行聚类;在参考点增
量学习中,使用基于级联聚类的过程反馈逐步获得适
当的参考点分布.

3) 其他方法.李学强等[19]通过专门设计的一组

权重得到适应值函数,同时采用一种随进化代数变化
的杂交、变异概率来解决复杂多目标优化问题.
针对以上复杂超多目标优化问题面临的挑战,

本文选取一种自适应增强学习 (adaptive boosting
learning)算法,利用参考向量的活动性训练一个强分
类器,将预定义生成的均匀分布参考向量分为积极
参考向量与消极参考向量.参考向量的活动可以反
映真实Pareto前沿在目标空间中的分布,从而估计参
考向量单位平面上的有效面积.并设计一种对Pareto
形状无偏好的分解方法 (convergence and diversity
metric, CDM),该策略对真实Pareto前沿的曲率没有
要求,可以求解前沿曲率不一致的问题,并且CDM分
解所用的向量是经过基于自适应增强学习调整后的

参考向量.因此,本文所提出的方法能够适应于前沿
形状不同的复杂超多目标优化问题.

1 自适应增强学习算法

1.1 自适应增强学习算法分析

“Adaptive boosting”(自适应增强)一般简写为
“Adaboost”.自适应增强算法是由Freund等[20]提出

的一种集成学习算法,它与单纯的机器学习算法不
同,该算法采用多个机器学习器结合的方法来完成任
务. Adaboost算法可以用来解决分类问题的集成、特
征选取的集成等问题.
自适应增强学习算法是迭代算法的一类,算法主

要目的是在同一个训练集的基础上训练不同的弱分

类器,然后选择某种方式将这些弱分类器组合成一个
强分类器. Adaboost学习算法具有很强的自适应性,
主要表现在:若一个样本在前一个基本分类器中被
分类错误,则该样本的权值增大;若被分类正确,则减
小该样本的权重,在训练下一个基本分类器时还会
使用到该样本.在每一次迭代过程中,都会有一个新
的弱分类器加入进来,若完成最大的迭代次数或者

错误率达到设定值时,则最终的强分类器将被确定下
来.总之,自适应增强学习就是把多个具有一定权值
的弱分类器累加得到一个强分类器的过程.

1.2 自适应增强学习算法流程

1) 对参考向量集的权重分布进行初始化.设有
N个参考向量训练样本,给每一个样本赋予相同的权
重ω1 = 1/N .

2) 开始训练弱分类器hi.对于某一个参考向量
而言,若被弱分类器错误分类,则在下一次训练中,该
向量的权重随之增大;若被正确分类,则它所对应的
权重要减小.权重经过更新后的参考向量集将会用
于下一个分类器的训练过程,训练样本需要经过多次
的迭代.

3)将每次迭代训练得到的弱分类器组合成一个
强分类器.在所有弱分类器训练结束后,分类误差率
小的弱分类器占据的权重将会被增大,目的是为了使
其在最终的分类器中发挥较大的作用;分类误差率
大的弱分类器占据的权重将会被降低,这样它在最终
的分类器中将会发挥较小的作用.自适应增强学习
算法的步骤如下所示.

算法1 自适应增强学习算法框架.
输入: 迭代次数K,N个训练参考向量数据D =

{(x1, y1), (x2, y2), . . . , (xN , yN )}, y ∈ {−1,+1},基础
分类器Gt(x);

输出:参考向量的强分类器.
step 1: 初始化训练参考向量的权重ω

(i)
t = 1/N,

i = 1, 2, . . . , N ;
step 2: for t = 1, . . . ,K do
step 3: 根据训练参考向量的分布获得基础分类

器

Gt(x) = arg min
G(x)

N∑
i=1

ω
(t)
i (yi ̸= G(xi));

step 4:计算权重分布ω
(t)
i 所对应的分类器Gt(x)

错误率

εt =

N∑
i=1

ω
(t)
i (yi ̸= G(xi))

N∑
i=1

ω
(t)
i

;

step 5:计算分类器Gt(x)的权重系数

αt =
1

2
ln 1− εt

εt
;

step 6:更新训练参考向量的权重

ω
(t+1)
i =

ω
(t)
i e−yiαtGt(xi)

Z(t)
, i = 1, 2, . . . , N,
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其中Z(t) =
N∑
i=1

ω
(t)
i e−yiαtGt(xi)是一个标准化因子;

step 7:计算最终参考向量的强分类器

G(x) = sign
[ T∑

t=1

αtGt(x)
]
;

step 8: end for.

2 基于自适应增强学习的超多目标进化算

法MaOEA-ABL
2.1 基于自适应增强学习的参考向量调整策略

基于分解的超多目标进化算法的性能对于参考

向量的分布十分敏感.在解决复杂超多目标优化问
题时,由于Pareto前沿具有不同的特性,例如非连续、
倒置等形状,预定义的参考向量与真实Pareto前沿无
法相交,这样只有一部分参考向量在种群向真实的
Pareto前沿进化时起到积极的引导作用.因此,本文
设计的算法MaOEA-ABL采用了基于自适应增强学
习的参考向量调整策略.
在基于分解的超多目标进化算法中,参考向量的

活动可以反映真实的Pareto前沿在目标空间的分布
情况.基于上述情况, MaOEA-ABL利用参考向量与
种群个体的关联特性,将参考向量分为积极向量和消
极向量;再利用自适应增强学习算法对积极和消极
向量进行训练分类,将参考向量的超平面划分为积极
区域和消极区域;识别引导种群进化的参考向量有
效面积,删除消极向量,在积极区域内增加向量个数
到原来的向量集大小.
图2给出了基于自适应增强学习的参考向量调

整的具体过程,以MaF3测试函数的Pareto前沿形状
为例,图2(a)两种颜色不同的点分别表示在种群进化
过程中的积极向量与消极向量.图2(b)∼图2(f)表示
参考向量自适应调整的过程,利用种群中个体与参考
向量之间的关联特性或者称为参考向量的活动性能,
将参考向量分为积极和消极两类,通过自适应增强学
习来训练一个强分类器,识别将要保留下的区域和删
除的向量.由图2可以看出,一次自适应增强学习很
难得到足够数量的积极参考向量,因此,在算法整个
搜索过程中,需要进行多次自适应增强学习.

0

1.0

0
0.5 0.5

0.5

1.0

(a) 1, -./0

!"#$

%"#$

0

0.5

1.0

1.0

0.5 0.5

(d) 2, -./0

0

!"#$

%"#$

0

0.5

1.0

0.5

1.0

(e) 2, -12

0.5

0

&'#$

()#$

0

0.5

1.0

0.5

1.0

(b) 1, -12

0.5

0

&'#$

()#$

0

0.5

1.0

0.5

1.0

(f ) 2, -./3

0.5

0

*+#$

()#$

0

0.5

1.0

0.5

1.0

(c) 1, -./3

0.5

0

*+#$

()#$

图 2 基于自适应增强学习的参考向量调整策略
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为了更加清晰地描述基于自适应增强学习的参

考向量调整策略,其伪代码如下所示.
算法2 基于自适应增强学习的参考向量调整

策略框架.
输入: 种群大小N ,预定义参考向量集W0,自适

应调整周期t,自适应函数评价次数T_FES,集合Ω;
输出:第t+ 1代参考向量集Wt+1.
step 1: while FES ⩾ T_Gen
step 2: If Gen(mod) == 0 then
step 3: for i = 1, . . . , N do
step 4: for j = 1, . . . , N do
step 5: 计算第i个体与第j个向量λi之间的

夹角φi;
step 6: φi = arccos F (xi)λj

∥F (xi)∥
;

step 7: Φ = Φ
∪

φi;
step 8: 找出Φ中的最小值,即与第i个体相关

联的向量;
step 9: end for
step 10: end for
step 11: 与个体相关联的向量称为积极向量W ,

反之称为消极向量W ;
step 12: 将积极向量W (标记为1)和消极向量

W (标记为−1)作为样本进行训练,利用自适应增强
学习算法训练出参考向量的强分类器,识别出参考向
量超平面的有效区域;

step 13: 在有效区域内随机生成参考向量,直到
向量个数达到N ;

step 14: end if
step 15: end while.

2.2 基于自适应CDM分解的个体更新策略

在解决复杂超多目标优化问题时,真实Pareto前
沿的曲率可能是不规则的,如凸、凹或更复杂.为了解
决这些问题, MaOEA-ABL算法采用一种基于CDM
分解的个体更新策略.该策略对真实Pareto前沿的曲
率没有要求,可以解决不同曲率的问题,并且在CDM
分解所用的向量是经过基于自适应增强学习调整后

的参考向量,具体如下所示:

CDM(x, λ) =

CM(x) + DM(x, λ) =

m∑
i=1

fi(x)

m
+ α∥f(x)∥2 sin(f(x), λ) =

m∑
i=1

fi(x)

m
+ α

√
∥f(x)∥22∥λ∥22 − (f(x)Tλ)2

∥λ∥2
. (2)

其中:x为种群中的一个随机个体;m为目标函数的
个数; fi(x)为个体x所对应的第 i个目标函数值;λ为
离个体x最近的参考向量;α为系数,用来平衡种群个
体的收敛性与多样性 (在这里与PBI方法中设置值相
同,设置为5).
图3给出了CDM搜索方向分解方法示意图.由

图3可知: CM计算了所有目标函数的平均值, CM值
越小,代表边界个体离真实前沿越近,个体的收敛程
度越好,可以引导种群中的个体向垂直于单位平面
的方向进化; DM表示个体到最近参考向量的欧氏距
离,代表了个体与参考向量之间的分布误差, DM值
越小,代表个体与向量之间的距离越近,种群个体的
多样性越好.在MaOEA-ABL算法流程中,基于CDM
分解的个体更新策略主要用来进行环境选择,个体的
CDM聚合函数值越小,代表个体的性能越好,更期望
被保留下来进行下一次进化.利用该策略可以提高
算法的收敛性.

f 1

D M

F

C M

o

f2

f1
o

λ

DM

F x( )

CM

图 3 自适应CDM分解方法示意图

不同分解方法对于真实 Pareto前沿曲率的偏
好是不同的,为了更加清晰地看出CDM分解方法
的优势,图 4给出了 3种传统分解方法:权重求和法
(weighted sum, WS)、切比雪夫法 (tchebycheff, TCH)、
基于惩罚的边界交叉法 (penalty-based boundary
intersection, PBI),以及CDM 分解方法的等高线示意
图.
以最小化超多目标优化问题为例,权重求和法

在前沿非凸的情况下,无法搜索到全部的Pareto最优
解;通过切比雪夫法得到的近似前沿形状是不光滑
的.如图4(c)所示,基于惩罚的边界交叉法的等高线
在凹同心弧周围波动,表明该方法对于凹面Pareto前
沿有偏好,在前沿为凸或者线性形状时则无法起到积
极的作用.从图4(d)可以看出,自适应CDM分解方法
的等高线在水平线左右波动,对于不同的Pareto前沿
曲率的问题没有偏好.
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图 4 4种分解方法等高线示意图

基于自适应CDM分解的个体更新策略步骤的
伪代码如算法3所示.
算法3 基于自适应增强学习的参考向量调整

策略框架.
输入: 种群P ,参考向量 λ,对应的邻域索引值

B(i),父代个体x,子代个体y;
输出:精英解集P ′.
step 1: if gCDM(xj |λi, α) > gCDM(y|λi, α) then
step 2: xj = y;
step 3: F (xj) = F (y);
step 4: end if
step 5: return P ′.

2.3 MaOEA-ABL算法步骤

为了更加清晰描述MaOEA-ABL算法的过程,算
法伪代码如下所示.

算法4 MaOEA-ABL算法框架.
输入: 种群大小N ,邻域大小T ,函数评价次数

FES = N ,最大函数评价次数maxGen,自适应周期
t;
输出:精英解集P .
step 1:初始化种群P0,并对每个个体进行评价;
step 2: 生成参考向量W0,计算每个向量的邻域

B(i);
step 3: while FES ⩽ maxGen
step 4: for i = 1, . . . , N do
step 5: 交配选择得到P ′;
step 6: 对P ′进行交叉变异;
step 7: 更新理想点Zmin;
step 8: 根据算法3更新种群P ;
step 9: end for
step 10: if FES ⩾ T_Gen且Gen(mod)t == 0

then
step 11: 参考向量自适应得到W ;
step 12: 更新向量邻域;

step 13: end if
step 14: end while
step 15: return P0.

2.4 MaOEA-ABL算法计算复杂度分析

MaOEA-ABL算法的计算复杂度主要集中在参
考向量自适应增强学习过程和基于自适应 CDM
分解的个体更新策略中.设种群中个体数为N ,目
标函数个数为M .在参考向量自适应增强学习算
法中,计算了个体与向量之间的夹角,计算复杂度
为O(MN2);自适应增强学习算法的计算复杂度为
O log(N),所以整个参考向量自适应增强学习过程的
计算复杂度为O(log(N) × MN2).基于自适应CDM
分解的个体更新策略的计算复杂度为O(MN2).因
此, MaOEA-ABL算法的计算复杂度为O(log(N) ×
MN2).

3 数值仿真与结果分析

3.1 仿真参数设置

为了验证MaOEA-ABL算法的有效性,本文采用
具有复杂多变Pareto前沿且目标可拓展的MaF系列
测试集进行仿真.

MaF系列函数的表达式和真实Pareto参见文献
[21].本文测试函数考虑目标个数M为{5、8、10、15}.
为了方便对算法结果进行比较,所有算法的种群数量
大小根据VaEA算法[22]的种群大小进行微调,在目标
个数为{5、8、10、15}时,分别设置为{210、156、275、
136}.所有测试函数以300 000次函数评价次数作为
仿真的终止条件.
为了验证MaOEA-ABL算法性能,选取4个算法

进行对比,分别为ARMOEA[23]、MaOEAIT[24]、VaEA、
PICEAg[25].
算法采用反向世代距离 (inverted generational

distance, IGD)和超体积指标 (hyper volume, HV)作为
性能评价指标. IGD作为一种综合性评价指标,用来
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表 1 算法 IGD指标统计值

函数 M MaOEA-ABL ARMOEA MaOEAIT VaEA PICEAg

MaF1

5 1.02e-01 (3.74e-04) 1.14e-01 (1.95e-03) 3.26e-01 (7.14e-02) 1.07e-01 (6.69e-04) 1.04e-01 (5.41e-04)

8 2.59e-01 (6.70e-03) 2.16e-01 (1.53e-03) 6.10e-01 (1.95e-01) 2.10e-01 (1.47e-03) 2.22e-01 (3.04e-03)

10 2.46e-01 (1.57e-03) 2.82e-01 (2.97e-02) 5.21e-01 (1.12e-01) 2.70e-01 (1.84e-03) 2.53e-01 (2.89e-03)

15 2.85e-03 (2.92e-03) 3.69e-01 (1.05e-02) 7.47e-01 (2.10e-01) 3.02e-01 (1.75e-02) 3.00e-01 (4.11e-03)

MaF2

5 7.42e-02 (1.02e-03) 9.46e-02 (1.30e-03) 1.20e-01 (3.33e-02) 8.94e-02 (1.63e-03) 9.12e-2 (1.93e-03)

8 1.60e-01 (1.72e-03) 1.74e-01 (5.35e-03) 3.42e-01 (5.62e-02) 1.70e-01 (2.59e-03) 2.70e-01 (2.49e-02)

10 2.68e-01 (3.95e-03) 2.33e-01 (2.68e-02) 3.62e-01 (6.54e-02) 2.19e-01 (3.82e-03) 3.28e-01 (1.82e-02)

15 1.91e-01 (1.52e-03) 2.53e-01 (1.99e-02) 4.53e-01 (4.94e-02) 2.14e-01 (2.27e-03) 4.14e-01 (2.56e-02)

MaF3

5 8.27e-02 (1.58e-03) 7.31e-02 (1.30e-03) 1.15e+03 (1.72e+03) 3.58e-01 (5.93e-01) 1.19e-01 (2.00e-02)

8 7.56e-02 (2.08e-03) 9.84e-02 (3.75e-03) 2.58e+08 (8.18e+08) 4.34e+02 (6.31e+02) 5.54e+01 (1.09e+02)

10 9.42e-01 (6.21e-01) 1.12e+00 (3.23e+00) 9.79e+08 (2.02e+09) 2.96e+03 (4.31e+03) 3.90e+02 (8.43e+02)

15 9.67e-01 (5.84e-01) 6.11e+00 (6.97e+00) 2.70e+08 (8.33e+08) 5.29e+03 (6.63e+03) 1.64e+03 (2.58e+03

MaF4

5 2.13e+00 (6.98e-01) 1.54e+02 (7.05e-01) 3.38e+02 (3.16e+02) 2.04e+00 (3.02e-01) 2.32e+00 (3.25e-01)

8 1.82e+01 (1.35e+00) 3.47e+01 (2.96e+00) 2.29e+03 (2.81e+03) 1.63e+01 (1.17e+00) 1.67e+01 (5.26e+00)

10 2.76e+01 (1.29e+00) 1.62e+02 (4.06e+00) 1.30e+04 (2.23e+04) 5.29e+01 (1.70e+00) 6.57e+01 (2.97e+00)

15 8.01e+02 (1.73e+02) 5.98e+03 (5.81e+03) 2.32e+05 (2.86e+05) 1.88e+03 (2.07e+02) 1.99e+03 (1.87e+02)

MaF5

5 7.59e-02 (1.58e-03) 7.31e-02 (1.30e-03) 1.04e+01 (2.48e+00) 1.75e+00 (1.73e-02) 1.65e+00 (5.88e-03)

8 7.56e-02 (2.08e-03) 9.84e-02 (3.75e-03) 6.83e+01 (1.89e+01) 1.47e+01 (5.76e-01) 2.38e+01 (9.30e+00)

10 9.42e-01 (6.21e-01) 1.12e+00 (3.23e+00) 2.46e+02 (8.34e+01) 4.53e+01 (9.05e-01) 1.03e+02 (3.52e+01)

15 9.67e-01 (5.84e+00) 6.11e+00 (6.97e+00) 5.39e+03 (2.71e+03) 1.53e+03 (1.08e+02) 2.61e+03 (3.69e+02)

MaF7

5 6.06e-03 (3.81e-04) 2.00e-03 (1.17e-05) 1.82e-03 (1.11e-05) 2.52e-03 (7.40e-05) 4.35e-01 (2.11e-01)

8 9.83e-01 (3.62e-02) 9.80e-01 (4.13e-02) 1.72e+01 (3.08e+00) 7.10e-01 (9.88e-03) 4.23e+00 (5.80e-02)

10 5.98e-01 (2.08e-02) 3.07e+00 (8.74e-01) 2.53e+01 (3.09e+00) 1.10e+00 (3.01e-02) 5.51e+00 (7.34e-02)

15 7.45e-01 (1.06e-01) 4.62e+00 (5.92e-01) 4.51e+01 (3.27e+00) 2.28e+00 (1.65e-01) 1.11e+01 (8.64e-02)

MaF8

5 9.93e-02 (4.18e-02) 8.89e-02 (1.94e-03) 7.07e+01 (1.16e+02) 2.70e-01 (5.10e-03) 1.59e-01 (4.45e-02)

8 1.02e-01 (3.59e-03) 1.47e-01 (5.70e-03) 8.87e+01 (1.33e+02) 7.21e+00 (6.52e+00) 2.59e-01 (7.75e-02)

10 6.29e-02 (3.03e-03) 1.21e-01 (3.27e-03) 5.00e+01 (8.19e+01) 8.01e-01 (6.90e-02) 2.83e-01 (9.62e-02)

15 2.48e-02 (1.67e-03) 2.22e-01 (7.93e-03) 1.06e+02 (1.11e+02) 7.39e-01 (4.83e+01) 3.06e-01 (3.26e-02)

MaF9

5 3.14e-01 (2.62e-02) 8.85e-02 (4.22e-03) 4.19e+01 (2.78e+01) 2.70e-01 (5.10e-03) 1.44e-01 (5.06e-02)

8 5.62e-01 (6.08e-02) 2.08e-01 (9.93e-03) 1.65e+02 (1.32e+02) 7.21e+00 (6.52e+00) 3.23e+00 (1.91e+00)

10 1.25e-01 (3.86e-03) 1.60e-01 (4.33e-03) 1.60e+02 (1.12e+02) 8.01e-01 (6.90e-02) 4.94e+00 (5.99e+00)

15 1.28e-01 (3.94e-03) 2.01e-01 (5.71e-03) 1.44e+02 (1.49e+02) 7.39e-01 (4.83e+01) 6.72e+00 (5.04e+00)

MaF10

5 4.25e-01 (5.63e-02) 2.59e-01 (4.69e-03) 2.06e+00 (2.07e+0) 2.70e-01 (5.10e-03) 3.92e-01 (4.83e-03)

8 6.81e-01 (2.17e-02) 8.99e-01 (2.85e-02) 2.87e+00 (3.58e-01) 1.34e+00 (1.31e-01) 1.62e+00 (9.59e-02)

10 5.06e-01 (3.83e-02) 1.30e+00 (4.58e-02) 3.30e+00 (1.85e-01) 1.32e+00 (8.40e-02) 1.68e+00 (1.06e-01)

15 6.97e-01 (2.45e-02) 1.85e+00 (3.96e-02) 4.35e+00 (4.83e-02) 2.14e+00 (1.55e-01) 2.43e+00 (1.69e-01)

MaF11

5 7.20e-01 (5.81e-03) 3.93e-01 (6.23e-03) 1.77e+00 (8.48e-01) 3.89e-01 (1.86e-03) 4.24e-01 (4.98e-03)

8 9.68e-01 (8.07e-02) 9.31e-01 (1.06e-02) 3.13e+00 (6.60e-01) 9.35e-01 (1.57e-02) 1.33e+00 (8.88e-02)

10 9.25e-01 (7.05e-02) 1.33e+00 (1.30e-01) 5.20e+00 (3.04e+00) 1.30e+00 (7.75e-02) 1.73e+00 (1.23e-01)

15 9.44e-01 (4.97e-02) 1.72e+00 (5.60e-02) 7.91e+00 (2.72e+00) 1.75e+00 (5.65e-02) 1.44e+01 (5.35e-01)

MaF12

5 9.92e-01 (8.05e-03) 9.44e-01 (8.62e-03) 2.14e+00 (7.54e-02) 9.31e-01 (7.98e-03) 9.12e-01 (6.12e-03)

8 9.01e-01 (5.42e-02) 2.92e+00 (1.01e-01) 5.79e+00 (3.36e-01) 3.04e+00 (5.97e-02) 3.56e+00 (3.49e-01)

10 8.49e-01 (3.27e-02) 5.65e+00 (4.18e-01) 7.91e+00 (2.92e-01) 4.88e+00 (4.83e-02) 6.36e+00 (5.87e-01)

15 9.60e-01 (3.64e-03) 9.09e+00 (3.28e-02) 1.63e+01 (6.90e-01) 7.74e+00 (6.74e-02) 1.44e+01 (5.35e-01)

1st/2nd/3rd 29/6/4 8/20/13 2/3/5 6/12/10 1/3/12
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表 2 算法HV指标统计值

函数 M MaOEA-ABL ARMOEA MaOEAIT VaEA PICEAg

MaF1

5 1.54e-03(1.52e-04) 1.14e-02 (2.56e-04) 1.75e-03 (1.36e-03) 1.16e-02 (1.40e-04) 4.65e-03 (8.03e-04)

8 7.58e-02 (1.14e-05) 2.67e-05 (4.11e-06) 8.55e-02 (3.67e-06) 2.62e-05 (5.61e-06) 2.12e-05 (4.23e-06)

10 3.49e-03 (2.18e-08) 2.00e-07 (4.22e-07) 1.47e-08 (2.44e-08) 2.97e-07 (6.68e-07) 7.84e-07 (4.05e-06)

15 1.75e-03 (2.92e-03) 2.82e-04 (6.07e-01) 2.48e-04 (6.72e-03) 3.46e-04 (5.39e-02) 0.00e+00 (0.00e+00)

MaF2

5 2.08e-01 (1.24e-03) 1.89e-01 (1.61e-03) 1.41e-01 (2.09e-02) 1.92e-01 (1.27e-03) 1.57e-01 (2.99e-03)

8 2.03e-01 (3.75e-03) 2.06e-01 (3.30e-03) 1.42e-01 (3.34e-02) 2.19e-01 (2.60e-03) 1.91e-01 (3.01e-03)

10 3.19e-01 (5.82e-04) 1.77e-01 (1.49e-02) 1.43e-01 (5.27e-02) 1.93e-01 (4.27e-03) 1.08e-01 (4.62e-03)

15 2.76e-01 (3.07e-03) 1.83e-01 (3.97e-03) 1.06e-01 (2.90e-02) 1.84e-01 (4.88e-03) 1.51e-01 (3.64e-03)

MaF3

5 7.57e-01 (1.81e-04) 9.99e-01 (6.22e-05) 6.64e-02 (2.57e-01) 8.57e-01 (2.64e-01) 7.04e-02 (6.83e-01)

8 1.02e+00 (1.06e-05) 9.98e-01 (1.29e-05) 6.07e-02 (8.54e-04) 7.59e-01 (3.45e-04) 5.98e-02 (1.71e-01)

10 9.52e-01 (6.99e-02) 8.99e-01 (3.16e-01) 4.96e-02 (7.18e-01) 7.01e-02 (6.82e-01) 6.88e-02 (3.57e-01)

15 8.35e-01 (4.23e-02) 4.55e-01 (4.77e-01) 4.64e-02 (6.16e-01) 2.13e-02 (4.90e-01) 0.00e+00 (0.00e+00)

MaF4

5 9.20e-01 (3.74e-03) 1.05e+00 (1.58e-03) 9.15e-03 (1.72e-01) 1.07e-01 (1.84e-02) 7.84e-05 (5.61e-02)

8 6.08e-02 (1.71e-04) 5.71e-02 (6.05e-03) 3.47e-02 (8.18e-02) 1.72e-03 (3.03e-04) 9.73e-05 (4.33e-02)

10 5.98e-02 (3.56e-02) 1.12e-02 (4.13e-02) 6.91e-02 (2.02e-02) 9.04e-05 (2.02e-02) 7.88e-05 (6.93e-02)

15 9.67e-02 (5.29e-02) 3.42e-02 (7.99e-02) 1.42e-02 (8.33e-02) 3.38e-08 (5.49e-02) 0.00e+00 (0.00e+00)

MaF5

5 8.27e-02 (1.72e-01) 9.31e-02 (1.69e-01) 1.00e-01 (1.09e-01) 7.89e-02 (2.32e-01) 8.26e-02 (7.61e-01)

8 9.36e-01 (2.08e-03) 7.04e-02 (3.75e-02) 7.87e-02 (3.12e-02) 8.95e-01 (6.61e-03) 7.76e-01 (3.02e-02)

10 9.58e-01 (2.53e-02) 7.12e-02 (3.23e-02) 5.92e-02 (6.97e-02) 9.22e-01 (7.45e-02) 9.02e-01 (4.79e-02)

15 9.71e-01 (3.96e-03) 3.29e-02 (6.57e-02) 1.53e-02 (2.23e-02) 9.57e-01 (5.89e-03) 7.59e-01 (2.76e-02)

MaF7

5 2.14e-01 (2.58e-03) 2.54e-01 (1.76e-03) 6.09e-02 (6.87e-02) 2.48e-01 (2.89e-03) 2.50e-01 (4.97e-03)

8 1.65e-01 (2.89e-03) 1.82e-01 (2.77e-03) 1.74e-02 (8.34e-03) 1.87e-01 (2.58e-03) 1.50e-01 (2.52e-03)

10 2.29e-01 (1.26e-03) 1.37e-01 (2.57e-02) 1.04e-02 (9.71e-02) 1.36e-01 (7.72e-03) 1.74e-01 (2.52e-02)

15 4.79e-01 (3.47e-03) 5.35e-02 (2.33e-02) 8.46e-03 (4.29e-02) 1.00e-01 (4.97e-03) 1.18e-01 (1.92e-03)

MaF8

5 1.18e-01 (5.62e-02) 1.23e-01 (3.72e-04) 4.18e-03 (1.16e-02) 1.25e-01 (2.53e-04) 4.07e-02 (5.72e-03)

8 6.41e-01 (1.09e-04) 2.98e-02 (3.83e-04) 2.28e-04 (2.94e-04) 3.04e-02 (1.65e-04) 2.27e-02 (3.11e-03)

10 1.08e-02 (3.84e-05) 1.03e-02 (7.87e-05) 5.66e-04 (5.47e-04) 1.10e-02 (1.04e-05) 6.81e-03 (9.13e-03)

15 7.25e-01 (1.38e-05) 5.50e-04 (2.06e-05) 2.77e-07 (6.23e-05) 5.65e-04 (1.90e-05) 2.70e-04 (5.78e-05)

MaF9

5 3.14e-01 (2.62e-02) 3.17e-01 (2.12e-03) 3.70e-03 (1.17e-02) 1.95e-01 (7.93e-02) 5.96e-04 (4.26e-02)

8 5.81e-01 (5.24e-04) 4.22e-02 (9.68e-04) 5.35e-03 (6.94e-03) 4.31e-02 (1.14e-03) 6.00e-04 (7.32e-04)

10 7.49e-01 (1.24e-04) 1.63e-02 (1.64e-04) 6.27e-03 (7.08e-02) 1.55e-02 (3.27e-03) 4.73e-04 (6.85e-04)

15 5.61e-01 (2.05e-05) 1.08e-03 (3.09e-05) 4.28e-03 (5.62e-02) 7.78e-04 (3.38e-04) 4.99e-04 (1.08e-04)

MaF10

5 8.97e-01 (5.75e-02) 9.12e-01 (2.94e-02) 1.81e-01 (7.07e-02) 9.21e-01 (1.99e-02) 9.04e-01 (6.98e-02)

8 9.64e-01 (4.26e-02) 9.88e-01 (2.15e-02) 7.70e-02 (5.87e-02) 6.14e-01 (4.63e-02) 9.98e-01 (2.73e-04)

10 9.74e-01 (5.75e-02) 9.62e-01 (8.56e-02) 4.00e-02 (2.47e-02) 8.27e-01 (5.48e-02) 5.62e-01 (3.16e-01)

15 9.98e-01 (3.26e-04) 9.97e-01 (6.16e-04) 4.43e-02 (1.09e-02) 5.95e-01 (5.16e-02) 9.26e-01 (7.55e-02)

MaF11

5 1.04e+00 (1.01e-03) 9.95e-01 (1.08e-03) 5.91e-01 (7.46e-02) 9.88e-01 (2.02e-03) 9.58e-01 (4.81e-03)

8 9.07e-01 (2.15e-03) 9.97e-01 (1.24e-03) 5.90e-01 (5.07e-02) 9.91e-01 (2.14e-03) 9.92e-01 (3.03e-03)

10 9.98e-01 (1.57e-03) 9.97e-01 (2.08e-03) 5.54e-01 (1.18e-01) 9.94e-01 (1.71e-03) 9.52e-01 (6.80e0-2)

15 9.97e-01 (1.67e-03) 9.95e-01 (2.36e-03) 5.25e-01 (9.19e-02) 9.92e-01 (3.24e-03) 9.81e-01 (8.19e0-3)

MaF12

5 6.85e-01 (9.01e-02) 7.36e-01 (7.72e-03) 2.76e-01 (1.47e-02) 7.23e-01 (8.63e-03) 7.89e-01 (3.27e-03)

8 7.62e-01 (6.56e-02) 7.99e-01 (4.45e-02) 2.95e-01 (1.21e-02) 7.38e-01 (7.03e-02) 7.49e-01 (5.09e-02)

10 8.89e-01 (1.28e-02) 8.42e-01 (1.74e-02) 3.25e-01 (1.35e-02) 7.46e-01 (6.43e-02) 7.57e-01 (8.17e-02)

15 9.16e-01 (2.59e-02) 8.07e-01 (4.77e-02) 2.85e-01 (3.42e-02) 7.34e-01 (7.31e-02) 6.11e-01 (6.95e-02)

1st/2nd/3rd 29/6/7 7/20/13 1/3/2 6/12/10 1/3/12
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反映算法搜索到解集的收敛性与多样性的好坏, IGD
越小,表示算法得到的近似Pareto解集与真实Pareto
前沿之间的距离越近且分布越均匀. HV是一种用来
衡量算法解集收敛性与多样性的综合性能指标, HV
越大,表示在目标空间中非支配解覆盖的区域越大.
在5个算法中,模拟二项式交叉 (simulated binary

crossover, SBX)和多项式变异 (polynomial mutation,
PM)用于生成子代个体,其操作参数设置为: pc= 1.0,

ηc = 30 (pc为交叉概率, ηc为交叉参数); pm = 1/n,

ηm = 1.0 (pm为变异概率, ηm为变异参数 ).其他算
法参数按照原始文献设置.本文MaOEA-ABL算法
相关的参数设置为:T_Gen = 5000,自适应周期 t为

1 000.

3.2 仿真结果数值分析

表1和表2给出了5个算法独立运行30次得到的
IGD与HV的均值及标准差 (括号内为标准差).每一
个测试函数的各项最优值用粗体显示,并在表格最
后一行统计了各算法获得最优值的个数.从表1和表
2可以看出,本文所提出算法MaOEA-ABL在44个测
试函数中分别得到了29个 IGD最小值和30个HV最
大值,说明MaOEA-ABL算法比其他4个算法表现更
好.尤其在处理目标个数较多时, MaOEA-ABL算法
的优势更加明显.与其他4个算法相比,本文算法采
用自适应增强学习算法对预定义参考向量进行调整,
估计参考向量单位平面上的有效面积,通过删除旧向
量、增加新向量,引导种群向真实Pareto前沿进化,并
设计了对Pareto形状无偏好的分解方法,从而提高了

种群的多样性和收敛性.

3.3 仿真结果图分析

为了更加形象地比较算法的性能,图5和图6绘

制了MaOEA-ABL、ARMOEA、MaOEAIT和VaEA四

种算法在5和10个目标的部分MaF系列测试函数上

的最优解的平行坐标系图.由于PICEAg的性能较差,

此处不再给出该算法的解集图.

MaF3测试函数的真实Pareto前沿是一个强凹的

平面.从图5中可以看出, MaOEA-ABL和ARMOEA

由于自身的自适应性,获得了收敛性与多样性较好的

解集. VaEA算法的性能较差,在某些目标上没有达

到最优收敛.对于MaF3而言,由于预定义的参考向

量与前沿之间有一部分无交叉,参考向量集中有一部

分无效向量,对算法没有起到积极的引导作用.随着

优化问题目标个数的增多, MaOEA-ABL算法所设计

的自适应分解策略的优势逐步表现出来,经过自适应

增强学习调整后的参考向量集可以更好地引导种群

向真实的Pareto前沿靠近,能够得到一组具有良好收

敛性与多样性的解集.
MaF12是目标函数具有不同规模的优化问题,随

着目标个数的增多, MaOEA-ABL算法性能比其他两
种算法性能好.该算法对预定义的参考向量进行调
整,识别出参考向量超平面的有效面积,提高积极向
量的数目,从而更好地引导种群进化.并且设计了一
种对Pareto形状无偏好的分解方法,提高了种群的收
敛性与多样性.
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图 5 MaOEA-ABL、ARMOEA、MaOEAIT和VaEA在目标为5的测试函数MaF3的解集
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图 6 MaOEA-ABL、ARMOEA、MaOEAIT和VaEA在目标为10的测试函数MaF3的解集

4 结 䇪

本文在分析现有复杂超多目标优化问题面临的

挑战后,提出了基于自适应增强学习的超多目标进
化算法.算法第 1阶段在充分考虑参考向量活动性
的基础上,利用自适应增强学习算法训练一个强分
类器,将预定义生成的均匀分布参考向量分为积极
参考向量与消极参考向量.参考向量的活动可以反
映真实Pareto前沿在目标空间中的分布,从而估计参
考向量单位平面上的有效面积.第2阶段在充分考虑
真实前沿不规则的基础上,设计了基于CDM分解的
个体更新策略.将两种策略结合起来进行选解,基于
自适应增强学习算法对参考向量进行调整,再选取
CDM分解的方式进行优质解的选择,形成一种自适
应分解的进化算法.仿真结果表明,本文所提出的算
法MaOEA-ABL在解决复杂超多目标优化问题时能
够得到收敛性与多样性良好的Pareto解集.目前存在
的超多目标进化算法一般是在经典测试函数中进行

仿真,但是,在实际工作中由于问题的复杂多变性,算
法有待进一步改进.因此,下一步的工作主要是对超
多目标进化算法在实际工程中的应用展开研究.
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