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基于S-RNPAE算法的间歇过程早期故障监测
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摘 要: 针对具有多变量、非线性和高维度特点的间歇过程数据使得早期故障信号易被噪声干扰且故障幅值低
导致故障监测效果不佳的问题,提出一种基于堆叠鲁棒邻域保持自编码 (stack-robust neighborhood preserving
autoencoder, S-RNPAE)的间歇过程早期故障监测方法.首先,通过L2,1范数重新设计自编码器的目标函数,以提高
模型对噪声和离群点的鲁棒性;其次,利用邻域保持嵌入来正则化鲁棒自编码器的方式构建鲁棒邻域保持自编码
(robust neighborhood preserving autoencoder, RNPAE)模块,解决自编码器作为一种全局模型而忽略包含早期故障
特征的局部近邻信息的提取问题;然后,将多个RNPAE模块堆叠构造S-RNPAE网络,从而获取深层全局-局部特
征,保证对早期微小故障信息提取更充分,并建立检测统计量实现过程检测;最后,利用一种适用于非线性过程的
贡献图方法完成故障诊断,其诊断结果更准确.通过Swiss Roll数据集和青霉素发酵过程的实验表明,所提方法的
特征提取能力更强,对间歇过程的早期故障更敏感,具有更好的早期故障监测效果.
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Abstract: For batch process data with multivariate, nonlinear, and high dimensional characteristics, the early fault signals
are easy to be disturbed by noise and the fault amplitude is low, which lead to poor fault monitoring performance, we propose
an early fault detection method for batch processes based on stack-robust neighbourhood preserving autoencoder (S-
RNPAE) in this paper. Firstly, the objective function of the autoencoder is redesigned by the L2,1 norm to improve the
model robustness to noise and outliers. Secondly, the robust neighbourhood preserving autoencoder (RNPAE) module
is constructed by using neighbourhood preserving embedding to regularize the robust autoencoder, which solves the
problem of the autoencoder as a global model that ignores the local neighbour information containing early fault features.
Then, we construct the S-RNPAE network by stacking multiple RNPAE modules, which can obtain deep global-local
features to ensure the extraction of early minor fault information more fully, and we establish detection statistics to realize
process monitoring. Finally, the nonlinear contribution diagram method is used to complete the fault diagnosis, which is
more accurate for nonlinear variables. The examples of the Swiss Roll dataset and the simulation process of penicillin
fermentation show that the proposed method has stronger feature extraction ability, which is more sensitive to the early
fault of batch process and has a better early fault monitoring performance.
Keywords: batch process；incipient fault；process monitoring；autoencoder；neighborhood preserving embedding
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0 引 言

现代工业生产中,间歇过程由于其产品种类多、
规模小、个性化、附加值等优点备受关注,由于其生产
的灵活和高效的特点,被广泛应用于轧钢、注塑、晶
圆蚀刻、微生物发酵等工业领域.然而,间歇过程由
于复杂的生产方式导致系统一旦发生故障,直接影响
产品质量,甚至还会引发安全事故危及操作人员的生
命安全[1-2].由于间歇生产过程的间断性和生产环境
的复杂性,早期故障的过程数据具有多变量、非线性、
高维的特点.当早期故障发生时,由于其故障幅度小,
容易被噪声所掩盖,从而极难有效地诊断故障.如何
有效地检测和诊断间歇过程的早期故障对保证生产

安全具有十分重要的意义[3-4].
随着计算机和控制技术的发展,大量的过程数据

被收集和存储,促进了数据驱动的多变量统计过程
监测方法的快速发展.众多学者致力于多变量统计
监测方法的研究,典型的多变量统计方法如主成分分
析[5]、独立成分分析[6]、偏最小二乘[7]以及其扩展形

式被广泛应用于过程监控. Harrou等[8]结合非线性

投影潜变量结构建模的优点和Hellinger距离度量的
优点,以识别高度相关的多元数据中的异常变化,提
出多变量故障检测方法. Harmouche等[9]基于主成分

分析和Kullback-Leibler散度的概率分布度量提出一
种基于概率分布度量的故障检测方法用于监测早期

故障. Ji等[10]通过引入两种具有代表性的平滑技术,
提出一种通用故障检测指标的新型早期故障检测策

略,该策略对早期故障表现出较高的敏感度. Shang
等[11]提出一种递归变换分量统计分析的方法用于早

期故障检测,这类早期故障检测的方法未考虑过程数
据的非线性特征提取,造成部分信息丢失.随着分布
式控制系统的广泛应用,以及数据存储、传输和处理
技术的不断发展,基于神经网络的智能故障检测方法
具有较强的非线性处理能力而得到广泛的应用,如深
度信念网络[12]、自编码器 (autoencoder, AE)[13]、长短

期记忆[14]和卷积神经网络[15]被成功应用于间歇过

程故障监测.其中,以AE及其变体为主的算法由于
其模型泛化性强、训练过程不需要数据标注的优点

备受关注. Gao等[16]提出一种多路拉普拉斯自编码

器的方法,用于间歇过程监控; Agarwal等[17]提出一

种多路偏最小二乘自动编码器架构用于间歇过程故

障检测; Wang等[18]通过长短期记忆网络从过程每个

阶段的时间序列中提取与质量相关的综合隐藏特征,
提出一种基于堆叠自动编码器的复杂特征表示和质

量预测框架用于间歇过程.
尽管上述这些机器学习的智能故障监测在间歇

过程中取得了成功,但仍然存在一些局限性.基于AE
的故障检测方法易受噪声和离群点的影响,导致系统
的鲁棒性较差,因此提高AE算法的鲁棒性对于有效
监测过程是否发生故障十分重要.同时,过程数据的
局部信息包含重要的早期微小故障信息,然而AE是
一种全局端到端模型,而并未捕获局部近邻信息.此
外,连续的特征压缩可能会丢失原始数据中重要的局
部邻域信息,这对于过程监控是不利的,需要从原始
输入数据中提取局部邻域信息.流形学习的方法能
够将复杂的高维空间转化为低维空间,从而在低维空
间中提取高维空间的数据信息.典型的流形学习方法
包括等距特征映射[19]、拉普拉斯特征映射[20]、局部切

空间对齐[21]、邻域保持嵌入 (neighborhood preserving
embedding, NPE)[22]等.其中, NPE不仅在提取数据的
流形结构方面有很好的性能,而且能够保持数据原有
的局部邻域信息. Liu等[23]受流形学习NPE思想的启
发,提出一种基于NPE正则化的深度学习方法来提
取邻域保持特征,用于工业软测量; Li等[24]提出一种

基于流形学习的过程监控方案,该方案将统计局部方
法融入NPE中,以监控过程数据局部结构的变化,不
仅继承了NPE挖掘数据局部结构的能力,而且通过
监测新观测的局部信息变化实现在线故障检测; Yu
等[25]提出一种深度神经网络流形正则化堆叠自动编

码器,用于复杂工业过程的故障检测.以上方法在考
虑数据的全局结构的同时更加关注局部近邻信息,但
对于过程的早期故障并未考虑.
综上所述,针对间歇过程在故障发生早期幅值

小、信号微弱导致监测难的问题,本文提出一种堆
叠鲁棒邻域保持自编码 (stack-robust neighborhood
preserving autoencoder, S-RNPAE)的间歇过程故障监
测方法.首先,在基于AE有效处理过程非线性的基
础上,计算AE重构误差时采用L2,1范数增强算法对

噪声和异常点的鲁棒性;其次,为了解决传统AE作
为一种全局模型忽略过程数据局部近邻信息,难以
提取过程数据全部信息的问题,通过NPE作为AE
的正则项的方式构造鲁棒邻域保持自编码 (robust
neighborhood preserving autoencoder, RNPAE)结构,该
结构能够有效提取过程数据的全局-局部特征;然后,
采用多层堆叠的方式进一步提取过程数据深层微小

特征,使得对于包含早期微小故障信息提取更充分;
最后,通过Swiss Roll数据集验证S-RNPAE的特征提
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取能力,同时将本文方法应用于青霉素发酵过程,验
证所提方法在间歇过程早期故障监测的有效性和优

越性.

1 基本方法

1.1 自编码器(AE)

AE[26]是一种人工神经网络,广泛应用于高维数
据降维和特征提取.一个基本的自编码器网络由编
码器和解码器两部分组成,编码器将原始数据传递到
隐藏层获得数据低维表示形式,解码器将低维数据传
递到输出层,以获得原始数据重构,使得重构误差足
够小,重构数据可以保留原始数据的大部分信息.在
自编码器网络训练过程中,将输入数据x映射到隐藏

层,得到编码后的z,然后通过反向解码得到重构数据
x̂,输入数据的维数为m,输入样本的个数为n,原始数
据经过编码压缩后的隐藏层z的维度为d.
编码器公式为

z = f(Wex+ be). (1)

其中: f是编码器的激活函数,We是m× d维的加权

矩阵, be是维度为d的偏置向量.
解码器公式为

x̂ = g(Wdx+ bd). (2)

其中: g是解码器的激活函数,Wd是d×m维的加权

矩阵, bd是维度为m的偏置向量.
自编码器网络训练的损失函数如下式所示:

JAE =
1

2n

n∑
i=1

∥x̂i − xi∥2, (3)

其中n为训练样本的个数.自编码器网络训练的目标
是使输入数据重构的误差最小,因此为了使重构数据
尽可能与输入数据相等,将损失函数的值最小化.

1.2 邻域保持嵌入(NPE)

NPE[27]是一种最优地保留了数据集的邻域结构

特征的流形学习算法,它是通过构造邻接图来揭示数
据的邻域关系,对数据点最近邻域进行重构,将数据
投影到低维空间,并在低维空间保留其邻域结构.假
设原始数据集X包含n个训练样本,通过重构每个
数据点k个最近邻的权重系数来反映NPE的邻域结
构,wij是用于重构xi的数据点xj的权重系数.权重
系数的计算可以通过最小化重构误差获得,如下所
示:

min
w

n∑
i=1

(
xi −

n∑
j=1

wijxj

)2

, (4)

其中wij是xi和xj的连接权重,若xj不是xi的近邻,

则wij = 0,wij满足约束
n∑

j=1

wij = 1.

原始数据通过映射矩阵A降维到低维空间中,
映射矩阵可通过求解如下的最小化代价函数获得:

JNPE = min
w

n∑
i=1

(
yi −

n∑
j=1

wijyj

)2

, (5)

其中Y =
n∑

j=1

yj为原始数据X =
n∑

i=1

xi通过映射矩

阵A在低维空间的数据表示.式 (5)的矩阵表示如下
所示:

JNPE = min Y T(I −W )T(I −W )Y =

minATX(I −W )T(I −W )XTA, (6)

约束条件为Y TY =ATXXTA = I .引入拉格朗日
乘子法,将式 (6)的求解问题转化为如下求广义特征
值的问题:

XMXTa = λXXTa, (7)

其中M = (I −W )T(I − W ),求解M所对应的

前 d个最小特征值 (λ1 ⩽ λ2 ⩽ . . . ⩽ . . . ⩽ λd)的特

征向量构成映射矩阵A(α1, α2, . . . , αd),即满足Y =

ATX .

2 基于S-RNPAE算法的早期故障监测
2.1 鲁棒自编码(robust autoencoder, RAE)

自编码器网络在训练过程中,编码器将原始数据
嵌入到一个潜在的低维空间中,解码器重构尽可能接
近原始输入.最小化重构误差函数来优化网络参数
θ = {we, wd, be, bd},如下所示:

min
θ

1

2n

n∑
i=1

∥x̂i − xi∥22 = min
θ

1

2n
∥X̂ −X∥2F . (8)

对式(8)求偏导,得

∂
1

2n

n∑
i=1

∥X̂ −X∥2F

∂x̂i
=

1

n
(x̂i − xi). (9)

式 (9)表明,具有较大重构误差的噪声和异常点在AE
网络的目标函数起重要作用,影响过程监测的效果,
然而使用Frobenius范数训练网络对噪声敏感.为了
克服这一问题,采用L2,1范数作为目标函数,能够在
网络训练过程中更好地处理噪声和异常点.

min
θ

1

2n
∥X̂ −X∥2,1. (10)

对式(10)求偏导得

∂
1

2n
∥X̂ −X∥2,1
∂x̂i

=
1

n

x̂i − xi

∥x̂i − xi∥2 + ε
. (11)
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其中: ε是一个非常小的常数,
x̂i − xi

∥x̂i − xi∥2 + ε
近似于

x̂i − xi

∥x̂i − xi∥2
.

通过对比式 (9)和 (11)可以发现,L2,1范数对每

个残差进行归一化,异常点只占过程数据的小部分,
归一化可以抑制残差较大的异常点对AE参数调节
的影响.此外,L2,1范数更多关注大部分数据集.具有
L2,1范数的AE网络可以提取到更多有用信息,对噪
声和异常点具有更强的鲁棒性.

2.2 鲁棒邻域保持自编码(RNPAE)

经过改进的鲁棒自编码器是一个全局网络,进
行特征提取时忽略了数据近邻结构,通过这种网络
提取到的特征只能捕获单个数据的分布特征,没有
考虑样本关系.为了提高学习网络的泛化性能,通过
NPE正则化的方式保持输入层空间中每个数据的
局部邻域结构特征.将具有NPE正则化的RAE称为
RNPAE, RNPAE的目标不仅是使重建误差尽可能小,
而且要保持原始数据的邻域结构.采用如下所示的
目标函数来训练RNPAE模型:

J(θ) = JRAE(θ) + ηJNPE(θ) =

min
θ

1

2n
∥X̂ −X∥2,1+

η min
w

n∑
i=1

(
yi −

n∑
j=1

wijyj

)2

, (12)

其中η是一个平衡重构误差和局部保留误差权重的

正则化参数.
RNPAE的目标函数由两部分组成,前者是数据

在输入层和输出层之间的重构误差,以确保重构的数

据与原始数据尽可能一致;后者是数据在输出层的
局部邻接误差,通过局部邻接约束确保重构数据与原
始数据保持相同的局部邻近结构,在RNPAE中保留
局部近邻信息.为了解决式 (12)的优化问题,采用基
于反向传播 (BP)的梯度下降算法进行迭代更新,对
于参数 θ = {Wm, b(m)}Mm=1第 t次更新迭代如下所

示: 
W

(m)
t = W

(m)
t−1 − µ

∂Jt(θ)

∂W
(m)
t

,

b
(m)
t = b

(m)
t−1 − µ

∂Jt(θ)

∂b
(m)
t

.

(13)

J(θ)相对于W (m)和 b(m)的子梯度可通过下式

所得:

∂J(θ)

∂W (m)
=

∂JRAE(θ)

∂W (m)
+ η

∂JNPE(θ)

∂W (m)
=

N∑
i=1

(∇(m)
1i )Th

(m−1)
i + η(∇(m)

2i )Th
(m−1)
i ,

∂J(θ)

∂b(m)
=

∂JRAE(θ)

∂b(m)
+ η

∂JNPE(θ)

∂b(m)
=

N∑
i=1

(∇(m)
1i )T + η(∇(m)

2i )T.

(14)

其中:∇(m)
1i 和∇(m)

2i 表示梯度,h(m−1)
i 表示网络的潜

在表征.

2.3 堆叠鲁棒邻域保持自编码(S-RNPAE)的故障
监测

S-RNPAE是由多个RNPAE依次连接而成的深
层网络结构,图1所示为S-RNPAE网络结构.
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图 1 S-RNPAE网络结构

本文S-RNPAE是由3个顺序连接的RNPAE组成
的深度网络结构,在S-RNPAE算法中, NPE正则化作

为附加项加入到逐层预训练的损失函数中,对于每
个RNPAE,首先通过寻找近邻的方法为其输入数据
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构建邻接图,然后通过计算每个输入数据节点与其
相邻节点之间的权重系数来获得相似性矩阵,基于
新的损失函数,利用输入数据和得到的相似度矩阵对
RNPAE进行预训练,同样从第一个RNPAE到最后一
个RNPAE,邻域结构特征被逐层保留.利用S-RNPAE
对深度网络的训练参数进行初始化,可以提高模型的
监测性能.本文提出S-RNPAE网络的主要目标是恢
复一个完整的潜在空间,该空间能够很好地揭示输入
数据的局部近邻结构.
通过将正常数据训练获得特征空间和残差空间,

在特征空间建立T 2统计量,用于度量投影在特征空
间的样本的变化. T 2的计算公式为

T 2 = zTΦ−1z. (15)

其中: z是一个向量,表示通过S-RNPAE从原始高维
数据中提取的低维特征;Φ是协方差矩阵.
在残差空间建立SPE统计量,用于度量样本在残

差空间的投影,定义为算法模型所生成的残差的平方
和, SPE的计算公式为

SPE = ∥x− x̂∥2. (16)

利用核密度估计的方法确定监测统计量的控制

限.
当检测到故障发生时,通过确定哪些变量与异常

行为的发生直接相关,从而诊断故障发生的根本原
因.本文通过统计量T 2和SPE的贡献图来实现故障
诊断,贡献图通过计算潜在故障变量对监测统计的贡
献来识别潜在故障变量,对于识别故障变量表现出较
好的效果.在贡献图中,对监控统计具有最大贡献值
的变量通常是故障源.由于过程具有的非线性特性，
传统线性贡献图通常假设过程线性,诊断效果并不理
想,本文所采用的非线性贡献图方法灵敏度更高,对
小扰动引起的故障更加灵敏[28].
对于统计量T 2和 SPE的贡献图的计算公式如

下:

CT2
i = xi

∂T 2

∂xi
, (17)

CSPE = xi
∂SPE
∂xi

. (18)

对于贡献度在整个训练数据集上执行的均值和

标准差运算,相对贡献表达式如下:

RCT2
i =

CT2
i − mean(CT2

i,normal)

std(CT2
i,normal)

, (19)

RSPEi =
CSPEi − mean(CSPEi,normal)

std(CSPEi,normal)
. (20)

其中: CT2
i,normal和CSPEi,normal表示正常操作条件

下第 i个过程变量的贡献值, mean(·)和 std(·)表示均

值和标准差.对于贡献值的计算可正可负,由于反应
过程变量的主要影响因素为数值的大小,因此在绘制
贡献图时采用绝对值的方式.

2.4 堆叠鲁棒邻域保持自编码 (S-RNPAE)的故障监
测流程

S-RNPAE可以从原始数据中学习深层的邻域特
征,这些特征能够保留原始数据的邻域结构信息,更
适合早期故障的监测.图 2所示为基于S-RNPAE的
间歇过程故障监测的基本过程,该过程主要包含离线
建模和在线监测两部分,同时进一步地诊断出发生故
障的变量.
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图 2 基于S-RNPAE的故障监测流程

2.4.1 离线建模

step 1: 正常生产条件下,采集间歇过程的运行数
据组成三维训练数据集X ,将训练数据集X(I × J ×
K)按照先沿批次方向展开成二维矩阵X(I × JK),
再沿变量方向排列为X(IK × J)的批次-变量混合
展开的方式展开并标准化 (I表示批次, J表示变量,
K表示采样时间);

step 2:通过式(12)构造RNPAE网络,在有效提取
数据特征的同时充分挖掘数据的邻域结构,利用堆叠
的方式建立 3层的S-RNPAE网络模型,对S-RNPAE
网络进行训练获得网络参数;

step 3: 获得特征空间和残差空间,分别在特征空
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间和残差空间建立T 2和SPE统计量,利用核密度估
计的方法求取统计量的监测控制限.
2.4.2 在线监测

step 1: 在线采集监测数据按照批次-变量展开的
方式展开且标准化数据;

step 2: 将标准化后的数据输入到训练好的 S-
RNPAE网络中,并将其投影到特征空间和残差空间;

step 3: 通过式 (15)和 (16)计算T 2和SPE统计量,
一旦两个统计值中的任何一个超过其对应的阈值,就
触发警报;

step 4:在使用S-RNPAE有效地检测到故障之后,
通过式 (19)和 (20)计算故障变量贡献值并绘制贡献
图,通过贡献图完成故障诊断.

3 实验结果与分析

3.1 Swiss Roll数据集

Swiss Roll数据集是常见的验证算法嵌入结果的
数据集,通过在三维欧氏空间中的Swiss Roll曲面上
随机采样,并利用不同颜色区分样本的分布,近邻由
相同颜色标识.本文利用Swiss Roll数据集,本征维数
为2,样本点数为8 000.图3所示为Swiss Roll曲面和
采样数据点分布.
通过降维将原始数据复杂的非线性流形展开,观

察降维过程中数据结构的保持性.将S-RNPAE算法
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图 3 Swiss Roll数据集

与AE、 NPE、 堆栈自编码器 (stacked autoencoder,
SAE)[29]、 动态图嵌入 (dynamic grap embedding,
DGE)[30]和领域保持自编码 (neighborhood preserving
autoencoder, NPAE)[31]进行对比,以验证所提出算法
的特征提取能力.图4所示为特征空间的Swiss Roll
数据投影.
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图 4 特征空间的Swiss Roll数据投影

图4(a)中, AE在一定程度上能够保持数据的原
有结构,但存在大量的数据点重合,重合处未能反映
数据的近邻信息;图4(b)中, NPE保留了数据的局部
近邻结构信息,但存在较多的重合点,提取效果较差;
图4(c)中, SAE相较于AE提取更多的数据近邻特征,

但结构变形严重,不能够很好地保持原有结构;图
4(d)中, DGE对局部近邻信息保留较好,但存在大量
的重合点,特征提取效果一般,未能提取原始数据的
完整结构;图 4(e)中, NPAE保持近邻信息较好,但在
一定区域内存在较多的重合部分,不能完全提取数据
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特征;图4(f)中,本文所提S-RNPAE能够很好地保持
局部近邻信息,降维结果清晰可靠,特征提取能力强.

3.2 青霉素发酵过程

青霉素发酵作为典型的间歇过程,其过程数据的
非线性和高维度等特性使得对生产过程状态的监控

更加复杂.美国伊利诺州立理工学院研究小组研发
的青霉素发酵平台是一个模拟实际发酵过程的仿真

平台[32],该平台通过设定初始变量的参数和运行条
件产生过程数据,完成青霉素发酵过程的建模、监
测和控制.通过该平台可以设定通风速率、搅拌功
率和底物加速率3个故障变量.当扰动信号为斜坡信
号时,由于故障变化缓慢,在故障发生的早期幅值较
小、信号微弱,很难被检测.为了训练所提网络模型,
本文通过仿真平台产生30批次的正常数据作为训练

样本,每个批次的反应时间为400h,采样时间为1h,
从18个变量中选取10个过程变量 (按照变量编号从
1∼ 10依次为通风速率、搅拌功率、底物流速率、底物
流温度、底物浓度、溶解氧浓度、反应器体积、发酵罐

温度、PH和CO2),所有过程数据引入高斯白噪声模
拟实际工况,表1所示为故障样本.

表 1 故障样本

故障 变量名 扰动类型 幅值 时段 / h

F1 通风速率 / (L / h) 阶跃 +2 250∼ 400
F2 搅拌速率 / (r / min) 斜坡 +6 300∼ 400
F3 底物流加速率 / (L / h) 阶跃 +1 100∼ 400

对比本文所提算法与NPE、AE、SAE、DGE和
NPAE.在不同样本的故障检测率,结果如表 2所示.
由表2可以看出本文所提算法的检测率更高.

表 2 不同方法每批次故障样本的故障检测率

故障
NPE AE SAE DGE NPAE S-RNPAE

T 2 SPE T 2 SPE T 2 SPE T 2 SPE T 2 SPE T 2 SPE

F1 0.74 0.89 0.88 0.90 0.87 0.90 0.89 0.95 0.92 0.94 0.96 0.99
F2 0.51 0.72 0.77 0.81 0.83 0.85 0.87 0.90 0.89 0.93 0.95 0.98
F3 0.61 0.82 0.79 0.86 0.84 0.87 0.91 0.92 0.91 0.94 0.92 0.93

图 5和图 6所示为故障F2分别采用NPE、AE、
SAE、DGE、NPAE和本文所提S-RNPAE算法的故
障检测图.由图 5(a)和图 6(a)可以看出NPE算法对
早期故障敏感性差,T 2统计量在 350 h时才能检测
到故障, SPE统计量较T 2统计量更早,在 320 h检测
到故障,不能及时地检测到故障,且存在大量的漏报
和误报.从图5(b)和图6(b)所示AE算法对故障的统
计量检测结果来看,相较于NPE算法漏报较少,但早
期故障发生时不能及时地检测到,T 2和SPE统计量

分别在324 h和320 h检测到故障.图5(c)和图5(b)中,
SAE算法相较于AE算法,网络层数增加提取故障
特征的能力更强,检测到故障的时间较早,T 2和SPE
统计量均在 310 h检测到故障,相较于AE和具有局
部邻域信息提取的NPE算法能够更早地检测到故
障,但仍然有部分早期故障未被检测出来.图5(d)和
图 6(d)中, DGE算法由于考虑过程数据的动态特性
和近邻信息,故障检测时间更加提前,T 2和 SPE统
计量分别在 305 h和 304 h检测到故障,但从统计图
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图 6 SPE统计量检测图

来看统计量T 2和SPE均存在较多的误报,且当故障
发生后有少量的漏报.图5(e)和图6(e)的NPAE算法
在AE算法的基础上保留了原始数据的局部信息,检
测到故障的时间较早,T 2和SPE统计量分别在305 h
和304 h检测到故障,由于算法鲁棒性不强仍然存在
较多的漏报,相较于DGE算法漏报较少.图5(f)和图
6(f)为本文所提S-RNPAE算法的检测图,T 2和SPE
统计量分别在305 h和302 h检测到故障,检测时间较
其他算法更早.有效检测到早期故障的原因在于本
文算法在保留数据原始局部结构信息的基础上,通过
堆叠网络的方式提取深层特征,对早期故障更敏感,
对青霉素发酵过程早期故障的检测更及时.同时,通
过在目标函数的计算中采用L2,1范数增强算法对噪

声和离群点的鲁棒性,使得检测的漏报和误报更少.
使用S-RNPAE有效检测到故障之后,对发生故

障的变量通过T 2和SPE统计信息绘制贡献图.故障
诊断采用贡献图的方式,图7所示为非线性贡献图故
障诊断结果.从图7诊断结果来看,非线性贡献图不
仅能够诊断出发生故障的变量,而且可以观察到过程
变量的变化.
通过贡献图的冷暖色调可以观察到造成过程故

障的根本原因和影响,故障F1主要是通风速率所带

来的影响,同时还导致发酵过程溶解氧的变化,当溶
解氧浓度发生变化时,青霉素产率发生变化,反应容
器体积发生改变;故障F2主要是搅拌功率改变所引

起的故障,其他过程变量整体变化较小;故障F3是底

物流速率故障,当底物流速发生变化时,菌丝生长所
需的溶解氧浓度也发生变化.在故障发生后, CT2和

CSPE都可以根据所建立的基于S-RNPAE算法得到
的非线性分量来定位对每个故障有贡献的变量.
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图 7 故障F1 ∼ F3的贡献图诊断结果

4 结 䇪

本文提出一种堆叠鲁棒邻域自编码的间歇过

程早期故障监测方法.该方法利用L2,1范数作为AE
的目标函数,降低了监测过程中噪声和异常点的干
扰, NPE作为AE的正则项能够保持数据的局部近邻
结构,采用堆叠的方式获取数据的深层特征.对于检
测到的故障采用一种新的贡献图的方法进行故障诊

断,相较于传统贡献图而言,在诊断发生故障变量的
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同时,可以观察到每个故障发生时过程变量的变化情
况.本文方法在Swiss Roll数据集中有更好的特征提
取能力,同时所提方法在青霉素发酵过程的监测中具
有良好的表现,能够更好地监测到早期故障.
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