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基于端边云协同和MIRF_WPSO的流程工艺参数
自适应实时优化模型

刘孝保1, 李佳炜1, 刘 鑫1, 易 斌2†, 顾文娟1, 阴艳超1, 姚廷强1

(1. 昆明理工大学机电工程学院，昆明 650500；2. 云南中烟工业有限责任公司技术中心，昆明 650231)

摘 要: 针对流程工业生产过程中因工序间相互耦合、工艺数据量庞大且处理时延高而导致的工艺参数优化实
时性难以保证的问题,提出一种基于端边云协同和MIRF_WPSO的流程工艺参数自适应实时优化模型.首先,基

于边缘计算技术搭建多源异构流程工艺参数端边云协同实时优化架构;其次,构建基于互信息随机森林MIRF和

自适应惯性权重粒子群WPSO的工艺参数优化算法MIRF_WPSO,并将MIRF_WPSO算法部署在边缘端以实现

工艺参数的实时优化,同时通过在云端部署自更新机制来实现边缘端算法模型的自感知更新,从而形成集算法训

练-更新-调用的端边云高效协同自动化闭环网络;最后,搭建实验平台,实验结果表明,“端-边-云”协同模式可以

有效缓解云端计算压力,能够实时、高效地对流程工艺参数进行自优化调控,将质量指标平均标偏从1.86%降到

1.25%,优化速度提高11.4%,为流程工业生产过程智能化进一步发展提供新的思路.
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Abstract: In view of the problem that it is difficult to guarantee the real-time optimization of process parameters due

to the mutual coupling between processes, the large amount of process data and high processing delay in the process

industrial production process, an adaptive real-time optimization model of process parameters based on end-edge-cloud

collaboration and MIRF_WPSO is proposed. Firstly, an end-edge-cloud collaborative real-time optimization architecture

for process parameters of multi-source heterogeneous processes is built based on edge computing technology. Then,

a process parameter optimization algorithm based on mutual information random forest and adaptive inertia weighted

particle swarm(MIRF_WPSO) is constructed, which is deployed at the edge to realize real-time optimization of process

parameters, while a self-aware update mechanism is deployed at the cloud to realize an efficient automated closed-loop

network of algorithm training-updating-recall. Finally, an experimental platform is built, and the experimental results

show that the“end-edge-cloud”collaborative mode effectively relieves the computational pressure on the cloud, and

enables real-time and efficient self-optimized regulation of process parameters. The average standard deviation of quality

index is reduced from 1.86% to 1.25%, and the optimization speed is increased by 11.4%, providing new ideas for the

further development of intelligent production processes in process industries.
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0 引 䀰

流程工业是制造业的重要组成部分,包括石化、
冶金、建材、轻工和电力等行业,是我国国民经济和社
会发展的重要支柱产业[1].流程工业工艺过程包含一
系列复杂的物理或化学变化过程,工序间耦合性强、
反应机理复杂,且数据具有时序性[2],难以建立精确
的数据模型.在流程生产过程中,如何及时、准确地
对生产过程中工艺参数及质量指标的波动情况、设备

运行状态进行实时全面感知,并建立各工序协同优化
策略以保证生产过程的稳定运行,是保障流程工业工
艺参数全局优化实时性及准确性的关键[3].因此,探
究流程工艺参数的实时高效智能优化决策,提高流程
制造生产全流程的自感知和自优化决策能力,对流程
工业生产过程具有重要意义.
目前,国内外关于流程工艺参数优化的相关研究

主要集中在基于数据建模的优化方法、基于数据驱

动的优化方法和基于机器学习与智能优化算法结合

的优化方法.其中:喻黎明等[4]采用多目标正交试验

方法分析关键参数对综合指标的影响,效果较好;张
颖等[5]采用多元回归法和响应面法建立数学模型,并
进行优化以获得最佳工艺参数;刘孝保等[6]提出一种

采用DNN网络作为适应度函数,并融合CPSO群体
智能优化算法实现工艺参数寻优的方法,效果较好;
吴贤国等[7]提出一种结合随机森林与带精英策略的

非支配排序遗传算法的混合模型,进行多目标配合比
优化,实验结果较好.

虽然上述方法在一定程度上提高了工艺参数优

化的准确率,但均需将工业数据上传至云服务器集中
处理[8],未充分考虑时延问题在流程生产过程中的影
响.因此,如何提高设备间的协同性、降低数据处理时
延是目前促进流程工业向智能化生产模式转变的核

心问题[9-10].随着5G技术[11]及边缘智能的蓬勃发展,
制造业涌现出了许多流程工业智能制造系统与工业

互联网深度融合的新模式[12-13].其中,边缘计算因其
更加靠近数据源[14],能就近提供边缘智能服务[15]而

成为缓解网络数据洪流的有效方法之一[16].随着云
计算应用服务需求日益增长,引入边缘计算可以有效
提高流程工业多工序生产环境下工艺参数的实时优

化速度[17].
基于上述问题,本文提出一种基于端边云协

同和MIRF_WPSO的流程工艺参数自适应实时优
化模型.首先,基于边缘技术搭建多源异构流程工
艺参数端边云协同实时优化架构;其次,构建互信
息随机森林 (mutual information weighted random
forest,MIRF)质量指标预测算法,在降低模型大小的
同时提高模型精度,将MIRF作为自适应惯性权重粒
子群算法 (weight particle swarm optimization,WPSO)
的适应度函数进行工艺参数寻优,形成优化算法
MIRF_WPSO;然后,在边缘端部署MIRF_WPSO算法
以实现工艺参数实时优化,通过边边协同共享数据实
现流程工艺的全局优化,同时在云端部署自更新机制
以实现边缘端算法模型的自感知更新,从而形成集算
法训练-更新-调用的端边云高效协同[18]自动化闭环

网络;最后,搭建实验平台,并采用某大型流程工业生
产过程离线数据进行验证,结果表明,“端-边-云”协
同模式可有效缓解云端计算压力,能够实时高效地对
流程工艺参数进行自优化调控,将质量指标平均标偏
从1.86%降到1.25%,优化速度提高11.4%,为解决流
程制造过程中工艺参数实时优化控制问题提供一种

新的方法和技术手段.

1 流程工业多工序工艺参数优化问题分析

流程工业生产过程具有工序间耦合性较强、工

艺数据量庞大、数据处理时延高、生产过程受环境

影响较大等特性.以某流程工业制丝生产过程为例,
包括6个主要工序:工序A (松散回潮)、工序B (一次
加料)、工序C (二次加料)、工序D (叶丝干燥)、工
序E (比例掺配)、工序F (加香).其中:A的质量指标
对B的生产过程具有交叉关联的作用,C的质量指标
对D的生产过程具有交叉关联的作用.制丝生产流
程如图1所示.
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图 1 制丝生产流程示意
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由于工艺流程较长,上游工序对最终出料含水率

的影响难以精确判断,使得最终质量波动较大.为保

证最终出料含水率符合标准,必须有效控制上游工序

的工艺参数,使原料误差最小,从而使得下游工序产

品质量更加稳定[19].因此,其优化难点可总结如下:

1)流程生产过程耦合性强.流程工业由系列相

关却又各自独立的生产工序所组成,各工序间、工序

内部间相互制约,任意环节出现问题都可能对产品的

最终质量造成重大影响.
2)数据处理时延较高.传感器将采集的海量数

据上传至云端服务器进行处理,随着工业数据的不断
增加,云平台计算压力越来越大,无法对计算任务快
速响应.

3)生产过程受环境影响较大.季节、时间等不同
时段的环境因素影响(如温度、湿度)会造成某些工艺
参数波动较大,直接影响到产品质量,导致整个生产
系统模型结构处于动态变化中,同样的优化模型在不
同时间段具有不同的预测精度及优化效果.

2 端边云协同的流程工艺参数优化模型

架构

2.1 端边云总体架构及流程

针对流程工业工序间耦合性强、数据处理时延

较高、生产过程受环境影响较大的问题,本文提出
一种端边云协同模型 (edge cloud collaboration model,
ECCM),该模型分为终端设备层、边缘层和云平台层
3部分,其总体框架如图2所示.
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图 2 基于端边云协同的流程工艺参数自适应实时优化框架

1)端—–终端设备层 (terminal layer, TL):终端设
备层部署有温湿度传感器、金属探测传感器等多源

异构数据采集器以及PLC等设备,负责采集每道工
序的工艺参数和质量指标及运行控制系统,将数据上
传至相应的边缘网关节点(edge gateway node, EGN).

2)边—–边缘层 (edge layer, EL):边缘层由若
干个 EGN组成,采用 EdgeX Foundry作为边缘网
关平台,通过其设备服务层连接终端传感器.每个
EGN根据不同工序的参数差异,定义不同的在线
MIRF_WPSO优化算法.首先, EGN接收传感器数据,
将工艺参数及质量指标异常值上传至云平台层进行

数据预警,触发EGN自动执行在线MIRF_WPSO算
法,进行质量指标预测及工艺参数优化决策;其次,将
工艺参数优化值及模型预测精度上传至云平台层;
最后,将质量指标值传到下一边缘网关作为下一道
工序的算法模型,输入参数进行边-边协同 (edge-side
collaboration, ESC)优化.

3)云—–云平台层 (cloud layer, CL):云平台层包
含服务器及客户端.云平台层接收N1 ∼ Nx的模型

预测精度、工艺参数及质量指标异常值并进行实时

在线展示,提供决策建议.在线MIRF_WPSO优化模
型采用N条离线数据进行训练并部署,云端的自更



2450 控 制 与 决 策 第39卷

新MIRF_WPSO优化模型采用当前及以前所有时刻
下的(N + k)数据进行更新,当边缘层模型精度低于
云端模型精度时,触发自更新机制以更新边缘层算法
模型参数,从而保证算法精度.将工艺参数优化结果
进行数据融合,融合结果为

P ∗ = {x∗
1, x

∗
2, . . . , x

∗
n}. (1)

其中:x∗
i 为融合之后的工艺参数,P ∗为融合之后的

工艺参数集合,n为融合之后工艺参数的个数.
此处采用的融合策略为降维筛选,参考文献 [20]

中的降维方法,筛选出对最终质量指标相关性较高的
25个工艺参数.

2.2 端边云协同优化机制

为了实时监控工艺参数、质量指标数据,分析其
波动情况,实时、高效地对关键工艺参数进行优化决
策调控,本文构建如图3所示的端边云协同优化机制.
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图 3 端边云协同优化示意

EGN在边缘端进行数据预处理及预测优化,利
用MQTT将过滤后的数据传输到云平台,减少网络
堵塞;在线MIRF_WPSO优化模型进行质量指标预测
及工艺参数优化并将数据上传云端,形成边-云协同
(edge-cloud collaboration, ECC),将质量指标预测值传
输至下一工序形成边-边协同 (ESC). ESC是通过上
游质量指标来控制下游工艺参数的关键,将上游数据
与下游边缘节点共享,能够更精确快速地实现工艺参
数优化.以第s道工序为例,步骤如下:

step 1:采集EGNNs+1实时工艺参数集P = {x1,

x2, . . . , xk}, k为EGNNs+1工艺参数个数;
step 2:调用EGNNs质量指标预测值Q∗ = {Q1,

Q2, . . . , Qj}, j为EGNNs质量指标个数;
step 3:融合P、Q∗为EGNNs+1中MIRF_WPSO

优化模型输入参数;
step 4:输出 EGNNs+1质量指标预测值Q′∗ =

{Q′
1, Q

′
2, . . . , Q

′
m},m为EGNNs+1质量指标个数;

step 5:将Q′∗={Q′
1, Q

′
2, . . . , Q

′
m}传入EGNNs+2

及云平台C.
ECC是实时更新边缘端在线优化模型的关键,

以第s个边缘节点为例,每6 s采集一次数据,步骤如
下:

step 1:假定采集时间为 t,云平台层接收第 t秒时

边EGNNs上传的质量指标预测值及第(t + 6) s的质
量指标实际值.

step 2:云 端 服 务 器 判 断 该 工 序 在 线

MIRF_WPSO优化算法模型精度.
step 3:若符合精度要求,则将数据存入云端数据

中心;若不符合精度要求,则下发指令更新该工序的
在线MIRF_WPSO优化算法超参数.

step 4: EGNNs+1接收指令更新算法超参数.

3 工艺参数自适应优化算法模型构建

为了提升流程工艺参数自优化决策能力,文献
[21]提出一种基于互信息的随机森林质量指标预
测算法,通过采集工艺参数及质量指标的大量数据,
构建由在线MIRF_WPSO优化模型、自更新MIRF_
WPSO优化模型和自更新机制构成的自适应优化算
法模型[22].

3.1 MIRF_WPSO算法构建

3.1.1 互信息随机森林预测模型

随机森林是一种以决策树为基本分类器的集成

学习模型[23],具有准确率极高、能够有效在大数据集
上运行、不易过拟合、超参数少等优点.随机森林是
由{h(X, θj), j = 1, 2, . . . , b}构成的组合模型,模型
的预测平均泛化误差可表示为EX,Y (Y − h(x))2.当
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决策树棵数接近无穷大时,单棵回归树的平均泛化误
差PE∗(tree)表示为

PE∗(tree) =

EθEX,Y ((Y − h(X, θ))(Y − h(X, θ∗))). (2)

对于所有的θ,都能得到E(Y ) = EXh(X, θ),故

PE∗(forest) ⩽ ρPE∗(tree). (3)

其中: ρ表示Y − h(X, θ)与余项Y − h(X, θ∗)之间的

权重相关系数, θ与θ∗彼此相互独立.
传统随机森林算法决策树较多,树的相似度较

高,会导致模型冗余,无法满足实时性较高的场景;同
时在计算决策树均值时,所有决策树权重一样,没有
考虑到其差异性.基于上述问题,本文提出一种基于
互信息的随机森林算法MIRF,算法流程如图4所示.
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图 4 基于互信息的随机森林算法

首先通过有放回的重复抽样构建N个训练集,
生成N棵决策树,以两两决策树之间的相关性为标
准筛选出K棵决策树 (K为相关性小于阈值的决策
树数量,K ⩽ N );再以决策树与质量指标实际值之间
的互信息值为标准进一步筛选出L棵决策树 (L为精
度大于阈值的决策树数量,L ⩽ K),将评价精度转化
为均值权重,形成精度较高且相互独立的高质量决策
树组合.决策树D和质量指标实际值Y 的互信息熵

公式为

I(D;Y ) =

n∑
i=1

n∑
j=1

p(di, yj) log
p(di, yj)

p(di)p(yj)
. (4)

其中:D= {d1, d2, . . . , dn}表示 n棵决策树的输出

值合集,Y= {y1, y2, . . . , yn}表示质量指标实际值合
集, p(di, yj)表示当d = di和y = yi时的概率.

1)离线数据预处理:通过3σ法剔除异常数据,采
用Pearson相关系数对工艺参数和质量指标进行相关
性分析,然后进行数据归一化.有

x∗
i =

xi − xmin
xmax − xmin

. (5)

其中:xi为工艺参数,xmax为各工艺参数最大值,xmin
为各工艺参数最小值,x∗

i为归一化后的数据.
2)建立训练模型:首先确定训练集D和测试集

T ,随机抽选因变量的部分观测数据,重复抽取K次

得到K个训练集,在每棵树的内部节点处随机选取
mtry个自变量作为备选分支,从mtry个自变量中确定

最优分枝,通过设定树的棵数ntry确定终止条件,从中
选择重复度最高的树组成随机森林R.

3)获取预测结果:以第s道工序为例,将测试集T

输入到随机森林R中进行质量指标预测,将所有决策
树输出的平均值作为随机森林的预测结果,即

fs
r (x

s) =
1

k

k∑
i=1

hi(x
s) = Q. (6)

其中: fs
r (x

s)为第s道工序质量指标预测值,hi(x
s)为

第s道工序单个决策树预测值.
将第s道工序的质量指标预测值Q∗及第s+1道

工序的工艺参数P共同作为预测模型输入参数,输出
第s+ 1道工序的质量指标预测值Q′∗,预测结果为

fs+1
r (xs+1) =

1

k

k∑
i=1

hi(x
s+1) = Q′∗, (7)

xs+1 = {xs, fs
r (x

s)}. (8)

其中: fs+1
r (xs+1)为第 s + 1道工序质量指标预测

值,hi(x
s+1)为第s+ 1道工序单个决策树预测值.

预测模型采用拟合优度R2、平均绝对误差MAE、
均方误差MSE指标评价模型预测精度,即

R2 = 1−

n∑
i=1

yi − ŷi
2

n∑
i=1

(yi − ȳi)
2

, (9)

MAE =
1

m

m∑
i−1

|yi − ŷi|, (10)

MSE =
1

m

m∑
i−1

(yi − ŷi)
2
. (11)

其中:n为测试集样本个数; yi(i = 1, 2, . . . , l)为第 i

个样本的真实值; ŷi(i = 1, 2, . . . , l)为第i个样本的预

测值; ȳi为测试集样本数据真实值的平均值.
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3.1.2 MIRF-WPSO工艺参数多目标优化

粒子群优化算法是一种全局随机搜索算法,在标

准PSO基础上加入自适应惯性权重w构建WPSO算
法可有效提升全局寻优能力,算法流程如图5所示.
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图 5 MIRF_WPSO优化算法流程

1)建立目标约束条件.
根据制丝行业标准及日常最大最小波动范围,对

各变量即工艺参数设定限制范围,有

∀x ∈ (xi
minx

i
max). (12)

其中:xi
min为该工艺参数历史最小值,xi

max为该工艺

参数历史最大值.
2)建立多目标优化函数.
流程工艺参数优化是一个多目标优化问题,其复

杂性在于:生产过程具有连续性,每道工序有各自的
工艺参数及质量指标要求;生产过程呈现动态性、高
度非线性及不确定性等特征[24].所以引入MIRF预测
算法代替传统的数学函数作为WPSO算法中的适应
度函数,以表征输入输出间的高度非线性关系.选择
质量指标预测值和标准值偏差绝对值最小为优化的

目标函数,根据车间经验对单个目标函数进行加权,
确定质量指标的工艺参数帕累托最优组合[25],即minR(x) = k1δ1 + k2δ2 + . . .+ kmδm;

s.t minxi < xi < maxxi, i = 1, 2, . . . , k.
(13)

其中:R(x)为多目标优化函数, ki (1 ⩽ i ⩽ m)为

经验权重, δi (1 ⩽ i ⩽ m)为单目标优化函数,x =

(x1, x2, . . . , xk)
T(k ⩾ 1)为工艺参数合集.

3)多目标优化求解.
本文在标准PSO中引入自适应惯性权重w,以提

高其全局搜索能力. w的更新公式如下:

w = wmax − l(wmax − wmin)/iter. (14)

其中:w为惯性权重,wmax、wmin为最大、最小惯性因

子, iter为迭代次数, l为遍历迭代次数.
1 初始化参数.设置最大迭代次数Nmax、位置和

速度范围,粒子初始位置Zi
(0)和初始速度Vi

(0),以及
粒子群规模M等参数.

2 根据式(14)更新粒子的惯性权重,再根据下式
更新粒子的速度Vi

(k)和位置Zi
(k):

Vid
(k+1) = wV

(k)
id + c1r1(Pid

(k) − Zid
(k))+

c2r2(Pgd
(k) − Zid

(k)), (15)

Zid
(k+1) = Zid

(k) + Vid
(k+1). (16)

其中: k为迭代次数, k = 0, 1, . . .; r1、r2为 [0, 1]之间

的随机数; c1、c2为学习因子;w为惯性权重;Pid
(k)为

当前粒子局部最优值;Pgd
(k)为全局最优值.

3 根据式 (13)在迭代中计算每个粒子的适应度
函数值.若不满足结束条件,则转到 2 ;否则,输出最
优适应度函数值.通过最优适应度函数值便可获取其
对应的工艺参数帕累托最优组合.
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3.2 MIRF_WPSO自更新机制

为保证优化模型精度符合标准,采用自更新机制
在线监控边缘端模型预测精度,当不满足精度要求
时,通过云端更新边缘端模型超参数.以工序A为例,
其质量指标QA的预测精度范围为 [−δ, δ],自更新机
制采用以下指标:

ACCA = 1−
∣∣∣QA −QA

∗

QA

∣∣∣. (17)

其中: ACCA为质量指标预测精度,QA为质量指标实

际值,QA
∗为质量指标预测值.当在线优化模型预测

精度小于ACCA时,对模型进行更新.

4 应用实例

4.1 实验数据与环境

实验采用某流程型制造企业制丝工序 2018年
1月 1日∼ 1月 9日预处理后的 5 444条数据进行验
证,将MIRF-WPSO算法分别部署在各个边缘节点
中,MIRF作为适应度函数,WPSO进行寻优,反向求
出工艺参数优化值.本实验所用数据为松散回潮工
序数据,对应边缘节点N1.实验数据如表1所示.

表 1 部分实验数据一览

工序名称 工艺流量
汽水混合自动

阀门开度 /%
蒸汽自动阀

门开度 /%
加水累计

量 / (kg/h)
加水流

量 / (kg/h)
物料累计

量 / (kg/h)
工艺热风

温度 / ◦C
加水比

例 /%
出料含水

率 /%
出料温

度 / ◦C
采集时间

松散回潮 5 997.720 2 16.509 8 50.000 0 6.364 5 137.416 3 344.517 2 58.314 4 1.840 6 16.024 6 43.614 1 2018/01/01

松散回潮 5 991.284 2 16.420 1 50.000 0 6.592 4 137.211 9 354.514 1 58.383 8 1.853 7 16.080 6 44.604 3 2018/01/01

松散回潮 5 994.273 4 16.365 8 50.000 0 6.821 9 136.109 8 364.545 4 58.441 3 1.865 6 16.128 9 45.594 5 2018/01/01

松散回潮 5 979.287 6 16.340 7 50.000 0 7.046 0 134.762 4 374.488 1 58.478 0 1.876 4 16.168 4 46.584 8 2018/01/01

松散回潮 5 983.494 6 16.357 7 49.919 4 7.270 6 132.628 4 384.457 1 58.504 6 1.886 5 16.199 8 47.580 9 2018/01/01

松散回潮 5 999.151 9 16.310 2 48.449 4 12.362 8 133.073 9 613.132 0 58.478 2 2.015 0 16.470 0 57.535 9 2018/01/01

松散回潮 6 014.939 5 16.358 0 48.384 0 12.621 1 131.660 8 624.847 2 58.487 9 2.017 7 16.569 6 57.565 2 2018/01/01

松散回潮 5 998.530 8 16.552 4 48.503 0 12.834 8 126.999 6 634.810 1 58.356 0 2.020 8 16.670 4 57.588 7 2018/01/01
...

...
...

...
...

...
...

...
...

...
...

...

松散回潮 6 004.931 2 16.618 8 48.603 3 13.268 9 131.566 2 654.792 0 58.226 4 2.025 1 16.829 3 57.600 4 2018/01/01

为防止优化后的数值波动过大,根据制丝标准及
最大最小波动范围确定其约束条件,如表2所示.

表 2 松散回潮工艺参数及质量指标约束条件

指标类型 符号 参数名称 约束条件

工艺参数

x1 工艺流量 / (kg/h) 5 064 < x1 < 6 135

x2 汽水混合自动阀门开度 /% 15.2 < x2 < 37.0

x3 蒸汽自动阀门开度 /% 41.3 < x3 < 63.8

x4 加水累计量 / (kg/h) 3.7 < x4 < 173.6

x5 加水流量 / (kg/h) 99 < x5 < 182

x6 物料累计量 / (kg/h) 222 < x6 < 5 959

x7 工艺热风温度 / ◦C 54.8 < x7 < 61.3

x8 加水比例 /% 1.5 < x8 < 2.9

质量指标

f1(x) 出料含水率 /% 17 ± 1.5

f2(x) 出料温度 / ◦C 58 ± 3.0

本文采用开源的边缘计算微服务框架 EdgeX
Foundry作为边缘智能网关软件,采用VM虚拟机对
边缘节点相关资源进行模拟限制,设备终端与边缘节
点采用工业总线连接,边缘节点与云端服务器采用千
兆网线与交换机连接,局域网 IP地址由路由器统一
分配,设备终端、边缘节点以及云端服务器可通过 IP
地址访问,实验环境信息如表3所示.

表 3 边缘节点与云端服务器硬件参数

平台 名称 系统及配置 内存 数量 备注

云端

服务器

Windows10

主机 CPU:i7-10700 16G 1 部署云计算中心

GPU:RTX3050

部署边缘节点、

边缘层 VM虚拟机 Ubuntu16.04 4G 2 边缘网关

(EdgeX Foundry)

终端

设备层

润叶加料机、

工序设备 烘丝机、加香机、 – – 部署终端传感器

切丝机、掺配机等

4.2 优化平台构建

图6所示为实验搭建的工艺参数实时自优化决
策平台,采用Python3.0进行仿真验证,所采集数据每
6 s生成一次,具体交互步骤如下.

step 1:通过 REST 协议将传感器与 EdgeX
Foundry连接,采用MODBUS通讯协议采集工艺流
量、排潮风门开度、循环风门开度、工艺热风温度等

终端设备信息,将终端工艺参数和质量指标上传至边
缘端.

step 2:终端设备连接成功后, EdgeX Foundry的
Metadata页面中会显示传感器的设备服务、设备名
称及设备文件,如图6中 1 ;通过Command命令查看
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图 6 工艺参数实时自优化决策平台

终端上传的原始数据,以工序A (松散回潮)的两个工
艺参数温度、湿度为例,如图6中 2 所示.

step 3:采用docker容器将算法模型封装在边缘
端中,通过EdgeX Foundry的应用服务层中的Trigger
功能将数据保存到边缘数据库Redis中.若质量指标
预测值不符合要求,则进行工艺参数自优化决策调
控.同时将质量指标预测值通过边缘网关的 IP地址
及API进行传输,如图6中 5 所示,边缘网关N1的 IP
地址为192.168.1.134.

step 4:通过EdgeX Foundry规则引擎功能将异常
工艺参数上传至云平台客户端预警,如图 6中 4 所

示;然后通过EdgeX Foundry自带的APPservice将预
测精度上传至云平台进行大屏展示.

4.3 实验结果对比分析

1)质量预测模型对比.
以工序A和B为例进行验证. RF中n_estimators

设置为 130,通过互信息筛选后留下 45棵决策树,
n_jobs为1,取25次训练平均值作为实验结果.由表4
可知,MIRF的R2最高,MAE和MSE最低.可以证明
该预测模型性能最好,且与神经网络相比,MIRF具有
不易过拟合、训练速度快、超参数少等优点,在更少的

表 4 预测算法模型对比

算法 R2 MAE MSE
建模

时间 / s

测试

时间 / s
决策树 /棵

GRU 0.542 0.495 0.982 50.519 0.365 –

BPNN 0.762 0.232 0.198 52.360 0.134 –

KNN 0.768 0.315 0.796 0.005 0.018 –

LSTM 0.875 0.112 1.330 57.991 0.278 –

RF 0.961 0.068 0.046 11.824 0.419 130

MIRF 0.977 0.064 0.033 3.005 0.109 45

训练时间内可以达到与调参后的神经网络相似的准

确率.
MIRF训练集拟合度较好,其测试集拟合度较训

练集略差一点,相对于传统随机森林算法,MIRF降低
了模型的复杂度,同时提高了运行状态评价精度.

2)工艺参数自适应实时优化模型对比.
边缘节点通过现场工业总线连接,能够带来更低

的时延及更高的带宽.如表5所示,人工经验优化数
据来自制丝生产过程的 5 444条历史记录,将 3种模
型的R2、MAE、MSE及优化时延进行对比,本文所
提出的优化方法均优于前两种方法,相比精度较高
的离线模型,其MAE降低了0.014,MSE降低了0.022,
仅需4.47 s就能获得最优工艺参数,大大高于人工优
化调控的速度.

表 5 优化算法模型对比

模型 R2 MAE MSE 优化时延 / s

人工经验优化 0.880 3.520 3.210 > 100

离线优化模型 0.971 0.076 0.043 23.52

自适应实时优化模型 0.977 0.062 0.021 4.47

WPSO参数设置参考以往经验[26],设置最大迭
代次数为200,粒子个数为30, c1 = c2 = 2,最大惯性
因子wmax = 0.9,最小惯性因子wmin = 0.2,粒子速度
Vmax = 0.2. WPSO迭代到第58次时得到最佳适应度
值.优化后的松散回潮的工艺参数组合为:工艺流量
5 940 /(kg/h)、汽水混合自动阀门开度16.61%,蒸汽自
动阀门开度51.35%,加水累计量109.28 /(kg/h),加水
流量 129.53 /(kg/h),物料累计量 5 590.28 /(kg/h),工艺
热风温度57.9 ◦C,加水比例2.45%.该优化组合符合
工艺参数约束条件,出料含水率为16.98%,出料温度
为57.92 ◦C,在人工调参的基础上将质量指标平均标
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偏从1.86%降到1.25%,精度提升了32.8%.
3)端边云协同优化性能分析.
对制丝生产过程进行数据量分析, 4条生产线

每 6 s采集一次数据,一天可采集 144 000条数据,约
2GB.为比较端边云协同计算与传统云计算所消耗
的数据流量,分别将本文所提出的算法以传统云计
算方式和端边云协同计算方式进行部署,取云端节点
N = 1,边缘计算节点K = 0, 1, 2, 3, 4, 5,结果如表6
所示.

表 6 传统云与端边云协同上云数据流量对比

计算框架
云端

节点N

边缘

节点K

数据总

量 / GB
上云 / GB 推理模式

传统云 1 0 2.0 2.0
云上训练

云上推理

端边云协同

1

1

1

1

1

1

2

3

4

5

2.0

2.0

2.0

2.0

2.0

1.70

1.50

1.10

0.80

0.50

云上训练

边缘推理

从表6可知:传统云采用云上训练、云上推理的
方式,上云数据流量较大;而端边云协同方式因采用
云上训练、边缘推理的方式,大部分数据直接在边缘
端进行计算,减少了上云数据流量,且上云数据流量
随着边缘节点数量的增加而减少,从而提高了网络运
行效率,为工艺参数优化的实时性提供了保证.

5 结 论

本文所提出的“端-边-云”协同模式已在制丝
智能车间质量指标实时预测及工艺参数优化中进

行了应用,应用后工艺参数优化决策响应速度稳定
提升 80%以上,质量指标平均偏差从 1.86%降到了
1.25%,精度提升 32.8%,可达 97.7%,产品综合质量
与产品目标设计值的符合度得到较大提升,可在流程
生产环境下实现各工序的高效协同.同时,该模型能
减少数据传输流量,有效减少边-云通信压力,缓解网
络堵塞问题,能够实时、准确地进行工艺参数优化控
制,为流程工业工艺生产过程智能化进一步发展提供
了新的思路.下一步将针对物料在动态变化中的时
序性特点构建时序网络,探究关键参数对质量指标影
响的动态时序节点,在此基础上研究模型的轻量化部
署及端边云协同框架.
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