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融合深度特征与多核学习的LSTWSVM及其工业应用

刘 颖, 刘德彦, 吕 政†, 赵 珺, 王 伟

(大连理工大学控制科学与工程学院，辽宁大连 116024)

摘 要: 为了提高多核学习 (MKL)的表示能力同时降低其计算成本,提出一种融合深度特征与多核学习的最小二
乘孪生支持向量机 (LSTWSVM)算法.针对支持向量机等核分类器在多核学习中高计算复杂度的问题,提出一种
基于边缘错误最小化原则的多核LSTWSVM框架,利用分类器优势提高多核学习的性能.针对高斯多核浅层结构
的问题,采用MKL法设计一种基于深度神经网络多层信息的高鲁棒性深度映射核,将此深度核与多尺度高斯基
核以核矩阵哈达玛积方式相融合,构造一组新的具有高度表达能力的改进核.最后,将基于LSTWSVM的多核训
练算法与改进的多核结构进行高度集成,通过大量基准数据集与工业数据实验表明,其能有效结合深度学习与多
核学习的优势,且以较低的计算成本提高分类精度与泛化能力.
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LSTWSVM fusion of deep feature and multiple kernel learning and its
industrial applications
LIU Ying, LIU De-yan, LV Zheng†, ZHAO Jun, WANG Wei
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Abstract: In order to improve the representation ability of multi-kernel learning and reduce its computational cost, this
paper proposes a least squares twin support vector machine (LSTWSVM) algorithm that combines depth feature and
multi-kernel learning. Aiming at the problem of high computational complexity of kernel classifiers such as support vector
machine in multi-kernel learning, a multi-kernel LSTWSVM framework based on the principle of edge error minimization
is proposed. The cost-sensitive learning idea is adopted to improve the performance of multi-kernel learning by using the
advantages of classifiers. Aiming at the problem of Gauss multi-kernel shallow structure, a highly robust depth mapping
kernel based on depth neural network multi-layer information is designed using the MKL method. The depth kernel
and multi-scale Gaussian basis kernel are fused in the form of kernel matrix Hadamard product to construct a new set
of improved cores with high expressiveness, which contains the deep feature information of data. Finally, this paper
highly integrates the multi-kernel training algorithm based on the LSTWSVM with the improved multi-kernel structure.
Through benchmark datasets and industrial experiments, it shows that it can combine the advantages of deep learning and
multi-kernel learning, and improve the classification accuracy and generalization ability at a lower computational cost.
Keywords: multiple kernel learning；deep learning；least squares twin support vector machine；complex industrial data
modeling

0 引 䀰

在复杂流程工业问题中,采集到的数据往往具
有高维、非线性、不确定性的特点[1],给数据建模
方法带来了精准程度、稳定性和自适应性方面的挑

战[2].基于核的模式分析法能够高效处理系统中的非

线性特征,被广泛应用于工业数据的建模问题中.尤
其在多工况等复杂信息源问题中,多核学习 (multiple
kernel learning,MKL)[3]能通过预定义一组基核,并以
权重优化方式来适应不同数据特征的要求.
然而,多核学习的浅层架构不能充分捕获数据
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关联信息,近年来多种新颖的数据驱动核架构被提
出.文献 [4]提出了非线性成对层学习框架,包含一个
固定的高斯映射层和一个非线性成对层,充分考虑了
数据之间的耦合信息.文献 [5]进一步将此架构扩展
到多核学习,通过采用快速交替方向乘子法来训练数
据驱动核,使用此核去驱动高斯多核的优化训练,得
到更好的权重结果.然而,利用该方法训练数据驱动
核需要额外考虑训练数据与测试数据的分布差异性,
不利于样本对外扩展.相比之下,基于深度神经网络
的深度映射核具有非线性映射的显式表达,能够以解
析解的方式由训练数据扩展到测试数据.此外,深度
核还能够有效提取数据中蕴含的特征,去除数据中的
噪声与冗余信息[6-7].但传统深度映射核对网络超参
数的鲁棒性低,且未能很好地解决深度学习易过拟合
的问题[8].因此,针对多核浅层特征结构与深度核表
示方面不足的问题,探索深度学习与多核学习的协同
学习方案具有重要意义.
目前,已有学者研究多核学习与深度学习的相互

结合[9].文献[10]提出了一种多模态情感分析的集成
方法,将使用卷积神经网络提取的文本特征与从视觉
和听觉模式提取的其他类型特征通过MKL融合,是
对标准架构的重大改进.文献[11]提出了对卷积长短
期记忆网络的一种增强方法,它支持容纳多个卷积
核,为多核扩展设计了一种基于注意力的机制,关键
思想是用一组卷积核代替网络中的单个卷积核.文
献 [12]提出了kernet法,通过MKL将神经网络的所有
中间隐藏层信息进行优化组合,在一定程度上保留了
特征映射中的局部性,异构层的融合有利于性能的提
高.文献 [13]介绍了深核机器优化方法的多核变体,
以有效地执行MKL,其中多个核可以来自不同的核
参数化或对应于多个特征源.文献 [14]提出了多参
数多核深度神经网络,利用MKL提高回归领域问题
的预测精度.以上方法在提升深度学习表达性方面
取得良好效果,但是当网络层数较多时,鉴于待优化
基核数量会相应增加且基核之间相似性较高,对各种
MKL具有不同程度的影响,会降低学习效果[15].深度
多核学习[16]也是一种重点联合方式,与深度映射核
不同,深度多核的“深度”体现在核架构上,每个核
代表深度多核网络的一个节点,核与核之间的联结
方式为网络形式.基于对偶目标函数的交替优化方
法、基于跨度界的算法与带梯度上升法的反向传播

算法[17-19]被提出用来训练优化深度多核网络,然而,
这些模型需要较多参数,尤其当网络层数增加时,计
算量迅速增大,而且它们的网络结构固定,对时变数

据适应性低[20].因此,本文考虑通过深度学习与多核
学习双向促进的方式来提高核学习的表示能力,同时
兼顾核学习的计算成本.
由于多核学习的计算复杂度主要取决于其训练

方法及其基础分类器的计算复杂度,目前关于提高多
核学习效率的研究,没有充分发挥出基础分类器的潜
力,可考虑通过使用不同的分类器来提高多核学习的
效率,进一步提高分类精度.

支持向量机 (support vector machine, SVM)是目
前最流行的核分类器之一,其基于结构风险最小化
原则与VC维理论,具有良好的泛化能力.文献 [21]在
此基础上提出了孪生支持向量机 (twin support vector
machine, TWSVM),通过求解一对二次规划问题来构
造一对非平行超平面,区别于 SVM单分类超平面,
计算复杂度为 SVM的 1/4.为了进一步减小计算复
杂度,文献 [22]借鉴最小二乘的思想,提出了最小二
乘孪生支持向量机 (least squares twin support vector
machine, LSTWSVM),通过求解一对线性方程组代
替二次规划问题,使得求解速度更快.鉴于TWSVM
与LSTWSVM在计算效率和处理不平衡数据方面的
良好性能,多年来受到广泛研究.然而,它们在训练过
程中的核矩阵形式为非半正定的,而多数多核SVM
算法要求训练矩阵为半正定形式,故针对SVM的多
核方法难以直接迁移到TWSVM与LSWTSVM中,有
必要设计基于具体孪生模型的高效多核算法,以体现
它们的特性,从而实现从分类器的角度提升多核学习
的性能.
本文提出一种基于LSTWSVM的融合深度学习

与多核学习优势的联合核架构,主要工作如下。
1)根据边缘损失误差最小化原则设计一种适应

于LSTWSVM的多核权重训练方法,凭借分类器自
身优势与低成本参数寻优提升多核学习的精度与效

率,将LSTWSVM纳入到多核理论体系的研究中.
2) 采用MKL思想设计一种高鲁棒性的深度映

射核,组合优化深度神经网络的输入层,最高隐藏层
与输出层网络表示,提高了深度核的信息丰富度.

3)针对高斯多核浅层结构的问题,将深度核与多
尺度高斯基核以核矩阵哈达玛积形式相融合,构造一
组新的具有高度表达能力的改进多核,其蕴含数据深
度特征.
最后,将基于LSTWSVM的多核权重训练方法

与融入深度核信息的高斯多核结构相统一,得到最终
的核学习分类器,并在大量基准数据集与实际工业数
据上进行多维度实验与论证.
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1 多核学习

核学习是处理非线性问题的强大工具,而核函数
的选取是其重要环节.当输入空间是欧氏空间或离
散集,特征空间是希尔伯特空间时,核函数表示输入
空间映射到特征空间得到的向量之间的内积,从而可
以避免高维空间的内积运算.对于含n个训练样本的

二元分类问题,φ(x)表示从原始空间到高维希尔伯
特空间的特征映射, k(xi, xj) = φ(xi)φ(xj)为相应的

核函数.常用核函数包括线性核、高斯核、多项式核,
这些都是对数据进行单核训练,存在着过于依赖核函
数的选取以及在异构信息上灵活性差的问题.多核
学习能有效解决此类问题,其形式为基本内核的线性
或非线性组合.本文的研究形式为基核的凸组合,即
权向量具有固定1范数的线性非负组合

kβ(xi, xj) =

M∑
r=1

βrkr(xi, xj) =

M∑
r=1

βr⟨φr(xi), φr(xj)⟩, βr ⩾ 0,

M∑
r=1

βr = 1. (1)

其中: kr代表第r个核,βr代表第r个核权重向量.

高斯核的局部泛化能力强,其表达式为

k(xi, xj) = exp
(
− ∥xi − xj∥2

2σ2

)
. (2)

核宽度参数σ对其性能影响较大,由此定义一组不同
核宽度的高斯核,可捕获不同的数据相似性信息,通
过对其进行有效组合,以适应于多源信息.

2 融合深度特征与多核学习的LSTWSVM
为了提升多核学习的表示能力并降低计算成本,

本文从多核训练算法与核函数自身结构两个角度

进行优化:针对SVM等分类器高计算复杂度的问题,
同时考虑到其与孪生模型的具体区别,提出一种基
于LSTWSVM的多核权重训练算法,凭借分类器自
身优势与低成本参数寻优提升多核学习的精度与效

率.针对高斯多核浅层结构的问题,采用MKL法设计
了一种鲁棒性高的基于深度神经网络多层表示的深

度映射核,进而计算该深度核与多尺度高斯基核的哈
达玛积,得到一组新的蕴含深度特征的改进核 (deep-
Gauss-kernel, DGk).通过集成这些思想,得到统一的
分类器.融入深度特征的多核结构如图1所示.

!"#m

$%&'
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$%0 120R $30

()45#
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图 1 融入深度特征的多核结构

2.1 基于边缘错误最小化的多核LSTWSVM

本文采用代价敏感学习思想,设计一种基于边缘
错误最小化原则的多核LSTWSVM框架,通过最小
化正负类样本的加权边缘损失误差来优化多核权重,
同时在整体上执行分类器参数与多核权重交替迭代

的联合优化策略,以充分发挥LSTWSVM的优势,是
一种高效的MKL方案.其意义还在于,可以通过设置
不同的正负类惩罚参数来调节目标损失函数的加权

系数,对少数类样本错分误差施以更高的惩罚参数,
在优化过程中更加突出关键类的影响,对数据不均衡
问题有一定的处理能力.
对于LSTWSVM的非线性分类问题,本文额外

增加了正则化项以避免求解过程中的矩阵奇异性问

题,由此引入多核机制后,本文方法的目标优化函数
为

min
∥K(A,XT)w1 + eb1∥2

2
+

C1∥ξ1∥2

2
+

∥w1∥2

2
;

s.t. − (K(B,XT)w1 + eb1) + ξ1 = e. (3)

min
∥K(B,XT)w2 + eb2∥2

2
+

C2∥ξ2∥2

2
+

∥w2∥2

2
;

s.t. (K(A,XT)w2 + eb2) + ξ2 = e. (4)

其中:w1, b1, w2, b2分别为两个分类面的权重与偏置;
X = [A;B],K为核函数,A为正类样本矩阵,B为负
类样本矩阵;C1, C2为两个分类面的惩罚参数; ξ1, ξ2
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为对应松弛向量; e为合适维度的元素均为1的列向
量.进而,根据凸优化理论可以求得两组权重与偏置[

w1

b1

]
= −[C1Q

TQ+ P TP + I]−1C1Q
Te,[

w2

b2

]
= [C2P

TP +QTQ+ I]−1C2P
Te. (5)

其中: Q = [K(B,XT), e], P = [K(A,XT), e],

K(A,XT) 代 表
M∑
r=1

βrKr(A,XT),K(B,XT) 代 表

M∑
r=1

βrKr(B,XT), βr为第r个核权重.

该多核框架采用两步法学习思想,为了便于优化
问题的求解,通过预定义一组平均多核权重,继而训
练得到LSTWSVM的两组参数后,运用它们去更新
原本的多核权重,所提出的代价敏感目标优化函数为

minLoss = min
[ C1

C1 + C2
∥ξ1∥2 +

C2

C1 + C2
∥ξ2∥2

]
.

(6)

根据式(5)与(6), ξ1与ξ2可表示为

ξ1 = K(B,XT)w1 + eb1 + e,

ξ2 = −(K(A,XT)w2 + eb2) + e. (7)

该约束条件要求每个超平面到另一类样本点的距离

为单位1,故ξ1和ξ2分别用来记录针对于本类超平面

的另一类样本点的距离违反量.因此,该目标函数为
两个类别的超平面对应另一类样本距离违反量的二

范数平方加权和,优化问题等同于最小化边界错误.
结合加权1范数权重约束条件,求解多核权重βr

的约束优化问题为以下形式:

min
β

[ C1

C1 + C2
∥e+K(B,XT)w1 + eb1∥2+

C2

C1 + C2
∥e−K(A,XT)w2 − eb2∥2

]
,

K =

M∑
r=1

βrKr,

M∑
r=1

βr = 1,

0 ⩽ βr ⩽ 1, r = 1, 2, . . . ,M.

(8)

本文通过有效集法求解该优化问题.另一方面,交替
迭代的停止标准设置为迭代次数 t达到最大标准T

或者损失函数收敛 |losst+1 − losst| ⩽ eps,交替迭代
完成后按照下式进行分类:

i = argmin
∣∣∣ M∑
r=1

βrKr(x,X
T)wk + bk

∣∣∣, k = 1, 2. (9)

多核LSTWSVM框架具体步骤如下.
step 1: 初始化加权多核,设置M个核函数,每个

核函数的权重β(0)为 1/M .定义惩罚参数C1与C2,
最大迭代次数T ,损失函数收敛阈值eps.

step 2:求解式(5)得到两组参数w(0), b(0).
step 3:利用两组权重与偏重求解优化问题(8),得

到更新的多核权重β(1),同时获取该多核权重下的损
失函数 loss(1).

step 4: 判断损失函数 loss求解得到的收敛性
(loss初值设为 0),若收敛则训练完成,采用的 β(0),
w(0), b(0)按照式 (9)进行分类;若不收敛则使用新的
多核权重β(1)重复 step 2、step 3,直到满足停止标准
为止.

2.2 基于DNN多层网络表示的深度映射核

针对传统深度核表示方面不足的问题,设计一
种高鲁棒性的深度映射核,通过MKL对深度神经网
络 (deep neural network, DNN)的输入层、隐藏层及
输出层信息进行组合优化,从而蕴含更为全面的信
息.其采用深度神经网络逼近核映射思想来构造,
具有显式的函数表达形式.核映射以神经网络的方
式将原始输入空间变换到特征空间,而不是使用核
方法诱导的隐式形式.此核函数是一种数据驱动形
式的非参数核,可直接从数据中学习更具表达性和
灵活性的核.与其他数据驱动核的不同之处在于,
训练过程中的核矩阵无需限制为半正定形式,因此
能够适用于TWSVM与LSTWSVM等核分类器.具
体的深度神经网络本文采用多层感知器 (multilayer
perceptron,MLP),基于MKL的网络架构如图2所示.

out

…

…

图 2 基于MKL的深度网络结构

对于多层感知器结构,隐藏层之间的非线性映射
函数为f(x) = σ(Wx + b),故图2中输入数据x在每

一层网络中的表示为如下形式:
φ0(x) = x;

φj(x) = σ(W jφj−1(x) + bj), 1 ⩽ j ⩽ r;

φout(x) = σ(W outφj(x) + bout).

(10)

其中:W为层与层之间的权重矩阵, b为偏置,σ为激
活函数, r为隐藏层个数.鉴于神经网络的隐藏层能
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有效地进行特征提取,蕴含着数据深层特征;输出层
能够直接影响分类的结果,蕴含着精简关键的信息;
输入层能够起到避免过拟合的作用.故本文提取具
有代表性的非线性迭代映射的最高隐藏层、输出层

和输入层信息通过MKL方式进行组合,有
k0(xi, xj) = ⟨xi, xj⟩;

k1(xi, xj) = ⟨φr(xi), φr(xj)⟩;

k2(xi, xj) = ⟨φout(xi), φout(xj)⟩;

kDNN = β0k0 + β1k1 + β2k2, β0 + β1 + β2 = 1.

(11)

对于以上的基于MKL的深度映射核,虽然多层
网络表示能够提供不同层次的异构信息,但是组合的
方式很关键,因此本文采用2.1节提出的多核算法来
优化集成这些表示,也是首次构造一种深度核函数形
式的LSTWSVM.

2.3 融入深度特征的多核LSTWSVM

针对高斯核浅层结构的不足而不能充分挖掘数

据关键特征的问题,本文构造一种融入数据深层信息
的改进高斯核,以便以更充分的方式建模输入与输出
之间的关系,其形式为深度映射核函数与高斯核函数
的乘积,对应核矩阵为深度映射核矩阵与高斯核矩阵
之间的哈达码积 (Hadamard product).新核为半正定
的,满足MERCER定理,其优势在于深度核将复杂非
线性输入的先验知识结合到训练中,当应用时,新核
已经映射了多变量输入与输出向量之间关系的主要

部分,达到更好的分类效果.因此,本文对多尺度高斯
核实施此方法,预定义M个不同核宽度的高斯基核

g1, . . . , gM ,深度核为 kDNN,可构造M个融入深层信

息的非线性基核.为了便于LSTWSVM算法与所提
出多核方法的运算,本文进行核融合时以核矩阵为基
础元素,结合矩阵哈达玛积⊙的对应位置元素相乘的
原理,M个非线性核矩阵形式为

K1 = G1 ⊙ kDNN,

K2 = G2 ⊙ kDNN,
...

KM = GM ⊙ kDNN.

(12)

最后,通过MKL对式 (12)中的M个核矩阵进行优化

组合.值得注意的是,虽然使用改进的高斯多核对式
(5)进行分类器参数求解和对式 (9)执行分类预测,但
是在多核权重求解过程中仍然采用基于高斯核的方

式,即权重优化问题 (8)中的矩阵仅有高斯核,而非基
于改进高斯核的方式.由于改进后的核仍以高斯核
为主导,该方式是可行的,能使优化得到的多核权重

稀疏性更强,且效率更高.
本文最终提出的融合深度特征与多核学习的

LSTWSVM总体流程如下所示.
step 1: 配置深度神经网络的层数、神经元个数、

激活函数等网络超参数,进而训练网络.
step 2: 根据式 (10)提取深度神经网络不同层次

的核映射,并根据式(11)将其构造成显式核函数.
step 3: 采用所提出的多核LSTWSVM框架优化

step 2所得到的 3个显式核,求解出式 (11)中的核权
重,形成组合深度映射核.

step 4:预定义一组多尺度高斯基核,根据输入数
据构造相应的高斯基核矩阵.计算每一个高斯基核
矩阵与深度映射核矩阵之间的哈达玛积,得到一组新
的核矩阵.

step 5:采用所提出的多核框架对step 4中得到的
非线性核矩阵进行优化组合,其中多核权重的计算采
用基于高斯核的方式,求解得到组合核矩阵与分类器
权重偏置.

step 6:根据定义与求解的超参数分类判别.

3 实验和分析

为了验证本文所提出方法的有效性,采用大量
的基准数据集和实际工业数据集进行仿真验证.本
文在26个不同特征与样本量的基准数据集上进行实
验,以分析所提出方法在不同环境下的效果.这些数
据集均来源于UCI网站,实验中数据已经过预处理与
归一化.分类准确率用来评估模型性能,数据集的样
本数、维度等信息见表1.分类准确率为随机进行20
次实验的平均值,在每次实验中,随机选取50%样本
为训练集,其余50%样本为测试集.部分数据集的训
练集与测试集已经固定划分,不再重新进行划分.

表1 26个UCI数据集信息

数据集 样本数 维度 数据集 样本数 维度

horse 300+68 25 cancer 286 9

monks1 124+432 6 ionosphere 351 34

monks2 169+432 6 voting 435 16

monks3 122+432 6 climate 540 18

promoters 106 55 diag 569 30

iris 150 3 indian 583 10

hepatisis 155 19 balance 625 4

parkinsons 195 23 credit 690 15

prog 198 33 wisconsin 699 9

sonar 208 60 pima 768 8

connection 208 60 oocytes 912 25

heart 270 13 banknote 1 372 4

haberman 306 3 cmc 1 473 9
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3.1 基准数据集实验

本文将所提出的基于 LSTWSVM的高斯多核
方法简记为MLTSVM,将融入深层信息的改进高斯
多核方法记为DMLTSVM.令它们与BP神经网络及
如下4种多核方法进行准确率对比实验:MEMO (兼
顾最大化分类间隔与最小化模型复杂度)、easymkl
(时间与空间高效的多核方法)、simplemkl (基于梯度
下降与二次规划相结合的两步法优化策略)、kernet
(深度学习与多核学习相结合的多核方法).
本文对MLP采用误差反向传播算法进行训

练,即反向传播神经网络 (back propagation neural
network, BPNN).实验中将其隐藏层数设置为2,每层
节点数均为100,输出层节点数为2,激活函数设置为
sigmoid函数.网络学习率采用网格搜索法从 {0.01,
0.05, 0.1, 0.5, 1} 中选取. MEMO 法的分类器采用
SVM,超参数 θ设置为 0. easymkl法的分类器采用
SVM,超参数λ采用网格搜索法从{0, 0.1, 0.4, 0.7, 1}

中选取. kernet法的基础多核框架采用easymkl法,分
类器采用KOMD,超参数λ的选取范围为{0, 0.1, 0.4,
0.7, 1}. MLTSVM方法的最大迭代次数设置为10,损
失函数收敛阈值设置为 0.01. DMLTSVM的网络部
分超参数设置同BP神经网络,网络学习率固定为10.
同时为了避免过拟合与降低计算复杂度, DMLTSVM
法的深度核部分的迭代次数固定为 1次,改进高斯
核部分的迭代次数阈值设置为 2.所有多核方法
的高斯多核集核参数 σ2均设置为 {5−2, 5−1, 1, 51,

52, 53, 54, 55},惩罚参数C设为 100.本文两种方法
的多数类惩罚参数 C1设为 100,少数类惩罚参数
C2 = C1(m1/m2)

2.其中:m1是多数类样本个数,m2

是少数类样本个数,通过类别不平衡率来设置C1与

C2间的比例以调节数据不平衡的影响. 7种多核方
法在26组基准数据上的分类准确率与标准差如表2
所示.其中: rank代表在所有数据集上的精度平均排
名, win代表获得最高分类精度的数据集个数.

表2 多核方法分类精度对比

数据集 BPNN MEMO simplemkl easymkl kernet MLTSVM DMLTSVM

horse 78.53±1.75 86.76±0.00 85.29±0.00 83.82±0.00 89.71±0.00 85.29±0.00 86.76±0.00
monks1 99.98±0.10 86.57±0.00 83.56±0.00 93.06±0.00 66.20±0.00 81.02±0.00 91.60±0.00
monks2 78.10±1.10 84.95±0.00 76.16±0.00 86.81±0.00 67.13±0.00 80.79±0.00 85.42±0.00
monks3 81.49±3.39 92.59±0.00 90.05±0.00 91.90±0.00 83.33±0.00 91.90±0.00 95.14±0.00
promoters 78.30±4.17 76.79±5.03 53.77±11.5 79.43±4.95 76.23±5.18 75.38±8.73 78.77±6.36

iris 90.33±9.52 95.40±2.13 95.87±1.64 93.40±3.64 68.40±4.56 94.80±1.93 95.93±1.59
hepatitis 79.74±2.51 81.86±4.06 81.82±3.91 82.18±2.81 80.45±2.75 82.08±3.23 82.47±3.33
parkinson 84.23±3.26 90.36±3.25 90.26±4.65 85.51±5.83 84.44±1.88 89.85±4.02 93.61±2.47
prog 75.66±4.18 78.89±3.61 75.81±2.92 75.40±3.44 78.03±3.87 78.03±3.84 79.19±3.38
sonar 76.15±3.25 84.90±3.51 81.68±4.25 85.43±2.98 77.07±3.54 80.91±4.63 85.67±2.68

connection 74.71±3.46 83.32±4.05 82.60±5.10 84.86±3.48 77.36±4.76 81.83±3.70 86.73±2.64
heart 82.24±2.08 81.36±2.28 81.73±2.55 78.20±2.86 82.43±3.04 82.62±2.31 81.09±1.97

haberman 74.28±2.34 71.08±2.44 73.92±2.67 65.59±3.16 73.92±3.03 73.89±3.10 74.35±2.69
cancer 71.08±2.99 72.27±3.93 70.35±2.66 65.80±2.85 71.19±3.74 70.49±3.54 70.56±3.36

ionosphere 88.14±2.24 94.09±1.79 93.97±1.60 93.30±1.58 88.10±2.17 94.31±1.49 94.83±1.47
voting 59.17±2.13 59.68±3.09 60.41±2.84 60.09±3.58 60.96±3.23 60.65±3.08 61.57±3.28
climate 94.63±1.55 93.33±1.48 91.41±1.26 93.85±1.02 94.76±1.21 91.43±1.43 93.26±1.32
diag 96.30±1.14 97.01±0.82 95.69±1.08 95.33±1.27 97.07±0.88 97.13±0.69 97.20±0.62
indian 71.80±2.09 71.25±2.02 71.77±1.55 64.43±3.47 71.23±2.19 69.93±2.72 72.20±1.57
balance 95.45±0.95 95.39±1.06 94.28±1.67 95.63±1.39 94.90±1.46 95.72±1.10 94.46±1.42
credit 85.35±1.30 85.80±1.55 85.86±1.23 82.87±1.56 85.96±1.27 86.26±1.43 85.45±1.29

wisconsin 96.48±0.88 96.67±0.81 96.91±0.52 95.53±0.61 96.64±0.80 97.09±0.73 96.91±0.66
pima 75.54±1.41 64.53±1.78 70.09±4.01 70.16±3.05 75.59±2.40 74.52±1.85 74.53±2.41
oocytes 83.16±2.15 80.23±1.84 68.73±2.23 77.15±1.76 79.54±1.37 80.39±1.63 82.37±2.02
banknote 99.97±0.10 100.0±0.00 99.16±0.23 92.99±0.98 98.49±0.42 99.89±0.19 100.0±0.00
cmc 76.67±1.26 76.26±1.44 77.30±1.20 76.48±1.16 77.04±1.26 76.10±1.12 76.98±1.06

rank 4.54 3.69 4.58 4.73 4.27 3.76 2.19
win 2 2 1 2 3 4 13

3.1.1 多核方法总体对比实验

综合对比表2中的7种方法,所提出的MLTSVM
与DMLTSVM法取得了优异的效果,分别在4组与13
组数据集上取得最高分类精度,且平均精度排名远优

于其他方法.这表明本文多核框架具有良好的普适
性与稳定性,充分利用了LSTWSVM的特点,通过最
小化正负类两个超平面的边界错误之和来优化多核

权重,对复杂非线性数据的适应性更强;通过采用类
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别不平衡率来设置两个惩罚参数,可弥补数据不均衡
的影响.与其他多核算法相比,无需花费大量的时间
去进行参数寻优,只需利用先验信息来设置固定的参
数.总之,其主要从基础分类器角度提升了多核学习
性能,可在多种数据场景中获得更好的效果.
另一方面,与基于传统高斯多核的MLTSVM相

比,利用深层信息改进后的DMLTSVM法在22组数
据集上的精度有所提升,且在部分数据集中效果显
著,验证了深度核的特征提取能力强.将深层先验信
息融入到高斯多核中,以提升其表达能力.同时,也体
现了哈达玛积核融合方式的优异性,表明了该核并不
是简单地对两种体系下的核进行中和,而是集成了多
核学习与深度学习的优势,达到最佳结合状态.

3.1.2 模型鲁棒性分析

实验过程中,本文方法对神经网络层数、神经元
个数以及学习率等参数变化的鲁棒性强,是一种高效
的深度学习方案.具体地,以网络学习率为例进行说
明.图3可视化了BP神经网络与DMLTSVM两方法
在monks3与horse数据集上精度随学习率变化情况.
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图 3 分类准确率与网络学习率的相关性

根据可视化结果,随着学习率的逐步提高,本文
方法不仅没有BP神经网络所出现的精度大幅下降
现象,反而有一定程度的提升,故本文方法适合更高
的学习率超参数值,同时可以很快地完成迭代与训
练.而且,当有过拟合的趋势时多核权重会向输入层
进行倾斜,故数据量较小时也不会出现过拟合现象,
可以在中小数据集中发挥出优势.由此,本文方法在
神经网络超参数择优方面的计算成本远远低于直接

利用神经网络进行分类,也是一种高鲁棒性的方案.

3.1.3 多核权重优化方式分析

DMLTSVM法求解改进高斯多核权重过程中,采
用基于高斯核自身进行权重优化,而非基于改进高
斯核进行优化,故通过精度比较对其合理性进行验
证.图4可视化了两种核权重训练方式在部分数据集
上的分类精度.根据可视化结果,基于高斯核的方式
优于另一种训练方式,原因在于权重分配以高斯核为
主导信息,从而导致权重优化的结果稀疏性更强,而
后者的训练结果会趋向于平均核权重,优化效果不明

显,进而具有不同结果.同时,因为本文算法的权重初
始状态为平均核权重,故实验结果从侧面表明其交替
迭代过程是可行有效的,训练后的多核权重优于初始
状态.
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图 4 两种多核权重训练方式准确率对比

3.1.4 不同深度特征信息对高斯多核分类的影响

为了验证所提出的融入深度核 (MKL)信息的改
进高斯多核的有效性,本文从不同深度核信息对于高
斯多核分类精度的影响程度进行实验与分析.本节
中只提取神经网络的单个网络层映射来生成深度映

射核,进而与高斯多核相融合进行核学习,融合策略
均采用2.3节所提出的哈达玛积方式,故可以再次建
立 3种不同层次的深度核-多核联合学习方法,简记
为1-MLTSVM、2-MLTSVM和3-MLTSVM,分别对应
BP网络的输入层、最高隐藏层和输出层,从而联同
MLTSVM与DMLTSVM做精度对比实验.同时,添加
基于交叉验证的TWSVM与LSTWSVM做辅助实验,
其高斯单核超参数选取范围同3.1节的多核集.所有
方法的其余参数设置同3.1节,分类精度如表3所示,
它们的20次随机划分方式均一致.

由实验结果可知,由MKL组合得到的深度映射
核对高斯核的改进效果最优,在26组数据集中12组
取得最高分类精度,可以印证组合重构多层信息的
有效性.其通过神经网络的逐层变换,将样本数据映
射到不同深度的特征空间,获取多角度不同信息,有
效提高了深度映射核的表示能力与分类精度.由最
高隐藏层与输出层核映射得到的深度核的改进效果

次之,分别在8组与7组数据上达到最高精度,印证了
隐藏层特征提取的能力与输出层的良好结果.其余
两种多核方法分别在 2组与 1组数据上达到最高精
度.虽然重构多层网络信息并不总是取得比单层更
优异的结果,但是其能够提高算法稳定性与泛化能
力,在平均精度排名与数据普适性方面效果显著.另
外,该部分的实验结果突出体现了哈达玛积型核融
合方式的良好特性,即使是效果次优的 2-MLTSVM
与 3-MLTSVM,在数据集普适性方面也优于原始的
MLTSVM法.
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表3 深度映射核有效性实验

数据集 TWSVM LSTWSVM MLTSVM 1-MLTSVM 2-MLTSVM 3-MLTSVM DMLTSVM

horse 78.46±1.67 79.41±0.00 85.29±0.00 83.82±0.00 86.76±0.00 83.82±0.00 86.76±0.00
monks1 92.13±0.00 89.51±0.50 81.02±0.00 86.57±0.00 91.67±0.00 78.70±0.00 90.74±0.00
monks2 87.67±1.13 87.27±0.00 80.79±0.00 84.26±0.00 86.59±0.00 83.10±0.00 85.42±0.00
monks3 91.25±0.21 93.98±0.00 91.90±0.00 90.28±0.00 92.07±0.00 92.82±0.00 95.14±0.00
promoters 81.70±4.02 82.17±3.27 75.38±8.73 78.87±4.46 77.55±5.53 72.08±9.80 78.77±6.36

iris 94.33±2.73 94.27±2.77 94.80±1.93 95.40±2.16 95.73±2.03 92.60±3.09 95.93±1.59
hepatitis 79.74±3.05 80.91±3.99 82.08±3.23 81.95±3.81 82.47±3.78 82.27±3.40 82.47±3.33
parkinson 88.76±3.75 88.66±4.20 89.85±4.02 91.49±3.09 93.81±2.55 88.25±4.01 93.61±2.47
prog 75.20±3.01 73.69±6.86 78.03±3.84 79.14±3.75 78.94±4.01 77.12±4.97 79.19±3.38
sonar 82.50±4.37 82.69±3.30 80.91±4.63 83.08±3.23 85.24±2.41 79.52±4.80 85.67±2.68

connection 83.99±3.66 84.71±3.76 81.83±3.70 84.71±2.99 86.44±2.87 79.23±3.19 86.73±2.64
heart 79.46±2.19 77.24±2.69 82.62±2.31 81.12±1.97 80.58±2.33 83.50±1.70 81.09±1.97

haberman 68.53±7.41 68.33±6.47 73.89±3.10 73.86±3.24 73.40±2.97 74.93±2.53 74.35±2.69
cancer 64.55±3.14 65.28±7.48 70.49±3.54 69.06±3.13 66.64±4.47 71.15±3.61 70.56±3.36

ionosphere 93.83±1.47 90.11±5.21 94.31±1.49 94.11±1.54 94.83±1.19 93.97±2.84 94.89±1.47
voting 54.77±4.89 56.24±7.11 60.65±3.08 60.53±3.06 60.69±2.85 60.83±2.62 61.57±3.28
climate 93.76±1.35 91.43±1.73 91.43±1.43 91.94±1.30 91.83±1.27 91.78±1.56 93.26±1.32
diag 96.30±0.92 94.84±1.97 97.13±0.69 96.90±0.65 97.06±0.68 96.37±0.82 97.20±0.62
indian 65.14±2.93 64.79±14.0 69.93±2.72 70.74±1.85 71.20±1.94 70.50±2.16 72.20±1.57
balance 94.44±1.80 91.81±2.10 95.72±1.10 95.45±1.56 93.48±2.29 96.20±1.05 94.46±1.42
credit 81.93±1.66 81.19±1.61 86.26±1.43 85.80±1.60 85.12±1.75 86.65±1.47 85.45±1.29

wisconsin 96.30±1.29 95.92±1.45 97.09±0.73 96.68±0.82 96.70±0.73 97.01±0.67 96.91±0.66
pima 72.28±2.21 70.12±1.92 74.52±1.85 74.77±2.37 72.60±2.42 75.57±1.23 74.53±2.41
oocytes 81.72±1.52 78.55±1.87 80.39±1.63 83.50±1.58 81.47±2.19 79.34±2.53 82.37±2.02
banknote 99.96±0.06 99.86±0.27 99.89±0.19 99.89±0.15 100.0±0.00 99.93±0.18 100.0±0.00
cmc 72.62±1.14 77.13±1.02 76.20±1.12 74.86±1.65 77.32±1.19 76.22±1.33 76.98±1.06

rank 5.04 5.58 4.12 3.85 3.11 4.07 2.03
win 3 0 1 2 5 6 12

3.2 工业案例

本节将所提出核方法应用到实际炼焦工业案例

中.炼焦过程是一个具有多参数、时变、非线性和不
确定等特性的复杂生产过程,有必要基于焦炭质量数
据的统计分析,建立合适的焦炭质量等级分类模型,
从而实现优化配煤结构,在稳步提高焦炭质量的同
时降低配煤成本.焦炭质量根据硫分含量可分为不
同的等级,本文建立焦炭质量二分类模型,按国家标
准,硫分含量小于0.8%为正类,大于等于0.8%为负
类.所使用数据来自某钢铁企业炼焦系统2020年的
1 000条数据,其中正负类样本数分别为686与314.
当生产稳定时,炼焦煤的灰分和硫分与焦炭的灰

分和硫分之间有较好的线性关系,本文首先建立一种
具有3个输入特征的模型:配合煤灰分、配合煤硫分、
配合煤挥发.同时在实际工业中经常面临着生产不
稳定的情况,为保证模型的适应性就需要考虑更多的
因素.因此,本文建立第2种具有10个输入特征的模
型,其在前一模型的基础上增加了配合煤细度、配合
煤G值、配合煤X值、配合煤Y 值、平均推焦电流、平

均结焦时间、机侧温度7个属性,以探究增加特征数
量的影响以及本文方法对多维非线性特征与不稳定

工况的处理能力.

训练数据与测试数据按照50%: 50%随机划分,
分类准确率为随机进行20次实验的平均值.所有分
类方法的参数设置同3.1节.两种生产特征情形下的
焦炭质量分级精度与标准差如表4所示.

表4 焦炭质量分级精度

算法 三特征 十特征

BPNN 86.86±1.73 91.89±1.24
MEMO 85.62±1.54 91.40±2.32

simplemkl 85.78±1.56 91.80±1.60
easymkl 85.84±1.61 90.44±2.73
kernet 86.74±2.61 92.04±1.35

MLSTSVM 86.30±1.63 91.93±1.02
DMLTSVM 87.28±1.91 93.42±0.68

由实验结果可知,在工业生产不稳定的情况下,
使用多个特征进行分类明显优于仅使用配合煤的硫

分、灰分与挥发分3个特征来分类,表明在生产过程
中额外采用炼焦工艺条件等多方面属性来分类是一

种更加稳健的方式.另外,在两种不同数据特征的情
形下,本文的DMLTSVM法均取得最高分类精度,但
在十特征情形下的领先效果优于三特征,表明在复杂
的多维非线性特征中更能发挥其优势,能够自动从数
据中挖掘出关键特征信息,而无需进行大量的机理分
析与手工特征工作,满足多工况情形下稳定性、精准
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性与自适应性的需要.

4 结 论

本文提出了一种基于LSTWSVM的融合深度学
习与多核学习优势的集成核架构,该架构利用多核
学习来提高深度核的表示能力,进而将该深度核融入
到高斯多核的训练中,是一种双向促进的联合学习方
案.同时,设计了一种适应于LSTWSVM的多核框架,
可以有效地的将所提出核架构实例化.

最后,通过对所提出方法的分类精度、泛化能力、
哈达玛积型核融合方式、模型鲁棒性、权重优化方式

以及深度核信息对于高斯多核分类精度的改善程度

等方面进行实验分析,验证了本文的多种观点.
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