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基于动态混合注意力的自知识蒸馏

唐 媛, 陈 莹†

(江南大学轻工过程先进控制教育部重点实验室，江苏无锡 214122)

摘 要: 自知识蒸馏降低了对预训练教师网络的依赖,但是其注意力机制只关注图像的主体部分,一方面忽略了
携带有颜色、纹理信息的背景知识,另一方面空间注意力的错误聚焦情况可能导致主体信息遗漏.鉴于此,提出一
种基于动态混合注意力的自知识蒸馏方法,合理挖掘图像的前背景知识,提高分类精度.首先,设计一个掩膜分割
模块,利用自教师网络建立注意力掩膜并分割出背景特征与主体特征,进而提取背景知识和遗漏的主体信息;然
后,提出基于动态注意力分配策略的知识提取模块,通过引入基于预测概率分布的参数动态调整背景注意力和主
体注意力的损失占比,引导前背景知识相互协作,逐步优化分类器网络对图像的关注,提高分类器网络性能.实验
结果表明:所提出方法使用ResNet 18网络和WRN-16-2网络在CIFAR100数据集上的准确率分别提升了 2.15%
和1.54%;对于细粒度视觉识别任务,使用ResNet 18网络在CUB200数据集和MIT67数据集上的准确率分别提高
了3.51%和1.05%,其性能优于现有方法.
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Self-knowledge distillation based on dynamic mixed attention
TANG Yuan, CHEN Ying†

(Key Laboratory of Advanced Process Control for Light Industry of Ministry of Education，Jiangnan University，
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Abstract: Self-knowledge distillation reduces the necessity of training a large teacher network, whose attention
mechanism only focuses on the foreground of the image. It ignores the background knowledge with color and texture
information, furthermore may lead to the omission of the foreground information due to the wrong focus of spatial
attention. To address the problem, a self-knowledge distillation method based on dynamic mixed attention is proposed,
which reasonably exploits both foreground and background information in images and therefore improves the
classification accuracy. A mask segmentation module is designed to segment the feature map of background and
foreground, which are used to extract the ignored background knowledge and the missing foreground information
respectively. Moreover, a knowledge extraction module based on dynamic attention distribution strategy is proposed,
which dynamically adjusts the loss ratio of background attention and foreground attention by introducing a parameter
based on predictive probability distribution. The strategy guides the cooperation between foreground and background,
which leads to more accurate attention map and improves the performance of a classifier network. Experiments show
that the proposed method using ResNet 18 and WRN-16-2 improves the accuracy on CIFAR100 by 2.15% and 1.54%
respectively. For fine-grained visual recognition tasks, the accuracy on CUB200 dataset and MIT 67 dataset is improved
by 3.51% and 1.05% respectively, which makes its performance superior to the state-of-the-arts.
Keywords: deep learning；model compression；knowledge distillation；image classification；attention mechanism；
background knowledge

0 引 言

随着深度学习的不断发展,更大更深的模型表现
出更好的性能,但其对计算资源和存储容量的高需求

迫使人们探索减少参数量和压缩模型的方法.知识
蒸馏[1]旨在通过令小体积的学生模型学习大体积教

师模型的知识并逼近教师模型输出,在图像分类[2]、
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目标检测[3]、异常检测[4]等计算机视觉任务中取得了

优异的表现.传统的离线知识蒸馏方法依赖于笨重
的教师模型,需要花费大量时间和计算资源来预先训
练教师模型.此外,对教师模型的依赖也带来了一个
隐患,即不同结构的小体积学生模型难以匹配具有复
杂表达空间的教师模型,降低了蒸馏效果.因此,人们
开始研究自知识蒸馏方法,其逐步训练学生模型来提
取自身的知识,无需预训练的教师模型.
现有自知识蒸馏方法着眼于主体部分,在最终分

类时以最后一层特征图作为输入进行预测,而在最后
一层特征图中,背景部分的特征激活值相对于主体部
分极小,因此,背景信息在预测过程中常常是被忽略
的.但是事实上,背景信息中包含了空间位置、颜色、
纹理等信息,如绿色的树林、蓝色的海洋、水波的纹理
等背景信息均可辅助模型学习,学习背景知识也能够
增加蒸馏知识的多样性.此外,在一些注意力划分不
准确的情况下,背景中可能包含丢失的主体信息.
为了解决上述问题,本文提出基于动态混合注

意力的自知识蒸馏方法 (self-knowledge distillation
based on dynamic mixed attention, MA-SKD),在训练
过程中利用自教师网络的空间注意力将最后一层特

征图掩膜分割为主体特征图和背景特征图,并设计具
有动态注意力分配策略的知识提取模块,根据携带信
息量不同的样本改变知识提取的重心,通过动态提取
被遗漏的主体知识和被忽略的背景知识,引导前背景
知识相互协作,逐步优化网络对图像的关注,进而提
升分类器网络性能.

1 相关工作

1.1 知识蒸馏

针对大规模神经网络的实际部署和应用,模型压
缩方法成为近期的研究热点.现有的神经网络压缩
方法主要包括网络剪枝[5]、低秩分解[6]、数据量化[7]、

知识蒸馏[1]和紧凑网络设计[8],其中知识蒸馏凭借直
观、高效的知识迁移思想以及优越的模型压缩性能

受到研究者的广泛关注.知识蒸馏框架由Hinton等[9]

首次提出,其核心思想是从预先训练好的高性能大规
模模型 (教师模型)中转移知识给小体积模型 (学生模
型),令学生模型产生与教师模型相近的输出,从而提
高学生模型的性能.这里的知识包括隐藏层特征、最
终层的分类概率等.

根据蒸馏方案的不同,知识蒸馏可分为离线蒸
馏、在线蒸馏和自知识蒸馏[1].离线蒸馏即传统的“学
生-教师”架构的知识蒸馏.潘瑞东等[10]提出了基于

BERT的多任务多标签文本分类模型,以教师模型评

价为蒸馏知识指导学生训练;程旗等[11]利用教师模

型的RPN输入特征知识提升了学生模型性能; ER-
KD [12]利用教师模型的熵对单个样本的损失进行重

新加权,缓解了学生模型过度自信的预测; CoMD [13]

建立了教师指导学生和学生输出反馈给教师的双向

反馈回路,解决了基于指令调优导致单向性知识转移
问题.在线蒸馏旨在令多个学生网络互相协作,互相
优化,无需教师模型的指导. Li等[14]通过构建相同架

构的公共学生集和一个领导学生,分别得到融合特
征图和解码的浅层特征图,令信息从较深的网络层
流向较浅的网络层,增加了训练过程的信息丰富性;
ORCKD [15]每轮将多个子网络划分为教师群体和学

生群体,使用强化教学、私教和小组教学多种教学模
式指导学生训练.

1.2 自知识蒸馏

自知识蒸馏是在没有教师模型的情况下,逐步训
练学生模型来提取自身的知识[1].自知识蒸馏大致可
分为两类:基于数据增强的方法和基于辅助网络的
方法.
基于数据增强的方法侧重于在同一样本的不同

版本间传递知识. Xu等[16]提出了学习相同样本的不

同增强版本间的一致性特征,以此作为知识引导学生
学习; CS-KD [17]提出了类正则化项,强制同一类的不
同样本产生一致预测;MixSKD [18]提取了原始图像

及其混合图像的随机对间的特征图和概率分布,并聚
合多级特征图作为软标签.此类方法利用数据增强
来扩充数据量,学习不同增强版本间的不变性,但是
不同版本的失真实例易丢失它们的局部信息.
基于辅助网络的方法通过引入辅助网络,诱导分

类器网络的辅助分支产生相似的输出,或令学生网络
的中间特征图对齐辅助网络在训练中提取的细化特

征图. BYOT [19]通过引入辅助分类器网络得到了隐

藏层的分类概率,并结合最终层的 logit来指导学生
网络的训练; FRSKD [20]利用辅助自教师网络获得各

层的精细化特征图,作为软标签指导学生模型学习;
PR-SKD [21]通过金字塔结构细化特征,在保持浅层特
征信息的基础上增强了深层特征的能力.此类方法
引入与学生网络相似的辅助网络得到中间层的概率

分布或精细化知识,但是本质上学习的还是每层对应
主体部分的知识.
此外,一些自知识蒸馏方法改进了蒸馏过程. Tf-

KD [22]预先训练学生模型,并利用其输出作为辅助教
师的软标签来训练同结构学生模型. Zipf’s LS [23]使

用即时预测来生成符合Zipf分布的监督信息,并生成
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实例级非均匀软标签来引导网络; AI-KD [24]从历史

预测的概率分布中逐步提取知识,使用对抗学习转
移概率分布知识; DRG+DSR [25]通过融合不同级别

的信息构建了一个信息更丰富的虚拟教师,设计了
一种正则化提取方法以确保所有数据的输出具有一

致性; USKD [26]将一般KD损失分解和重组为标准化
KD损失,并为目标类和非目标类定制软标签.

2 基于动态混合注意力的自知识蒸馏方法
2.1 基础知识

传统的知识蒸馏中学生向教师网络的软标签和

真实标签学习.给定一个由 θs参数化的学生网络fs

和由θt参数化的自教师网络ft,知识蒸馏的损失表达
式如下所示:

LKD =

n · LCE(fs(x), y) + (1− n) · LKL(x, y; θt, θs, T ). (1)

其中:LCE为交叉熵损失,LKL为KL散度损失,x是真
实标签为y的输入样本,T > 0为温度参数,n为超参
数.为了减少对预训练教师网络的依赖,一些自知识
蒸馏方法引入辅助网络来提取自身的知识. FRSKD
为本文的基准网络,它引入基于BiFPN [27]网络的辅

助自教师网络,通过特征融合得到网络中间各层的精
细化特征图,以此指导分类器网络 (学生网络)学习.
令F i

t (i ∈ [1, 2, . . . , N ])和F i
s(i ∈ [1, 2, . . . , N ])分别为

自教师网络和分类器网络的N层特征图. FRSKD方

法的优化目标如下所示:

LFRSKD(x, y; θt, θs;T ) =

LCE(fs(x), y) + LCE(ft(x), y)+

α · LKL(x, y; θt, θs, T ) + β · LF (Ft, Fs; θt, θs). (2)

这里: fs(x)和ft(x)分别为分类器网络和自教师网络

产生的预测向量,LF为基于注意力转移的特征蒸馏

损失,α和β为超参数[20].
虽然FRSKD方法引入自教师网络得到了中间

层的精细化特征图和最终的软标签,但是考虑到两者
网络结构和参数量的差距,优化已有的特征图和软标
签知识的提升效果有限. FRSKD方法与大多数知识
蒸馏方法一样致力于关注图像的主体部分,忽略了携
带丰富的颜色、纹理信息的背景部分.为了挖掘训练
过程中的背景知识,引导学生在学习主体部分的基础
上利用额外的背景知识辅助学习,MA-SKD方法利
用注意力掩膜分离得到背景部分和主体部分的特征

激活值,增加蒸馏知识的多样性,提高分类器网络的
预测精度.

2.2 网络整体框架

为了尽可能地挖掘背景信息,提取训练过程中丢
失的主体信息,增加蒸馏知识的多样性从而辅助学生
学习,提出了基于动态混合注意力的背景知识提取算
法MA-SKD.该方法利用自教师网络的注意力对特

BK loss lable
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图 1 MA-SKD整体框架
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征图进行掩膜分割,并蒸馏得到被忽略的背景知识和
丢失的主体知识.图1为MA-SKD的网络框架,其由4
个模块组成:自教师网络、分类器网络、掩膜分割模块
和知识提取模块.
分类器网络主要有4层,其以自底向上的路径提

取输入样本的特征,经平均池化和全连接层得到S-
logit.分类器网络学习每层的精细化特征图并将自教
师网络的T-logit作为软标签.

自教师网络采用来自 PANet [28]和BiFPN [27]自

顶向下的路径和自底向上的路径,每层输入来自分类
器网络相应层提供的原始特征,与分类器网络同步进
行训练.自顶向下的路径用于聚合空间信息,聚合后
的特征在自底向上的路径中被进一步提取,最终为分
类器网络提供精细化的特征图.
掩膜分割模块以自教师网络和分类器网络的最

后一层特征图为输入,以自教师网络的注意力为依据
掩膜分割得到主体特征图和背景特征图.知识提取
模块以掩膜后的特征图作为输入,以概率分布作为输
出,将背景知识和被遗漏的主体知识从自教师网络转
移至分类器网络,并使用动态的注意力分配策略,根
据训练进程调整对背景知识的关注度,针对携带信息
量不同的训练样本,调整对主体和背景的关注重心.

2.3 掩膜分割模块

在传统的知识蒸馏中,以分类器网络的最后一层
特征图为唯一输入,而与主体特征激活值相比数值较
小的背景特征激活值在预测过程中被忽略.因此,设
计一个掩膜分割模块对特征图进行处理,分离主体特

征激活值和背景特征激活值.为了精确地对特征图
进行分割,以精度较高的自教师网络的最后一层空间
注意力为依据,分别对分类器网络和自教师网络的最
后一层特征图进行掩膜分割,得到强调主体注意力的
特征图和强调背景注意力的特征图.

主体特征图排除低数值背景部分的干扰,专注于
主体部分轮廓,提取主体知识为分类任务作为补充;
背景特征图去除高数值主体部分的干扰,提取背景知
识作为额外的蒸馏知识,辅助分类器网络学习,使得
分类器网络进一步逼近自教师网络的输出,从而产生
更精准的注意力.令最后一层特征图t∈RC×H×W ,使
用自教师网络的空间注意力的掩膜分割过程为

Mb =
(
1−

C∑
i=1

ti

max
( C∑

i=1

ti

))⊙ t,

Mm =
( C∑

i=1

ti

max
( C∑

i=1

ti

))⊙ t. (3)

其中:⊙为对应位置的矩阵点乘操作;C为通道数;
C∑
i=1

ti为按照通道压缩求得对应的注意力图;Mb和

Mm分别为掩膜分割得到的背景特征图和主体特征

图,将其按照通道分别压缩为背景注意力图和主体注
意力图进行可视化,最终的掩膜分割过程注意力可视
化如图2所示.

!"#$

!"#$

(a) %& (b) %'() (c) *+,'() (d) *-.'()

图 2 掩膜分割过程注意力可视化

结合式 (3)和图 2分析可知:掩膜分割过程是将
自教师网络的空间注意力归一化后在每个像素位置

得到0∼ 1间的主体权重值,对应位置的背景权重值
通过1-主体权重值计算得到;利用背景权重和主体权
重与原特征图激活值分别相乘得到对应的纯背景特

征激活值和纯主体特征激活值,实现分割主体和背景

特征图的目的.
为了进一步阐述掩膜分割过程,记原特征激活值

为通道压缩后的特征激活值,由式 (3)得到掩膜分割
过程中特征激活值变化如图3所示.其中:背景部分
最小值位置用蓝色标注,主体部分最大值位置用红色
标注,两者数据取自局部实验数据.
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图 3 掩膜分割过程特征激活值示意图

结合图2和图3分析可知,掩膜分割操作将原特
征图分割为主体和背景两部分,且在两部分中分别增
强重点区域的特征表达,抑制另一方的特征表达,分
别提取被忽略的背景部分的信息和可能被遗漏的主

体部分信息.掩膜分割操作中的两个掩膜权重矩阵
由原特征激活值经通道压缩后正则化得到,额外引入
的参数量可忽略不计.

2.4 知识提取模块

2.4.1 注意力分配策略

在训练初期:分类器网络和自教师网络的分类
精度低,难以产生有效的空间注意力,此时过度关注
背景知识反而会模糊分类器网络的学习重点,降低学
习效率.而在训练过程中:对于简单可分样本,分类器
网络关注主体即可做出正确判断,对于困难不可分样
本,分类器无法依据原有的最后一层特征图得到正确
的分类结果,即原有的主体信息无法帮助模型进行准
确预测.因此,从整体和局部两个角度提出动态的注
意力分配策略.
从整体而言,在训练初期应降低对背景知识的

关注度,随着训练轮次的增加逐步提高对背景知识
的关注,在学生网络已具有一定分类精度的基础上
帮助学生网络学习更全面的知识.因此,引入超参数
控制对背景知识的整体关注度,其取值范围设置为
λ∈{0.1, 0.5, 1}.
从局部而言,不同样本携带的信息量不同,需要

针对每个样本具体分析.针对简单可分样本,无需提

取背景知识便能够预测正确,可减少对背景的关注
度;针对困难不可分样本,凭借原有的单一特征图输
入并不能得到正确预测,应提取被忽略的背景知识来
辅助分类器网络学习.此外,存在部分主体区域被错
误划分为背景的情况,提取背景知识时也能捕获被遗
漏的主体知识.
由上文分析可知,对于简单可分样本,模型使用

已有知识即可进行有效预测,可减少对背景知识的学
习;对于困难不可分样本,模型依据已有主体知识无
法产生准确的注意力,导致错误预测,应引入背景知
识来辅助网络学习,帮助其产生与自教师网络更相
似的输出,提高分类精度.因此,以真实标签为判断基
础,基于样本的预测概率分布设计了超参数τb动态调

整背景损失和主体损失的占比,使得正确类别置信度
越低、错误置信度越高的样本的背景知识占比越高、

主体知识占比越小.给定真实标签为 y的输入样本

x, τb的表达式如下所示:

τb =


1, 预测正确;

2− ϕ(fy(x; θs)/T )

max(ϕ(f(x; θs)/T ))
, 预测错误.

(4)

其中: fy(x; θs)表示分类器网络产生的预测类别为y

的 logit, f(x, θs)为分类器网络产生的 logit,ϕ(·)为
softmax函数.

2.4.2 知识提取

知识提取模块以掩膜后的特征图为输入,掩膜分
割后的两部分特征图分别经过对应网络的全连接层,
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计算得到预测的 logit.令M t
b和Ms

b 分别为自教师和

分类器掩膜后的背景特征图,得到自教师网络和分类
器网络的背景 logit输出gt(M

t
b)和gs(M

s
b )分别为

gt(M
t
b) = WtM

t
b + bt,

gs(M
s
b ) = WsM

s
b + bss. (5)

其中:Wt和 bt分别为自教师网络全连接层的权重和

偏置,Ws和bs分别为分类器网络全连接层的权重和

偏置.
利用KL损失将忽略的背景知识和丢失的主体

知识从自教师网络转移给分类器网络,结合注意力分
配策略得到最终的MA损失.令分类器网络和自教师
网络的全连接层分别表示为Fs和Ft,提取背景损失
Lb和主体损失Lm的过程如下所示:

Lb = KL
(
ϕ
(gs(Ms

b )

T

)∥∥∥ϕ(gt(M t
b)

T

))
, (6a)

Lm = KL
(
ϕ
(gs(Ms

m)

T

)∥∥∥ϕ(gt(M t
m)

T

))
. (6b)

其中:Ms
m和M t

m分别为分类器网络和自教师网络的

主体特征图,自教师网络和分类器网络的主体 logit
输出 gt(M

t
m)和 gs(M

s
m)的计算方式同式 (5), KL为

KL散度损失.

2.5 损失函数

如第 2.4.1节所述,为了从整体角度控制模型对
背景知识的关注度,引入超参数λ.为了从局部角度
调整对背景知识的关注度,设计动态参数 τb,根据样
本携带信息量的不同动态调整主体和背景两部分损

失的比例.结合式 (4),得到混合注意力损失LMA的表

达式为

LMA = λ · (τb · Lb + (2− τb) · Lm), (7)

其中λ ∈ {0.1, 0.5, 1}且随着训练进程在epoch为100
和150时递增.
结合式(4)和(7)分析可知:当样本预测正确时, τb

恒为1,令分类器网络学习等比例的背景知识和主体
知识;而对于预测错误的样本,正确类别的置信度
ϕ(fy(x; θs))越低,错误预测的置信度max(ϕ(f(x; θs)/
T ))越高, τb的值越大,背景损失占总损失的比例越
高.即对于单个样本预测正确时,提供等比例的背景
知识和主体知识供分类器学习;预测错误时,对于错
误置信度越高的样本,提供的背景知识占比越大,认
为原有的主体知识无法指导分类器作出正确预测,需
要更多的背景知识来辅助分类器修正错误.
结合MA损失和FRSKD损失,最终总损失为

Ltotal = LFRSKD + LMA(x, y, θs, T ). (8)

3 实 验

3.1 实验设置

3.1.1 数据集

本文在4个数据集上对MA-SKD方法进行性能
评估.其中: CIFAR100 [29]和 Tiny-ImageNet [30]用于
图 像 分 类, Caltech-UCSD Bird (CUB200) [31] 和
MIT67 [32]用于细粒度识别任务 (fine-grained visual
recognition, FGVR).与传统的图像分类任务相比,
FGVR任务具有视觉上更相似的类,每类的训练样
本更少.
3.1.2 实ᯭ细节

对于 CIFAR100和 Tiny-ImageNet数据集,使用
ResNet 18 [33]和WRN-16-2 [34]网络进行实验.为了使
得ResNet 18适应小型数据集,其第1个卷积层被修改
为3 × 3大小、步幅和填充值被修改为1,最大池操作
也被移除, Tiny-ImageNet图像的大小已调整为与
CIFAR100相同的大小(32× 32).对于FGVR任务,使
用标准的ResNet 18网络.
使用初始学习率为 0.1且权重衰减为 0.000 1的

随机梯度下降算法 (SGD)用于优化.总epoch设置为
200,学习率在epoch为100和150时分别减少到之前
值的 1 / 10. CIFAR100和Tiny-ImageNet的批量大小
设置为 32, FGVR任务的批量大小设置为 8.所有实
验均使用标准数据扩充方法,即随机裁剪和翻转.
针对超参数的设置,对于附加数据增强 SLA-

SD (MA-SKD+SLA)的实验,λ ∈ {0.1, 0.5, 1}且在训
练过程中与学习率进行相同频率的递增.对于不使
用数据增强方法的MA-SKD实验,λ恒为1.

3.2 实验结果

本文对两种实验设置进行实验:MA-SKD为未
使用数据增强的方法,MA-SKD+SLA为将所提出方
法结合数据增强方法SLA-SD [35]的方法.
在CIFAR100和Tiny-ImageNet数据集上使用两

种分类器网络结构的准确率如表1所示:最优模型加
黑表示,次优模型用下划线表示;W 16和R18分别表
示分类器网络为WRN-16-2和ResNet 18; Origin方法
表示只使用分类器网络进行实验.
由表 1可知:MA-SKD具有比 FRSKD更好的性

能,使用ResNet 18和WRN-16-2网络在CIFAR100数
据集上的精度分别提升了 2.15%和 1.54%,使用
ResNet 18和WRN-16-2网络在Tiny-ImageNet数据集
上的精度分别提升了 0.70%和 0.57%.此外,MA-
SKD+SLA在使用数据增强的情况下,在CIFAR100
数据集上训练ResNet 18网络的准确率相较于具有
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表 1 CIFAR100与Tiny-ImageNet数据集上的性能比较

方法 年份
CIFAR100 Tiny-ImageNet

W16 R 18 W16 R 18

Origin − 72.07 76.44 51.17 57.93

ONE [36] 2018 73.24 77.33 52.30 57.92

DDGSD [16] 2019 72.01 77.08 51.31 56.7

BYOT [19] 2019 70.48 76.75 50.36 56.91

SAD [37] 2018 70.76 74.98 51.56 54.51

CS-KD [17] 2020 72.47 77.24 50.26 56.56

SLA-SD [35] 2020 73.45 77.82 51.10 58.92

Tf-KD [22] 2021 72.66 77.29 − 56.57

Zipf’s LS [23] 2022 − 77.49 − 59.45

AI-KD [24] 2022 − 80.13 − 58.16

MixSKD [18] 2022 75.16 80.45 − −

DRG+DSR [25] 2023 − 79.30 − 58.08

USKD [26] 2023 − 79.90 − −

PR-SKD [21] 2024 74.36 78.42 53.32 60.88

FRSKD [20] 2021 73.67 77.51 52.63 59.86

FRSKD+SLA [20] 2021 76.00 81.87 52.20 63.62

MA-SKD − 75.21 79.66 53.33 60.43

MA-SKD+SLA − 76.77 82.80 52.51 63.78

相同数据增强设置的 FRSKD+SLA提高了 0.93%,
在Tiny-ImageNet数据集上训练WRN-16-2网络的准
确率提高了0.31%.综上所述,MA-SKD方法在图像
分类数据集 (CIFAR100和Tiny-ImageNet)上平均精
度提升了1.24%,MA-SKD和MA-SKD+SLA方法取
得了4个实验上的最优精度.
分析表1可知,MA-SKD方法在CIFAR100数据

集上的精度提升高于 Tiny-ImageNet (下文简称
TINY)数据集上的精度提升.对比MA-SKD与Origin
可知:MA-SKD在CIFAR100和TINY数据集上的平
均精度相比于只采用WRN-16-2和ResNet 18作为分
类器网络的Origin方法分别提升了3.18%和2.33%,
表明自教师网络能够提供有效的精细化特征图且

MA-SKD方法能够进一步帮助分类器网络逼近自教
师网络输出,提升分类性能.
表2为所提出方法在CUB200和MIT67数据集

上训练ResNet 18网络的性能.最优模型加黑表示,次
优模型用下划线表示. Origin方法表示只使用分类器
网络进行实验.
由表 2可知:MA-SKD方法相较于基线模型

FRSKD在CUB200和MIT67数据集上的准确率分
别提升了4.78%和0.55%,在FGVR任务 (CUB200和
MIT67)上平均精度提升了 2.67%,而使用数据增强
的 MA-SKD+SLA 比使用相同数据增强设置的

表 2 CUB200与MIT67数据集上的性能比较

方法 年份 CUB200 MIT 67

Origin − 52.43 61.41

ONE [36] 2018 55.13 57.52

DDGSD [16] 2019 59.04 59.77

BYOT [19] 2019 59.17 59.12

SAD [37] 2018 53.33 55.78

CS-KD [17] 2020 64.42 57.73

SLA-SD [35] 2020 56.88 62.63

Tf-KD [22] 2021 64.08 61.92

AI-KD [24] 2022 70.41 63.16

MixSKD [18] 2022 72.15 64.10

PR-SKD [21] 2024 64.95 66.82

FRSKD [20] 2021 64.82 63.73

FRSKD+SLA [20] 2021 66.56 67.08

MA-SKD − 69.60 64.28

MA-SKD+SLA − 70.07 68.13

FRSKD+SLA在CUB200和MIT67数据集上的准确
率分别提升了 3.51%和 1.05%. MA-SKD 方法在
CUB200和MIT67数据集上相比于只采用ResNet 18
作为分类器网络的Origin方法平均精度分别提升了
17.17%和 2.87%,可知自教师网络提供的融合低层
位置信息和高层语义信息的特征图对CUB200鸟
类数据集的提升效果明显优于MIT67室内数据集.
分析认为仅使用ResNet 18网络可能无法有效提取
CUB200数据集中鸟类的细节判别特征.

3.3 消融实验

3.3.1 超参数

MA-SKD+SLA方法使用不同的λ取值的性能

比较如表3所示,其中方法a∼方法e分别对应λ的取

值为λ = 0.1、λ = 0.5、λ = 1、λ ∈ {0.5, 0.7, 1}和λ ∈
{0.1, 0.5, 1}.最优模型加黑表示,次优模型用下划线
表示.

表 3 不同λ取值的性能比较

方法
CIFAR100 TINY CUB200 MIT 67

W16 R 18 W16 R 18 R18 R 18

a 76.56 82.78 50.65 63.70 67.82 67.74

b 76.49 80.72 51.36 62.57 67.55 67.38

c 76.80 82.68 51.67 63.74 67.55 67.68

d 76.69 82.78 52.06 63.67 67.78 70.14

e 76.77 82.80 52.51 63.78 70.07 68.13

由表 3可知:在TINY数据集和CUB200数据集
的实验中,方法 e表现最优;在MIT67数据集和使用
WRN-16-2网络的CIFAR100数据集上,方法e具有次
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优的性能;方法 d虽然在MIT67数据集上表现最佳,
但是在其他实验中的表现一般.由此可知,MASKD+
SLA的参数设置采用方法 e可得到最优表现,即λ ∈
{0.1, 0.5, 1}.
针对τb的不同初始值进行消融实验,令x∈{1, 2,

3},其表达式如下所示:

τb=


x, 预测正确;

x+ 1− ϕ(fy(x; θs)/T )

max(ϕ(f(x; θs)/T ))
, 预测错误.

(9)

式(7)中对应LM的权重为x+ 1− τb

针对λ和x的消融实验结果如图4所示.其中:图
4(a)∼图4(c)对应x的不同取值;方法 a、方法 c∼方
法e与表3的实验设置相同,分别对应λ的取值为λ=

0.1、λ=1、λ∈{0.5, 0.7, 1}和λ∈{0.1, 0.5, 1}.由图4可
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图 4 4个数据集上的消融实验结果

知,x=1和λ∈{0.1, 0.5, 1}为最佳实验设置,在4个实
验中具有稳定的优越表现.

3.3.2 混合注意力

使用背景注意力方法与不同比例混合注意力方

法的性能对比如表 4所示:W 16和R18分别表示分
类器网络为WRN-16-2和ResNet 18;方法A为不关注
背景的FRSKD+SLA;方法B为额外引入背景损失的
MA-SKD+SLA;方法C为额外引入1 : 1固定比例的
主体和背景损失的MA-SKD+SLA;方法D为使用动
态的主体和背景注意力分配策略的MA-SKD+SLA,
4者具有相同的初始参数设置.最优模型加黑表示,
次优模型用下划线表示.

表 4 不同注意力方法的性能比较

方法
CIFAR100 TINY CUB200 MIT 67

W16 R 18 W16 R 18 R 18 R 18

A 76.00 81.87 52.20 63.62 66.56 67.08

B 76.44 81.92 51.96 62.05 68.34 68.20

C 76.53 82.61 51.29 62.66 69.46 67.98

D 76.77 82.80 52.51 63.78 70.07 68.13

分析表4可知:在相同实验条件的4个数据集上,
使用动态混合注意力的方法D表现优越,在多个数据
集上均表现出最高精度;而引入背景注意力的方法B
和引入混合注意力的方法C在多数实验上均优于不
关注背景的方法A,且方法C的整体表现优于仅使用
背景注意力的方法B.由此可知:提取背景知识有助
于模型学习,且引入混合注意力能够均衡背景知识;
设计动态的注意力分配策略能够针对携带信息量不

同的样本调整混合注意力的比例,提升分类器网络性
能.

3.4 可视化

CIFAR100和CUB200上部分图像的注意力图
可视化如图 5所示.由图 5可知:MA-SKD方法挖掘
前背景知识并引导其相互协作,促使分类器网络产生
更精准的注意力,因此,相较于基准网络FRSKD具有
更好的注意力可视化结果,具体分析如下.
由图5第1列和第2列可知: FRSKD错误地关注

了大范围的橘色背景和蓝色海面;而MA-SKD对瓢
虫和鲸鱼均具有很强的识别能力,能够准确聚焦在
瓢虫和鲸鱼上,不受相似颜色背景的干扰.由图5第3
列和第4列可知: FRSKD仅关注鸟的中间部分,忽略
了尾巴、翅膀等细节特征;而MA-SKD具有连续完整
的注意力图,能够准确识别出翅膀和杂乱背景中的黑
色尾巴,表明MA-SKD对主体部分有更强的识别能
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图 5 CIFAR100与CUB200上的注意力对比

力.分析图5第5列可知: FRSKD产生的注意力图存
在中心偏移的情况,而MA-SKD能够改善注意力偏
移并准确聚焦.由图5第6列∼第8列可知: FRSKD的
注意力被相似颜色的背景所分散,而MA-SKD能够
减少对相似背景的错误关注,更精准地聚焦主体.

4 结 䇪

本文提出了基于动态混合注意力的自知识蒸馏

方法MA-SKD.所提出方法通过提取遗漏的主体信
息和被忽略的背景知识辅助分类器网络学习.首先,
本文设计了掩膜分割模块将特征图分割为主体特征

图和背景特征图,分别学习主体知识和背景知识作
为补充,改善了原注意力划分区域过大或过小的问
题;然后,本文提出了基于动态注意力分配策略的知
识提取模块,在训练过程中逐步增加对背景知识的
关注,且针对携带信息量不同的样本动态调整主体
损失和背景损失的占比. MA-SKD方法能够捕获遗
漏的主体知识和被忽略的背景知识供分类器网络学

习,在图像分类数据集CIFAR100和TINY上平均精
度较FRSKD提升了1.24%,在FGVR数据集CUB200
和MIT67上平均精度较FRSKD提升了2.67%,表明
所提出方法在图像分类和FGVR任务上均表现优异.
然而,所提出方法的掩膜分割模块依赖于自教师网络
提供的精确注意力图,如何在在线蒸馏等场景下提取
背景知识值得进一步研究.
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