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基于异构特征递进融合的图像超分辨率重构网络

韩玉兰†，刘显禄，吴　桐，陈德澳，兰朝凤

(哈尔滨理工大学 测控技术与通信工程学院，哈尔滨 150080)

摘　要: 卷积神经网络与 Transformer相结合的混合架构为进一步提升超分辨率重构效果提供了新思路而备受关

注. 针对现有并行结构网络特征提取与融合多为相互独立结构, 忽略了异构建模路径间的层级交互和信息引导,

难以兼顾底层空间细节与高层语义信息协同建模的问题, 提出基于异构特征递进融合的超分辨率重构网络. 首

先, 提出网络逐层交替进行异构特征提取和融合, 充分利用各层次信息, 设计轻量自适应特征融合模块, 利用可学

习的动态权重来实现异构特征自适应选择式融合. 然后, 进一步设计多分辨率协同上下文聚合模块, 构建大、中、

小不同分辨率特征的多路径分支网络, 通过跨分辨率信息交互来捕获上下文信息. 其中: 所提出渐近式三重感知

残差块通过“局部-全局-通道”策略来增强特征感知能力和灵活性, 跨分辨率反向投影融合模块构建可学习的差

分-投影架构, 以实现跨分辨率特征图的动态信息互补与闭环交互. 最后, 通过实验结果表明, 与当前先进的同类

方法相比, 所提出方法能够在多个数据集上取得最佳重构效果.
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(School of Measurement and Control Technology and Communication Engineering，Harbin University of Science and
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Abstract: The  hybrid  architecture  combining  convolutional  neural  networks  with  Transformer  has  attracted  much
attention  for  its  potential  to  further  enhance  the  performance  of  super-resolution  reconstruction.  However,  existing
parallel-structured  networks  typically  have  independent  feature  extraction  and  fusion  processes,  neglecting  the
hierarchical  interaction  and  information  guidance  between  heterogeneous  modeling  paths,  making  it  difficult  to
simultaneously  model  low-level  spatial  details  and  high-level  semantic  information.  To  address  this  issue,  a  super-
resolution  reconstruction  network  based  on  progressive  heterogeneous  feature  fusion  is  proposed.  This  network
alternately  performs  heterogeneous  feature  extraction  and  fusion  layer  by  layer,  fully  leveraging  information  at  each
level.  A  lightweight  adaptive  feature  fusion  module  is  designed  to  adaptively  select  and  fuse  heterogeneous  features
using  learnable  dynamic  weights.  Additionally,  a  multi-resolution  collaborative  context  aggregation  module  is
developed,  constructing a  multi-path  branch network with  features  of  large,  medium,  and small  resolutions.  Through
cross-resolution information interaction, it  captures context information. Specifically,  the proposed progressive triple-
perception residual  block enhances  feature  perception and flexibility  through a “ local-global-channel”   strategy.  The
cross-resolution  reverse  projection  fusion  module  builds  a  learnable  difference-projection  architecture  to  achieve
dynamic information complementarity and closed-loop interaction among cross-resolution feature maps. Experimental
results show that the proposed method achieves the best reconstruction performance on multiple datasets compared with
current advanced methods of the same kind.
Keywords: super-resolution； heterogeneous  feature； progressive  fusion； multi-scale  context； back  projection；
complementary information
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0    引　言

图像超分辨率重构 (SR)旨在从低分辨率图像

(LR)中恢复出与其相对应的同一场景高分辨率图

像 (HR). 该技术通过图像处理方式实现, 无需更换

或升级硬件设备, 具有广阔的应用前景
[1-2]. 基于学

习
[3]
的超分辨率重构方法可充分挖掘高低分辨率图

像间的关联性, 成为该研究领域的主流方法, 尤其随

着卷积神经网络 (CNN)的发展, 其可以有效提取丰

富的具有图像纹理细节表征能力的深层特征, 进而

有利于高分辨率图像重构, 成为了研究的热点
[4].

Dong等[5]
首次将 CNN引入图像超分辨率任务,

取得了显著效果. 此后, 大量基于 CNN的方法被提

出 .  Lim等
[6]
提出了 EDSR  (enhanced  deep  residual

network for single image super-resolution), 通过改进

残差网络结构和去除批量归一化层提升了性能 ;
Sun等[7]

提出了空间自适应特征调制机制, 通过多尺

度特征独立计算与动态聚合实现了非局部依赖性建

模; Li等[8]
提出了 BSRN (blueprint separable residual

network for  efficient  image super-resolution), 通过引

入蓝图可分离卷积降低计算冗余; Wang等[9]
提出了

AWSRN (adaptive weighted super-resolution network),
通过自适应加权机制构建了高效的信息利用路径;
Gao等 [10]

提 出 了 FDIWN  (feature  distillation
interaction  weighting  network  for  lightweight  image
super-resolution), 实现了不同尺度特征间的高效蒸

馏和交互. 上述方法效果显著, 但是, 深层堆叠卷积

易导致高层特征丢失局部细节, 标准卷积仅聚焦局

部, 难以建模长距离依赖, 最终使得重构图像全局不

协调、纹理细节恢复不自然.
面对这一问题, Transformer 架构凭借其自注意

力机制强大的全局建模能力, 在图像超分辨率重构

任务中逐渐崭露头角. Liang等[11]
提出了 SwinIR模

型, 创新性地将 Swin Transformer的层次化设计应用

于图像恢复任务, 有效结合局部和全局特征进一步

提升了重构效果 ; 以此为基础 ,  Choi等 [12]
提出了

NGswin模型, 通过引入邻域引导自注意力机制和多

尺 度 特 征 融 合 ;  Chen等 [13]
提 出 了 DAT  (dual

aggregation Transformer), 以块间和块内双重方式聚

合了空间和通道维度的特征. Transformer在超分辨

率任务中表现出色, 但是, 其全局注意力机制导致高

频细节过度平滑, 重构图像缺乏锐利度. 另外, 在超

分辨率任务中, 中微小结构的恢复依赖于局部感受

野, 纯 Transformer结构需要重叠分块、局部注意力

等复杂设计和大规模数据才能逼近 CNN效果. 基于

此, 研究者开始探索 CNN与 Transformer混合架构,

以兼顾局部建模与全局感知能力. Lu等[14]
提出了高

效超分辨率 Transformer, 减少计算复杂度的同时提

升了超分辨率性能; Li等[15]
提出了 FIWHN (feature

interaction weighting  hybrid  network),  采用 CNN与

Transformer双路径协同架构, 实现了局部与全局特

征 的 互 补 ;  Zheng等 [16]
提 出 了 SMFANet  (self-

modulation feature aggregation network), 实现了局部

与全局信息的有效融合.
CNN与 Transformer混合架构进一步提升了超

分辨率重构效果, 尤其是并行结构, 有效解决了级联

结构中 CNN前端可能过度平滑的特征, 从而导致后

续 Transformer难以恢复高频信息的问题. 然而, 多
数并行结构网络特征提取与融合为相互独立的结构,
采用独立主干网络进行特征提取, 然后在网络尾部

通过逐元素相加或拼接等简单的线性操作进行 CNN
特征与 Transformer特征融合, 忽略了异构建模路径

间的层级交互和信息引导, 从而导致边缘、纹理等浅

层有用特征在传递过程中被稀释, 而深层可能学习

冗余特征, 进而难以兼顾语义与结构信息的协同建

模. 针对上述问题, 本文提出基于异构特征递进融合

的图像超分辨率重构网络 (HFPFSRNet), 主要内容

如下:

AF2M

1)提出基于异构特征递进融合的图像超分辨率

重构网络 . 采用双流并行设计策略 ,  CNN与

Transformer分支并行独立处理结构, 保留局部细节

与全局结构的互补性, 交替逐层进行异构特征提取

和融合, 充分利用浅层和中间层信息, 促进底层空间

细节与高层语义信息协同优化. 同时, 设计轻量级自

适应特征融合模块 ( ), 分别压缩特征空间, 利
用可学习的动态权重实现异构特征自适应选择式融

合.
2)设计多分辨率协同上下文聚合模块 (MR-

CCAM). 利用步长卷积构建大、中、小不同分辨率特

征的多路径分支网络, 通过跨分辨率信息交互, 捕获

上下文信息, 兼顾高分辨率特征空间精度与低分辨

率特征语义表达能力. 提出跨分辨率反向投影融合

模块 (CBFM), 构建可学习的差分-投影架构, 实现跨

分辨率特征动态信息互补, 建立高分辨率细节与低

分辨率语义的闭环交互.
3)提出渐近式三重感知残差块 (PTARB). 利用

“局部-全局-通道”渐近式特征感知和精炼策略, 在
残差框架下实现特征多尺度感知和动态校准. 深度

可分离卷积组提取底层纹理细节, 空间上下文注意
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力的多分支协同设计建模长程空间依赖, 解决卷积

操作的感受野局限, 动态通道重标定增强判别性特

征维度. 

1    网络模型

1× 1

3× 3 5× 5 7× 7

1× 1

AF2M

3× 3

HFPFSRNet网络整体结构如图 1所示, 主要由

浅层特征提取、深层特征提取和图像重构 3部分组

成 . 浅层特征提取采用多尺度卷积设计 , 由 、

、 和 共 4个并行的不同尺度卷积核

实现, 并通过一个级联的 卷积进行特征通道数

调整; 深层特征提取采用异构双路径协同方式, 递进

地提取与融合特征 , 并行的 MR-CCAM模块构建

CNN分支提取局部细节, Transformer分支捕获全局

上下文依赖, 同时 融合各层特征; 图像重构部

分为一个亚像素卷积 (Pixel Shuffle)层和一个

卷积层, 原理简单, 易于实现. 

1.1    MR-CCAM 模块

为获得全局上下文信息和局部细节纹理信息,
CNN架构常通过堆叠不同尺度的卷积层逐步扩大

感受野, 但是, 深层网络难以建模远距离像素的依赖

3× 3

关系, 导致全局语义信息缺失. 针对这一问题, 本文

在同一特征层内提取并融合多尺度信息, 提出多分

辨率协同上下文聚合模块 MR-CCAM, 具体结构如

图 2所示. 主要由 PTARB和 CBFM模块组成, 其核

心为并行的多尺度卷积分支构建多路径结构, 允许

不同分辨率间的信息交互, 进行上下文信息传输, 实
现多尺度特征提取与跨分辨率信息交互, 捕获上下

文信息, 从而兼顾高分辨率特征的空间精度与低分

辨率特征的语义表达能力, 其中步长卷积和反卷积

的步长、卷积核大小分别为 2、 . 

1.1.1    PTARB 模块

3× 3

1× 1

PTARB模块具体结构如图 2所示: 采用三级特

征处理机制, 通过“局部-全局-通道”渐近式特征优

化模式, 降低计算复杂度的同时提升特征表达力. 首
先, 两个 蓝图深度可分离卷积组初步提取局部

浅层空间细节; 然后, 空间上下文注意力 (SCAM)提
取全局上下文信息, 捕获像素间的跨空间关系, 建模

全局语义信息, 抑制无用背景 (SCAM主要由 3个分

支组成: 第 1个分支通过池化对输入特征图进行全

局聚合, 第 3个分支利用 卷积通道压缩操作,
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1× 1

这两条分支由 softmax函数辅助生成可学习的权向

量, 对第 2个分支的特征进行加权, 分别获得跨通道

和跨空间上下文信息, 并通过 Hadamard乘积计算注

意力响应图); 最后, 通过两个 卷积构建“通道

扩展-激活函数-通道收缩”结构, 挖掘通道依赖关系,
增强其非线性学习能力, 生成可关注的新特征表达.
PTARB模块实现过程可表示为

Fb = BsConv(LeRelu(BsConv(Fin))), (1)

FC = SCAM(Fb), (2)

Fe = Conv1×1(LeRelu(Conv1×1(FC))) + FC , (3)

Fout = Fin + Fe. (4)

Fin Fout

BsConv(·) 3× 3

SCAM(·) Conv1×1(·) 1× 1

LeRelu(·) LeakyRelu

其中:  为 PTARB的输入特征,  为该模块输出

的特征,  为 的蓝图深度可分离卷积,
为上下文注意力机制,  为

卷积,  为 函数. 

1.1.2    CBFM 模块

1× 1

不同分辨率特征聚合时, 往往需要对某一特征

进行上采样或下采样操作, 而常规采样很容易造成

细节模糊现象, 且简单堆叠与求和等传统特征聚合

机制特征表达能力有限, 易造成边缘、轮廓等细节信

息严重丢失. 针对这一问题, 本文提出一个跨分辨反

射投影融合模块 CBFM, 该模块基于反向投影思

想
[17], 通过上下采样的迭代来逐步细化特征, 实现不

同分辨率特征图信息互补, 增强细节保留能力, 具体

结构如图 2所示. CBFM模块首先通过差分操作捕

获两个分支的高频互补信息; 然后利用 卷积进

行通道选择, 增强差异化信息、抑制噪声, 并将捕获

到的互补信息通过残差学习方式与高分辨率特征以

及上采样的低分辨率特征进行融合, 在保留细节信

息的同时补充全局信息; 最后, 通过反向投影操作对

融合特征进一步校正细化. CBFM模块具体实现过

程可表示为

Frs1 = Hupsample(Fb)− Fa, (5)

Fc = LeRelu(Conv1×1(Fa))+

LeRelu(Conv1×1(Frs1)) +Hupsample(Fb), (6)

Frs2 = Fb −Hdownsample(Fc), (7)

Fd = Fc +Hupsample(Frs2). (8)

Fb Fa

Fd Hdownsample

Hupsample 3× 3

LeRelu(·) LeakyRelu

其中 :  为低分辨率特征输入 ,  为高分辨率特

征输入 ,  为 CBFM的输出特征 ,  和

分别表示步长为 2卷积核大小为 的反

卷积和步长卷积,  为 函数.
 

1.2    AF2M 模块

该模块的核心功能是有效融合 CNN分支提取

的局部细节与 Transformer分支捕获的长程依赖, 具
体结构如图 3所示. 各分支特征首先在空间维度上

通过全局平均池化整合全局信息; 然后, 进行特征堆

叠与聚合; 接着, 通过多层感知器 (MLP)学习生成权

重, 该权重通过 sigmoid激活函数调节两条分支提取

的特征的加权比例, 从而灵活控制两者在最终特征

表示中的贡献. 通过这一机制, 模块能够自适应地融

合局部细节与全局上下文信息, 从而优化超分辨率

任务中的特征表示. 本文双分支采用共享MLP权重

避免传统互补门控的强制比例限制, 从而实现局部

与全局信息的协同, 减少有用信息的抑制. 整个过程

可表示为

F1 = DWConv3×3(xcnn), (9)

gate = Concat(Havg(xtrans),Havg(F1)), (10)

fused = xcnn ⊙MLP(gate) + xtrans ⊙MLP(gate)+
xAFFM. (11)

xcnn xtrans

xAFFM AF2M

AF2M

DWConv 3× 3 Havg

⊙

其 中 :  为 CNN分 支 的 特 征 输 入 ;  为

Transformer分支的特征输入;  为上一级

模块的输出 , 第 1级 模块的此端无输入 ;
为 深度可分离卷积;  为全局平均

池化; Concat为拼接; MLP为多层感知机;  表示逐

元素乘法. 

1.3    基于 DyT 的高效 Transformer 模块

多头注意力机制的编码器通常利用 LN层稳定

训练, 提升模型性能. 然而, LN层的计算依赖动态统
 

AvgPool

AvgPool

C

MLP

Linear Relu Linear Sigmod

CNN 分支特征

Transformer 分支特征

2上一级 AF M 的输出特征

DWConv

图3    自适应特征融合模块 AF2M
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计量, 引入额外的计算开销, 进而难以部署在资源受

限的边缘设备 . 针对这一问题 , 本文受无归一化

Transformers [18] 启发, 在高效 Transformer[14] 的基础

上采用 DyT层替换 LN层 , 具体结构如图 1所示 .
DyT层摒弃了 LN层的统计计算依赖, 通过可学习

参数与非线性压缩的协同作用可实现更高效的归一

化效果. DyT层可表示为

DyT(x) = γ · tanh(αx) + β. (12)

α γ β其中:  为可学习的标量缩放因子,  和 为通道级仿

射参数. 

1.4    损失函数

L1

HFPFSRNet结合像素损失和傅里叶变换损失

进行网络训练. 像素损失的优化目标是使得 SR图像

更接近 HR图像, 计算的是 SR图像与 HR图像间对

应像素之间绝对差值的平均值, 即 损失, 有

LL1 =
1

N

N∑
i=1

|I i
SR − I i

HR|. (13)

ISR IHR N其中:  为 SR图像,  为 HR图像,  为像素总数.
像素损失等空间域损失无法充分捕捉频域差异,

为增强模型高频重构能力, 满足超分辨率重构任务

需求, 本文在像素损失的基础上, 引入傅里叶变换损

失, 通过关注 SR图像与 HR图像的频域差异计算损

失, 具体可表示为

LFFT =
1

N

∑
k

(|Re(F k(ISR))− Re(F k(IHR))|+

|Im(F k(ISR))− Im(F k(IHR))|). (14)

ISR IHR N

F (·) k Re(·)
Im(·)

其中:  为 SR图像,  为 HR图像,  为像素总数,
为快速傅里叶变换,  为频域中的频率点, 

和 分别为复数的实部和虚部.
综上, HFPFSRNet网络的总损失为

Ltotal = λpixelLL1 + λfreqLFFT. (15)

λpixel λfreq其中:  和 为权重参数, 分别设置为 1和 0.05. 

2    实验结果与分析 

2.1    实验设置
 

2.1.1    环境及参数设置

β1 = 0.9

β2 = 0.99

10−4 10−5

λpixel

实验在 Windows  10操作系统上进行 , 选用

NVIDIA GeForce RTX 3090 24 GB作为 GPU. 基于

PyTorch框架进行 , 并通过 Cuda12.6进行加速 .
HFPFSRNet网络使用 Adam优化器, 其中

和 分别用于控制动量和自适应学习率. 将
迭代次数设置为 500 000, 批量大小为 8, 初始学习率

为 , 最小学习率设置为 , 同时, 使用余弦退

火算法进行学习率更新. 损失函数的权重参数

λfreq和 分别设置为 1和 0.05. 

2.1.2    数据集与评价指标

64× 64

训练阶段使用 DIV2K和 Flickr2K数据集, 共包

含 3 550张不同场景的高分辨率图像, 按照随机划分

原则选取 100张作为验证, 其余 3 450张作为训练集;
训练前对高分辨率图像裁剪为 非重叠图像

块, 并通过随机水平翻转、90°旋转等方法进行数据

增强, 低分辨率图像则由高分辨率图像经双 3次插

值下采样生成, 形成训练样本对. 测试阶段选用 Set5、
Set14、Urban100和 Manga109共 4个涵盖多样场景

的经典基准数据集.

Y

本文采用的评价指标包括峰值信噪比 (PSNR)、
结构相似度 (SSIM)、参数量 (Params)以及乘加运算

量 (Multi-adds). 其中: PSNR和 SSIM均在 YCbCr颜
色空间的 通道计算; Params和 Multi-adds则直接

统计模型的参数总量和乘加运算总量. 最终结果为

各测试集所有图像的 PSNR、SSIM平均值, 以及模

型的 Params、Multi-adds统计值, 以全面反映模型的

综合性能. 

2.2    对比实验与结果分析
 

2.2.1    有参图像验证实验

本节在 Set5、Set14、Urban100和 Manga109测
试集上进行不同倍数超分辨率重构实验, 并进行主

客观分析, 同时与 FDIWN[10]
、NGswin[12]、SMFAN[16]

、

BSRN[8]
、 AWSRN[9]

、 EDSR  [6]
、 FIWHN[15]

以 及

SAFMN[7]
方法进行比较.
∼表 1   表 3为各数据集重构图像的 PSNR和

SSIM的平均值. 其中: ↑表示数值越大越好, 重构效

果最优的用粗体表示, 次优的用下划线表示. 实验结

果表明: EDSR方法由于未引入注意力机制, 导致高

频信息恢复能力不足 , 在多种方法中性能最差 ;
SAFMN和 SMFAN两种方法均借鉴 Transformer的
自注意力机制来提升全局建模能力, 但是, 由于缺乏

局部与全局特征间的有效交互机制, 仍然未达到最

优重建效果; AWSRN和 FIWHN方法通过自适应加

权机制增强特征表达能力, 因此, 取得了相对更好的

重建性能; NGswin方法通过引入 N-Gram上下文建

模策略, 有效提升了性能指标; BSRN通过优化蓝图

卷积结构, 进一步增强了重构质量; 相比之下, 所提

出网络模型在保持较低的参数量和计算复杂度的同

时取得了最优的结果, 表明所提出方法在模型参数

量与性能间取得了较好的平衡. 值得注意的是, 所提

出方法在 4个数据集上的 PSNR和 SSIM均展现出

显著优势, 尤其是在 3倍和 4倍超分辨率实验. 与次

优方法相比 , 所提出方法在上述 4个数据集上的

1726 控 制 与 决 策 第41卷



PSNR分别提升了 0.62%、0.42%、0.41%和 0.71%;
SSIM值分别提升了 0.26%、0.32%、0.29%和 0.15%.

∼部分重构结果如图 4   图 6所示: EDSR方法

重构图像过于平滑, 整体模糊; SAFMN方法虽然改

善了图像模糊 , 但是依然丢失了部分细节纹理 .
SMFAN方法在细节强化上表现出色, 能够提取更多

纹理信息, 但是在处理复杂细节时, 尤其是树叶等物

体上, 产生了不真实的细节, 偏离了实际纹理; BSRN
方法在细节恢复方面较为均衡, 但是高频区域仍然

有模糊现象; AWSRN增强了对比度和清晰度, 但是

局部细节出现软化, 导致部分区域仍然显得模糊; 与
前述方法相比, FIWHN方法能够恢复更多的高频信

息, 但是细节边缘仍然存在伪影现象; 相较之下, 所
提出网络模型在细节恢复上表现出明显优势, 能够

更精确地恢复清晰的细节纹理, 并有效缓解了伪影

问题. 由此可见, 所提出方法在恢复细节纹理的问题

上有着先进的性能.
 

2.2.2    无参考图像验证实验

为进一步验证网络的性能, 本节采用自制数据

集进行无参考图像重构实验. 该数据集由手机拍摄

的 20张真实照片组成 , 采用 NIQE (natural  image
quality  evaluator)作为无参考图像质量评价指标 .
NIQE值越低, 测试图像与自然图像的差异越小, 重
构效果越好. 表 4为不同方法进行 4倍超分辨率重

 

(×2)表1     不同方法各数据集的 PSNR/dB 和 SSIM 均值比较

算法 Params/K Multi-adds/G
Set5 Set14 Urban100 Manga109

PSNR↑ SSIM↑ PSNR↑ SSIM↑ PSNR↑ SSIM↑ PSNR↑ SSIM↑

FDIWN[10] 629 112.0 38.07 0.960 8 33.75 0.920 1 32.40 0.930 5 38.85 0.977 4

NGswin[12] 998 140.4 38.05 0.961 0 33.79 0.919 9 32.53 0.932 4 38.97 0.977 7

SMFAN[16] 186 82 38.08 0.960 7 33.65 0.918 5 32.20 0.928 2 39.11 0.977 9

BSRN[8] 332 73 38.10 0.961 0 33.74 0.919 3 32.34 0.930 3 39.14 0.978 2

WSRN[9] 1 397 320.5 38.11 0.960 8 33.78 0.918 9 32.49 0.931 6 38.87 0.977 6

EDSR [6] 1 370 632 37.99 0.960 4 33.57 0.917 5 31.98 0.927 2 38.54 0.976 9

FIWHN[15] 705 137.7 38.16 0.961 3 33.73 0.919 4 32.75 0.933 7 39.07 0.978 2

SAFMN[7] 228 104 38.00 0.960 5 33.54 0.917 7 31.84 0.925 6 38.71 0.977 1

本文 696 141 38.18 0.961 4 33.93 0.920 9 32.82 0.935 9 39.43 0.978 5

 

(×3)表2     不同方法各数据集的 PSNR/dB 和 SSIM 均值比较

算法 Params/K Multi-adds/G
Set5 Set14 Urban100 Manga109

PSNR↑ SSIM↑ PSNR↑ SSIM↑ PSNR↑ SSIM↑ PSNR↑ SSIM↑

FDIWN[10] 645 51.5 34.52 0.928 1 30.42 0.843 8 28.36 0.856 7 33.77 0.945 6

NGswin[12] 1007 66.6 34.52 0.928 2 30.53 0.845 6 28.52 0.860 3 33.89 0.947 0

SMFAN[16] 191 38 34.42 0.927 4 30.41 0.843 0 28.22 0.852 3 33.96 0.946 0

BSRN[8] 340 33.3 34.46 0.927 7 30.47 0.844 9 28.39 0.856 7 34.05 0.947 1

AWSRN[9] 1 476 150.6 34.52 0.928 1 30.38 0.842 6 28.42 0.858 0 33.85 0.946 3

EDSR [6] 1 555 160.2 34.37 0.927 0 30.28 0.841 7 28.15 0.852 7 33.45 0.943 9

FIWHN[15] 713 62 34.50 0.928 3 30.50 0.845 1 28.62 0.860 7 33.97 0.947 2

SAFMN[7] 233 46 34.34 0.926 7 30.33 0.841 8 27.95 0.847 4 33.52 0.943 7

本文 702 68 34.65 0.929 4 30.58 0.846 9 28.76 0.864 5 34.34 0.949 2

 

(×4)表3     不同方法各数据集的 PSNR/dB 和 SSIM 均值比较

算法 Params/K Multi-adds/G
Set5 Set14 Urban100 Manga109

PSNR↑ SSIM↑ PSNR↑ SSIM↑ PSNR↑ SSIM↑ PSNR↑ SSIM↑

FDIWN[10] 664 28.4 32.23 0.895 5 28.66 0.782 9 26.28 0.791 9 30.63 0.909 8

NGswin[12] 1019 36.4 32.33 0.896 3 28.78 0.785 9 26.45 0.796 3 30.80 0.912 8

SMFAN[16] 197 22 32.25 0.895 6 28.71 0.783 3 26.18 0.796 2 30.82 0.910 4

BSRN[8] 353 19.4 32.35 0.896 6 28.73 0.784 7 26.27 0.790 8 30.84 0.912 3

AWSRN[9] 1 587 91.1 32.27 0.896 0 28.69 0.784 3 26.29 0.793 0 30.72 0.910 9

EDSR [6] 1 518 114 32.09 0.893 8 28.58 0.781 3 26.04 0.784 9 30.35 0.906 7

FIWHN[15] 725 35.6 32.30 0.896 7 28.76 0.784 9 26.57 0.798 9 30.93 0.913 1

SAFMN[7] 240 28 32.18 0.894 8 28.60 0.781 3 25.97 0.780 9 30.43 0.906 3

本文 717 39 32.50 0.899 0 28.88 0.787 4 26.68 0.801 2 31.15 0.914 5
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构后的平均 NIQE, 重构效果最好的用粗体表示, 部
分重构结果如图 7所示. 实验结果表明, 所提出方法

NIQE评分最低且纹理更加清晰自然.
 

2.3    消融实验
 

2.3.1    模型模块有效性分析

本节以 Urban100数据集 4倍超分辨率为例, 对

√

AF2M

各模块进行消融实验, 结果如表 5所示. 其中: ×表示

实验中未使用该模块,  表示使用了相应的模块, 重

构效果最好的用粗体表示. 实验结果表明, 模块同时

使用时取得了最佳表现. 与线性相加相比,  模

块将 PSNR提高 0.16 dB, 具体见组合 1和组合 4; 得

益于通道空间注意力机制, PTARB模块将 PSNR提

 

Urban100( 2)×
img_027

FDIWN NGswin SMFMN BSRN AWSRN

EDSR FIWHN SAFMN HR本文方法

图4    不同方法在 Urban100: img_027 图像 2 倍超分辨率重建效果比较

 

Manga109( 3)×
MiraiSan_crop

FDIWN NGswin SMFMN BSRN AWSRN

EDSR FIWHN SAFMN HR本文方法

图5    不同方法在 Manga109: MiraiSan_crop 图像 3 倍超分辨率重建效果比较

 

Urban100( 4)×
img_092

FDIWN NGswin SMFMN BSRN AWSRN

EDSR FIWHN SAFMN HR本文方法

图6    不同方法在 Urban100: img_092 图像 4 倍超分辨率重建比较

 

(×4)表4     不同方法在自建数据集的 NIQE 比较

算法 FDIWN[10] NGswin[12] SMFAN[16] BSRN[8] AWSRN[9] EDSR[6] FIWHN[15] SAFMN[7] 本文

NIQE↓ 6.39 6.28 6.43 6.36 6.32 6.97 6.15 6.67 5.98

 

our Dataset 04

FDIWN
NIQE = 5.92

NGswin
NIQE = 6.07

SMFMN
NIQE = 5.98

BSRN
NIQE = 5.87

EDSR
NIQE = 6.34

FIWHN
NIQE = 5.82

SAFMN
NIQE = 6.19

本文方法
NIQE = 5.73

图7    不同方法在自建数据集“04”图像 4 倍超分辨率重构效果比较
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高 0.08 dB, 具体见组合 1和组合 2; 基于反向投影思

想, CBFM模块将 PSNR提高 0.05 dB, 具体见组合

1和组合 3.
 

2.3.2    递进式特征融合有效性分析

本节以 Urban100数据集 4倍超分辨率为例对

3种不同融合方式进行对比实验: 1)使用递进式融

合网络 HFPFSRNet;  2)使用单阶段融合网络 SF_
SRNet; 3)使用逐元素相加的线性拟合网络 L_SRNet.
具体结构如图 8所示, 实验结果如表 6所示, 递进式

特征融合方式取得了最佳表现.
 
 

2
AF M

HFPFSRNet SF_SRNet L_SRNet

2
AF M

图8   3 种不同的融合方式
 
 

表6     不同融合方式的影响

方法 PSNR↑/dB SSIM↑

SF_SRNet 26.47 0.792 5

L_SRNet 26.54 0.798 2

HFPFSRNet 26.68 0.801 2
 

部分重构图像如图 9所示: SF_SRNet方式图像

窗格区域出现更加明显的模糊; L_SRNet方式窗格

区域较为模糊, 格纹边缘信息丢失严重; HFPFSRNet
重构图像具有更好的视觉效果.
 
 

Urban100: img_054.png

HR HFPFSRNet

L_SRNet SF_SRNet

图9   不同融合方式的视觉效果对比
  

2.3.3    损失函数超参数分析

λpixel = 1 λfreq

λfreq = 0.05

本文固定 , 设置不同 值分别在

Urban100数据集上进行 4倍超分辨率实验, 具体结

果如表 7所示, 其中各指标为所有测试图像平均值.
实验结果表明 时具有最佳效果.
 
 

表7     不同频域损失权重对模型的影响

λfreq 0 0.05 0.1 0.2

PSNR↑/dB 26.31 26.68 26.51 26.43

SSIM↑ 0.752 5 0.801 2 0.761 0 0.759 3
 

3    结　论

本文提出了一种异构特征递进融合的图像超分

辨率重构网络. 该网络通过逐层递进式的交互融合

机制, 实现了局部细节信息与全局长程依赖信息在

各层间的充分流动和互补. 为实现局部细节信息与

全局上下文信息的高效互补, 设计了自适应特征融

合模块, 以灵活调节两类信息的融合比例. 然后, 本
文设计了多分辨率协同上下文聚合模块, 针对大、

中、小 3种不同尺度的特征进行协同提取和交互. 同
时, 提出了渐近式三重感知残差块, 结合空间上下文

注意力机制, 捕获跨像素的长距离依赖, 从而促进了

多尺度特征的互补和一致性. 此外, 结合反射投影思

想, 提出了跨分辨反射投影融合模块, 通过上下采样

的迭代方式逐步细化不同分辨率特征. 在多个公开

数据集的实验结果表明, 与当前主流同类方法相比,
所提出方法在评价指标上均取得了较好的重构效果,
但是, 模型参数量和计算次数还有较大的压缩空间,
后续研究将继续探索更加高效的轻量化模型, 以在

模型的参数量与重建性能间实现更好的平衡.
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