
 

基于自适应参数优化与稀疏高斯过程

的机器人阻抗学习控制

方　正，彭光柱†，陈大鹏，李　涛

(南京信息工程大学 自动化学院，南京 210044)

摘　要: 针对机器人在与动态环境的交互过程中, 传统阻抗控制难以满足柔顺交互要求的问题, 提出了一种基于

迭代学习控制 (ILC)框架的自适应变阻抗控制策略, 以获得期望的机器人-环境柔顺交互行为. 该策略在迭代学

习基础上结合了 Adam优化算法与流式稀疏高斯过程 (SSGP), 改善了传统迭代学习控制 (ILC)中阻抗参数收敛

速度慢、泛化能力弱的缺点. 首先, 引入 Adam优化算法, 提出自适应梯度学习 (AGL)来指导迭代学习的学习率

设置, 加快阻抗参数的收敛速度;其次, 采用流式稀疏高斯过程, 把数据作为流式形式进行稀疏化处理, 保留关键

特征, 进而提升变阻抗策略对新任务的泛化能力. 实验结果表明, 相比传统迭代学习控制, 本文提出的变阻抗策略

显著提高了阻抗参数的收敛速度, 同时有效解决了阻抗学习中对学习率敏感和任务依赖性强的问题, 增强了阻抗

学习的泛化能力, 验证了所提方法的有效性与可行性.
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Abstract: To address the issue where traditional impedance control struggles to meet compliance requirements during
robot  interactions  with  dynamic  environments,  an  adaptive  variable  impedance  control  strategy  based  on  an  iterative
learning control (ILC) framework is proposed to achieve the desired compliant robot-environment interaction behavior.
This  strategy  integrates  the  Adam  optimization  algorithm  with  streaming  sparse  Gaussian  processes  (SSGP)  on  the
basis  of  iterative  learning,  addressing  the  shortcomings  of  slow  convergence  of  impedance  parameters  and  weak
generalization capability in traditional iterative learning control (ILC). First,  by learning from the Adam optimization
algorithm,  an  adaptive  gradient  learning  (AGL)  method  is  proposed  to  guide  the  learning  rate  setting  in  iterative
learning, thereby accelerating the convergence speed of impedance parameters. Second, by employing streaming sparse
Gaussian  processes,  data  is  sparsely  processed  in  a  streaming  manner  to  retain  key  features,  thereby  enhancing  the
generalization ability of the variable impedance strategy for new tasks. Experimental results show that, compared with
traditional iterative learning methods, the proposed method significantly improves the convergence speed of impedance
parameters. It  effectively addresses the issues of learning rate sensitivity and task-dependency in impedance learning,
while  enhancing  the  generalization  capability  of  impedance  learning,  thereby  verifying  the  effectiveness  of  the
proposed method.
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0    引　言

近年来, 随着机器人技术在工业制造
[1]
、医疗服

务
[2]
、家庭养老

[3]
等众多领域的应用日益广泛, 机器

人与环境之间的有效交互已成为关键问题. 机器人

需要在未知且动态变化的环境中执行精细的物理交

互任务, 例如在装配线上精准抓取零部件
[4]
、在未知

室内环境中实现自主导航与避障
[5]
等. 这类任务的

核心挑战在于: 机器人必须具备柔顺性, 即能够根据

接触状态自适应地调整其力学行为, 以保障交互的

安全性与任务的成功率.
阻抗控制

[6]
在机器人-环境柔顺交互控制领域中

有着广泛的应用, 其鲁棒性与可行性方面的性能表

现优异. 它通过调节机器人末端执行器的机械阻抗

来实现机器人与环境接触过程的柔顺控制, 从而切

实保障人或机器人在与环境交互过程中的安全
[7]. 但

在众多实际应用场景中, 使用固定阻抗参数的阻抗

控制常常偏于保守, 难以满足预期的交互需求, 机器

人可能需要具备在与环境的交互期间改变阻抗参数

的能力. 因此, 变阻抗控制
[8-9]

应运而生, 其关键在于

如何学习并调整最优的阻抗参数. 变阻抗控制在机

器人—环境交互控制中有着较大的发展, 董建伟等
[10]

基于力跟踪误差动态调整刚度参数 , 通过在 TX-
90机器人上的实验进行验证. 潘永平等

[11]
也提出了

一种基于近似动态反转的机器人稳定性保证的变阻

抗控制方法. 然而, 由于环境建模工作面临较多困难,
如何学习与调整机器人阻抗参数, 仍然是一项具有

挑战性的任务.
采用优化方法 (如迭代学习 (IL)与强化学习)调

整阻抗参数, 是提升机器人对环境与任务需求适应

能力的有效途径. 李亚楠提出的基于迭代学习的迭

代学习控制
[12] (ILC)能够在机器人与未知环境交互

过程中有效的学习机器人的期望阻抗, 其利用任务

可重复执行的特性, 通过多轮迭代不断修正控制输

入, 来在下一次执行中获得更优的性能. 这为机器人

在复杂环境下的精准、稳定交互提供了强有力的技

术支撑, 从而推动机器人技术在更广泛领域的深入

应用与发展.
然而, 传统阻抗迭代学习有三个主要缺点: 首先,

传统迭代学习没有合适的方法来指导学习率设置,
从而难以确保阻抗参数的收敛速度

[13]; 其次, 迭代学

习对初始位置和期望轨迹的变化有高敏感性
[13], 如

果初始位置/期望轨迹发生变化, 则阻抗参数需要重

新迭代; 最后, 传统迭代学习的泛化性较差, 如果任

务要求或者外界环境有所变化, 迭代学习则需要重

新设置.
针对迭代学习收敛速度慢的问题 , 本文引用

Adam(adaptive moment estimation)算法
[14]

以加快阻

抗参数的收敛过程. Adam算法通过计算梯度一阶矩

和二阶矩的估计值, 为不同参数自适应地调整学习

率 .  Adam算法旨在结合两种流行方法的优势
[15]:

AdaGrad(Duchi等人, 2011年), 该方法在处理稀疏梯

度时表现良好, 以及 RMSProp(Tieleman and Hinton,
2012年), 该方法在在线和非平稳环境下表现优异.
Adam算法的优点在于其通过维护梯度的一阶矩 (均
值)和二阶矩 (未中心化的方差)的指数移动平均, 动
态调节每一步的更新幅度, 从而在稀疏梯度或非平

稳目标函数等复杂场景下表现优异.
在此基础上 , 本文采用流式稀疏高斯过程

(SSGP)[16], 提升变阻抗控制策略的泛化能力, 以及进

一步提升迭代阻抗学习中阻抗参数的收敛速度. 高
斯过程 (GP)作为一种非参数贝叶斯方法

[17], 具有建

模灵活性
[18]

和不确定性估计
[19], 但其对大量数据的

计算复杂度较高
[20]. 流式稀疏高斯过程则完美解决

了计算复杂度的问题, 其将数据流式稀疏化以来部

署高斯过程概率模型. 该框架将 Csató与 Opper基于

变分自由能 (VFE)和期望传播 (EP)两种近似推断

方法
[21-22]

提出的两种开创性在线回归方法纳入统一

体系. 该框架在理论上也与流式变分贝叶斯方法
[23]

相关联, 这一新框架下, 这些经典算法皆可被视为特

例. 此外, SSGP进一步提出了系统化的超参数学习
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图1    ILC-SSGP 方案的控制结构
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方法 (稀疏在线高斯过程 SOGP[21] 未涉及该问题且

其扩展具有显著挑战性)和伪输入位置优化方法 (此
前仅可通过人工设计的启发式规则化处理).

基于上述讨论, 本文提出了一种新的阻抗迭代

学习控制框架, 其结构如图 1所示. 本文创新点如下:
(i)在 ILC基础上引入 Adam优化算法, 提出了

一种自适应梯度学习 (AGL)控制策略, 指导了迭代

学习中学习率的设计. 与采用固定学习率的阻抗迭

代控制相比
[24,25], 阻抗参数的收敛速度得到了显著的

提升.
(ii)采用流式稀疏高斯过程 (SSGP), 通过在线稀

疏化学习先前迭代轮次中的知识, 和常规高斯过程

(GP)[16] 相比明显减少了计算复杂度. 在 AGL的基础

上进一步提升了迭代学习的收敛速度, 并显著增强

了变阻抗策略的泛化能力.
(iii)同基于固定网格分布的 RBF神经网络控制

器
[26]

不同 , 本文设计的径向基函数神经网络

(RBFNN)控制器, 设计过程中采用了基于 K均值算

法的神经元选取, 显著减轻了计算量, 改善了非线性

逼近与控制性能. 

1    迭代阻抗学习

考虑一个刚性机械臂与未知环境物理交互的系

统, 其中机械臂运动学
[27]

公式为:
x(t) = Φ(q(t)),

ẋ(t) = J(q(t))q̇(t), (1)

x(t) ∈ Rn

q(t) ∈ Rn

Φ

J(q(t))

式中,  代表机械臂末端在笛卡尔空间中的

位置, 其方向由欧拉角表示,  是关节空间

中的位置,  是从关节空间映射到笛卡尔空间的函

数,  是雅可比矩阵, n是关节 (DoFs)的数目.
机器人机械臂在关节空间的动力学模型可描述

为:
M(q)q̈ + C(q, q̇)q̇ +G(q) = τ − τe

τe = JT (q)fe. (2)

M(q) ∈ Rn×n C(q, q̇) ∈ Rn×n

G(q) ∈ Rn

τ ∈ Rn fe

其中 表示惯性矩阵 , 
表示向心-科里奥利矩阵,  是一个重力力

矩,  是一个控制力矩,  是机器人末端执行器

处的相互作用力, 其可由力/扭矩传感器测量.
未知环境动力学模型可描述为如下的质量-阻

尼-弹簧模型:

Me(t)ẍ+Be(t)ẋ+Ke(t)x = fe (3)

Me(t) ∈ Rn×n Be(t) ∈
Rn×n,Ke(t) ∈ Rn×n

其中 x(t)是环境的位姿 ,  , 
分别表示环境的对角惯性、阻

尼和刚度矩阵.
将环境模型 (3)转换为状态空间方程形式:

{
χ̇ = A(t)χ+B(t)fe

H = Cχ
(4)

χ(t) = [xT (t), ẋT (t), (
w t

0
fe(τ)dτ)

T ]T ∈ R3n

H(t) ∈ Rn C ∈ Rn×3n A(t) ∈ R3n×3n, B(t) ∈
R3n×n

式 中 ,

,  并且

表示为:

A=

 0 I 0
−M−1

e Ke −M−1
e Be 0

0 0 0

 , B=

 0
−M−1

e

I


在迭代阻抗学习中, 通过设置适当的 C值来改

变期望输出 H, 可以获得不同的交互效果.

fe(t)在状态空间表达式 (4)中, 相互作用力 通

过以下迭代学习公式更新:

fk
e (t) = fk−1

e (t) + β′[Hd(t)−
k

H (t)]. (5)

k Hd(t) ∈ Rn

β′ ∈ R+ ∥I− β′BC∥∞ < 1

CB I BC

fk
e (t)

k → ∞ Hk(t) Hd(t)

其中,  表示迭代次数,  则表示期望的系统

输出. 学习率 必须确保   ,

其中 是非奇异矩阵,  表示为与 维度匹配的

单位矩阵 . 这个迭代过程逐步修正 , 使得当

时,  可以收敛到 .

目标阻抗模型
[24] 可以表示为:

Md(t)(ẍr − ẍd) +Bd(t)(ẋr − ẋd)+

Kd(t)(xr − xd) = fe. (6)

Md(t) ∈ Rn×n, Bd(t) ∈ Rn×n Kd(t) ∈ Rn×n

xd(t) ∈ Rn

xr(t) ∈ Rn

式中,  和

分别表示机器人手臂期望对角惯性矩阵、期望对角

阻尼矩阵和期望对角刚度矩阵,  表示期

望的运动轨迹,  表示参考轨迹.

L(t) = ∥H(t)−Hd(t)∥2

C(t)

L(t)
Bk

d (t) Kk
d (t)

为了衡量机械臂与外界环境的交互性能, 定义

一个代价函数 . 此代价函数

的定义表明, 阻抗学习的目标可以通过选择不同的

来实现轨迹跟踪、积分力跟踪, 或这两者的组合

/折衷. 为最小化代价函数 , 采用以下梯度下降法

来对阻抗参数 和 进行迭代更新:
Bk

d (t) = Bk−1
d (t)− βB(

∂fk
e (t)

∂Bk
d (t)

)T (
∂Lk(t)

∂fk
e (t)

)T

Kk
d (t) = Kk−1

d (t)− βk(
∂fk

e (t)

∂Kk
d (t)

)T (
∂Lk(t)

∂fk
e (t)

)T

(7)

βB, βK ∈ R+

(∂fk
e (t)/

∂Bk
d (t))

T = ėk(t) (∂fk
e (t)/∂K

k
d (t))

T = ek(t)

ek(t) = xk
r(t)− xd(t)

Bk
d (t) Kk

d (t)

L(t)

式中,  分别表示阻尼矩阵和刚度矩阵的

学习率. 从目标阻抗模型 (6)可以计算得出

和 其

中 表示在第 k次迭代时的位

置跟踪误差. 因此,  和 通过下式迭代更新

以最小化代价函数 :
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{
Bk

d (t) = Bk−1
d (t)− αBė

k(t)(Ḣk(t)− Ḣd(t))
T

Kk
d (t) = Kk−1

d (t)− αKe
k(t)(Ḣk(t)− Ḣd(t))

T

(8)

αB, αK ∈ R+其中,  分别是阻尼矩阵和刚度矩阵的

新学习率.
在传统的机器人与环境交互的迭代学习控制

[13]

(ILC) 中, 阻抗参数通过固定学习率的梯度下降法进

行更新 (如公式 (8)所示). 然而, 传统迭代学习常常

面临收敛速度慢、对初始条件敏感以及对任务变化

适应性差等一系列问题. 

2    自适应梯度学习

为了解决上一节提出的问题, 本文受 Adam算

法启发, 并提出一种自适应梯度学习 (AGL) 控制策

略, 通过自适应学习率机制和动态梯度矩估计来提

高阻抗参数迭代学习的效率.
Adam算法是一种高效的自适应随机优化算法

[28],
其融合了 AdaGrad与 RMSProp两种方法的优势

[15],
能为高维参数空间及大规模数据问题提供更为鲁棒

的参数更新策略. 自适应梯度学习 (AGL) 的核心思

想在于利用梯度的一阶矩 (均值)和二阶矩 (非中心

方差)的指数移动平均值, 为每个参数动态调整学习

率, 从而适应具有不同特征的梯度分布. 自适应梯度

学习参数更新的幅度对于梯度的重新缩放是不变的,
其步长近似受步长超参数限制, 它无需依赖静态目

标函数, 便能有效处理稀疏梯度, 并且天然地实现了

步长退火机制.
本节提出的自适应梯度学习 (AGL) 控制策略通

常通过以下迭代步骤更新参数:
kth

mk vk

1): 梯度矩估计: 在每 次迭代时, 计算梯度的

一阶矩 (均值)  和二阶矩 (方差)  :

mk = β1mk−1 + (1− β1)gk,

vk = β2vk−1 + (1− β2)g
2
k. (9)

gk β1 β2其中,  是当前梯度,  ,  是控制调节平均值的衰

减率.
2): 偏差校正: 为了消除由零初始化矩估计引起

的初始偏差, 引入以下偏差校正估计项:

m̂k =
mk

1− βk
1

,

v̂k =
vk

1− βk
2

. (10)

αB αK

3): 自适应参数更新: 根据校正后的矩估计来调

整学习率并更新参数, 取代上一节迭代学习中固定

的学习率 与 :

θk = θk−1 − α · m̂k√
v̂k + ϵ1

. (11)

α ∈ R+ ϵ1 ∈ R其中,  是全局学习率,  是一个用于保

证分母数值稳定性的微小常数.
根据公式 (9)-公式 (10), 阻抗参数的更新公式

(8)变为:Bk
d (t) = Bk−1

d (t)− θBke
k(t)(

k

H (t)− Ḣd(t))
T

Kk
d (t) = Kk−1

d (t)− θRke
k(t)(

k

H (t)− Ḣd(t))
T

(12)

θBk θKk其中,  和 分别是通过 AGL学习到的期望阻

尼矩阵和刚度矩阵的新学习率.

v̂k

通过自适应调整学习率, AGL能在遭遇稀疏或

非平稳梯度 (如接触平面突变)时自动增大更新步

长, 有效避免了固定学习率 ILC中常见的振荡或收

敛停滞现象, 从而显著加速参数收敛过程. 此外, 二
阶矩估计 隐含地捕获了历史梯度分布的信息, 使
得参数更新能更侧重于反映长期趋势, 而非受瞬态

噪声干扰, 增强了对任务轨迹或初始条件变化的鲁

棒性.
综上所述, 本节所提出的自适应梯度学习 (AGL)

控制策略有效提升了阻抗参数的学习效率与收敛速

度, 使其在动态复杂的机器人交互任务中表现更为

高效. 

3    流式稀疏高斯过程

为了提升变阻抗控制策略的泛化能力, 以及在

AGL的基础上进一步提升阻抗参数的收敛速度, 本
节引入流式稀疏高斯过程 (SSGP), 用以优化阻抗参

数的自适应调整过程. SSGP通过利用不断更新的高

斯概率模型, 能够在线估计阻抗参数. 与标准高斯过

程回归相比, 该方法能显著降低计算与存储的复杂

度. 它能够提供准确的阻抗参数预测, 既通过减少对

试验和误差更新的依赖性来加速收敛, 又可以快速

适应先前未见过的环境或者满足不同的任务需求,
从而全面提高 ILC在处理动态任务和环境变化时的

效率.
流式稀疏高斯过程 (SSGP) 推广了变分自由能

(VFE) 和期望传播 (EP) 的知识框架
[16], 确保随着数

据流入数据集, 模型可以收敛到真实的后验分布.
SSGP本质上平衡了探索  (exploration) 和利用

(exploitation), 该特性使其非常适用于动态的机器人

交互任务.

Bd(t) Kd(t)

本节提出的可变阻抗策略采用 SSGP建模, 它
允许数据以流的方式对后验分布和超参数进行增量

更新. 基于 SSGP的阻尼参数 和刚度参数

表示如下:
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{
Bd(t) = πBd

(xd(t), ẋd(t), x(t), ẋ(t), fe(t))

Kd(t) = πKd
(xd(t), ẋd(t), x(t), ẋ(t), fe(t))

(13)

πBd
πKd

其中模型 和 通过迭代流式稀疏高斯过程

(SSGP) 模型来表示:{
πBd

∼ SSGPk(0,K(h, h′ | θ))
πKd

∼ SSGPk(0,K(h, h′ | θ))
(14)

h, h′ ∈ H := {xd(t), ẋd(t), x(t), ẋ(t), fe(t)}
t ⩾ 0 SSGPk k

θ SSGPk

其 中 ,
. 这里,  表示第 次迭代时的 SSGP模

型, 它通过有原则的稀疏性约束, 在丢弃冗余信息的

同时增量式地纳入新数据. 超参数 取决于

的协方差函数.

kth

hk

γhk

SSGP采用一种流式处理机制来逼近上述映射

关系, 与多数具有固定稀疏性约束的经典迭代高斯

过程 (GPs) 不同, 该机制使 SSGP能够在新数据实时

到达时持续优化其预测, 同时通过一个伪输入点集

合 (OP) 来表示历史知识. 在每 次迭代时, SSGP
首先需处理新到达的数据. 对于每个新数据点 , 基
于再生核希尔伯特空间 (RKHS)[21] 理论, 通过计算

其残差误差 来评估该数据点的新颖性:

γhk = K(hk, hk)−KT
hkOPK

−1
OPOPKhkOP (15)

OP

γhk > ϵ2 hk OP

ϵ2 ∈ R+

其中 表示当前伪输入点集中的所有点 . 如果

, 则将新数据点 添加到 中 , 此处

为一预设阈值.

F(θ)

hb

F(θ)

随后, SSGP需对伪输入点集合进行动态优化.
通过对变分自由能 执行梯度上升操作, 调整伪

输入点位置 , 以捕捉数据分布的动态变化. 与此同

时 ,  SSGP还需要在线优化核超参数 (例如长度尺

度、噪声方差). 变分自由能 通过下式增量方式

进行最大化:
F(θ) = logN (ŷ; 0,KĵbK

−1
bb Kbf̂ +Σŷ)−

1

2σ2
y

tr(Kff −KfbK
−1
bb Kbf) + ∆a. (16)

ŷ

f a, b ∆a

其中 是一个融合了新的观测值和先验知识的数值,
是训练点的潜在函数值.  和 通过先前迭代的

近似误差来进行校正, 它们的具体含义见文献 [16].
最后, 若当前伪输入点集合 OP的规模超过预设

值, 则采用基于再生核希尔伯特空间 (RKHS) 的相

似性度量, 移除对 SSGP模型贡献最小的伪输入点,
从而保证模型的稀疏性与计算效率. ILC-SSGP的更

新细节见算法 1.

算法1　ILC - SSGP的更新过程

hkRequire 　 新数据点

OP　　　　 当前伪输入点集合

ϵ2　　　　 预先设定的阈值

γhk　　使用公式(15)计算新数据点的新颖性 .

γhk > ϵ2If   then

hk OP　　　将新数据点 添加到伪输入点集合 中.
Else

F(θ)　　　通过 在线进行变分自由能推断与学习.
End if

OP > MIf集合 中数据点个数  then
　　　使用基于再生核希尔伯特空间 (RKHS) 的度量方法

删除信息贡献最小的伪输入点.
End if

F(θ) θ　　　通过对 进行随机梯度上升来优化  .

O(M 2) M

通过在线超参数学习, SSGP动态地调整内核参

数, 从而避免了次优的手动调整超参数. 此外, 遗忘

机制可以防止模型对冗余数据过拟合, 同时保留可

用于不同任务的通用知识. 最后, 通过维持伪输入集

OP的大小固定, 使得每次迭代的计算复杂度保持为

, 其中 是提前设定好的集合伪输入点数量.

SSGP并非仅作为历史数据的被动存储器, 而是

主动为 AGL提供高质量的初始参数. 当系统面对新

任务或新环境时, SSGP可基于已学得的映射关系,

立即预测出一组合理的初始阻抗参数. 这使得 AGL

不再从零开始或从任意初值摸索, 而是在一个高度

相关的起点上进行微调, 显著减少了收敛所需的迭

代次数.

本节所提出的 ILC-SSGP可变阻抗策略通过系

统地整合流式数据并对其稀疏化处理, 同时保持计

算量的可处理性, 具有更快的阻抗参数收敛速度与

更强的泛化能力.
 

4    自适应控制器设计

Md(t), Bd(t) Kd(t)

xr

t → ∞ x xr

本文提出的自适应变阻抗控制策略主要包括两

个步骤: 阻抗学习和位置控制. 在阻抗学习步骤中,

本文需要在考虑外界未知环境动力学的同时, 通过

上述提出的变阻抗控制策略中得到的期望阻抗参数

和 , 接着通过目标阻抗模型 (6)

得到参考轨迹 , 以实现特定的期望交互性能. 在位

置控制步骤中, 本节要设计一个优化神经元节点分

布的径向基函数神经网络
[29] (RBFNN-O)位置控制

器, 使得当 时 趋近于 , 从而使得目标阻抗

模型 (6)变为:

Md(t)(ẍ− ẍd) +Bd(t)(ẋ− ẋd)+

Kd(t)(x− xd) = fe. (17)

xr仅有参考轨迹 会根据公式 (6)更新, 而内环位置控

制回路的控制性能不受外环阻抗学习的影响.
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e1 = qr − q

e2 = K1e1 + ė1. (18)

qr q

K1 > 0

式中 与 为由逆运动学得到的关节期望轨迹和实

际轨迹,  .
q̇a(t)

q̈a(t)

定义误差信号为: 定义辅助参考速度 和加

速度 为:

q̇a = q̇ + e2
q̈a = q̈ + ė2. (19)

控制输入设计为:

τ = K2e2 + Ŵ TS(ζd) + τe. (20)

K2 > 0 ζd = [qr, q̇r, q̈r]
T Ŵ

ζd Ŵ TS(ζd)

M(qr)q̈r + C(qr, q̇r)q̇r +G(qr)

其中,  ,  ,  是估计的权重向

量,  表示神经网络的输入.  则是用来逼近

未知动力学 .
f(ζd)RBFNN-O沿着参考轨迹逼近

[30], 其表达

式为:

f(ζd) = W ∗TS(ζd) + ϵ(ζd). (21)

|ϵ(ζd)| < ϵ∗ W ∗其中 是一个有界的逼近误差. 是理想

权重向量.
每个神经元使用高斯激活函数:

sl(ζd) = exp[−(ζd − µl)
T (ζd − µl)

ξ2
l

]. (22)

ξl µl l

µl

l

其中,  和 分别是第 个神经元的宽度和中心. 在控

制输入 (20)中 ,  通过 K均值 (K-means)算法
[29,31]

得出. K-means是一种经典的无监督算法, 通过最小

化簇内距离平方和将数据划分为 个簇:

J =
N∑
l=1

M∑
i=1

∥ζ(l)
di − µl∥2. (23)

权重更新律设计为:
˙̂
W = β(S(ζd)e2 − σ1Ŵ ). (24)

W̃ = W ∗ − Ŵ β = βT > 0

S(ζd) = [s1(ζ
1
d), . . . , sN(ζ

N
d )]T σ1 > 0

其中 ,  表示对称正定增

益矩阵,  ,  .

Z =

[e1, e2]
T W̃

定理 1　对于一个给定的机械臂动力学模型

(2), 在控制输入 (20)和更新率 (24)作用下, 若参数

设计得当 , 闭环系统中的复合跟踪误差向量

, 估计误差 保持一致最终有界 (UUB).
证明　控制器稳定性证明如下

构建一个李雅普诺夫函数如下:

V =
1

2
eT1 e1 +

1

2
eT2 Me2 +

1

2
tr(W̃ Tβ−1W̃ ). (25)

对式 (25)求导:

V̇ = −eT1 K2e1 + eT2 e1 + eT2 (M(q)ė2 + C(q, q̇)e2)+

tr(W̃ Tβ−1 ˙̃W ). (26)

Ŵ TS(ζd)式 (20)中 表示为:

Ŵ TS(ζd) = M(q)q̈a + C(q, q̇)q̇a +G(q)−
H̃ − W̃ TS(ζd)− ϵ(ζd). (27)

H̃ = M(q)q̈a + C(q, q̇)q̇a +G(q)− (M(qr)q̈r

+C(qr, q̇r)q̇r +G(qr))

∥H̃∥ ⩽ ρ1(∥Z∥)∥Z∥
ρ1

其中

是用前馈动力学代替复合动

力学的残差. 不等式 通过中值

定理得到, 其中  是一类全局可逆增函数.
将式 (27)带入式 (20)得:

τ = K1e2 +M(q)q̈a + C(q, q̇)q̇a +G(q)−
H̃ − W̃ TS(ζd)− ϵ(ζd) + τe. (28)

将控制输入 (28)带入式 (2)得:

M(q)ė2 + C(q, q̇)e2 = −K2e2+

H̃ + W̃ TS(ζd) + ϵ(ζd). (29)

然后, 将式 (29)带入 (26)得:

V̇ = −eT1 K1e1 + eT2 e1 + tr(W̃ Tβ−1 ˙̃W )+

eT2 (−K2e2 + H̃ + W̃ TS(ζd) + ϵ(ζd)) ⩽

− λmin(K1 −
1

2
)∥e1∥2 − λmin(K2 − 1)∥e2∥2+

eT2 H̃ +
1

2
(ϵ∗)2+

tr(W̃ T (S(ζd)e2 − β−1 ˙̂
W )) ⩽

− λmin(K1 −
1

2
)∥e1∥2 − λmin(K2 − 1)∥e2∥2+

eT2 H̃ +
1

2
(ϵ∗)2 + σ1tr(W̃

TŴ ). (30)

通过杨氏 (Young)不等式得:

W̃Ŵ ⩽ 1

2
W ∗TW ∗ − 1

2
W̃ TW̃ . (31)

然后式 (30)变为:

V̇ ⩽ −λmin(K1 −
1

2
)∥e1∥2 − λmin(K2 − 1)∥e2∥2+

∥Z∥2ρ1(∥Z∥) + 1

2
σ1tr(W

∗TW ∗ − W̃ TW̃ )+

1

2
(ϵ∗)2. (32)

∥Z∥2ρ1(∥Z∥) + 1

2
σ1tr(W

∗TW ∗)+

1

2
(ϵ∗)2 ⩽ λmin(K1 −

1

2
)∥e1∥2+ λmin(K2 − 1)∥e2∥2+

1

2
σ1tr(W̃

TW̃ ) V̇ ⩽ 0

如果不等式

 

成立, 则 .

∥e1∥
∥e2∥ ∥W̃∥

上面不等式表明, 通过选择合适的参数,  ,

和 是有界的.

此控制器利用期望轨迹的先验信息 , 采用 K-
means对输入数据进行聚类, 将聚类中心作为神经

元, 使神经元分布更贴合有效输入域, 从而在显著减

少神经元数量的同时改善非线性逼近与控制性能. 

5    仿真结果分析 
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5.1    仿真环境设置

为验证所提出的 ILC-SSGP方法的收敛性能和

泛化性能, 在 MATLAB软件环境中对一个模拟的

2自由度协作机器人进行了仿真研究. 内环采用采样

周期为 1毫秒的神经网络自适应位置控制器, 外环

导纳控制的采样周期设置为 10毫秒. 为简化分析,
以下讨论限定于 z轴方向的可变阻抗参数.

x0 = [−1, 3]T

fd = 0 N

初始位置设置为 , 期望交互力

. 期望的关节轨迹由以下五阶多项式规划:

xd(t) = 15(
t

th
)5 − 25(

t

th
)4 + 22(

t

th
)3, th = 5 s

环境模型式 (3)被设定为时变非均匀对象, 其中

参数设置如下:

Be = 0.2δ(t)I, Me = 0.02δ(t)I, Ke = 20δ(t)I

δ(t) = (sin(πt) + 0.25)2

Be,Me,Ke t > 1.75 s

Md(t)

Bk
d

Kk
d

B0
d(t) = 10I,K0

d(t) = 10I .

其中时变因子设置为 , 且环

境参数 在 时强制置零以来验

证变阻抗控制策略的鲁棒性. 每次实验初始位置与

期望轨迹设置与首次实验保持一致. 为避免目标阻

抗模型 (6)中 任意选取导致的失稳问题, 将其

固定为表现惯量, 而 ILC-SSGP的阻尼参数 与刚

度参数 分别由两个流式稀疏高斯过程表示, 初始

值设为 公式 (8)中的学

αB, αK ∈ R+

β1 = 0.9, β2

= 0.999, δ = 0.01, ϵ = 0.03

C = [50, 0, 1]T

习率参数 设定为 20, 自适应梯度学习

(AGL)的 变 阻 抗 策 略 参 数 设 定 为

. 阻抗迭代学习执行共

执行 10次迭代, 公式 (4)中代价函数系数 选取为

, 对应代价函数为

L(t) = ∥50ex(t)−
w t

0
ef(s)ds∥2.

ILC-SSGP高斯过程的核函数采用平方指数形

式:

K(h, h′) = σ2
v exp(−

(h− h′)TΛ(h− h′)

2σ2
).

σ2
v Λ其中 为信号方差,  为包含特征长度尺度的对角

矩阵. 

5.2    参数收敛性能比较

Bd(t)

Kd(t)

L(t)

从图 2中可以看出, 采用 Adam算法的自适应

梯度学习 (AGL) 控制策略, 其阻尼参数 和刚度

参数 更新速度更快, 且数值变化更为显著, 因
而能在更少的迭代次数内达到更高的峰值. 这是由

于所提出的 AGL策略能够自适应地调整学习率, 从
而显著提升了阻抗参数的学习效率. 因此, 相较于传

统迭代学习控制 (ILC), 经 AGL策略优化的代价函

数 收敛速度更快, 表明其能带来更柔顺的机器

人交互性能.
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图2   传统迭代学习 (ILC)(红色) 和提出的自适应梯度学习 (AGL) 控制策略 (蓝色) 以及流式稀疏高斯过程 (ILC-SSGP) 控
制策略 (绿色) 的比较. 这些图示出了阻尼参数、刚度参数 和代价函数 在 10 次迭代中的演变.

 

Bd(t)

Kd(t)

L(t)

从图 2中还可以观察到, 本文所提出的流式稀

疏高斯过程控制策略 (ILC-SSGP) 的阻尼参数

和刚度参数 变化趋势, 相较于自适应迭代学习

控制策略 (AGL) 更为迅速. 这是因为所提出的 ILC-
SSGP基于自适应迭代学习控制策略, 进一步利用了

从当前迭代数据中在线学习到的知识, 能够为后续

迭代提供预测性调整趋势, 从而进一步加速了收敛

过程. 同时, ILC-SSGP方法具有比自适应迭代学习

控制策略更低的代价函数 .
 

5.3    任务泛化性能比较

传统迭代学习控制 (ILC)在处理多任务场景或

应对时变任务需求时缺乏足够的灵活性, 导致机器

x0 = [−1.5, 3.5]T Ke

Ke = 40δ(t)I δ(t) =

(0.75 sin(πt) + 0.25)2

人难以快速调整其控制策略. 当任务要求或外部环

境发生变化时, 往往需要重新进行完整的迭代学习

过程. 为了验证本文提出的流式稀疏高斯过程 (ILC-
SSGP)控制策略的泛化性能, 我们将初始位置调整

为 , 并 将 刚 度 矩 阵 调 整 为

, 其中其中时变因子也变为

.

Bd(t) Kd(t)

L(t)

从图 3中可以看出, 在切换任务的情况下, 所提

出的流式稀疏高斯过程控制策略 (ILC-SSGP) 的阻

尼参数 和刚度参数 初始数值便已比传统

的迭代学习控制更优, 同时已经拥有了较低的代价

函数 . 这表明 ILC-SSGP通过其在线稀疏化与
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知识保留机制, 能够有效利用先前任务中学到的知

识, 从而在面临新任务时, 无需从头开始迭代便能提

供良好的初始可变阻抗策略, 无需从头开始迭代便

能提供良好的初始可变阻抗策略. 而传统 ILC因缺

乏这种机制, 其学习过程必须重新开始. 

5.4    控制器性能比较

K1 = diag{5, 5} K2 = diag{20, 20}

β = 0.2

[−1, 1]× [−1, 1]

×[−1, 1]× [−1, 1]× [−1, 1]× [−1, 1]

本节旨在评估所设计的 RBFNN-O控制器的轨

迹跟踪性能, 并将其与基于固定网格分布的 RBF神

经网络控制器 (RBFNN-L)[26] 进行对比分析. 控制参

数设置为 和 . 在
自适应 RBFNN-O控制器中 , 我们设置学习率为

. 当选择神经元时, 输入数据由参考轨迹生

成, 并应用 K-means算法选择 30个神经元. RBFNN-
L控制器的 729个神经元分布在

上, 其他参数

与RBFNN-O一致. 图 4(a)和 (b)表示不同控制器下跟

踪性能与逼近性能的对比, 仿真结果表明 RBFNN-O
控制器每个关节的跟踪与逼近误差最终收敛到零附

近的一个小邻域, 误差小于 RBFNNO-L控制器下的

跟踪与逼近误差, 充分验证了 RBFNN-O控制器的

有效性. 图 4(c)显示了 RBFNN-O控制器对应于关

节 1的神经网络权重, 权重保持有界且收敛. 

6    实验结果分析

200N/7Nm < 0.1%FS

为验证所提出的 ILC-SSGP变阻抗策略的实际

性能, 在一台六自由度工业机器人臂上进行了实验

验证. 如图 5所示, 实验用一台六自由度机器臂, 其
末端安装了一个量程 , 精度

的六维力传感器, 其用于测量外界环境施加的力/扭
矩. 为简化实验的复杂性, 将机械臂的运动约束为仅

沿其基座坐标系的 x轴方向进行平移运动.

qr(t) = 0.06t rad

实验场景如图 5所示, 机械臂末端与操作者人

手进行交互, 后者扮演一个未知的动态环境. 机械臂

末端期望轨迹设置为沿 x轴方向 , 期望轨迹为

  . 每次迭代开始时, 机械臂末端均

从初始位置开始运动, 而人手的位置在交互过程中

t = 0 t = 1

Md(t) Cd(t)

Gd(t) Cd0(t) = 6 Gd0(t) = 1

αB = 50 αK = 50

是固定的. 在每一次迭代中, 以 5s为周期, 相互作用

从 s开始, 在 s结束. 本实验考虑具有不同

控制目标的两种情况. 在这两种情况下, 惯性参数

被固定为等于表观惯量, 阻尼参数 和刚

度参数 的初始值为 和 ,

初始学习率设置为 和 .
在第一种情形下 , 我们选择代价函数系数为
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参数、刚度参数 和代价函数 在 10 次迭代中的演变.
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C = [20, 0, 1]T , 对应代价函数为:

L(t) = ∥20ex(t)−
w t

0
ef(s)ds∥2

Bd(t) Kd(t)

k = 3, 6, 9

此情形下, 轨迹跟踪比力调节更重要, 为了更好

地跟踪位置, 阻尼参数 和刚度参数 会变

得更大. 图 6展示了传统迭代学习 (ILC) 和所提出的

流式稀疏高斯过程 (ILC-SSGP) 控制策略在不同迭

代次数 的实验结果.

 

机械臂

环境

图5    六自由度机械臂与实验场景
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图6    第一种情形下 (a): ILC 的代价函数与阻抗参数; (b): ILC 的位置误差与相互作用力; (c): ILC-SSGP 的代价函数与阻
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Bd(t)

Kd(t)

从图 6中 (a)和 (c)的对比可以看出, 与仿真研

究结果一致, 本文所提出的流式稀疏高斯过程变阻

抗控制策略 (ILC-SSGP) 的阻尼参数 和刚度参

数 比传统的迭代学习控制 (ILC)的阻抗参数

更大. 相应地, 从图 6中 (b)和 (d)的对比可以看出,

由于 ILC-SSGP产生了更大的阻抗参数, 增强了机

L(t)

器人臂抵抗环境干扰的能力, 其末端位置跟踪误差

也更小. 因此, ILC-SSGP所对应的代价函数  值

也降至更低水平.

C = [2, 0, 1]T

在第二种实验情形下, 将代价函数系数调整为

, 此时代价函数为:
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L(t) = ∥2ex(t)−
w t

0
ef(s)ds∥2

Bd(t) Kd(t)

fe

k = 3, 6, 9

此情形下, 轨迹跟踪在代价函数中的权重相对

降低, 预期控制目标将更侧重于实现柔顺交互. 阻尼

参数 和刚度参数 趋势变小, 对于机械臂

与环境柔顺交互, 将导致较小的相互作用力 . 图 7
分别展示了传统迭代学习 (ILC) 和所提出的流式稀

疏高斯过程 (ILC-SSGP) 控制策略在不同迭代次数

的实验结果.

Bd(t) Kd(t)

L(t)

fe

t = 1

从图 7可以看出, 所提出的流式稀疏高斯过程

控制策略 (ILC-SSGP)与传统的迭代学习控制

(ILC)相比, 阻尼参数 和刚度参数 变化得

更剧烈, 代价函数 也变得更小. 与第一种情形不

同, ILC-SSGP的位置误差变得更大, 而相互作用力

变得更小 , 使得交互更柔顺 . 当相互作用力在

 s时立即降至零, 阻尼参数与刚度参数的学习

过程出现了一个短暂的过冲现象, 该现象对机械臂

的整体运动平稳性未产生显著影响. 

7    结　论

本文提出了一种新型的阻抗迭代学习策略, 该
策略将自适应梯度学习机制与流式稀疏高斯过程相

结合, 以提高未知环境下的阻抗学习效率. 此方法通

过 AGL动态调整更新步长, 有效加快了阻抗参数的

收敛速度, 同时通过 SSGP进一步加快收敛速度, 提
高对于新任务和动态环境的泛化能力. 最后, 通过全

面的仿真研究与机械臂实验验证, 证明了所提方法

的有效性与可行性. 与传统的迭代学习算法 (ILC)相
比, 新策略具有更快的阻抗参数收敛速度与更低的

代价函数, 同时泛化性能也显著提高. 未来工作将聚

焦于进一步提高学习效率, 探索其他高斯过程方法

或算法模型以增强策略的泛化性能.
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