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基于连续小波和 Li-Vit的高速列车振动故障检测

张　欣†，赵冬旭，马泽华，赵　丹，袁　伟，戴　昕，田慧欣

(天津工业大学 控制科学与工程学院，天津 300387)

摘　要: 针对高速列车走行部转向架轴箱轴承在复杂工况下运行具有不确定性与动态性, 且有效故障样本稀缺导

致的诊断精度低的问题, 提出一种基于 MCWT-Li-VIT网络的故障诊断方法. 首先, 提出一种基于统计特征的离

散型工况识别方法, 采用重要的时频域特征构建特征向量, 利用综合稳定性评分函数划分阈值, 提升状态数据的

有效性与稳定性; 其次, 构建包含多种母小波的连续小波变换知识库, 将一维状态信号转换为多角度、故障特征

更丰富的二维时频图谱, 进而设计一种 Li-ViT特征编码器, 将多头注意力替换为广播注意力降低复杂度, 保证识

别精度的同时显著提升训练与推理效率, 增强在边缘设备中的实时部署能力; 最后, 设计基于多模态时-频特征的

对比损失函数, 以有效训练 MCWT-Li-VIT网络, 并开发基于余弦相似性分析的故障检测算法. 采用 Jetson Orin
NX嵌入式板卡作为核心测试平台, 通过轴承试验台数据集的验证结果表明, 所提出方法在仅使用正常样本训练

的条件下, 在复杂工况中对故障状态的检测平均准确率达到 97.2%, 能够构建高性能、高效率的特征提取网络.
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Vibration  fault  detection  in  high-speed  trains  based  on  continuous
Twavelet transform and lightweight vision transformer
ZHANG Xin†，ZHAO Dong-xu，MA Ze-hua，ZHAO Dan，YUAN Wei，DAI Xin，TIAN Hui-xin

(School of Control Science and Engineering，Tiangong University，Tianjin 300387，China)

Abstract: The  axle  box  bearing  of  high-speed  train  bogies  operates  under  highly  uncertain  and  dynamic  conditions,
while the scarcity of effective fault samples leads to low diagnostic accuracy. To address this issue, this paper proposes
an  intelligent  fault  diagnosis  method  based  on  an  MCWT-Li-ViT  network.  First,  a  discrete  working  condition
identification  method  based  on  multi-dimensional  statistical  features  is  introduced.  This  method  constructs  a  feature
vector  using key time-frequency domain features  and uses  a  comprehensive  stability  scoring function to  set  adaptive
thresholds, thereby improving the representativeness of state data and the stability of condition partitioning. Second, a
continuous  wavelet  transform (CWT)  knowledge  base  containing  multiple  mother  wavelets  is  constructed  to  convert
one-dimensional  vibration  signals  into  two-dimensional  time–frequency  representations  with  multi-perspective
characteristics,  enhancing  the  diversity  and  discriminability  of  fault  features.  Furthermore,  a  lightweight  vision
transformer (Li-ViT) is designed as the feature encoder, in which the multi-head attention mechanism is replaced with a
broadcast  attention  mechanism  to  significantly  reduce  computational  complexity  while  maintaining  high  recognition
accuracy, thereby improving inference efficiency and deployment suitability on edge devices. Finally, a contrastive loss
function based on multi-modal time–frequency features is designed to effectively train the MCWT-Li-ViT network, and
a fault detection algorithm based on cosine similarity analysis is developed to accurately identify bearing health states.
Validation  on  a  dataset  from  a  bearing  test  rig,  using  the  Jetson  Orin  NX  embedded  platform  as  the  core  test
environment,  shows that  the  proposed method achieves  an average fault  detection accuracy of  97.2% under  complex
working  conditions  using  only  normal  samples  for  training,  demonstrating  excellent  engineering  applicability  and
generalization capability.
Keywords: bearing  fault  diagnosis； broadcast  attention  mechanism； zero-fault  samples； continuous  wavelet
transform；contrastive learning

 
 

收稿日期:  2025-10-14；录用日期: 2026-02-03.
基金项目:  国家自然科学基金项目 (52077153).
责任编委:  魏秀琨.
†通信作者. E-mail: zhangxin@tiangong.edu.cn. 

第 41 卷 第 7 期 控 制 与 决 策 Vol.41  No.7
2026年  7月 Control　  and　  Decision Jul. 2026

https://doi.org/10.13195/j.kzyjc.2025.1071
mailto:zhangxin@tiangong.edu.cn


 

0    引　言

故障检测作为高速列车智能运维的关键环节,
能够实时检测高速列车走行部转向架设备运行健康

状态, 有效预防严重故障的发生
[1]. 现有高速列车振

动故障检测方法主要分为模型驱动与数据驱动两类,
随着高速列车走行部转向架结构日益复杂, 模型驱

动方法在精确建模和检测精度方面面临显著困难
[2–3].

近年来, 数据驱动方法
[4-6]

因其优越的性能获得了关

注, 并在高速列车智能运维实际应用中展现出良好

效果.
数据驱动故障检测方法的精度在很大程度上依

赖于训练数据中故障数据的规模与质量. 在故障样

本充足的条件下, 诸如自编码器
[7]
及卷积神经网络

[8]

等方法已显示出明显优势. 然而, 工程实践中往往面

临故障样本稀缺甚至完全缺失的困境, 限制了这类

方法的推广与应用. 为应对样本不足的问题, 学者们

开展了诸多研究. 马骥腾等
[9]
提出了一种基于对抗

性训练与时空不变特性的域适应方法, 解决了源域

与目标域条件分布对齐不足和跨域训练效率缺失的

问题; 刘臻等
[10]

提出了小样本下嵌入压缩、激励的

残差网与元迁移学习的变工况轴承故障诊断方法,
利用少量样本微调高精度的元迁移网络, 进而实现

变工况下轴承高精度的故障诊断. 然而, 上述两种迁

移学习方法的效果依赖于源域与目标域数据间的分

布相似性, 且需模型具备较强的跨域表征能力, 其训

练难度较大. 随着数据生成对抗技术 (GAN)的不断

成熟, 利用生成故障样本扩充故障数据来解决工业

智能故障诊断数据挖掘模型的训练数据不平衡和小

样本的问题. 吴董炯等
[11]

提出一种基于数值模拟生

成故障数据并将有限元技术与深度卷积神经网络相

结合, 在故障样本不足及部分故障信号难以测量的

情况下实现端到端的智能故障诊断; 邱晓红等
[12]

提

出一种高频引导的扩散模型故障诊断样本增广方法,
解决了数据增强方法存在的训练不稳定和模式崩溃

缺陷, 为工业场景中的样本不平衡问题提供了稳定

可靠的解决方案. 尽管如此, 高速列车转向架设备实

际运行中故障发生率低、故障模式多样, 常缺乏真实

故障样本供生成模型学习, 使得此类方法应用受限.
作为一种在高速列车智能运维中具有重要应用

前景但在工业故障诊断领域仍待突破的重要方法,
零样本学习最初源自于计算机视觉图像识别与自然

语言处理大模型领域. 受其启发, 苑茹等
[13]

提出基于

反馈对比生成的零样本滚动轴承复合故障诊断模型,
引入注意力引导 ConvNeXt特征提取模块和对比学

习模块, 提高特征生成器的性能和特征的辨别力, 在
样本稀少情况下为工业智能故障诊断提供有效的解

决方案. 然而, 高速列车走行部转向架设备轴承状态

数据具有明显的时序特性, 若历史振动数据代表性

不足, 则离线训练所得的模型易出现泛化能力弱、检

测精度下降甚至失效等问题. 并且高速列车走行部

转向架运行于复杂多变工况下, 监测振动数据分布

随之动态变化, 离线模型难以涵盖未知工况, 导致在

线应用时检测性能下降. 因此, 面向工程应用的故障

检测方法需同时满足零样本建模能力与对多变工况

的快速自适应能力, 以实现全生命周期内的高精度

状态监测.
针对高速列车走行部转向架振动故障诊断, 已

有大量信号分析知识表明: 振动信号中的故障特征

多集中于低频段, 高频则以振动噪声为主; 时频特征

与故障状态之间具有较强的相关性
[14]. 为解决高速

列车智能运维零故障样本下的诊断难题, 本文融合

工况识别与小波变换知识, 提出一种仅需正常样本

训练的 MCWT-Li-VIT网络深度学习模型, 实现高

速列车振动零故障样本故障检测. 该方法贡献可概

括如下:
1) 引入离散工况识别方法, 自适应辨识高速列

车的运行工况, 提取稳态数据以提高状态信息的有

效性.
2) 提出一种轻量化的 Vision Transformer (ViT)

编码器, 结合多母小波连续小波变换知识库采用广

播注意力替代传统多头注意力, 在保证表征准确性

的同时显著降低参数量与计算耗时, 满足边缘部署

需求.
3) 构建基于多模态时频特征高维余弦相似性对

比的自适应损失函数, 只利用正常样本即可完成 Li-
Vit深度学习网络有效训练; 利用优化后的模型对实

时高速列车振动信号进行状态编码, 通过与正常状

态表征余弦相似度比对构建连续状态检测矩阵, 根
据划定的阈值实现变工况下高速列车振动故障的高

精度实时监测. 

1    相关理论介绍 

1.1    连续小波变换

小波变换
[15]

是一种利用可缩放时频窗口的信号

分析技术, 通过自适应调整窗口大小, 能有效克服时

域与频域分辨率互相制约的局限.
f(t)

f(t) ψ(t)

设 为输入信号, 对应的连续小波变换操作

为将 与母小波函数 进行积分计算, 有
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CWT(f(t)) =
w +∞

−∞
f(t) · ψ(t)dt. (1)

ψ(t)连续小波变换是将母小波函数 卷积输入信

号, 即

CWT(a, b) =
1√
a

w +∞

−∞
f(t) · ψ(a, b, t)dt. (2)

ψa,b(t) ψ(t)

CWT(a, b)

其中:  为母小波是通过缩放和移位 衍生

获得; a 为缩放因子; b 为移位因子;  为输

入信号的小波系数, 是时-频矩阵中比例与位置的关

系 . 目前 , 已有多种母小波函数可供选择
[16-18], 如

mexh函数、gaus函数、Morlet函数和 Laplace小波

函数等. 

1.2    Vision Transformer (ViT) 网络模型

ViT[19]
是一种源自 Transformer[20] 架构的深度

学习模型, 其编码器由 N 个结构相同的层堆叠而成.
每层包含两个核心子层: 第 1个为多头自注意力机

制, 第 2个为前馈神经网络. 其中多头自注意力机制

将输入向量分别映射为查询、键和值, 通过缩放点积

计算获取不同表示子空间中的注意力权重, 过程如

下:

Attention(Q,K, V ) = softmax
(QKT

√
dk

)
V. (3)

dk Q K Q K

dk

其中:  为 与 矩阵的维度, 矩阵 与 的内积除

以 的平方根为矩阵内积的缩放.
多头自注意力机制为

Multihead(Q,K, V ) = con(h1, . . . , h2)W
0,

hi = Attention(QWQ

i ,KW
K

i , V W
V

i ). (4)

ReLU

前馈层由两个全连接层组成 , 各层均使用

激活函数进行数据映射, 有

FFN(x) = max(0, xW1 + b1)W2 + b2. (5)

W1 W2 b1 b2其中:  与 为网络权重,  与 为网络权重的偏

置. 

2    本文方法 

2.1    离散变工况识别方法

高速列车在实际运行过程中常伴随阶段性的剧

烈加速和减速工况, 这些动态变化会对振动信号分

析产生显著干扰. 为了从高速列车运行数据中提取

有效的稳态信号, 提出一种基于统计特征的离散工

况识别方法.
针对采集到的高速列车振动信号, 按每 10 s为

一个数据段进行划分, 采样频率 51.2 kHz, 每段包含

51 200个数据点. 对每个数据段提取 18个时域与频

域统计特征
[21], 构建的特征向量如表 1和表 2所示.

多特征构建综合稳定性评分函数如下:

Si =
M∑
j=1

ωj · fj(Xi), (6)

fj(Xi) = exp(−|x̃ij|). (7)

fj(Xi) x̃ij其中:  为标准化后的特征函数,  为标准化

后的特征值.
采用熵权法

[22]
确定各特征权重, 计算特征的信

息熵如下:

eij = − 1

lnN

N∑
i=1

pij · ij, j = 1, 2, . . . , 18, (8)

pij = xij

/ N∑
i=1

xij其中 为第 j 个特征在第 i 个样本的

归一化值. 特征权重计算如下:

dj = 1− ej, ω =
dj

18∑
k=1

dk

, k = 1, 2, . . . , 18. (9)

通过设定适应性阈值并结合滑动窗口平滑处理,
有效识别并过滤因阶段性剧烈加速和减速导致的异

常数据段, 确保筛选过程的鲁棒性. 根据筛选获得的

稳定工况段索引, 回溯至原始振动数据集, 提取对应

的稳态信号片段, 构建出纯净的稳态工况数据集. 该
方法能够显著提升状态数据的有效性和可靠性, 特
别适用于高速列车转向架轴箱轴承在实际运行中面

临的复杂工况, 能够智能识别并剔除由剧烈加减速

引起的无用信号, 确保后续分析所采用的数据均来

源于稳定的运行状态. 

2.2    广播自注意力模块

原始振动数据经过工况识别和连续小波变换知

识库可以得到多角度、故障特征更丰富的二维时频

图谱, 在处理图像方面, 传统方法往往利用卷积计算

的卷积神经网络方法, 但是利用卷积计算的特征编

码器只能捕获局部感受野, 特征提取能力较弱
[23].

为了从二维时频图谱中充分提取高维特征信息,

 

表1     频域特征

序号 名称 序号 名称

1 平均频率 4 频域标准差

2 谱质心 5 频域偏度

3 频带能量比 6 频域峰度
 

表2     时域特征

序号 名称 序号 名称

1 均方根 7 峰度

2 能量值 8 偏度

3 标准差 9 峰值因子

4 方差 10 脉冲因子

5 峰峰值 11 波形因子

6 峭度 12 裕度因子
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选择 Transformer特征编码器提取特征, 但是其多头

自注意力 (MSA)模块依赖于复杂的矩阵乘法与高

维指数运算. 由于二者的计算复杂度均与序列长度

的平方 (O(N2))成正比, 当输入序列较长或模型规模

增大时, 将导致计算代价急剧上升, 严重制约模型在

资源受限场景下的部署能力.
为解决上述问题, 受可分离自注意力机制在降

低参数量和计算复杂度方面的启发, 提出了一种轻

量化的广播自注意力 (broadcast self-attention, BSA)
模块

[4], 其结构如图 1所示. 该模块通过引入广播机

制对原始注意力权值生成过程进行解耦与重构, 在
保留有效特征捕捉能力的同时, 能够显著降低计算

与存储开销, 为在边缘设备中实现高效推理提供可

行路径.
  

Global attention

N

BroadMul

Sum

BroadMul

Conv

C

N

Conv Conv Conv

SoftMax RELU

Global attention

τ κ

γ

υ

χ
w

χ

kw
τw υw

κ τ υ

χ׳

图1   广播自注意力模块
 

与前者需要对多维像素进行遍历不同, BSA块

只需要对时间信息进行一维遍历, 因此引入广播操

作, 进一步降低计算复杂度.
τ κ

υ

首先, 计算时间得分 、关键矩阵 和价值矩阵

, 有
τ = softMax(wτ×χ), κ = wκ×χ,
υ = ReLU(wυ×χ),

τ ∈ RN×1, κ ∈ RN×C , υ ∈ RN×C ,

wτ ∈ RC×1, wκ ∈ RC×C , wυ ∈ RC×C . (10)

ReLU(·)
ReLU wτ wκ wυ

wκ wυ wτ

其中:  为用于特征非线性映射的修正单元

( )激活函数;  、 和 都是核大小为 1的
卷积权重,  和 用于特征映射过程, 并利用 拟

合信号的特征分布, 输出每个时序信息的重要性, 通

softmax τ过 进行归一化, 得到时序分数 .
τ

κ τ κ

然后, 通过广播操作将时间分数 分配给密钥矩

阵 , 这意味着 需要与 的每个维度 c 相乘, 以实现

信息的传输.

γ

接着, 在时间维度上进行求和操作, 得到细节特

征权重 , 可表示为

γ =
N∑
i=1

τi ⊗ κi, (11)

⊗其中 表示广播操作.

υ

最后, 通过广播操作将细节特征权重再次传递

给值矩阵 , 从而获得关键细粒度特征. 输出特征为

χ′ =
C∑

j=1

(γj ⊗ υj)×w
χ. (12)

广播注意力机制利用广播操作和单维指数操作,
复杂度降为 O(N). 与 MSA块相比, 可以看出广播运

算和一维指数运算的计算复杂度低于矩阵乘法和多

维指数运算, 仅是它们的 1/N 倍. 

2.3    对比学习损失函数

经典的端到端滚动轴承智能故障诊断方法, 通
常依赖于大量已标注的故障样本进行监督学习, 以
建立从状态特征到故障模式的复杂映射关系. 然而,
在实际工业应用中, 完备的故障样本往往难以获取,
使得此类数据驱动的深度网络模型因训练数据不足

而面临严重的优化挑战.

Si Si+1

Si Si+1

针对上述问题, 并结合高速列车转向架设备监

测数据固有的强时序特性
[24], 本文提出一种新的对

比学习损失函数
[25]. 该方法利用正常运行状态下的

样本完成诊断模型的构建, 其核心思想是: 在连续时

间窗内采集的监测数据 (如相邻样本 与 )在特

征空间中应具有高度相似性. 具体而言, 首先通过一

个由多种母小波函数构成的连续小波变换知识库,
分别对 与 进行时频分析, 从而提取出能够反

映其内在一致性的多模态时-频特征表示. 有

f i−1
1 , f i−1

2 , f i−1
3 , . . . , f i−1

n = CWTK(si−1), (13)

f i
1, f

i
2, f

i
3, . . . , f

i
n = CWTK(si), (14)

f i
n = cwt(si), (15)

CWTK = {cwt1, cwt2, . . . , cwtn}. (16)

cwtn n f其中:  为连续小波变换操作,  为操作个数,  为

时频特征.

ωx

M

随后, 通过引入 Li-Vit特征编码器对各模态时

频特征做状态表征, 得到不同连续小波时频图谱的

表征向量 , 基于连续时间序列下两种状态信号样

本的高度相似性设计对比矩阵 为
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M =

ω
i
1ω

i+1
1 . . . ωi

1ω
i+1
n

...
. . .

...
ωi

nω
i+1
1 . . . ωi

nω
i+1
n

 . (17)

M

Mc

通过对矩阵 中每个元素进行余弦相似性计

算, 基于相似性对比结果构建相关系数矩阵 为

Mc =

cc(ω
i
1, ω

i+1
1 ) . . . cc(ωi

1, ω
i+1
n )

...
. . .

...
cc(ωi

n, ω
i+1
1 ) . . . cc(ωi

n, ω
i+1
n )

 . (18)

loss1基于最大相似性假设构建损失函数 为

loss1 =
n∑

i=1

cc(ωm
i ω

m+1
i ), m = 1, 2, . . . . (19)

loss2基于最小相似性假设构建损失函数 为

loss2 =
n∑

i,j=1

cc(ωm
i ω

m+1
i ), i ̸= j, m = 1, 2, . . . .

(20)

i = j Mc i

cc(ωm
i ω

m+1
i )

由对称关系可知, 当 时, 矩阵 第 行中的

在该行中应为最大, 可得

T =

1 . . . 0
...

. . .
...

0 . . . 1

 . (21)

Mc argmax通过对 各行进行 操作, 可得类似标

签矩阵为

P = [p1, p2, . . . , pn],

px = [cc(ωi
x, ω

i+1
1 ), . . . , cc(ωi

x, ω
i+1
n )]argmax. (22)

loss3

因此, 通过对 P 和 T 进行交叉熵计算, 构建损失函数

为

loss = loss2 − loss1 + loss3. (23)
 

2.4    所提出方法的训练与测试

不同转速下, 轴承振动幅值的差异是引起数据

分布差异的一个重要因素, 此外, 阶段性的剧烈加速

和减速更会加剧振动幅值的差异, 将直接影响模型

训练和推理诊断的效果. 为此, 引入离散变工况识别

方法, 提高数据有效性和平稳性, 改善整个故障识别

网络模型的泛化性能, 进而降低振动幅值差异对诊

断效果的影响. 考虑到高速列车转向架设备长期处

于正常工况, 难以获取充足的故障样本来构建完备

的深度学习模型的训练集数据. 为降低对故障样本

的依赖, 本文提出融合多类型连续小波变换和 Li-
Vit深度网络编码器的高速列车振动故障检测方法,
所提出方法整体架构如图 2所示. 只需高速列车转

向架设备的正常状态数据即可实现深度学习模型的

训练, 不依赖故障样本. 利用改进的 Vit编码器提取

振动信号特征表示, 采用广播注意力机制降低注意

力机制的计算时间, 能够在不降低诊断准确率的情

况下显著提高诊断速度, 用于边缘计算. 具体包含以

下两个阶段.
训练阶段: 首先, 利用离散变工况识别方法处理

原始正常状态的振动信号, 保证数据的有效性和平

稳性, 使用滑动窗口法在正常状态数据中划分训练

样本, 建立训练数据集. 如图 3所示, 利用不同连续

小波变换操作对训练样本进行多角度的时频分析,
获得故障特征更丰富的二维时频图谱; 随后, 利用轻

量化的 Vit特征编码器对时频图谱进行状态表征, 并
构建损失函数, 利用反向梯度传播算法优化 Li-Vit
特征编码器模型参数, 使损失函数不断收敛.

Sb Sx

Sx

测试阶段: 将训练数据集样本作为基准样本设

为 , 将待检测样本设为 . 首先, 利用多种连续小

波变换对待检测在线状态数据 进行相同连续小波

变换操作, 输入至训练后的 Li-Vit特征编码器中进
 

i i+ 1w w1 1原
始
信
号

连续
小波
变换
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连续
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图2    所提出方法整体框架
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M cc
x

行状态表征; 接着, 将待检测数据的表征与基准数据

的表征进行余弦相似性分析计算, 建立故障检测矩

阵 为

M cc
x =

cc(ω
b
1 , ω

x
1) . . . cc(ωb

1 , ω
x
n)

...
. . .

...
cc(ωb

n, ω
x
1) . . . cc(ωb

n, ω
x
n)

 . (24)

M cc
x

[−0.5, 0.5] argmax M cc
x

对 做归一化操作, 矩阵中各行元素被依次映

射到 , 利用 操作获得 每一行

元素的 Hot编码, 公式如下:

rxm = [cc(ωb
m, ω

x
1 ), . . . , cc(ω

b
m, ω

x
n)], (25)

vi =
rxm[i]−min(rxm)

max(rxm)−min(rxm)
− 0.5, (26)

pxm = [vm
1 , v

m
2 , . . . , v

m
n ]argmax, (27)

Px = [px1 , . . . , p
x
m, . . . , p

x
n]. (28)

M cc
x

pxm

pxm abs(sum(pxm)) ⩾ T

abs(sum(pxm)) < T Px = [0, 1, . . . , n]

最后, 利用对比损失函数, 考虑到网络优化方向

使得 在对角位置取到最大值而其他位置取到最

小值,  归一化后各元素之和趋近于 0. 设计阈值

为 T, 当 满足 时, 检测结果为

正常; 当 , 且 时,
检测结果为故障状态, 反之为正常状态. 

3    实验结果和分析 

3.1    实验平台

为了测试所提出方法在实际工程问题中的有效

性, 采用高速列车走行部转向架实验平台 (如图 4所
示). 对各种类型的轴承故障进行振动测试, 并获得

复杂离散工况下高速列车轴箱轴承的振动信号. 该

∼

实验平台主要用于模拟高速列车实际运行过程以及

过程中阶段性的剧烈加速和减速过程. 为了节省成

本没有令高速列车处于完全停止状态, 最低速度模

拟设定为 100 km/h左右. 具体的高速列车工况整体

速度在 100   350 km/h, 各种类型轴承故障测试工

况均以 200 km/h开始, 350 km/h结束, 模拟的高速

列车平稳运行工况速度分别为 200 km/h、250 km/h、
300 km/h. 测试速度达到 350 km/h的速度段较少, 且
处于极高速度会产生大量振动噪声干扰, 因此没有

选用 350 km/h工况作为平稳工况速度.
  

图4   高速列车走行部转向架实验平台
 

为了模拟真实高速列车转向架轴箱轴承运行情

况, 实验选用 FAG滚子轴承, 通过在轴承不同部件

上采用线切割的方式进行加工以模拟不同的故障,
所安装轴承的故障尺寸如表 3所示. 所测轴承不同

部件的故障类型包括健康状态、内圈故障、外圈故

障、外圈轻度故障、滚动体故障 5种故障类型. 采用

采样频率为 51.2 kHz的振动传感器收集轴承运行状

态数据. 

表3     轴承故障尺寸

故障类型 损伤尺寸/mm

外圈故障 15 × 50

内圈故障 15 × 50

滚子故障 5 × 10

外圈轻度故障 5 × 10
 

∼

实验采用 GPU为 NVIDIA  GTX4060  8G,  i5-
12400f处理器, 运行系统为 Windows10, 用于模型的

训练; 为评估所提出方法在真实工业环境中的部署

潜力, 选用 NVIDIA Jetson Orin NX嵌入式板卡作为

核心测试平台. 与在高性能 PC工作站上的测试相

比 , 该选择旨在模拟资源受限的边缘计算场景 .
Jetson Orin NX作为一款高性能边缘计算平台, 其核

心价值是在嵌入式尺寸和功耗限制下提供卓越的算

力. 本测试中, 整板功耗通常仅为 10   40 W, 体积

小巧, 具备工业级的可靠性和丰富的 I/O接口. 在此

平台上验证模型性能, 能够直接反映模型在未来真

实工业边缘场景中的表现. 
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图3    特征提取编码器检测模型
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3.2    验证数据集

为验证所提出方法在零故障样本条件下的有效

性, 将正常状态下的监测数据作为训练样本, 4种人

为加工故障数据的监测数据作为测试样本, 验证数

据集详情如表 4所示.
  

表4     验证所提出方法的数据集详情

运行状态 标签 训练/测试样本数

正常状态 正常 1 000/1 000

外圈故障 故障 1 0/400

内圈故障 故障 2 0/400

滚子故障 故障 3 0/400

外圈轻度故障 故障4 0/400
 

对采集到的振动信号做数据分割, 每个样本均

包含 2 560个振动数据点, 训练样本共 1 000个, 测试

样本共 2 600个. 

3.3    典型样本的处理过程和参数选取
 

3.3.1    离散变工况识别方法处理结果

∼
实验监测正常轴承时间 154 s, 共得到 154个样

本, 每个样本长度为 51 200, 根据式 (6)   (9), 以及

原始振动信号数据, 计算每个样本的特征权重和稳

定分数, 如图 5所示.
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0.8

稳定段

原始评分
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图5   稳定性评分
 

当稳定性评分阈值为 0.65时, 得到 76个稳定

段, 稳定率为 49.35%; 阈值设为 0.5, 得到 137个稳

定段, 稳定率为 88.96%. 因此, 在根据速度信息实际

对比后, 选定稳定性评分阈值为 0.5. 

3.3.2    多角度时频图谱处理实例展示

二维时频图谱如图 6所示. 基于Mexh母小波函

数的连续小波变换在时域与频域均表现出良好的局

部分辨能力, 而基于 Cmor母小波函数的变换则能在

不同时频信息的边界处形成光滑的样条过渡 .

Gaus母小波作为一种非正交且非双正交的小波函

数, 在时频分析的视角上与Mexh和 Cmor存在显著

差异, 能够更有效地平衡时域与频域之间的分辨率

权衡 . 因此 , 构建一个连续小波变换知识库 , 集成

Gaus、Mexh和 Cmor三类母小波函数, 分别对原始

数据样本进行时频图谱转换, 最终所生成的时频图

谱尺寸统一为 3 × 128 × 128, 尺度范围为 [1, 128], 尺

度数量为 128. 

3.4    验证结果分析

∼
改进 ViT的深度网络编码器参数设置如表 5所

示. 利用式 (24)   (28)的损失函数优化 ViT. 学习率

为 0.000 01, 训练 epochs为 50.
 
 

表5     改进 ViT 参数设置

网络描述 参数设置

输入格式 [3, 128, 128]

Patch大小 16 × 16

Transformer 模块数 3

广播注意力数 4

输出格式 [1, 128]
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(d)   外圈故障 - 墨西哥帽小波 (e)   外圈故障 - 高斯小波 (f)   外圈故障 - 复 Morlet 小波
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图6    多角度二维时频图谱
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利用训练样本优化改进 ViT网络参数过程中,
损失函数值变化情况如图 7所示. 图 7结果显示, 训
练过程中设计的损失函数值明显下降, 并且最终能

够收敛, 这表明所构建的损失函数能够实现模型的

网络参数优化.
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图7   损失曲线
  

3.4.1    不同工况识别方法对检测结果的影响

为表明不同工况识别方法对模型检测精度的影

响, 分别对比 3种数据工况方法下模型的检测精度.
1) 方法 1: 不经过任何处理. 将所采集的原始振

动数据直接数据分段.
2) 方法 2: 角域重采样

[26]. 对变工况的原始时域

振动信号进行角域重采样, 将振动信号从时域转换

至角域, 保证不同转速下的振动信号具有相同的振

动冲击间隔.
3) 本文方法: 基于统计特征的离散工况识别方

法.
在完成模型训练后, 测试结果如表 6所示.

 
 

表6     不同工况识别方法的检测结果 %　

故障类型 方法1 方法2 本文方法

正常 90.63 91.82 99.20

故障1 76.36 78.14 99.61

故障2 80.50 81.98 99.34

故障3 66.36 72.37 99.06

故障4 63.42 70.52 88.80
 

方法 1在变工况条件下, 振动信号的冲击间隔

会随转速变化而改变, 导致特征提取不稳定, 检测精

度低. 方法 2通过角域重采样将信号转换到角域, 消

除了转速变化对振动冲击间隔的影响, 使特征在角

域上保持相对稳定. 方法 2相比方法 1, 各故障类型

的检测精度均有提升, 角域对齐对改善特征一致性

具有积极作用. 然而, 仅进行时-角域转换不足以完

全适应复杂工况的变化, 未充分考虑其他因素, 如负

载变化引起的特征分布差异. 方法 3通过统计特征

自适应识别并划分离散工况, 在不同工况下分别提

取具有代表性的稳态数据, 极大提升了状态数据的

有效性和一致性. 实验结果显示, 所提出方法能够有

效克服变工况导致的数据分布偏移问题, 通过工况

细分, 使模型在各子工况下学习到更具判别性的特

征模式. 

3.4.2    不同检测阈值设定对所提方法的影响

为验证所提出方法在阈值选择方面的鲁棒性,
评估不同相似度阈值 (T)对各类别检测精度的影响,
结果如表 7所示.
 
 

表7     不同阈值下的检测精度对比 %　

故障类型 T = −0.5 T = 0.05 T = 0.5 T = 0.7

正常 99.81 99.41 99.20 96.26

故障1 99.56 99.56 99.61 99.83

故障2 98.16 99.12 99.34 99.60

故障3 98.89 99.06 99.06 99.70

故障4 85.02 86.40 88.82 88.20
 

对于正常样本, 在阈值为 0.05时达到最优检测

精度 99.81%, 在阈值为 0.7时精度略有下降至

96.26%, 表明较高阈值会对部分正常样本产生误报.

对于故障样本, 3类故障在不同阈值下均保持 98%

以上的高检测精度, 在故障 4外圈轻度故障检测上

有所下降. 综合诊断精度表现, 选择最佳阈值为 0.7. 

3.4.3    不同异常检测方法的对比验证

选用同样轻量化的 CWT-VIT[27]
、DCOC-EV[28]

两种无监督故障诊断方法进行对比, 以验证所提出

方法在高速列车转向架轴承故障检测中的有效性.

如表 8所示, 该方法在 3类故障状态下的检测

精度优于现有无监督诊断方法, 这主要得益于所构

建的连续小波变换知识库能够融合多种母小波函数

的时频分析优势, 从多角度充分提取故障敏感特征,

有效克服单一特征表征能力有限的问题. 但是, 在故

障 4外圈轴承轻度故障的检测中 , 检测精度低于

DCOC-EV方法. 由于外圈轻度故障的振动能量级更

弱, 其产生的冲击特征在时域和频域上均极易被强

烈的背景噪声及正常的轴承转动谐波淹没, 这表明

所提出方法在检测微弱故障方面仍存在不足. 但是

综合来看, 本文所提方法的综合性能仍优于其他两
 

表8     不同无监督故障诊断方法检测精度对比 %　

故障类型 本文方法 CWT-VIT DCOC -EV

正常 99.26 96.31 97.65

故障1 99.23 97.42 98.11

故障2 99.60 97.71 98.15

故障3 99.70 96.78 97.08

故障4 88.80 87.94 95.92
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种方法, 能够实现高速列车轴承故障检测任务. 

3.4.4    不同特征编码器的对比验证

为系统分析特征编码器结构对诊断性能的影响.
本文在相同实验设置下, 分别采用 DenseNet、ResNet、
SwinT、TransXNet[29] 作为特征编码器构建 4种对比

模型, 与所提出改进 ViT方法共同组成 5组故障检

测模型进行对比研究. 所有模型均经过 5次独立重

复实验, 以评估其稳定性与可复现性. 实验从识别精

度与推理效率两个维度进行综合评价, 记录了各模

型在正常样本与各类故障样本上的平均检测准确率

及平均每次迭代训练耗时、单次测试耗时, 详细对比

结果如表 9和图 8所示.
 
 

表9     与其他特征提取网络的性能对比

方法
样本类型

参数量/M 训练时间/s 测试时间/s
正常/% 故障1/% 故障2/% 故障3/% 故障4/%

DenseNet 92.80 99.08 98.60 96.40 91.12 0.15 14.61 47.16

ResNet 93.10 99.37 96.50 84.70 80.16 2.81 14.88 49.33

SwinT 99.61 99.52 99.23 99.12 90.68 7.61 15.32 46.15

TransXNet 99.64 99.49 99.35 99.21 91.86 13.53 19.64 49.86

改进ViT 99.20 99.61 99.34 99.06 88.80 0.51 14.97 48.05
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图8   特征编码器模型对比
 

通过对比可进一步验证, 本文所设计的轻量化

ViT结构在保持较高推理效率的同时, 能够更有效

地提取具有判别力的时频特征, 从而在无监督设定

下实现更稳定的跨工况故障诊断性能.
改进 ViT在正常样本与两种故障样本的检测

中, 准确率表现与 SwinT、TransXNet处于同一水平,
显著优于传统的只用卷积神经网络结构的模型. 具
体而言 , 由于 ResNet在故障 2上的准确率仅为

84.70%, 暴露出只用传统卷积神经网络结构的模型

在复杂故障特征泛化能力上的局限性. 这印证了注

意力机制相较于普通卷积操作的优势: 传统 CNN在

捕获全局依赖关系和长距离特征交互方面存在固有

不足; 而基于注意力机制的改进 ViT、TransXNet与
SwinT模型, 能够通过自注意力机制对所有区块进

行全局建模, 从而更全面地理解故障特征的整体上

下文信息. 从模型的复杂性与效率角度分析, 改进

ViT模型在性能与效率之间取得了优异的平衡. 在
参数量方面, 改进 ViT模型仅需 0.51 M参数, 远低

于 ResNet、SwinT和 TransXNet. 这充分表明, 对 ViT
结构的改进有效控制了模型的复杂度, 避免了许多

视觉 Transformer模型参数量庞大的通病.
综合对比可知 , 与 SwinT、TransXNet相比 , 改

进 ViT模型在牺牲极微小性能的情况下, 大幅降低

了参数量, 展现出极高的参数利用率. 与参数量相当

的 DenseNet、ResNet相比, 改进 ViT则在准确率上

有大量提升, 表明了引入并优化注意力机制对于提

升故障检测性能的必要性.
 

4    结　论

为了解决高速列车走行部转向架轴箱设备的轴

承工况复杂、数据多样、提取特征及故障数据获取困

难等问题, 提出了一种零故障样本下基于多种连续

小波变换和轻量化深度网络编码器的复杂工况下机

械装备故障诊断方法. 该方法首先利用离散工况识

别方法提高状态数据的有效性和平稳性; 根据不同

连续小波变换的时频分析特点, 利用 3种连续小波
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变换将一维状态数据转换成包含时频特征二维时频

图谱数据, 便于后续提取表征轴承状态的敏感特征;
利用改进的 Vit编码器提取振动信号特征表示, 采用

广播注意力机制降低注意力机制的计算时间, 能够

在不降低诊断准确率的情况下显著提高诊断速度;
基于正常状态数据的多种小波时频特征设计对比损

失函数, 实现了只利用正常数据样本的深度网络模

型的有效训练. 在高速列车转向架轴承试验数据集

上进行验证, 所提出方法对多种故障状态均能实现

高精度的故障检测. 与常规的故障检测技术相比, 所
提出方法在面对轴承在变转速的故障识别方面表现

出卓越的性能, 并展现出了良好的适应性. 但是所提

出方法仍然需要前期的数据处理, 在故障特征微弱

的轻度故障检测中存在不足. 因此, 以后的工作会考

虑直接从原始振动信号中实现端到端的诊断过程,
针对微弱故障做出进一步研究.
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