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摘　要: 精准监测荷电状态 (SOC)对避免电池过度充放电风险和保障锂电池的健康运行至关重要. 粒子滤波因

其在处理非线性非高斯系统方面的独特优势, 成为估计锂电池 SOC的重要方法. 然而, 传统重采样方法因其存在

粒子多样性匮乏而难以全面覆盖真实状态的后验分布, 导致状态估计精度低. 鉴于此, 将量子旋转门引入基于

Metropolis-Hastings(M-H)抽样机制的重采样方法中, 提出一种量子 M-H重采样方法. 首先, 基于量子叠加态原

理, 采用粒子量子化、测量坍缩和量子旋转门操作构建基于量子旋转门的抽样分布并取代原M-H重采样机制中

的高斯变异; 其次, 自适应选择基于量子旋转门或交叉的抽样分布生成新的粒子, 并以一定概率接受或拒绝新粒

子; 最后, 利用粒子加权求和估计 SOC. 通过一维单变量时间序列模型和锂电池 SOC估计验证所提出方法的有

效性. 实验结果表明, 与现有重采样方法相比, 所提出方法能够有效改善重采样后的粒子质量, 提高粒子滤波估计

锂电池 SOC的精度.
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Abstract: Accurate  monitoring  of  the  State  of  Charge  (SOC)  is  crucial  for  mitigating  the  risks  of  overcharging  or
overdischarging  and  ensuring  the  healthy  operation  of  lithium-ion  batteries.  Particle  Filter  (PF)  has  emerged  as  a
prominent method for estimating the SOC of lithium-ion batteries due to its  unique advantages in handling nonlinear
and non-Gaussian systems. However, traditional resampling methods suffer from particle diversity depletion, making it
difficult  to  comprehensively  cover  the  posterior  distribution  of  the  true  state,  thereby  leading  to  low state  estimation
accuracy.  To  address  this  issue,  this  paper  introduces  a  quantum  rotation  gate  into  the  Metropolis-Hastings  (M-H)
sampling-based  resampling  mechanism,  proposing  a  novel  quantum  M-H  resampling  method.  First,  based  on  the
principle  of  quantum  superposition  states,  particle  quantization,  measurement  collapse,  and  quantum  rotation  gate
operations are employed to construct  a sampling distribution using the quantum rotation gate,  replacing the Gaussian
mutation in the original M-H resampling mechanism. Second, an adaptive selection strategy is adopted to generate new
particles  using  either  the  quantum  rotation  gate  or  crossover-based  sampling  distributions,  with  a  probabilistic
acceptance or rejection mechanism for the new particles. Finally, the SOC is estimated through weighted summation of
the  particles.  The  effectiveness  of  the  proposed  method  is  validated  using  a  one-dimensional  univariate  time  series
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model and lithium-ion battery SOC estimation. Experimental results demonstrate that, compared to existing resampling
methods, the proposed approach significantly improves the quality of resampled particles and enhances the accuracy of
PF in estimating the SOC of lithium-ion batteries.
Keywords: lithium  battery  SOC； state  estimation； particle  filter； resampling； quantum  M-H； quantum  rotation
gate

 

0    引　言

在碳达峰、碳中和目标的引领下, 我国新能源产

业的需求日益增长, 锂电池产业随之飞速发展
[1,2]. 作

为多种工业系统的重要能源载体, 锂电池的安全性

依赖于电池管理系统 (Battery Management System,
BMS)的有效运行. SOC是衡量锂电池剩余电量与

最大可用电量比值的关键指标
[3,4]. 精确监测 SOC是

确保 BMS安全运行的重要基础, 它能够有效防止锂

电池在过度充电或过度放电等状态时出现电流过大

和局部过热等问题, 从而降低热失控的风险并延长

电池的使用寿命
[5,6]. 然而, 锂电池的 SOC无法直接

测量, 只能通过可测量的电压和电流间接计算获得,
但是因为这些量受环境不确定、电池老化等因素影

响, 大大增加了 SOC的估计难度, 所以如何精准估

计锂电池 SOC对延长电池使用寿命、降低电池使用

风险是至关重要的
[7].

近年来 , 国内外研究者针对锂电池 SOC估计

展开了大量的研究, 取得了诸多成果, 主要包括开

路电压法和安时积分法等传统方法、基于数据驱动

的估计方法和基于滤波的估计方法三大类. 开路电

压法通过建立电池 SOC与开路电压 (Open Circuit
Voltage, OCV)之间的关系获取电池 SOC值, 但因准

确的 OCV需要锂电池静置超过一个小时, 且电池老

化和温度变化都会影响 OCV与 SOC的准确性, 所
以开路电压法难以实时估计准确的 SOC[8]. 安时积

分法是一种开环方法, 通过累积电池的充放电电流

计算 SOC值, 但此方法对测量精度要求较高, 电流

测量值和真实值之间存在的微小误差会随时间不断

累积, 使得 SOC估计精度不高
[9]. 基于数据驱动的方

法是以实测数据为输入, 通过统计学习算法训练非

线性回归模型, 结合递归最小二乘法或随机梯度下

降算法来更新参数, 实现 SOC估计, 但当训练数据

不足时, 该方法易出现过拟合, 导致 SOC估计误差

急剧增大
[10-13]. 基于滤波的 SOC估计方法主要包括

扩展卡尔曼滤波、H∞滤波和粒子滤波. 这些方法通

过建立电池等效电路模型, 并基于系统状态空间方

程, 利用实时采集的端电压和电流测量数据, 实现对

SOC的估计. 由于卡尔曼滤波受限于线性高斯系统,
所以扩展卡尔曼滤波、无迹卡尔曼滤波等衍生方法

被引入到解决锂电池 SOC的估计问题中
[14-16]. 虽然

这些方法取得了一定的效果 , 但是面对锂电池

SOC估计模型的强非线性非高斯特性, 估计结果并

不理想. 因此, 擅长解决非线性非高斯系统状态估计

问题的粒子滤波, 成为当前解决 SOC估计问题的有

效方法之一
[17,18].

然而, 在重采样过程中, 随着迭代次数的不断增

加, 高权值粒子的过度复制导致粒子分布过于集中,
相同的高权值粒子越来越多, 粒子多样性严重降低,
重采样后的粒子集合难以完整覆盖真实后验分布,
粒子滤波的估计精度受到严重影响. 为解决此问题,
国内外学者不断优化粒子重采样策略. 2022年, 田梦

楚等利用萤火虫算法在重采样过程中通过优化粒子

权值实现优化粒子分布, 进而提高粒子滤波估计精

度
[19-21]. 2023年, Lin Q等借助粒子群算法的快速收

敛特性改进粒子滤波, 有效提高了电动汽车锂电池

SOC的估计精度
[22]. 2025年, Wang S等提出遗传边

缘化粒子滤波方法, 通过遗传算法的选择机制与边

缘化处理缓解了粒子多样性匮乏的问题
[23]. 这些方

法虽在一定程度上缓解了粒子多样性匮乏问题, 优
化了粒子分布, 但群智能算法易陷入局部最优, 且整

个优化算法的迭代过程被嵌入到每一时刻的估计中,
导致精度提高有限

[24,25]. 2021年, Zhang X等提出自

适应 M-H重采样方法, 利用 M-H与交叉和高斯变

异策略相结合的方法对粒子进行重采样, 增加了中、

高权值粒子的数量, 有效抑制了粒子多样性匮乏
[26].

2024年, 张新雨等提出基于混合自适应M-H重采样

的粒子滤波方法, 该方法根据高权值粒子分布情况

自适应计算高斯变异的协方差矩阵, 并改进接受拒

绝准则来增加新粒子被接收的概率, 克服了高权值

粒子较少时新粒子分布较集中的问题, 但上述两种

方法利用高斯变异和交叉机制对粒子进行搜索, 搜
索能力有限, 对于极端多峰或高度非线性的后验分

布, 粒子覆盖的全面性仍有待进一步提升
[27]. 近年来,

量子计算通过量子叠加和纠缠等机制, 并行探索多

个潜在状态空间, 具备强大的全局搜索能力, 为提高

粒子多样性和后验分布的覆盖率, 进而提高粒子滤

波的估计精度提供了新的思路
[28,29].

因此, 提出基于量子 M-H重采样的粒子滤波方
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法. 该方法进一步改进 M-H抽样方法, 依据粒子分

布自适应选择量子旋转门或高低权值粒子交叉产生

新粒子, 最终通过接受拒绝准则以一定概率接受新

粒子. 该方法通过引入量子计算的强大搜索能力, 结
合交叉操作, 自适应增加高权值粒子和中间权值粒

子, 促使低权值粒子向高概率区域移动, 进一步增强

粒子多样性, 提高粒子滤波的估计精度. 最后通过仿

真和锂电池 SOC估计实验验证了该方法的有效性. 

1    锂电池 SOC 估计模型

R0 Uoc

本文采用二阶 RC等效电路模型, 逼近锂电池

的动态特性, 该电路模型如图 1所示, 它由欧姆电阻

、双极化 RC网络和开路电压源 构成
[30].

 
 

UOC

R0

R1 R2

C1 C2 UL
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-

+

图1   锂电池二阶 RC 等效电路图
 

R0

R1 C1

R2 C2

其中,  表征电池瞬间电流响应的阻抗特性, 第
一 RC支路 ( 、 )模拟电化学极化过程, 反映电

极表面离子迁移所引起的快速电压变化 , 第二

RC支路 ( 、 )对应浓差极化, 描述电解液中离

子浓度梯度导致的慢速电压响应. 该模型通过引入

分别表征电化学极化和浓差极化的双极化环节, 在
计算效率与精度之间实现了工业级平衡, 适用于电

动汽车等高动态应用环境.
k UL该模型 时刻的端电压 由 OCV减去欧姆压

降和两个极化压降共同决定, 即:

UL = OCV (SOC)− IL ·R0 − U1k − U2k (1)

IL U1k

U2k

式中,  为电池电流 (充电为正, 放电为负),  和

分别为两条 RC支路的第一、第二极化电压.

U1k U2k

二阶 RC等效电路模型的状态空间方程以

SOC、 和 为状态变量, 基于基尔霍夫定律, 构
建电池的电压-电流关系方程, 进而推导出模型的过

程方程如下:

SOCk = f(SOCk−1) + wk =

SOCk−1 +
ηT

CN

I(k) + wk. (2)

SOCk k wk

η T CN

式中,  为 时刻的荷电状态,  为过程噪声,
为库伦效率,  为采样时间间隔,  为电池额定容

量. 根据式 (1)建立观测方程如下:

UL = h(SOCi
k) + νk =

UOC(SOCi
k)− U1k − U2k −R0I(k) + νk. (3)

对式 (2)和式 (3)进行离散化处理, 并构造锂电

池 SOC估计的离散状态空间模型如下: SOC(k + 1)
U1(k + 1)
U2(k + 1)

 =

1 0 0

0 e−
T
t1 0

0 0 e−
T
t2

 SOC(k)
U1(k)
U2(k)

+


−ηT

Q0

(1− e−
T
t1 )R1

(1− e−
T
t2 )R2

 I(k) + w(k), (4)

UL = UOC(SOCi
k)− U1k − U2k −R0I(k) + νk.

(5)

Q0 t1 t2

RC e−
T
t1 e−

T
t2

v(k)

Uoc(SOC)

式中 ,  为额定容量 ,  和 分别为第一、第二

支路的时间常数,  和 分别为第一和第

二极化电压的衰减系数 ,  为观测噪声 . 其中

为 OCV和 SOC的非线性关系式, 其关

系曲线可由 OCV与 SOC标定实验得到. 其他的二

阶 RC模型电路参数, 包括欧姆内阻 R0、电化学极化

内阻 R1和电容 C1、浓差极化内阻 R2和电容 C2,
可由混合脉冲功率特性测试实验结合基于遗忘因子

的最小二乘法在线辨识得到. 

2    基于量子 M-H 重采样的粒子滤波方法

本文将量子旋转门引入 M-H抽样机制的重采

样方法中, 改进重采样策略, 提出基于量子 M-H重

采样的粒子滤波方法 (Quantum  M-H  Resampling
Particle Filter, QM-HPF). 首先对粒子集合按权值大

小进行降序排列, 将其划分为高、低权值粒子集合,
结合自适应选择策略, 即根据有效粒子占比选择基

于量子旋转门或交叉的抽样分布生成新的候选粒子,
最后通过接受拒绝机制保留或舍弃新粒子, 完成粒

子集合的更新与重采样, 得到状态估计值, 从而有效

解决粒子多样性匮乏问题, 提升了锂电池 SOC估计

等场景的状态估计精度. 

2.1    量子 M-H 重采样原理

{X i
k}i=1,2...,N {W i

k}i=1,2...,N

WT

XH XL

QM-HPF将量子旋转门引入 M-H抽样机制中,
先对粒子集合 根据权值

大小进行降序排列, 将集合中的每个粒子权值按下

式与权值阈值 进行比较, 划分为高权值粒子集合

和低权值粒子集合 :

xi
k ∈

{
XH wi

k > WT

XL wi
k ⩽ WT

(6)

xi
k k i式中,  表示在 时刻第 个粒子的状态, 粒子权值阈
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WT = W [Neff ] [·]值 ,  表示向上取整.
采用两种抽样分布进行粒子重采样与粒子集合

更新, 即基于量子旋转门的抽样分布和基于交叉的

抽样分布. 前者先将粒子表示为量子比特形式, 再通

过测量坍缩转为二进制状态, 利用量子旋转门动态

调整量子比特的概率幅引导种群向高适应度区域进

化. 更新后的量子比特概率幅由旋转角决定, 该角度

大小依据低权值粒子与随机选取的高权值粒子的适

应度差异来确定, 并随遗传代数在特定范围内动态

变化. 后者则对高、低权值粒子进行交叉重组, 即当

高权值粒子数量较少时, 新粒子多继承高权值粒子

信息, 以提升整体质量; 当高权值粒子充裕时, 则引

入更多低权值粒子特征, 生成中间权重粒子, 以丰富

粒子多样性并驱动低权值粒子向高概率区聚集.
在此基础上, 结合自适应选择策略与接受拒绝

机制, 完成粒子更新. 自适应策略依据有效粒子占比

计算选择概率, 低占比时优先选择量子旋转门抽样

以促进低权值粒子向高概率区迁移, 高占比时选用

交叉抽样生成中间权值粒子. 新粒子根据权值大小

进行接受或拒绝, 完成粒子更新后进行重采样, 最后

对粒子进行加权和形式计算得到状态估计值. 

2.2    基于量子旋转门的抽样分布
 

2.2.1    粒子量子化

本节将粒子滤波方法中的传统粒子转化为叠加

态的量子比特形式, 以量子比特为基本编码单元, 其
叠加态通过概率幅表述, 如式 (7)所示. 该方法使单

个量子比特能够同时表征 0和 1两种状态, 将解空

间的表示能力提升至指数级, 大幅提升了重采样过

程中的粒子多样性
[31,32].

|φ⟩ = α|1⟩+ β|0⟩. (7)

|0⟩ |1⟩
α β |α|2 |β|2 |0⟩

|1⟩ |α|2 + |β|2 = 1 |α|2 ̸= 0

|β|2 ̸= 0

式中,  和 分别表示量子比特的自旋向下态和自

旋向上态 ,  和 可为复数 ,  和 代表 和

的概率幅, 且满足 . 当 或

时, 系统多样性提高, 增强了全局搜索能力.

|0⟩ |1⟩ |α|2 |β|2

|α|2 + |β|2 = 1

在重采样过程中, 先将各个粒子初始化为叠加

态,  和 的概率幅值 和 相等, 由于要满足

, 所以传统粒子量子化后的初始状态

满足下式条件:
|α|2 = 1

2

|β|2 = 1

2

⇒


|α| = 1√

2

|β| = 1√
2

. (8)

此时粒子处于叠加态, 可同时表示多个经典状

态, 此特性突破了传统粒子仅能表示唯一状态的局

限性. 

2.2.2    量子旋转门更新粒子

|α|2 |β|2

wi
k

粒子测量坍缩是将量子叠加态转变为二进制的

0和 1编码状态. 该操作中,  和 值与粒子权值

是通过量子态的演化与权值的动态反馈间接关联

的, 用于适应度评估与权值排序. 通常计算如下:

|α|2 = wi
k. (9)

wi
k k i式中,  表示在 时刻第 个粒子的权值.

|α|2高权值粒子的 值较大, 测量坍缩后能够尽可

能坍缩为 1, 并保留下来进入下一次重采样过程, 以
提高粒子集合的质量. 这一过程不仅实现了量子态

到经典信息的转换, 还为量子旋转门更新粒子提供

了关键的适应度依据.
量子旋转门作为调整量子比特概率幅的核心操

作, 通过改变量子态的旋转方向, 引导种群朝着高适

应度区域进化. 其更新公式如下
[33]:[

α′

β′

]
=

[
cos θ − sin θ
sin θ cos θ

] [
α
β

]
. (10)

α′ β′ α β

θ

xi
L XH

xj
H j j ∈ [1, N ]

θ θ

θ

s(αi, βi)

∆θi

xi
L

xj
H

(αi, βi)

θ 0.01π ∼ 0.04π

式中,  和 为 和 经过量子门旋转后更新的量子

比特概率幅 , 旋转角 的大小由当前低权值粒子

和高权值粒子集合 中随机选取的高权值粒子

( 为随机正整数,  )的适应度差异决定.
差异越大, 旋转角 越大; 反之差异越小, 旋转角 越

小, 保留当前粒子状态值的概率就越大. 旋转角 的

方向调整策略如表 1所示,  表示旋转的方

向,  为旋转的角度, Delta为旋转角大小, 即每次

调整的步长
[34]. 通过比较低权值粒子 和随机抽取

的高权值粒子 的权值, 动态调整低权值粒子的量

子比特, 使其概率幅 向高权值粒子靠近. 同
时,  大小根据迭代次数的不同, 在 之

间动态调整, 其调整公式如下:

∆θg = 0.04π − 0.03π
g

G− 1
. (11)

∆θg g

G

式中 ,  为当前迭代次数 时的旋转角度大小 ,
为总的迭代次数.

 

表1     旋转角选择策略

xi
L xj

H wi
L > wj

H ∆θi

s(αi, βi)

αiβi > 0 αiβi < 0 αi = 0 βi = 0

0 0 False 0 — — — —

0 0 True 0 — — — —

0 1 False Delta +1 −1 0 +1

0 1 True Delta −1 +1 +1 0

1 0 False Delta −1 +1 +1 0

1 0 True Delta +1 −1 0 +1

1 1 False 0 — — — —

1 1 True 0 — — — —

4 控 制 与 决 策 第x卷



0.001π ∼ 0.05π

g

在量子遗传算法相关文献中, 旋转角的典型范

围常为
[35]. 为进一步缩小约束范围,

本文设定最大旋转角为 0.04π, 最小旋转角为 0.01π.
在迭代初期,  较小, 较大旋转角度能够增强全局搜

索能力, 使算法搜索的范围可以快速覆盖解空间. 在
迭代的后期, 较小角度使算法具备更强的局部搜索

能力, 能够收敛到更精确的解
[36,37]. 该动态调整策略

克服了传统方法中旋转角固定不变的缺陷, 避免了

粒子在搜索过程中过早集中于局部最优解附近, 确
保了探索其他更优解的能力. 

2.3    基于交叉的抽样分布

XH在粒子集合中, 当 中粒子数量偏多时, 为增

加粒子多样性, 提高整个粒子集合对后验概率分布

的覆盖程度, 本节设计了交叉的抽样分布, 将低权值

粒子与高权值粒子进行交叉得到新粒子, 促使低权

值粒子向更高概率区迁移, 即:

X i
New = αX i

L + (1− α)X i
H . (12)

α (0, ã)式中,  为交叉系数, 它是一个 上均匀分布的随

机数, 其上界由下式得到:

ã = Neff/N, (13)

Neff = 1/
N∑
i=1

(wk(i))
2
. (14)

Neff N wk(i)

k i Neff

式中,  为有效粒子数,  为样本总数,  表

示在 时刻第 个粒子的权值.  的值越小, 粒子

退化程度越严重.
α

α

α

由式 (12)和式 (13)可知,  决定了新产生粒子

中包含的高、低权值粒子信息占比, 表示高权值粒子

占所有粒子的比例. 依据遗传算法中自适应交叉概

率的思想, 当 较大时, 粒子交叉时引入更多的低权

值粒子信息, 以促使粒子向中概率区的尾部移动, 填
补高、低概率区域之间的分布空隙; 当 较小时, 较
低的交叉上界起到保护作用, 限制交叉操作对高质

量粒子信息的干扰, 确保新产生的粒子集中于高概

率区, 从而在维持估计精度的同时提升粒子集合的

全局覆盖能力. 

2.4    自适应选择策略

λ

上述两种抽样分布均可以产生新粒子, 更新粒

子集合. 两种抽样分布的选择由各自的概率系数决

定 . 本节采用的自适应选择概率为 , 由下式计算

得到:

λ = 1− Neff

N
. (15)

λ由式 (15)可得,  的大小由有效粒子数量占所

有粒子数量的比例与 1的差值决定, 即与低权值粒

子的总体占比成正相关.

λ

λ

基于量子旋转门的抽样分布更利于提升高权值

粒子占比, 而基于交叉的抽样分布则更有助于增加

高、低权值粒子间的中间权值粒子数量. 因此, 当低

权值粒子占比较高时,  增大, 使得基于量子旋转门

抽样分布的选中概率上升, 经抽样后高权值粒子数

量增加, 从而维持其较高占比; 反之, 当高权值粒子

占比较高时,  减小, 基于交叉的抽样分布选中概率

提高, 此举在保障高权值粒子数量的同时, 可通过交

叉操作生成更多中间权值粒子, 从而有效提升重采

样过程中的粒子多样性. 

2.5    新粒子接受拒绝机制

A

采用上述两种不同抽样分布得到的新粒子, 并
不能直接替代原来的低权值粒子. 本节方法设计一

定的新粒子被接受概率 , 其准则函数计算如下:

A(xkNew, xkL) = min(1,
wkNew

wkL

). (16)

wkNew wkL xkNew

xkL

xkNew wkNew xkL

wkL

式中,  和 均为新粒子 和低权值粒子

归一化之前的权值. 根据式 (16)的准则, 当新粒

子 的权值 大于原来的低权值粒子 的

权值 , 则该新粒子被接受, 并替代原来的低权值

粒子. 反之, 新粒子将被拒绝, 原有的粒子集合和权

值集合保持不变. 

2.6    基于量子 M-H 重采样的粒子滤波方法流程

本节给出本文方法 QM-HPF的具体实现步骤如

下: 

 

表2     基于量子 M-H 重采样的粒子滤波方法实现步骤

步骤1: 粒子滤波初始化

G N lenchrom
chrom

　设置最大迭代次数 , 粒子种群大小 , 量子比特位数 , 以
及量子化初始粒子得到量子比特编码种群 .

步骤2: 划分粒子集合

XH

XL

　根据权值大小进行降序排列, 由式(6)划分高权值 和低权值粒子集

合 .

步骤3: 计算相关参数

Neff
λ

　3.1 由式(14)计算得到当前粒子集合中的有效粒子数 .
　3.2 根据式(15)计算自适应选择概率为 .

步骤4: 对低权值粒子重采样

　for gen=1:MaxGen

　　for i=1:m_CL(低权值粒子数)

r λ　4.1 生成随机数 与自适应概率 比较大小以选择不同抽样分布.

r < λ　4.2 若 ,采用基于量子旋转门的抽样分布生成新粒子.

　　4.2.1 根据式(7)将粒子转化为量子比特的叠加态形式, 其初始状态

应满足式(8).

　　4.2.2 根据式(9)建立量子态与粒子权值之间的映射关系, 再根据式

(10)得到经过量子门旋转后更新的量子比特概率幅.

r ⩾ λ　4.3 若 , 采用基于交叉的抽样分布生成新粒子.

　　4.3.1 根据式(13)计算高权值粒子占所有粒子的比例.

　　4.3.2 根据式(12)将高、低权值粒子进行交叉得到新粒子, 促使低权

值粒子向更高概率区迁移.
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3    仿真与结果分析

本节通过一维单变量时间序列模型和锂电池

SOC估计验证本文方法的有效性 , 并选取了自适

应遗传粒子滤波 (Adaptive  Genetic  Particle  Filter,
AGPF)和 Metropolis-Hastings粒子滤波 (Metropolis-
Hastings  Particle  Filter,  M-HPF)作为对比方法

[38,26],
均方根误差 (Root Mean Square Error, RMSE)、平均

绝对误差 (Mean Absolute Error, MAE)作为评价指

标, 这两个指标计算公式如下:

RMSE =

√√√√ 1

TL

T∑
i=1

L∑
k=1

(x̂k,i − xk,i)2, (19)

MAE =
1

TL

T∑
i=1

L∑
k=1

|x̂k,i − xk,i|. (20)

T L

xk,i i k

x̂k,i

式中,  表示总的时间步数,  表示每个时间步的粒

子数 ,  表示第 个时间步第 个粒子的真实值 ,
表示对应的估计值. 

3.1    一维非线性单变量时间序列模型仿真实验

本实验选取一维单变量时间序列模型对方法有

效性进行验证. 该模型具有典型的非线性特征, 其似

然函数呈现双峰分布特性, 对滤波算法的性能提出

了严峻挑战, 被学界广泛应用于粒子滤波方法的有

效性验证
[26,27]. 该系统的过程方程与观测方程具体表

述如下:

xk = 1 + sin(0.04πt) + 0.5xk−1 + wk, (21)

yk =

{
0.2x2

k + νk, k ⩽ 30

0.5xk − 2 + νk, k>30
(22)

xk k yk k

wk vk

σ2
w σ2

ν

式中,  表示 时刻的系统状态值,  表示 时刻系

统状态的量测值 ,  是过程噪声 ,  是测量噪声 ,
和 分别为过程噪声方差和测量噪声方差.

L = 200

N = 100 σ2
ν = 1 x0 = 1

在仿真实验中, 设置仿真步数 , 粒子数

, 测量噪声方差为 , 粒子初值 ,
分别验证 QM-HPF、AGPF和 M-HPF在高斯和非高

斯噪声下的性能.
(1)高斯噪声

σ2
w = 1假设过程噪声服从高斯分布, 其 时, 状态

跟踪结果和估计结果的 RMSE对比分别为图 2和
图 3. 由图 2和图 3可得, QM-HPF的估计曲线与真

实值的吻合度最高, 其误差波动范围更小且始终低

于其他两种对比算法. 表 3为高斯噪声方差分别为

1、2和 3时三种滤波方法的 RMSE和 MAE. 根据

表 3可得, 在过程噪声为不同方差大小的情况下, 本
文方法估计结果的 RMSE和MAE始终最小.
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表3     各方法的 RMSE 和 MAE

过程噪声

方差

RMSE MAE

AGPF M-HPF 本文方法 AGPF M-HPF 本文方法

σ2
w = 1 0.068 6 0.070 3 0.063 8 0.980 3 0.958 0 0.747 8

σ2
w = 2 0.084 1 0.081 5 0.066 9 1.057 5 1.042 5 0.948 2

σ2
w = 3 0.120 0 0.120 9 0.119 1 1.107 5 1.091 5 1.061 4

 

(2)非高斯噪声

k

为模拟实际系统中小扰动与偶发冲击并存的非

高斯噪声环境, 本节选择高斯分布叠加伽马分布作

为过程噪声分布. 在每个时刻 , 过程噪声服从如下

混合分布:

σ2
w ∼ N (0, δ2

w) + ρ ∗ gam(α, β). (23)

N (0, δ2
w) δ2

w式中,  为均值为 0, 方差为 的高斯分布,

表 2 (续)

步骤1: 粒子滤波初始化

G N lenchrom
chrom

　设置最大迭代次数 , 粒子种群大小 , 量子比特位数 , 以
及量子化初始粒子得到量子比特编码种群 .

A　4.4 根据式(16)计算新粒子被接受概率 , 判断是否更新低权值粒子.

　　end

　end

步骤5: 得到更新后的粒子集合, 完成重采样

步骤6: 计算状态估计值

根据下式对权值进行归一化:

w̃i
k =

wi
k

N∑
j=1

wj
k

　　　　　　　　　　　　 　　　　　　　　　　　(17)

k根据下式计算第 时刻的状态估计值:

x̂k =
N∑
i=1

w̃i
kx

i
k

 　　　　　　　　　　　　 　　　　　　　　　　(18)
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gam(α, β) α = 0.5 β = 0.5

ρ ∈ (0, 1)

δ2
w

σ2
w ∼ N(0, 1) +0.1 ∗ gam(0.5, 0.5)

为形状参数 , 尺度参数 的

伽马分布,  为伽马分量的混合权重. 为考察

不同噪声强度下的滤波性能, 分别设置 为 1、2和

3, 以模拟不同程度的噪声影响 . 不同高斯方差下

滤波结果的 RMSE和 MAE如表 4和表 5所示. 根
据表中数据可以看出, 本文方法 QM-HPF的 RMSE
和MAE均保持最低, 表明该方法在处理非高斯噪声

时具有更强的鲁棒性和更高的整体估计精度. 过程

噪声为 时状态

跟踪效果如图 4所示, 跟踪结果的 RMSE如图 5所
示. 根据上述实验结果分析可得, 当过程噪声服从非

高斯分布时, 在不同噪声方差大小的情况下, 本文方

法的 RMSE和MAE均小于其他两种方法.
 
 

表4     各方法的 RMSE

过程噪声方差
RMSE

AGPF M-HPF 本文方法

σ2
w ∼ N(0, 1) + 0.1 ∗ gam(0.5, 0.5) 0.100 6 0.099 1 0.054 5

σ2
w ∼ N(0, 1) + 0.5 ∗ gam(0.5, 0.5) 0.103 4 0.114 5 0.058 2

σ2
w ∼ N(0, 3) + 0.1 ∗ gam(0.5, 0.5) 0.088 0 0.097 5 0.070 7

σ2
w ∼ N(0, 3) + 0.5 ∗ gam(0.5, 0.5) 0.085 8 0.086 7 0.077 8

 
 
 

表5     各方法的 MAE

过程噪声方差
MAE

AGPF M-HPF 本文方法

σ2
w ∼ N(0, 1) + 0.1 ∗ gam(0.5, 0.5) 1.168 1 1.196 8 0.769 5

σ2
w ∼ N(0, 1) + 0.5 ∗ gam(0.5, 0.5) 1.174 5 1.206 1 1.172 0

σ2
w ∼ N(0, 3) + 0.1 ∗ gam(0.5, 0.5) 1.214 2 1.233 7 1.050 5

σ2
w ∼ N(0, 3) + 0.5 ∗ gam(0.5, 0.5) 1.209 3 1.226 9 1.139 4
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图4   非高斯噪声下状态估计结果
 

综上所述, 针对一维单变量时间序列模型, 无论

噪声服从高斯分布还是非高斯分布, QM-HPF通过

自适应选择量子旋转门或交叉抽样分布产生新粒子.
一方面利用量子计算的强大搜索能力从高概率区搜

索高权值粒子, 另一方面利用高、低权值粒子进行交

叉, 产生能填补高、低概率区域之间的新粒子, 从而

使更新后的粒子集合更好的完整覆盖后验概率分布,

提高粒子滤波的估计精度. 而 AGPF和M-HPF仅用

普通的高斯变异或遗传变异产生高权值粒子, 搜索

能力有限, 难以覆盖高度非线性或多峰的后验分布.
因此 QM-HPF估计精度优于未量子化的 AGPF与

M-HPF. 

3.2    锂电池 SOC 估计

为验证 QM-HPF对锂电池 SOC估计的有效性,
本节采用加拿大麦克马斯特大学 (McMaster Univers-
ity)Phillip Kollmeyer博士公开发布的锂电池实验数

据集进行测试
[39]. 实验采用额定容量为 5Ah、放电倍

率为 65C的 Turnigy锂电池, 在 8立方英尺的热室

环境中进行测试. 测试系统配备 75A、5V的 Digatron
点火电路通用电池测试仪, 其电压和电流测量精度

达到满量程的 0.1%. 本节选取该实验在 25℃ 恒温

条件下, 初始 SOC为 1的放电过程数据用于状态估

计研究.
为了准确建立 OCV与 SOC的映射关系, 采用

静置法进行实验, 即将电池以恒定电流充放电至目

标 SOC点, 在达到目标 SOC点后, 将电池静置数小

时, 直到电压稳定. 在静置结束后, 记录每个 SOC点

对应的 OCV值. 对锂电池进行增量式 OCV-SOC标

定实验, 将锂电池充满电搁置 1h, 每放出 10%的电

量搁置 30min, 此时电压值作为当前 OCV, 记录

OCV-SOC数据, 并对这些数据通过最小二乘辨识方

法进行多项式拟合, 得到 OCV-SOC的对应关系式,
拟合后的曲线如图 6.
Uoc = 11.38SOC5 − 29.97SOC4 + 29.03SOC3−

11.82SOC2 + 2.358SOC + 3.41248. (24)

N

L wk ∼ N(0, 2.5e− 6)

vk ∼ N(0, 0.1) X0 =

[1; 0; 0]

算法参数初始值设置如下: 粒子数 =100, 实验数

据总步长 =14 961, 过程噪声为 ,
观测噪声为 , 初始状态值为

, 其他两种对比算法的参数根据参考文献进

行设置.
状态跟踪结果及其 RMSE对比分别如图 7和

图 8所示, 表 6为三种滤波方法的 RMSE和 MAE.
由于安时积分法的结果在一定时间内可靠性较高,
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故本节选择其作为评估 SOC估计精度的参考基准.

在图 7中, QM-HPF的估计曲线与该基准最贴合, 呈

现出更高的估计精度. 而 AGPF和M-HPF方法的估

计曲线则与参考基准存在一定偏差, 尤其是在电池

放电后期, 偏离程度远远大于 QM-HPF. 根据图 8中

的各滤波方法的 RMSE对比显示, AGPF和 M-HPF

两种对比算法随着锂电池放电时间的增长, 误差逐

渐变大, 而 QM-HPF的 RMSE始终稳定在 0值附近.

由表 6可得 ,  QM-HPF的 RMSE和 MAE均为最小

值. 这是因为 QM-HPF方法通过量子化手段, 利用量

子比特的叠加态特性, 能够生成更广泛的粒子分布,
量子旋转门的引入使得新粒子的生成过程更具灵活

性, 生成的粒子集合多样性更高, 能够更广泛的覆盖

粒子分布, M-H抽样机制则确保了新粒子的接受过

程符合概率统计规律, 进一步提高了估计的准确性.
本节通过对锂电池 SOC进行估计, 验证了本文方法

QM-HPF方法的有效性.
  

表6     SOC 估计结果的 RMSE 和 MAE

方法 RMSE MAE

AGPF 0.642 0 0.055 4

MHPF 0.415 6 0.035 5

本文方法 0.110 7 0.009 9
  

4    结　论

本文针对粒子滤波估计锂电池 SOC时存在的

粒子多样性匮乏问题, 提出基于量子 M-H重采样的

粒子滤波方法. 该方法依据粒子分布自适应选择量

子旋转门或高、低权值粒子交叉产生新粒子, 最终通

过接受拒绝准则以一定概率接受新粒子. 本文将量

子旋转门引入 M-H抽样机制的重采样方法中, 丰富

了基于 M-H机制的重采样策略. 通过一维非线性单

变量时间序列模型仿真实验以及锂电池 SOC估计

实验, 验证该方法能够有效抑制粒子多样性匮乏问

题, 进而提高粒子滤波估计锂电池 SOC的精度和稳

定性, 对锂电池 SOC估计和电池管理具有重要的意

义. 然而, 量子旋转门操作的引入虽然提升了粒子多

样性, 但也增加了计算复杂度, 不利于在有限的电池

管理系统中进行推广, 后续应优化量子旋转门计算,
以提高算法实时性.
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