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基于自适应控制障碍函数的安全强化学习路径规划框架

刘永康1，张严心1†，柳向斌1，殷辰堃1，黄志清2

(1. 北京交通大学 自动化与智能学院， 北京 100044；2. 北京工业大学 计算机学院， 北京 100124)

摘　要: 针对强化学习路径规划中控制性能与安全性的权衡问题, 提出一种融合控制障碍函数的安全强化学习算

法 RL + adpCBF. 首先, 在约束马尔可夫决策过程框架下, 引入控制障碍函数以提供安全保证, 并基于双延迟深度

确定性策略梯度构建端到端的安全强化学习框架; 随后, 设计 CBFNet 网络结构, 在约束强化学习范式下加入基

于控制障碍函数的安全约束, 并通过拉格朗日乘子法自适应平衡安全性与控制性能; 同时, 在满足安全约束的前

提下, 将基于先验动力学与安全集构建的 CBF 约束实现为可微分的优化层, 使安全约束以显式凸优化的形式嵌

入策略网络, 并通过端到端反向传播实现梯度更新; 最后, 在仿真环境中对所提出方法进行验证. 实验结果表明,

RL + adpCBF 算法能够在保持较高控制性能的同时有效规避不安全动作, 对环境变化具备快速响应与实时策略

调整能力, 能够显著提升移动机器人的安全性与运行效率.
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Abstract: This paper addresses the trade-off between control performance and safety in reinforcement learning (RL)-
based path planning by proposing RL+adpCBF, a safe RL algorithm augmented with control barrier functions (CBFs).
First,  within  the  framework  of  constrained  Markov  decision  processes  (CMDPs),  CBFs  are  incorporated  to  provide
formal safety guarantees, and an end-to-end safe RL framework is constructed based on twin delayed deep deterministic
policy  gradient  (TD3).  Second,  we  design  the  CBFNet  architecture,  which  introduces  CBF-based  safety  constraints
under the constrained RL paradigm and achieves adaptive safety-performance balancing via the Lagrangian multiplier
method. Meanwhile, the CBF constraints derived from prior dynamics and safety sets are formulated as a differentiable
optimization  layer,  embedding  explicit  convex  safety  constraints  into  the  policy  network  and  enabling  end-to-end
gradient  backpropagation.  Finally,  the  proposed  method  is  validated  in  simulation.  Experimental  results  demonstrate
that the RL+adpCBF effectively avoids unsafe actions while maintaining high control performance, responds rapidly to
environmental  changes  with  real-time  policy  adjustments,  and  significantly  improves  the  safety  and  operational
efficiency of mobile robots.
Keywords: safe  reinforcement  learning； control  barrier  function； path  planning； differentiable  control  barrier
function optimization

 

0    引　言

移动机器人自主导航是指机器人能够在未知或

部分已知的环境中, 从当前位置自主规划并执行无

碰撞运动, 到达指定目标位置
[1-2]. 现有的大多数路径

规划方法以地图为基础, 对高精度地图依赖性较强,
一旦某一环节出现误差导致整体导航失败, 则会限
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制系统在动态或未知环境中的鲁棒性与适应性
[3-6].

近年来, 学者们利用深度强化学习研究无地图

路径规划问题
[7-10]. 该方法通过神经网络直接学习运

动策略, 机器人在与环境交互中不断试错, 无需预先

构建地图即可实现自主避障与导航, 并在短距离任

务中表现优异
[11-12]. 然而, 在深度强化学习的应用与

改进中, 智能体往往仅以最大化奖励作为策略优化

的唯一目标, 未充分考虑运动控制的安全性因素, 在
面对复杂且未知的场景时, 缺乏安全约束的策略不

仅导致被控对象损坏, 还可能使机器人陷入未知风

险
[13]. 如何在移动机器人运动规划中引入有效的安

全约束, 实现安全与控制性能的平衡, 已成为深度强

化学习在机器人领域亟需解决的重要问题之一.
围绕强化学习导航任务中的安全性问题, 学者

们开展了大量研究, 现有方法主要可归纳为以下几

类: 第 1类方法通过在奖励函数中显式编码安全约

束, 将障碍物惩罚、安全距离或人工势场等因素融入

奖励设计, 以软约束形式引导策略学习. Zhang[14] 基
于深度 Q 网络引入人工势场构建奖励函数, 提出了

APF-DQN 模型, 在一定程度上实现了对不安全区域

的规避. 董立静等
[15]

在 Gazebo 环境中研究多智能体

协同路径规划方法, 通过引入多约束动作空间并结

合预训练-微调策略的 TD3 算法, 提升了训练稳定性

与样本效率. 然而, 上述方法总体仍主要依赖奖励设

计或训练策略调节来间接约束行为安全, 难以为连

续控制系统提供严格的安全保证, 在复杂或动态环

境中仍可能产生约束违例. 第 2类方法通过引入显

式边界约束对智能体行为进行限制, 以保证系统的

安全性. 其中, 控制障碍函数 (control barrier function,
CBF)因能够在连续控制系统中提供动作级安全保

证而受到广泛关注. Cao 等[16]
提出了一种基于 CBF

的安全强化学习框架, 由强化学习算法负责高层决

策, 通过低层 CBF 安全过滤器确保系统状态满足安

全约束. 同时, 李小华等
[17]
提出了一种基于可变障碍

函数与强化学习相结合的预设性能最优安全跟踪控

制方法, 通过引入安全边界自调整机制实现了未知

初始条件下的安全约束与性能保证. 然而, 现有基于

CBF 的方法通常依赖固定的约束参数或约束严格

度, 当约束设置过宽松时, 智能体可能忽略安全限制;
而当约束设置过严格时, 又容易导致策略过度保守,
难以逼近最优解

[18-20].
在此基础上, 部分研究将安全强化学习问题形

式化为受限马尔可夫决策过程 (constrained Markov
decision process, CMDP), 通过在约束条件下最大化

期望回报来求解最优策略. Yang 等[21]
在无模型框架

下联合学习策略与神经障碍函数, 实现了较低约束

违例率和较高回报. 孙辉辉等
[22]

在 CMDP框架下构

建事件触发式多智能体分层强化学习方法, 并结合

李雅普诺夫评估与拉格朗日乘子实现多目标优化.
然而, CMDP及拉格朗日优化方法往往引入较高的

计算复杂度, 且训练过程不稳定, 在复杂动态环境中

的实时应用仍面临一定挑战.
综上所述, 现有安全强化学习导航方法在复杂

动态环境中仍普遍面临安全约束严格度难以自适应

调整、过度保守与约束不足并存, 以及端到端训练受

限等问题. 尤其对于基于控制障碍函数的方法而言,
不同状态下的风险水平差异显著, 单一固定约束参

数难以同时适应全状态空间的安全需求, 已成为制

约其在实际导航任务中性能发挥的重要瓶颈.
针对上述问题, 本文提出一种基于控制障碍函

数的安全强化学习方法 —— RL + adpCBF算法, 旨
在实现移动机器人导航中安全性与控制性能的动态

平衡 . 该方法以双延迟深度确定性策略梯度 (twin
delayed deep deterministic policy gradient, TD3)为基

础, 构建具备安全保证的强化学习框架, 并通过引入

控制障碍函数构建 CBFNet网络结构. 根据环境状

态在线生成自适应参数, 动态调节安全约束的严格

程度. 此外, 设计可微分 CBF优化层以融入系统先

验并支持端到端训练. 仿真实验结果表明, 所提出方

法在保持良好控制性能的同时, 能够有效提升移动

机器人在复杂动态环境中的安全性与运行效率. 

1    问题描述与整体框架

路径规划是指在给定环境中为机器人寻找一条

从起始点到目标点的最优路径
[23]. 在动态环境下, 该

问题需在考虑避障及环境不确定性的条件下, 实现

安全且高效的运动决策. 因此, 路径规划问题建模为

马尔科夫决策过程 (Markov decision process, MDP).
(S,A, P,R, γ) S

A

P R γ ∈
(0, 1]

MDP 由五元组    构成 . 其中 : 
为系统状态 (如机器人及障碍物的位置信息),   为
控制动作,  为状态转移概率,  为奖励函数, 

为折扣因子. 通过求解最优策略, 可获得相应

的控制输入. 然而, 传统 MDP框架难以直接保证系

统安全性, 因此需引入安全约束机制.
为此 , 本文引入控制障碍函数 (control  barrier

function, CBF), 以确保机器人在路径规划过程中始

终保持在安全区域内. 考虑如下仿射控制系统:

ẋ = f(x) + g(x)u. (1)

x u f : Rn →
Rn g : Rn → Rn×m

其中:  为系统状态,  为控制输入, 函数

和 均为局部利普希茨连续函数.
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C定义安全集   为

C = {x ∈ Rn|B(x) ⩾ 0},
∂ C = {x ∈ Rn|B(x) = 0},
Int(C) = {x ∈ Rn|B(x) > 0}, (2)

B : Rn → R
t ⩾ 0 x(t) C
C

其中  为连续可微函数. 系统目标是在任

意时刻 保证状态 始终位于安全集  内, 即
满足集合 的前向不变性.

C
K κ x ∈ C

u

定义 1　对于系统 (1)和集合 , 若存在扩展的

class   函数  , 使得对于任意  , 存在控制输入

 满足
[24]

LfB(x) + LgB(x)u+ κ(B(x)) ⩾ 0, (3)

B(x)则称   为系统的控制障碍函数 (CBF).
为获得满足安全约束的控制输入 , 通常将

CBF条件作为硬约束引入二次规划 (quadratic
programming, QP)问题, 构造 CBF-QP 控制器

[25-27]

u∗ = argminu ∥u− uref∥,

u∗ = argmin
u
∥u− uref∥,

s.t. LfB(x) + LgB(x)u ⩾ −κ(B(x)), (4)

uref其中  为标称控制输入. 通过在线求解 QP问题,
可在保证系统安全性的前提下尽量保持控制性能.

uRL

K κ

目前, 强化学习与控制障碍函数 (CBF)结合的

典型分层控制架构如图 1所示
[28]. 上层强化学习

(RL)智能体学习最优策略, 生成用于最大化任务性

能的标称控制输入 . 下层 CBF-QP安全层将

CBF条件作为约束, 通过在线求解二次规划问题对

标称控制进行修正, 以保证系统运行的安全性. 然而,
该框架存在固有局限性: 扩展的 class  函数 通常

预先设定且保持固定, 难以适应动态变化的环境, 从
而可能导致控制策略过于保守或过于激进.
 
 

RL

CBF

Env

Reward Model

Dynamic Modelx

u ref

u*

...

x
.

y
.

v
.

θ
.

vcosθ
vsinθ

0
0

0 0
0 0
1 0
0 1

= +
a
w

式 (4)

图 1   RL-CBF 分层控制架构
 

κ

xgoal

为定量分析   取值对系统行为的影响, 设计对

比仿真实验. 采用比例控制器引导机器人到达目标

点 , 其期望速度指令为

v = −K(x− xgoal), (5)

K = 1

O1 O2

其中控制增益设为 . 针对环境中的两个障碍

物 和 , 构造控制障碍函数

B(x) = min
i∈{1,2}

∥x− xOi
∥ −Dobs, (6)

xOi
i Dobs =

0.5 κ

κ

κ

其中   表示障碍物   的位置, 安全距离设为 
. 在不同   取值下进行仿真, 结果如图 2所示. 可

以观察到, 当   较大时, 安全约束在接近安全边界时

作用增强, 控制策略更为激进, 在控制受限情况下可

能带来越界风险; 当   较小时, 约束提前生效, 控制

策略趋于保守, 虽能保持较大安全距离, 但路径长度

明显增加.
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2    基于强化学习的自适应 CBF 控制框架

K
κ

uRL

κ

为解决传统控制障碍函数中扩展的 class   函
数   固定导致约束过严或过松的问题, 本文提出一

种基于自适应 CBF 的安全强化学习路径规划框架,
其整体架构如图 3所示. 该框架的核心思想在于引

入学习机制, 以应对动态变化的环境, 在保证安全的

前提下最大化系统性能. RL 智能体通过与环境的持

续交互进行训练, 其策略网络负责根据当前状态信

息输出实现最优任务性能的标称控制指令  . 同
时, CBFNet 模块根据当前环境生成一个与状态相关

的、动态的 , 用于调节安全约束的严格程度. 最后,
通过 diffCBFOptNet输出安全控制器. 本文采用双延

迟深度确定性策略梯度算法 (TD3)作为强化学习模

块的基础算法. 

2.1    CBFNet 网络模型

κ

κ

传统控制障碍函数中的扩展 K 类函数 通常为

固定值, 这导致其难以在多变的工况下有效平衡安

全裕度与任务性能, 导致过于保守或激进的控制策

略. 为此, 本文构建 CBFNet 网络, 通过强化学习方

式根据当前环境状态在线生成自适应参数  , 以动

态调节安全约束的严格程度.
约束强化学习是标准强化学习框架的扩展, 通

过优化策略来最大化期望奖励, 同时考虑某些约束

条件. 因此, 将标准强化学习无约束优化问题重构为

第8期 刘永康 等: 基于自适应控制障碍函数的安全强化学习路径规划框架 2347



在满足某些约束条件下的奖励最大化问题, 其形式

化表达如下:

π∗ = argmax
π∈Πθ

R(π);

s.t. JC(π) ⩽ d. (7)

π∗ JC(π)

JC(π) = E
τ∼π

[ ∞∑
t=0

γtC(st, at, st+1)
]

d

其中:  为最优策略,  为由成本函数定义的期

望累积成本,  , 

为预设的约束阈值.
为了实现 CBFNet 能够根据当前环境状态自适

应地调节安全约束 , 将智能体的学习过程构建为

CMDP 问题, 有

π∗
CBF = argmax

π∈Πθ

R(π);

s.t. LfB(x) + LgB(x)u ⩾ −κ(B(x)). (8)

πCBF R(π)

κ

其中:  为 CBFNet 的策略 ,  为期望累积回

报. 该问题优化目标是根据当前环境状态实时生成

动态的参数 , 在最大化任务期望累积回报的同时,
满足控制障碍函数安全约束, 实现性能与安全性的

动态平衡.
为了求解上述约束优化问题, 本文采用拉格朗日

乘子法将 CBF 约束引入目标函数, 构造拉格朗日函数

L(πCBF, λ) =

E
[ ∞∑

t=0

γtr(st, at)+

λ(LfB(x) + LgB(x)u+ κ(B(x)))
]
. (9)

然后, 基于拉格朗日对偶理论, 将约束优化问题

(7)转换为拉格朗日对偶问题, 从而将带有约束的优

化问题转化为无约束问题来求解, 有

min
λ

max
πCBF

L(πCBF, λ). (10)

κ在该对偶优化框架下, CBFNet通过输出参数

在满足安全约束的同时最大化任务回报, 并通过最

大化式 (9)更新策略网络参数.
κ为确保 CBFNet 策略网络输出参数 满足控制

障碍函数约束条件, 引入 CBF引导项损失函数, 通
过优化该损失函数, 使策略输出始终符合安全约束,
其目标函数为

LriskCBF =

E
x∼D

[max{0,−(LfB(x)+LgB(x)u+κ(B(x)))}].
(11)

因此, CBFNet 策略网络更新的目标函数为

Ja(πCBF) = L(πCBF, λ) + LriskCBF. (12)

λ此外, 对偶变量 可通过最小化如下目标函数进

行更新:

Jλ =

E[λ(LfB(x) + LgB(x)u+ κ(B(x)))]. (13)

对于 CBFNet评价网络部分, 仍采用强化学习

方法进行更新, 通过最小化时间差分误差来优化网

络参数, 其目标函数为

Jc(θ
cbf) = E

(s,κ,r,s′)∼M
[∥Qθcbf(s, κ)− y∥22]. (14)

 

2.2    可微分 CBF 优化层

为保证在 RL + adpCBF 策略更新中严格满足安

全约束并实现端到端训练, 本节受 OptNet 启发
[24-25],

将式 (4)中的 CBF约束改写为标准凸二次规划问

 

2s.t. E[L B(x)+L L B(x)u+κ(B(x))]>0f g f

Part1:TD3

Critic network

Critic 2

r l2Qc

2Q (s,u)c

1Q (s,u)c
Critic 1

r l1Qc

1Q (s,u)c

1 2L=        E       [(Q (s,u)-y) ]c

(s,u,r,s',d)~D

2 2L=        E       [(Q (s,u)-y) ]c

(s,u,r,s',d)~D

Soft-update

Target critic 2

r l2′
Qc

2′Q (s′,u)c
~ 1′

Q (s′,u)c
~

r l1′Qc

Target critic 1
y=r+γmin[Q′,Q′ ]1 2

u~

Soft-update

+

__

Noise

Actor network

Policy Gradient

Target actor

Target actor

r l
πa

rl ′
πa

usafe

ur l

Mini-batch

Data flow

Perameter Update

Replay buffer

r l r l r l(s ,u ,r ,s )t t t t+1

Env

Noise u+

IMU 32 线激光
雷达

CBF Replay buffer

Mini-batch

usafe

cbf cbf cbf(s ,κ ,r ,s )t t t t+1

Part3:
diffCBF OptNet

diffCBF OptNet

Objective:
* 2

u = arg min   ||u-u ||safe r l

1
2
_

u
s.t.

dCBF constraints:
2L  B(x)+L L  B(x)u+f g f

κ(B(x)) > 0

Control bounds:
u < u <umin max

Target actor

Target actor

Soft-update

cbf .L =E[[1 max(-CBF,0)]κ {B(x)>0}

κ

Constrained Optimization Problem

t
max E[ ∑ γ r]

t = 0

∞

π

Policy Improvement

The dual update

cbfL =     E       [Q (s,κ)+  κ c
s~D, κ ~π

2
λ(L B(x)+L L B(x)u+ κ(Β(x)))]f g f

2L =  E  [-λ(L  B(x)+L L  B(x)u+   λ f g f
s~D

 κ(Β(x)))]

CBF Target critic

CBF Target critic

Soft-update

cbf′
Qc

cbf′
Qc

cbf(s ,κ )
Qc

Part2:CBFNet

cbf 2L =      E        [(Q (s,κ)-y) ]c cbf

(s,κ,r,s',d)~D

图 3    基于自适应 CBF-RL 算法的网络结构
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题, 并将其作为可微分优化层嵌入策略网络, 有

min
1

2
uTQu+ qTu;

s.t. Au ⩽ b. (15)

将等式 (15) 构造成为拉格朗日函数, 有

L =
1

2
uTQu+ qTu+ η(Au− b), (16)

η (u∗, η∗)其中   为拉格朗日乘子. 最优解   需同时满

足 Karush-Kuhn-Tucker (KKT)条件, 即最优性、可行

性以及互补松弛性. 将 KKT 条件集合表示为隐函数

形式, 可写为

F (u∗, η∗, π) = 0. (17)

(u∗, λ∗) π

在满足常规正则性假设下, 利用隐函数定理, 最
优解 可视为策略参数 的可微函数. 通过隐

函数定理和链式法则, 计算梯度为

∂ℓ

∂π
=

∂ℓ

∂u∗

∂u∗

∂π
=

∂ℓ

∂u∗

[
−

( ∂F

∂u∗

)−1∂F

∂π

]
, (18)

ℓ u∗ π其中  为设计损失函数. 由式 (18)获得   对   的梯

度, 可将优化问题嵌入网络中, 实现可微优化过程.
本文所提出 RL + adpCBF算法流程如下.

　　算法1　RL + adpCBF算法.

π(s;ϕ) π′(s;ϕ′)

Q(s, u; θ) Q′(s, u; θ′)

πcbf(s; θκ) Qcbf(s, u; θ
cbf) DRL,DCBF

απ, αQ, ακ τ γ

　　1: 初始化 :  Actor网络    与目标网络   ;

Critic网络   与目标网络  ; CBFNet网络

 与  ; 经验回放池  ; 超参

数学习率  ; 软更新系数  ; 折扣因子  .

episode = 1 M　　2: for   to   do

s　　3:   重置环境, 获取初始状态 

t = 1 T　　4:   for   to   do

π(s;ϕ) url = π(s;ϕ) +N　　5:     根据   计算动作 

πcbf(s; θκ) s κ　　6:     使用CBFNet网络   为当前状态   计算 

url κ

usafe

　　7:     基于   和   利用式(15)求解CBF二次规划(QP),

获得安全动作 

usafe R s′　　8:     执行  , 获得奖励   和新状态 

DRL DCBF　　9:     存储经验到经验池   和 

s← s′　　10:     更新当前状态: 

DRL DCBF　　11:     从经验池  和   中随机采样一个小批次的

数据

Jc(θi) Ja(ϕ)

π(s;ϕ) Q(s, u; θ)

　　12:     计算Critic损失   与Actor损失  , 更新

网络参数 , 

Ja(πCBF) Jc(θ
cbf) Jλ

　　13:     根据式 (12)和(13) 计算CBFNet部分的Actor损失

,  Critic损失    及对偶变量损失   , 更新

CBFNet网络参数

θ′ ← τθ + (1− τ)θ′　　14:     软更新所有目标网络: 

　　15: end for
　　16: end for
 

3    实验仿真和验证 

3.1    实验环境

10m× 10m

为评估所提出算法在安全强化学习场景下的运

动规划性能, 本文基于 Gazebo仿真平台构建一个

的实验环境, 设计随机静态障碍物和随

机动态障碍物两种典型场景, 如图 4和图 5 所示. 实
验环境在预设固定障碍物 (灰色)的基础上引入随机

障碍物 (黄色)以增加复杂性, 其中静态场景中的障

碍物在实验开始前随机生成并保持不变, 动态场景

中的障碍物位置和速度在实验过程中实时变化.
 
 

静态障碍物
位置随机

图 4   随机静态障碍物场景
 
 
 

动态障碍物
位置随机

图 5   随机动态障碍物场景
 

180◦ 30

a ∈ [−1, 1] (m/s2)

ω ∈ [−1, 1] (rad/s)

本研究中, 移动机器人采用阿克曼模型, 观测信

息包括机器人自身状态、目标点信息以及激光雷达

前向   扫描范围内的   维距离数据. 动作空间

为连续控制输入, 包括加速度   和

角速度  .
 

3.2    实验结果与分析
 

3.2.1    训练实验结果

为评估所提出 RL-adpCBF 方法的性能, 选取多

种具有代表性的强化学习与约束强化学习算法作为

对比基准, 包括: 1) RL方法, 采用 TD3算法直接学

习控制策略; 2) RL-CBF方法, 在 TD3中引入固定参

数的 CBF约束, 通过约束优化修正策略输出以保证

安全性; 3) PPO-lag (PPO-Lagrangian)方法 , 基于拉

格朗日乘子机制的约束强化学习算法; 4) FNI-RL 方
法

[29], 基于对抗性想象与恐惧约束机制的约束强化

学习方法.
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10 000

500

策略训练共进行 个回合, 每回合最大步

数设为 , 超过该步数的回合将被强制终止. 训练

完成后, 平均回合奖励及任务成功率的收敛曲线如

图 6和图 7所示.
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图 6   平均奖励收敛曲线
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图 7   成功率收敛曲线
 

由图 6和图 7可见, 在训练过程中, 基线 RL算

法收敛速度较慢, 且后期性能趋于平稳, 表明其在复

杂环境中的学习效率和样本效率均较低. 相比之下,
引入安全约束的 RL + CBF和 PPO-lag算法在训练

稳定性和安全性方面有所改善, 但整体性能仍受限.
其中, RL + CBF算法通过引入控制障碍函数对策略

行为进行约束, 能够有效降低碰撞风险, 其成功率和

平均回合奖励均显著优于纯 RL算法. 然而, 由于采

用固定参数的控制障碍函数, 该方法在部分场景中

表现出一定的保守性, 限制了策略性能的进一步提

升. PPO-lag算法依赖拉格朗日乘子的在线迭代以平

衡奖励与约束, 优化过程波动较大且收敛速度较慢,
导致最终性能提升有限. FNI-RL算法在成功率和平

均奖励方面能够达到较高水平, 但其在训练初期收

敛较慢, 主要由于需要同时训练世界模型和风险评

估模型, 从而降低了早期策略更新效率.
相比之下, 本文提出的 RL + adpCBF算法在训

练过程中表现出更稳定的收敛特性, 尤其在训练后

期, 其成功率和平均回合奖励均维持在较高水平. 这
表明自适应 CBF机制能够有效缓解固定约束带来

的保守性问题, 并通过可微分 CBF层引入系统先验

知识, 在保证安全性的同时提升训练样本效率. 综上,
RL + adpCBF方法在复杂环境下实现了安全性与控

制性能之间的更优平衡, 有效提升了移动机器人导

航任务的整体性能. 

3.2.2    策略评估

为评估所提出策略在未知环境中的实际性能,
将训练完成的模型部署至测试环境中进行验证. 相
较于训练环境, 测试环境中对静态障碍物的布局进

行调整, 并通过记录机器人运动轨迹对策略的泛化

能力与运动安全性进行评估, 实验结果如图 8所示.
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图 8   测试环境中不同方法的移动轨迹
 

κ

由图 8可见, 采用 RL方法的机器人能够到达目

标位置, 但其运动轨迹多次穿越不安全区域, 难以保

证运动过程的安全性. 相比之下, RL + CBF方法在

CBF约束作用下能够有效避免进入危险区域, 但由

于控制障碍函数参数 为固定值, 在障碍物密集场景

中表现出一定的保守性, 导致机器人运动受限甚至

出现停滞现象 . 进一步比较可见 , 所提出的 RL +
adpCBF方法在测试环境中表现出更优的综合性能.
该方法不仅能够确保机器人安全到达目标位置, 同
时在复杂障碍物布局下保持较高的运动效率. 其优

势在于引入了自适应参数调节机制, 使机器人能够

根据环境变化动态调整控制策略, 在保证安全性的

同时有效缓解过度保守问题.

κ

k1 k2

为进一步分析自适应机制对安全-性能权衡的

影响, 绘制了 RL + adpCBF方法中参数 的动态变

化过程, 如图 9所示. 其中参数 和 会随环境变化

自适应调整, 反映了机器人在不同障碍物分布下对

安全约束严格程度的动态需求, 从而实现安全性与

运行效率之间的有效平衡.
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k1 k2图 9    和  的动态变化

综上所述, 通过静态避障场景下的对比实验可

2350 控 制 与 决 策 第41卷



以验证, RL + adpCBF 方法在复杂环境中能够在保

障路径安全性的同时保持较高的运行效率和决策灵

活性, 展现出良好的泛化能力与实际应用潜力. 

3.2.3    动态避障性能分析

为评估 RL + adpCBF 方法在动态环境中的避障

能力, 本文在图 5所示的随机动态障碍物场景中进

行实验测试. 图 10给出该方法在该场景下的机器人

运动轨迹, 用于分析其动态避障性能.
 
 

图 10   随机动态障碍物场景的移动轨迹
 

κ

κ

在随机动态障碍物场景中, RL + adpCBF始终

在安全约束下生成平滑且高效的轨迹 (黄线). 当单

个障碍接近时, CBFNet动态调节参数 , 轨迹沿障碍

边缘提前让行, 实现无碰撞通过. 在障碍密集、进入

窄通道的阶段, 动态调节参数 以保持足够的安全裕

度顺利通过. 实验结果表明, RL + adpCBF方法在动

态环境中能够根据障碍物运动状态实时调整避障策

略, 在保证安全性的同时保持较高的运行效率, 展现

出良好的鲁棒性与环境适应能力. 

4    结　论

κ

本文提出了一种融合强化学习与控制障碍函数

的安全强化学习方法 —— RL + adpCBF, 旨在实现

机器人运动控制中安全性与控制性能的有效平衡.
该方法通过引入 CBFNet结构, 根据环境状态在线

生成自适应参数 , 动态调节安全约束的严格程度,
从而缓解传统固定参数 CBF方法带来的过度保守

问题. 同时, 通过将控制障碍函数构建为可微分优化

层嵌入强化学习框架, 所提出方法支持端到端训练

并有效融合系统先验知识, 提升了训练效率与策略

稳定性. 仿真实验结果表明, RL + adpCBF方法在保

持良好控制性能的同时, 能够快速响应环境变化并

实时调整控制策略, 使机器人在障碍物密集、环境动

态剧烈的场景中始终保持较高的安全水平与运行效

率. 综上, 该方法为复杂动态环境下的移动机器人避

障与安全控制提供了一种有效的解决方案, 具有良

好的应用潜力. 后续研究将进一步探索该方法在更

复杂场景和实际系统中的扩展性, 并结合多策略协

同控制以持续提升系统整体性能.

参考文献 (References) 

李晓旭, 马兴录, 王先鹏. 移动机器人路径规划算法综

述[J]. 计算机测量与控制, 2022, 30(7): 9-19.
(Li X X, Ma X L, Wang X P. A survey of path planning
algorithms for mobile robots[J]. Computer Measurement
& Control, 2022, 30(7): 9-19.)

[1]

王梓强, 胡晓光, 李晓筱, 等. 移动机器人全局路径规

划算法综述[J]. 计算机科学, 2021, 48(10): 19-29.
(Wang Z Q, Hu X G, Li X X, et al. Overview of global
path planning algorithms for mobile robots[J]. Computer
Science, 2021, 48(10): 19-29.)

[2]

周治国, 曹江微, 邸顺帆. 3D激光雷达 SLAM算法综

述[J]. 仪器仪表学报, 2021, 42(9): 13-27.
(Zhou  Z  G,  Cao  J  W,  Di  S  F.  Overview  of  3D  lidar
SLAM  algorithms[J].  Chinese  Journal  of  Scientific
Instrument, 2021, 42(9): 13-27.)

[3]

田野, 陈宏巍, 王法胜, 等. 室内移动机器人的 SLAM
算法综述[J]. 计算机科学, 2021, 48(9): 223-234.
(Tian  Y,  Chen  H  W,  Wang  F  S,  et  al.  Overview  of
SLAM  algorithms  for  mobile  robots[J].  Computer
Science, 2021, 48(9): 223-234.)

[4]

Wang X W, He L L, Zhao T. Research on mobile robot
slam  based  on  lidar  and  binocular  vision[J].  Journal  of
Transduction Technology, 2018, 31(3): 394-399.

[5]

Pan L H, Tian F Q, Ying W J, et al. Monocular camera-
IMU external parameter automatic calibration and online
estimation  of  visual-inertial  navigation  SLAM[J].
Chinese  Journal  of  Scientific  Instrument,  2019,  40(6):
56-67.

[6]

Marchesini E, Farinelli A. Genetic deep rein for cement
learning  for  maples  navigation[C].  Proceedings  of  the
19th  International  Conference  on  Autonomous  Agents
and Multi Agent Systems. Auckland, 2020: 1919-1921.

[7]

Ruan  X  G,  Ren  D  Q,  Zhu  X  Q,  et  al.  Mobile  robot
navigation  based  on  deep  reinforcement  learning[C].
Chinese  Control  and  Decision  Conference.  Nanchang,
2019: 6174-6178.

[8]

Shi  H  B,  Shi  L,  Xu  M,  et  al.  End-to-end  navigation
strategy  with  deep  reinforcement  learning  for  mobile
robots[J].  IEEE  Transactions  on  Industrial  Informatics,
2020, 16(4): 2393-2402.

[9]

Zhu  K,  Zhang  T.  Deep  reinforcement  learning  based
mobile robot navigation: A review[J]. Tsinghua Science
and Technology, 2021, 26(5): 674-691.

[10]

董豪, 杨静, 李少波, 等. 基于深度强化学习的机器人

运动控制研究进展[J]. 控制与决策, 2022, 37(2): 278-
292.

[11]

第8期 刘永康 等: 基于自适应控制障碍函数的安全强化学习路径规划框架 2351

https://doi.org/10.19650/j.cnki.cjsi.J2107897
https://doi.org/10.19650/j.cnki.cjsi.J2107897
https://doi.org/10.19650/j.cnki.cjsi.J2107897
https://doi.org/10.1109/TII.2019.2936167
https://doi.org/10.26599/tst.2021.9010012
https://doi.org/10.26599/tst.2021.9010012
https://doi.org/10.13195/j.kzyjc.2020.1382


(Dong  H,  Yang  J,  Li  S  B,  et  al.  Research  progress  of
robot  motion  control  based  on  deep  reinforcement
learning[J].  Control  and  Decision,  2022,  37(2):  278-
292.)
孙辉辉, 胡春鹤, 张军国. 移动机器人运动规划中的深

度强化学习方法[J]. 控制与决策 , 2021, 36(6): 1281-
1292.
(Sun  H  H,  Hu  C  H,  Zhang  J  G.  Deep  reinforcement
learning  for  motion  planning  of  mobile  robots[J].
Control and Decision, 2021, 36(6): 1281-1292.)

[12]

隋丽蓉, 高曙, 何伟. 基于多智能体深度强化学习的船

舶协同避碰策略[J]. 控制与决策 , 2023, 38(5): 1395-
1402.
(Sui  L  R,  Gao  S,  He  W.  Ship  cooperative  collision
avoidance  strategy  based  on  multi-agent  deep
reinforcement  learning[J].  Control  and  Decision,  2023,
38(5): 1395-1402.)

[13]

Zhang  S  C.  Multi-UAVs’  path  planning  based  on
reinforcement  learning[D].  Chengdu:  Sichuan
University, 2021.

[14]

董立静, 肖思哲, 牛思, 等. 约束环境下基于深度强化

学习的协同路径规划研究 [J]. 控制与决策 ,  2025,
40(6): 1838-1846.
(Dong  L  J,  Xiao  S  Z,  Niu  S,  et  al.  Collaborative
pathfinding  research  based  on  deep  reinforcement
learning  in  constrained  environments[J].  Control  and
Decision, 2025, 40(6): 1838-1846.)

[15]

Cao H H, Xiong H, Zeng W F, et al. Safe reinforcement
learning-based  motion  planning  for  functional  mobile
robots  suffering  uncontrollable  mobile  robots[J].  IEEE
Transactions  on  Intelligent  Transportation  Systems,
2024, 25(5): 4346-4363.

[16]

李小华, 刘莹, 邹嵩楠. 基于可变障碍函数和强化学习

的预设性能最优安全跟踪控制[J]. 控制与决策, 2025,
40(3): 803-812.
(Li  X  H,  Liu  Y,  Zou  S  N.  Optimal  safety  tracking
control  with  prescribed  performance  based  on  variable
barrier  function  and  reinforcement  learning[J].  Control
and Decision, 2025, 40(3): 803-812.)

[17]

Zhao  L  Q,  Gatsis  K,  Papachristodoulou  A.  Stable  and
safe  reinforcement  learning  via  a  barrier-Lyapunov
actor-critic approach[C]. The 62nd IEEE Conference on
Decision and Control. Singapore, 2024: 1320-1325.

[18]

Cohen  M  H,  Belta  C.  Safe  exploration  in  model-based
reinforcement learning using control barrier functions[J].
Automatica, 2023, 147: 110684.

[19]

Hu Y F, Fu J J,  Wen G H. Safe reinforcement learning
for  model-reference  trajectory  tracking  of  uncertain
autonomous  vehicles  with  model-based  acceleration[J].
IEEE  Transactions  on  Intelligent  Vehicles,  2023,  8(3):
2332-2344.

[20]

Yang  Y  J,  Jiang  Y  X,  Liu  Y  C,  et  al. Model-free  safe
reinforcement  learning  through  neural  barrier

[21]

certificate[J].  IEEE  Robotics  and  Automation  Letters,
2023, 8(3): 1295-1302.
孙辉辉, 胡春鹤, 张军国. 事件触发式多智能体分层安

全强化学习运动规划[J]. 控制与决策 , 2024, 39(11):
3755-3762.
(Sun  H  H,  Hu  C  H,  Zhang  J  G.  Multi-agent  event
triggered hierarchical security reinforcement learning[J].
Control and Decision, 2024, 39(11): 3755-3762.)

[22]

Panda  M,  Das  B,  Subudhi  B,  et  al.  A  comprehensive
review  of  path  planning  algorithms  for  autonomous
underwater  vehicles[J].  International  Journal  of
Automation and Computing, 2020, 17(3): 321-352.

[23]

Nguyen  Q,  Sreenath  K.  Exponential  Control  Barrier
Functions  for  enforcing  high  relative-degree  safety-
critical  constraints[C].  American  Control  Conference.
Boston, 2016: 322-328.

[24]

Choi  J,  Castañeda  F,  Tomlin  C  J,  et  al.  Reinforcement
learning  for  safety-critical  control  under  model
uncertainty,  using  control  Lyapunov  functions  and
control  barrier  functions[C].  Proceedings  of  Robotics:
Science  and  Systems.  DOI:  10.15607/RSS.2020.XVI.
073.

[25]

Capelli  B,  Fouad  H,  Beltrame  G,  et  al.  Decentralized
connectivity maintenance with time delays using control
barrier  functions[C].  IEEE  International  Conference  on
Robotics and Automation. Xi’an, 2021: 1586-1592.

[26]

Amos B, Kolter J Z. Optnet: Differentiable optimization
as a layer in neural networks[C]. Proceedings of the 34th
International Conference on Machine Learning-Volume.
Sydney, 2017: 136-145.

[27]

Amos B,  Jimenez  I,  Sacks  J,  et  al. Differentiable  MPC
for  end-to-end  planning  and  control[J].  Advances  in
Neural Information Processing Systems. Montréal, 2018,
31: 8289-8300.

[28]

He X K, Wu J D, Huang Z Y, et al. Fear-neuro-inspired
reinforcement  learning  for  safe  autonomous  driving[J].
IEEE  Transactions  on  Pattern  Analysis  and  Machine
Intelligence, 2024, 46(1): 267-279.

[29]

 
作者简介

刘永康 (2001−), 男, 硕士生, 主要研究方向为机器人导

航、强化学习, E-mail: liuyk61@163.com;

张严心 (1976−), 女, 副教授, 博士, 主要研究方向为复

杂大系统的智能控制、无人驾驶中的智能控制、复杂交通

网络控制, E-mail: yxzhang@bjtu.edu.cn;

柳向斌 (1971−), 男, 副教授, 博士, 主要研究方向为控

制科学与工程, E-mail: xbliu@bjtu.edu.cn;

殷辰堃 (1981−), 男, 副教授, 博士, 主要研究方向为迭

代学习控制、数据驱动控制、智能交通系统 ,  E-mail:
chkyin@bjtu.edu.cn;

黄志清 (1971−), 男, 副教授, 博士, 主要研究方向为无

人驾驶智能决策控制、车联网及区块链, E-mail: zqhuang@
bjut.edu.cn.

2352 控 制 与 决 策 第41卷

https://doi.org/10.13195/j.kzyjc.2020.1382
https://doi.org/10.13195/j.kzyjc.2020.0470
https://doi.org/10.13195/j.kzyjc.2020.0470
https://doi.org/10.13195/j.kzyjc.2022.1159
https://doi.org/10.13195/j.kzyjc.2022.1159
https://doi.org/10.13195/j.kzyjc.2024.1019
https://doi.org/10.13195/j.kzyjc.2024.1019
https://doi.org/10.13195/j.kzyjc.2024.1019
https://doi.org/10.1109/TITS.2023.3330183
https://doi.org/10.1109/TITS.2023.3330183
https://doi.org/10.13195/j.kzyjc.2024.0326
https://doi.org/10.13195/j.kzyjc.2024.0326
https://doi.org/10.13195/j.kzyjc.2024.0326
https://doi.org/10.1016/j.automatica.2022.110684
https://doi.org/10.1109/TIV.2022.3233592
https://doi.org/10.1109/LRA.2023.3238656
https://doi.org/10.13195/j.kzyjc.2023.1288
https://doi.org/10.13195/j.kzyjc.2023.1288
https://doi.org/10.1007/s11633-019-1204-9
https://doi.org/10.1007/s11633-019-1204-9
https://doi.org/10.1109/TPAMI.2023.3322426
https://doi.org/10.1109/TPAMI.2023.3322426
mailto:liuyk61@163.com
mailto:yxzhang@bjtu.edu.cn
mailto:xbliu@bjtu.edu.cn
mailto:xbliu@bjtu.edu.cn
mailto:xbliu@bjtu.edu.cn
mailto:chkyin@bjtu.edu.cn
mailto:zqhuang@bjut.edu.cn
mailto:zqhuang@bjut.edu.cn

