
 

一种鲁棒高效的改进多智能体深度确定性策略梯度算法

江佳濠，陈世明†，张　正

(华东交通大学 电气与自动化工程学院，南昌 330013)

摘　要: 多智能体强化学习面临鲁棒探索与高效协作的双重挑战. 现有算法探索机制多为固定或与状态无关的调

节方式, 忽视了不同决策情境下差异化的探索需求, 导致难以维持探索与利用的有效平衡; 同时, 在处理智能体间

关系时通常采用扁平化的信息聚合方式, 忽略了其内在的交互拓扑结构. 为应对这些挑战, 本文提出了一种基于

状态自适应最大熵与图注意力网络的多智能体深度确定性策略梯度算法. 首先, 构建了最大熵强化学习框架, 通

过设计一个状态依赖的温度系数作为策略熵的自适应权重, 使智能体能够根据当前的实时交互状态与探索需求

动态调整策略的探索强度, 从而实现自适应的探索-利用平衡. 其次, 利用图注意力网络显式地建模智能体间的交

互拓扑关系, 通过注意力机制区分不同邻居的重要性, 生成更具表达力的状态表征以增强智能体间的协作. 在多

智能体仿真环境中的实验结果表明, 本文算法在学习效率和最终协作性能方面都体现了较大的优越性.
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Abstract: Multi-agent reinforcement learning is a key technology for solving complex collaborative decision-making
problems, yet efficient coordination among agents and robust exploration remain core challenges. Existing algorithms,
such  as  MADDPG,  typically  employ  a  flattened  information  aggregation  approach  when  handling  inter-agent
relationships,  neglecting  their  inherent  topological  structure.  Simultaneously,  their  exploration  mechanisms  are  often
fixed or globally adjusted, failing to adapt to dynamic state changes. To address these challenges, this paper proposes a
graph  attention  network-based,  state-adaptive  maximum  entropy  multi-agent  deep  deterministic  policy  gradient
algorithm  (GSA-MADDPG).  This  algorithm  explicitly  models  agent  interactions  using  a  graph  attention  network,
generating  more  expressive  state  representations  to  enhance  collaboration.  Furthermore,  we  introduce  a  maximum
entropy framework and design a state-dependent temperature coefficient that dynamically adjusts the weight of policy
entropy based on current state uncertainty, enabling intelligent exploration-exploitation balance. Experimental results in
multi-agent simulation environments demonstrate that GSA-MADDPG outperforms baseline methods (MADDPG and
MASAC) in both learning efficiency and final collaborative performance.
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0    引　言

近年来, 人工智能技术的飞速进步推动了多智

能体系统 (Multi-Agent Systems, MAS)在理论研究

与实践应用中的深度融合. 作为一种分布式人工智

能框架, MAS通过多个自主智能体之间的交互与协

作, 能够有效处理各种复杂环境中的动态决策挑战.
正是由于这一特性, MAS在交通控制

[1]
、自动驾驶

[2]
、

资源分配
[3]
、车辆调度

[4]
和无人机集群

[5]
等诸多实际

场景中展现出了广泛的应用潜力, 逐渐成为学术界

和工业界的研究热点.
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在这些系统中, 多个智能体在一个共享环境中

进行交互, 其行为相互影响. 因此, 多智能体强化学

习 (Multi-Agent  Reinforcement  Learning,  MARL)应
运而生, 旨在为这类复杂系统开发有效的协同决策

策略.
早期的多智能体研究主要集中在独立学习方法

上, 例如 Tan[5] 提出的 IQL, 这种方法简单但忽略了

环境的非平稳性. 为了解决这一问题, Lowe等人
[6]

提出了 MADDPG算法, 确立了中心化训练去中心

化执行的范式, 提升了协作稳定性. 随后, Sunehag等
人

[7]
和 Rashid等人

[8]
分别提出了 VDN算法和

QMIX算法, 通过值分解进一步推动了该领域的发

展. 然而, 这些经典方法通常采用简单的状态拼接,
难以处理复杂的交互拓扑. 为了更好地处理非欧几

里得结构数据, Kipf等人
[9]
提出了图卷积网络. 在此

基础上, Velickovic等人
[10]

引入了注意力机制, 提出

了图注意力网络, 实现了对邻居特征的自适应聚合.
在 MARL领域, Jiang等人

[11]
尝试将图卷积引入强

化学习, 开启了结构化协作研究. 在探索策略方面,
传统的 e-greedy或高斯噪声策略往往效率低下 .
Ziebart等人

[12]
最早将最大熵原理引入强化学习. 随

后, Haarnoja等人
[13]

提出了的 Soft Actor-Critic算法,
通过最大化熵和奖励的加权和, 实现了探索与利用

的自动平衡. 本文的工作正是建立在这些经典理论

之上, 进一步解决了温度系数无法随状态动态调整

的问题.
尽管前景广阔, MARL领域仍面临着独特的挑

战, 尤其是由其他智能体策略动态变化所引发的环

境非平稳性, 以及在团队任务中如何将全局奖励有

效地分配给单个智能体的信用分配问题
[14-15].

为了应对上述挑战, 中心化训练去中心化执行

(Centralized  Training  with  Decentralized  Execution,
CTDE)框架

[16]
已成为一种主流范式. 其代表作多智

能体深度确定性策略梯度算法 (Multi-Agent  Deep
Deterministic  Policy  Gradient,  MADDPG)通过为每

个智能体配备一个能获取全局信息的 Critic网络, 有
效缓解了非平稳性问题. 然而, 其 Critic网络通常是

将所有智能体的信息简单拼接后输入一个多层感知

机, 这种处理方式忽略了智能体之间内在的、结构化

的交互关系. 在某些需要精细的局部协作的任务中,
这种方法的学习效率和性能会受到限制. 为了更好

地建模智能体间的依赖关系, 一些工作引入了注意

力机制
[17-18], 而另一些工作则更进一步, 开始探索使

用图神经网络
[19-20]

和图注意力网络 (Graph Attention
Network, GAT)[21-24] 来显式地建模智能体间的交互

图, 从而促进合作与通信. 尽管这些基于 GAT的方

法在结构化表示上展示了巨大潜力, 但它们大多集

中在确定性策略上, 可能忽略了高效探索在复杂任

务中的重要性.
与此同时, 为了提升探索效率和策略鲁棒性, 源

自单智能体领域的最大熵强化学习思想
[13]

也被成功

引入MARL. 例如, Iqbal等人
[25]

提出了MAAC算法

将软 Q学习 (soft Q-learning)与 CTDE结合, 通过熵

正则化鼓励智能体学习更多样化的行为. 后续工作

如 Li等人
[26]

提出的M3DDPG算法也进一步验证了

策略熵在多智能体设定下的优势. 然而这些基于最

大熵的方法在处理中心化信息时 , 通常又依赖于

MLP或全局注意力机制, 未能充分利用许多场景下

智能体之间显式的局部结构信息.
针对多智能体协作中存在的探索-利用平衡效

率低下以及交互拓扑信息利用不足的问题, 提出了

一种结合图注意力网络与状态自适应最大熵探索的

多智能体协作算法. 该算法在 CTDE的架构下, 利用

图注意力网络提取智能体间的拓扑特征, 并引入状

态依赖的温度调节机制以实现情景感知的探索. 主
要贡献如下:

1. 设计了一种状态依赖的自适应熵调节机制,
现有方法多采用固定温度系数或依赖复杂的预测误

差指标
[27-28]

来调整探索, 忽略了局部状态与探索需

求之间的联系. 本文构建了独立的熵调节网络, 将智

能体的局部观测映射为熵权重. 这种情景感知的机

制能根据当前状态动态调整策略: 在状态不确定性

高时自动增强探索, 在策略稳定时加速收敛, 提升了

算法在复杂环境下的鲁棒性.
2. 提出了一种基于动态图注意力网络的交互表

征机制, 与现有工作中常采用的平均场近似方法
[29]

或静态全连接图
[30]

不同, 本文根据智能体间的实时

物理距离动态重构交互拓扑, 并利用多头注意力机

制自适应地分配邻居权重. 这使得算法能够在不增

加通信开销的前提下, 过滤噪声信息并捕捉关键协

作对象, 提升了 Critic网络对复杂联合状态的评估准

确性.
3. 构建了一个统一的高效协作与探索框架, 将

上述结构化表征与自适应探索机制整合到MADDPG
框架中, 解决了传统算法在稀疏奖励和复杂交互任

务中收敛慢、易震荡的问题. 在多个基准环境下的实

验结果表明, 该方法在收敛速度和最终收益方面都

体现了较大的优越性. 

1    MADDPG 算法基本介绍

MADDPG算法是一种基于 DDPG扩展而来的
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o = {o1, o2, . . . , on}
a = {a1, a2, . . . , an}

µ = {µ1, µ2, . . . µn}
µi

θi

oi

ai = µi(oi)

多智能体强化学习算法 , 其核心在于采用了

CTDE的范式. 该框架有效地缓解了多智能体系统

中常见的环境非平稳性和策略学习不收敛问题. 如
图 1所示, MADDPG算法包含两个核心组件: 演员

(Actor)网络和评论家 (Critic)网络 . 在执行阶段 ,
Actor网络仅依赖局部观测独立做出决策; 在训练阶

段, Critic网络利用全局信息来评估联合动作的价值,
指导 Actor网络的更新. 假设环境中有 N个智能体,
所有智能体的观测集合记为 , 联

合动作集合记为 . 在执行阶段,

为了适应实际部署时的通信限制, MADDPG算法为

每个智能体配备了一个去中心化的 Actor网络来进

行策略探索与执行. 记 为所有智

能体的确定性策略集合, 其中每个 Actor网络 由

参数 控制. 与 Critic网络不同, Actor网络仅接收自

身的局部观测 作为输入 , 并输出确定性动作

. 这种设计确保了算法在部署时不需要

全局通信, 仅凭局部信息即可完成任务.
 
 

训练

训练

 Actor网络 

o a

 Actor网络 

执行

o a
N

 Criti网络  Criti网络 

1

图 1   MADDPG 算法框架图
 

o a

Qµ
i (o, a1, . . . , an)

然而, 如果仅依靠局部信息进行训练, 环境对于

单个智能体而言是非平稳的. 为了解决这一问题,
MADDPG算法在训练阶段引入了中心化的 Critic
网络. Critic网络利用全局信息即所有智能体的观测

和联合动作 作为输入, 计算中心化的动作价值函

数 . 这种机制使得每个智能体在训

练时能够感知到其他智能体的策略变化, 从而将非

平稳的多智能体环境转化为平稳的单智能体学习过

程, 为 Actor网络的优化提供稳定的指导信号.

(o, a, r, o′)

i

MADDPG算法采用了经验回放技术, 将智能体

与环境交互产生的经验元组 存储在经验

池 D中, 以打破数据间的相关性. 在参数更新时, 通
过从 D中随机采样批量数据, 计算每个智能体的期

望收益梯度. 对于智能体 的期望收益的策略梯度如

下式所示:

∇θiJ(µi) =

Eo,a∼D[∇θiµi(ai | oi)∇ai
Qµ

i (o, a1, . . . , aN)|ai
],

(1)

D = {o, o′, a1, . . . , an, r1, . . . , rn}. (2)

∇θiµ(ai|oi) µi θi µ(ai|oi)

oi ai µi ∇ai
Qµ

i

Qµ
i ai

其中,  是策略 对参数 的梯度, 
表示在观测 下智能体选择动作 的策略 . 
是中心化的动作价值函数 对动作 的梯度.

Critic网络通过最小化时序差分误差 (TD-error)
来更新, 其损失函数为:
L(θi) = Eo,a,r,o′ [(Q

µ
i (o, a1, . . . , aN)− y)2] =

yri + γQµ′

i (o′
i, a

′
1, . . . , a

′
N)|a′

j=µ′
j(o

′
j)
. (3)

o′ a′其中 ,  是下一时刻的全局观测 ,  是通过目标

Actor网络选出的下一时刻联合动作. 通过引入全局

信息, Critic网络能够判断某个奖励是由自身动作引

起的, 还是由其他智能体协作产生的, 从而有效解决

了多智能体间的信度分配问题.
MADDPG算法的中心化 Critic网络是将所有

智能体的观测和动作进行简单地拼接作为输入. 这
种扁平化的处理方式忽略了智能体之间可能存在的

空间、通信或交互上的拓扑结构, 限制了其对复杂协

作关系的建模能力. 

2    改进的 MADDPG 算法

α(s)

本文算法建立在 MADDPG算法的 CTDE框架

之上, 旨在构建一个自适应探索机制与具备拓扑感

知能力的高效协作系统. 在决策层面, 为了打破确定

性策略在探索上的局限性, 重构了策略优化目标, 采
用最大熵强化学习框架替代传统的确定性梯度更新;
在此基础上 , 进一步设计了状态依赖的温度系数

, 通过感知当前状态的不确定性来动态调控熵

正则项的权重, 从而实现探索与利用的自适应平衡.
在感知层面, 为了克服传统方法对交互拓扑关系的

利用不足, 集成了 GAT编码器, 负责从复杂的交互

中提取结构化的状态表征, 区分不同邻居对当前决

策的影响权重.
算法的整体架构如图 2所示, 主要由执行模块、

训练模块以及环境交互三部分构成.

i

oi ai

在执行阶段, 系统由 N个并行的智能体组成, 每
个智能体 作为一个独立的决策单元, 内部包含一个

Actor网络和一个 Alpha熵调节网络, 两者协同工作

以实现自适应的探索与利用平衡. Actor网络负责根

据当前接收到的局部观测 输出具体的动作 . 为
了支持更广泛的探索, 算法采用随机策略网络, 旨在

最大化包含熵正则项的长期期望回报. Alpha熵调节

网络是实现自适应探索的关键组件. 它根据局部观
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oi αi

αi

测 动态输出对应的温度系数 , 实时调整策略的

随机性权重. 当状态不确定性较高时,  增大以鼓励

探索; 反之则减小以稳定利用. 在此过程中, 智能体

之间无需直接通信, 仅通过环境反馈进行隐式协调.

(s, a, r, s′) s a

s a

Qi Q

训练模块是算法的核心, 负责在后台利用全局

信息对所有智能体的策略进行中心化更新. 该模块

主要包含一个经验回放池和一个共享的 GAT Critic
网络. 经验回放池用于存储智能体与环境交互产生

的时间步元组 , 其中 和 分别为联合观测

和联合动作. 通过从经验回放池中随机采样, 打破数

据的时间相关性, 提升训练稳定性. GAT Critic网络

利用 GAT对采样得到的联合状态 和联合动作 进

行结构化处理. 不同于传统算法的简单拼接, GAT
能够显式地为智能体间的交互拓扑建模, 自适应地

聚合关键邻居信息, 从而更准确地评估联合动作的

价值 . 该 值将作为关键的梯度信号, 指导对应

Actor网络的参数更新.

s′ r

在每一轮循环中, 所有智能体首先根据局部观

测生成动作并与环境交互, 环境反馈新的联合状态

和各自奖励 . 这些交互数据被存入经验回放池.
随后, 训练模块从池中采样批量数据, GAT Critic网
络利用这些数据评估动作价值并计算 TD误差以更

新自身参数; 同时, 它通过反向传播计算关于动作的

梯度, 辅助 Actor网络向更高价值的方向进步, 最终

实现多智能体系统的协同进化. 

3    状态自适应温度系数最大熵

i

πi(ai|oi)

为了克服确定性策略在复杂环境中容易陷入局

部最优的局限, 构建了基于最大熵强化学习的优化

框架. 在该框架下, 每个智能体 学习一个随机策略

, 其优化目标是最大化期望回报与策略熵的

加权和, 旨在寻求利用与探索之间的平衡. 为了实现

对探索强度的精细化控制, 将熵的权重项设计为关

αi(oi)

i

于状态的函数, 即状态依赖的温度系数 . 智能

体 的目标函数定义如下:

J(πi) =

Eτ∼π[
T∑

t=0

γt(Ri(st, at) + αiH(πi(· | oi,t)))], (4)

H(πi(· | oi,t)) = Eai∼πi
[− logπi(at | oi,t)] (5)

H(πi(· | oi,t)) πi oi,t

αi

αi

αi

其中 ,  是策略 在观测 下的熵 .
是温度参数, 控制着熵项相对于奖励的重要性. 一

个更大的 会促使策略变得更随机以探索更可能

性, 反之则会使策略更倾向于利用现有知识. 为了优

化这个目标, 采用交替更新 Critic网络、Actor网络

和温度参数 的方法.
i

Qi(s, a; θQi
)

Q

(s, a, r, s′)

对 于 每 个 智 能 体 ,  其 GAT  Critic网 络

通过最小化贝尔曼误差来更新. 在最大

熵框架下, 目标 值的计算需要包含下一状态的策

略熵. 具体来说, 就是从经验回放池中采样一批经验

, Critic网络的损失函数定义为:

L(θQi
) = E(s,a,r,s′)∼D[(Qi(s, a; θQi

)− yi)
2]. (6)

yi其中, 目标值 的计算如下:

yi = ri + γ(Q′
i(s

′, a′; θ′
Qi
)− αi logπi(a

′
i | o′

i;ϕi)).
(7)

Q′
i π′

i

θ′
Q

i
ϕ′

i

a′ = (a′
1, . . . , a

′
n)

π′(·|s′)

logπi(a
′
i | o′

i, ϕ
′
i) o′

i

a′
i

其中,  和 分别是目标 Critic网络和 Actor网络,
它们的参数 和 是主网络参数的指数移动平均,

以稳定训练过程.  是根据当前的目

标 Actor网络策略 采样得到的下一状态的联

合动作;  是在下一状态 下, 执行动

作 的对数概率 , 它近似了下一状态的策略熵 .
Critic网络的参数通过对损失函数进行梯度下降来

更新:

θQi
← θQi

− λQ∇θQi
L(θQi

). (8)

λQ其中,  是 Critic网络的学习率.
i

Q πi(ai|oi;ϕi)

Q

每个智能体 的 Actor网络的目标是学习一个能

够最大化其对应 值的策略 . 对于给定

的状态, Actor网络的更新目标是让其输出的动作分

布在 函数评估下有更高的期望值, 同时保持较高

的熵. 其损失函数为:
J(ϕi) = Eoi∼D,ai∼πi

[αi logπi(ai | oi;ϕi)−
Qi(s, (ã1, . . . , ai, . . . , ãn); θQi

)] (9)

ai π(·|oi)

(ã1, . . . , ãn)

i ai Qi

其中,  是根据当前 Actor策略 新采样的动

作, 这个采样过程使用了重参数化以允许梯度回传;
是从经验回放池中获取的联合动作, 但

第 个智能体的动作会被新采样的 替换;  是指在

更新 Actor网络时, 当前 Critic网络的参数被视为常

 

执行模块

智能体1

智能体N

训练模块

环境

( 状态s,奖励r )

Actor网络

局部观测o₁

Actor网络

局部观测o ₙ

经验回放池
( Replay Buffer )

  经验元组
( s, a, r, s', a ')  

动作a₁

Alpha网络

( 温度参数α )

...

动作aₙ

Alpha网络

( 温度参数α )

GAT 中心化 Critic

批量经验

图 2    整体框架图
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数. Actor网络的参数通过梯度下降来更新:

ϕi ← ϕi − λπ∇ϕi
J(ϕi). (10)

λπ其中,  是 Actor网络的学习率.
α

α

α i

αi(oi)

因为固定的温度参数 难以适应不同状态下的

探索需求, 所以在某些需要精确控制的状态下希望

探索减少即 变小, 而在不确定的状态下则希望探索

增加即 变大. 因此, 本文为每一个智能体 引入一个

可学习的、依赖于当前状态的温度参数 .
αi

H

H̄ H̄

H̄ = − dim(Ai) αi

本文将 的学习也制定为一个优化问题, 其目

标是使策略的期望熵 维持在一个预设的目标熵值

附近.  通常被设为与动作空间的维度相关的值,
如 .  通过最小化以下损失函数来

更新:

J(αi) = Eoi∼D, ai∼πi
[−αi(oi)(logπi(ai | oi) + H̄)].

(11)

logαi(oi) αi

在实践中, 训练一个小型神经网络来输出对数

温度 , 以保证 始终为正. 该网络的参数通

过梯度下降进行更新:

ωi ← ωi − λα∇ωi
J(ωi). (12)

这个自适应的温度机制使得算法能够根据任务

的实时需求, 在探索和利用之间进行更加灵活和智

能的权衡. 

3.1    基于图注意力网络的 Critic 架构

针对传统 Critic网络在处理扁平化联合状态时

存在的结构性缺失与扩展性瓶颈, 重构了 Critic网络

的特征提取层, 利用 GAT替代了原始的多层感知

机. 不同于简单的向量拼接, GAT能够将多智能体

系统建模为动态拓扑图, 通过注意力机制自适应地

聚合邻居信息. 这种设计使得 Critic网络可以通过显

式的权重分配机制, 提取局部交互中关键邻居的特

征, 从而提升对复杂联合动作价值的评估准确性.
i

Qi(s, a) s =

(o1, o2, . . . , on) a = (a1, a2, . . . , an)

本文的设计遵循 CTDE范式, 即每个智能体 共

享一个中心化 GAT Critic网络 , 其中

是联合观测 ,  是

联合动作.

G = (V,E) V

E

i j

oi (p(i)
x , p(i)

y )

仿 真 环 境 采 用 MPE(Multi-agent  Particle
Environment, MPE)粒子环境, 在 MPE这类基于物

理空间的环境中, 智能体之间的交互是局部且动态

的. 因此, 在每个训练时间步, 根据智能体当前的状

态动态地构建一个交互图 . 其中 表示

节点, 图中的每个节点代表一个智能体,  表示边,
两个智能体节点 和 之间是否存在一条边, 取决于

它们之间的物理距离. 具体来说, 从每个智能体的局

部观测 中提取其坐标 , 并计算它们之间

dij dij β的欧氏距离 . 如果 小于一个预设的阈值 , 就在

它们之间建立一条边.

Q

GAT Critic网络结构包含三个主要部分: 输入

编码层、GAT信息传播层和 值输出层.

i oi ai

在输入阶段, 为了让 GAT能够处理异构的输

入, 首先将每个智能体 的局部观测 和动作 分别

通过独立的MLP线性层编码成固定维度的向量:

hoi = ReLU(Woioi + boi)

hai
= ReLU(Wai

ai + bai
). (13)

Woi , boi ,Wai
, bai

i

xi ∈ RDnode

其中 是编码器参数. 然后, 将这两个

编码后的向量拼接起来, 形成智能体 在图中的初始

节点特征 :

xi = hoi ⊕ hai
. (14)

⊕

X = [x1, x2, . . . , xn]
T

其中 表示向量拼接操作, 是节点特征的维度. 所有

智能体的初始节点特征构成了 GAT的初始节点特

征矩阵 .
在传播阶段, 采用图注意力网络作为信息传播

的核心. GAT利用自注意力机制, 能够动态地为邻

居节点分配不同的重要性权重, 这适合建模多智能

体之间复杂的依赖关系.
i j ∈ Ni Ni

i

αij g

具体来说, 节点 从其邻居 ( 是包含节

点 自身的邻居集合 )所接收信息的注意力权重

是通过一个共享的注意力机制 来计算的:

eij = LeakyReLU(Watt[Wqxi ∥Wkxj]). (15)

Wq

Wk

|| Watt

其中,  用于将中心智能体之的特征映射到查询空

间,  用于将邻居智能体 j的特征映射到键空间,
表示拼接,  是一个将拼接后的高维向量映射到

标量的权重向量.

αij = softmaxj(eij) =
exp(eij)∑

k∈Ni

exp(eik)
. (16)

eij j i

αij i

代表了节点 的信息对于节 的重要性分数.
这些分数通过 softmax函数进行归一化, 得到最终的

注意力权重 . 然后, 节点 的特征向量通过聚合其

邻居的特征进行更新, 聚合时使用计算出的注意力

权重进行加权求和:

x′
i = σ(

∑
j∈Ni

αij Wv xj). (17)

x′
i σ

Wv

其中,  是更新后的节点特征,  是一个非线性激活

函数,  用于将邻居智能体 j的特征映射到内容空

间 . 为了增强模型的表达能力并稳定学习过程 ,
GAT通常采用多头注意力机制, 即并行地执行 K个

独立的注意力计算, 然后将结果拼接或求平均, 如下

式所示.
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x′
i = ∥Kk=1 σ(

∑
j∈Ni

α(k)
ij W (k)xj)

或x′
i = σ(

1

K

K∑
k=1

∑
j∈Ni

α(k)
ij W (k)xj). (18)

|| (k)其中 表示拼接操作, 上标 表示第 k个注意力头

的参数.

i

x(L)
i

Q

在输出阶段, 信息在图上通过 L=2层 GAT进行

传播. 经过 L层传播后, 每个节点的最终表示就融合

了其邻域内所有的智能体的状态和动作信息, 从而

获得了对局部联合策略的深刻理解. 在信息传播结

束后, 每个智能体 的 Critic网络将从 GAT的最终输

出中提取其自身的节点表示 . 这个向量已经蕴含

了完成信用分配所需的上下文信息. 最后, 通过一个

简单的MLP解码出最终的 值:

Qi(s, a; θQi
) = fout(x

(L)
i ). (19)

fout θQi
i其中,  是一个两层的MLP,  是智能体 的 Critic

网络的所有参数, 包括输入编码层、GAT层和输出

层. 

4    仿真实验

通过 MPE环境下两个子环境的仿真实验来验

证本文提出的 GSA-MADDPG算法的可行性. 第一

个环境是合作导航, 第二个环境是合作通信, 并与

MADDPG[9],  MASAC[17],  MAPPO算法进行比较 .
MASAC是将 SAC算法扩展至多智能体领域的经典

算法. 它在 CTDE架构下, 将最大熵项引入目标函

数, 旨在最大化累积奖励的同时最大化策略的随机

性. 选择 MASAC作为基线的原因在于本文提出的

算法同样基于最大熵强化学习框架. MASAC代表

了该框架下采用全局统一或线性衰减温度系数的主

流方法. 通过与MASAC的对比, 可以隔离出本文提

出的状态依赖温度调节机制所带来的性能增益, 从
而验证在动态环境中根据状态不确定性实时调整探

索强度的必要性. 为了确保实验结果的公正性和可

靠性, 所有实验结果均基于 5个独立的随机种子. 

4.1    实验环境及超参数设置

合作导航环境如图 3所示, 每回合开始时随机

生成 N个智能体和 N个地标, 智能体需要以协作的

方式去覆盖地标, 每个智能体需要移动到距离它最

近的地标. 智能体之间会因碰撞而产生惩罚. 其中大

蓝球是智能体, 其目标是导航到作为目标的小黑球,
每回合的长度是 25个时间步. 奖励主要由智能体接

近目标的程度、避免碰撞以及整体任务完成效率共

同决定, 旨在鼓励安全、快速且协调的集体目标达

成. 智能体个数为 5个, 测试轮数为 10 000轮.

合作通信环境如图 4所示, 有两个智能体和三

个不同颜色的地标. 每个智能体都希望靠近他们的

目标地标, 而这个目标只有其他智能体知道. 智能体

被划分为说话者与听者, 说话者的核心任务是生成

一个离散的通信信号, 以描述该目标物体; 听者则接

收此信号, 并必须依赖该信号在环境中导航, 最终通

过移动到目标旁边来执行动作. 团队的成功与否取

决于听者是否能准确识别出说话者所描述的目标.
智能体的奖励与他们距离目标地标的远近有关. 测
试轮数为 30 000轮.
 
 

图 4   合作通信环境
 

算法训练主要的超参数设定如表 1所示.
 
 

表 1     主要的超参数设定

训练超参数 超参数符号 取值

经验池大小 Buffer_size 1e6

批量大小 Batch_size 1 024

Actor网络学习率 Actor_lr 5e-4

Critic网络学习率 Critic_lr 5e-4

软更新参数 τ 0.01

折扣因子 γ 0.95

距离阈值 β 0.8

注意力头数 K 4
 

α

交互距离阈值根据 MPE环境中智能体的感知

半径和地标分布范围设定 .  网络采用轻量级的

MLP结构 (两层 , 每层 64个单元 ), 输出层使用

Sofplus激活函数以保证温度系数始终为正值. 网络

权重采用正交初始化, 以提高训练初期的稳定性. 

4.2    实验结果

第一个测试环境为合作导航环境, 结果如图 5
所示. 从图中可以观察到, GSA-MADDPG算法在训

练初期便展现出了较快的收敛速度, 其奖励上升斜

率优于其他基线算法. 在训练进入稳定阶段后, GSA-

 

图 3    合作导航环境
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MADDPG算法的收敛值稳定在最高水平且高于基

线算法. 这表明本文算法能够更快地找到最优联合

策略, 并更高效地完成任务. 曲线周围的阴影区域代

表了多次实验结果的标准差. 可以看出, MADDPG
算法的阴影区域最宽, 表明其训练过程不稳定, 策略

波动较大. 相比之下, GSA-MADDPG算法的阴影区

域最窄, 说明算法在不同随机种子下均能保持较为

一致的性能, 具有较强的鲁棒性.
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图 5   合作导航环境奖励曲线图
 

第二个测试环境为合作通信环境, 对上述算法

在此环境下的最终收敛性能进行定量比较. 表 2是
5次运行结果的均值和标准差, 通过计算每次运行的

最后 3 000个回合的团队平均奖励来定义其最终性

能的优劣.
 
 

表 2     合作通信环境性能对比

算法 均值 标准差 收敛步数

MADDPG −16.08 0.33 13 000

MASAC −14.61 0.78 10 500

MAPPO −17.21 0.58 11 300

GSA-MADDPG −11.75 0.10 9 400
 

由表可知, GSA-MADDPG算法取得了最高平

均奖励, 与两个基线算法相比, 提升幅度分别达到了

27.1%和 19.6%和 46.5%. 这表明在需要通过交互来

推断隐式目标信息的通信任务中 ,  GSA-MADDPG
算法能够学习到更好的协作策略. 在稳定性方面,
GSA-MADDPG的标准差为 0.10, 低于两个基线算

法的标准差. 这反映出本文算法在不同的随机种子

下均能收敛到一致. 相比之下, MASAC算法虽然引

入了最大熵机制, 但由于缺乏对温度系数的自适应

调节, 导致其训练过程方差较大, 策略表现不太稳定.
在收敛速度上面, GSA-MADDPG快于基线算法.

为了确认上述两个改进点分别作用于MADDPG
算法中是什么效果, 本文在合作导航环境中做了消

融实验 .  G-MADDPG为图注意力网络算法 ,  SA-
MADDPG为状态自适应温度系数最大熵算法. 智能

体个数为 5个, 测试轮数为 15 000, 结果如图 6所示.
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图 6   消融实验奖励曲线图
 

从图中可以看出, SA-MADDPG算法在训练初

期展现出了较快的奖励上升速率, 高于其他两种算

法. 这验证了自适应温度系数的有效性: 在训练初期

策略尚未成型时, 该机制自动调大熵权重, 赋予了智

能体较强的探索能力, 使其能够迅速跳出局部最优

解, 快速发现高回报的策略区域. G-MADDPG算法

在收敛速度上略逊于 SA-MADDPG算法, 但其最终

性能和上升趋势均优于MADDPG算法. 这表明 GAT
模块在特征提取层面发挥了作用. 通过显示建模智

能体间的交互拓扑, GAT帮助 Critic网络从嘈杂的

全局状态中筛选出关键邻居信息, 使智能体能够学

习到更加精细和稳定的协作策略. 这说明本文两个

改进点对于 MADDPG算法都有不同程度的提升 ,
且两者叠加效果最好.

α

α

α

为了验证所提自适应熵调节机制的有效性, 我
们可视化了训练过程中温度系数 的变化轨迹如图 7
所示. 从图中可以观察到算法在训练初期鼓励智能

体进行广泛的随机探索, 以覆盖更多的状态空间. 随
着策略逐渐成熟,  呈现平滑下降趋势, 表明算法自

动从探索向利用过渡, 确保证策的稳定性. , 在约 12 500
轮处, 当智能体遭遇未曾见过的复杂状态或环境突

变时,  网络感知到了状态不确定性的增加, 并自主

地调高了温度系数. 这种机制赋予了智能体跳出局

部最优解的能力, 验证了本文方法具备的情景感知

与自适应调节能力. 热力图 (图 8)结果证明了本文

提出的动态图注意力机制能够有效充当信息过滤器,
在保留关键协作特征的同时, 屏蔽无关环境噪声的

干扰, 从而提升了 Critic网络在复杂环境下的评估准

确性.
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图 7   α 取值曲线图
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图 8   注意力分数图
 
 

5    结　论

α(s)

针对多智能体强化学习中协作建模与探索效率

的问题, 提出了一种名为 GSA-MADDPG的算法. 该
算法通过引入图注意力网络来显式捕捉智能体间的

动态交互关系, 并通过最大熵框架来促进策略的多

样性. 本文的贡献在于摒弃了传统的全局或手动调

整的熵奖励权重, 设计了一个能够学习的状态依赖

温度系数 的模块. 这使得探索强度可以根据任

务所处的不同阶段进行智能化、自适应的调整. 在
MPE基准环境上的实验表明, GSA-MADDPG在协

作性能和学习效率上均优于 MADDPG、MASAC基

线算法, 验证了我们方法的有效性和优越性. 展望未

来, 我们计划从多个方面扩展当前的工作. 为了解决

可扩展性问题, 我们将研究更高效的图采样技术或

将自适应熵机制与可扩展性更强的值分解算法集成.
另一个方向是实现目标熵的自动化调整, 以增强算

法对新任务的适应能力.
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