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摘　要: 针对现有狼群算法在求解约束多目标优化问题 (CMOPs)时存在的约束处理机制不够完善导致解的可行

性不足, 探狼与猛狼的搜索方式单一, 难以充分探索解空间, 造成解的多样性不足等问题, 提出螺旋搜索与多族群

交互的约束多目标狼群算法 (CMOWPA-SSI). 设计螺旋搜索策略, 优化探狼和猛狼的学习模型, 分别强化全局探

索与局部开发能力, 提升算法的多样性和收敛性; 设计多族群交互机制, 设置约束优先、约束忽略和约束松弛三

个族群, 通过族群间的信息交互实现优势互补, 协调可行域与不可行域探索, 增强算法在约束环境下的适应性, 保

证解集的可行性. DTLZ、MW、DAS-CMOP基准测试集的实验表明, CMOWPA-SSI在收敛精度和解集分布性上

显著优于 6种对比算法, 可有效提升 CMOPs的综合求解性能.
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Abstract: Aiming at the problems of existing wolf pack algorithms in solving constrained multi-objective optimization
problems  (CMOPs):  imperfect  constraint  handling  mechanism  leads  to  insufficient  solution  feasibility;  single  search
mode of scouts and fierce wolves fails to fully explore the solution space, resulting in insufficient solution diversity, a
constrained multi-objective wolf pack algorithm with spiral search and multi-population interaction (CMOWPA-SSI) is
proposed. First, a spiral search strategy is designed to optimize the learning models of scouts and fierce wolves, which
strengthens  global  exploration  and  local  exploitation  capabilities  respectively,  thus  improving  the  diversity  and
convergence  of  the  algorithm.  Second,  a  multi-population  interaction  mechanism is  constructed,  which  sets  up  three
populations  including  constraint-priority,  constraint-ignorance  and  constraint-relaxation.  The  complementary
advantages  are  realized  through  information  interaction  among  populations,  which  coordinates  the  exploration  of
feasible  and  infeasible  regions,  enhances  the  algorithm's  adaptability  in  constrained  environments  and  ensures  the
feasibility  of  the  solution  set.  Experiments  on  DTLZ,  MW  and  DAS-CMOP  benchmark  test  suites  show  that
CMOWPA-SSI  is  significantly  superior  to  six  comparison  algorithms  in  convergence  accuracy  and  solution  set
distribution, and can effectively improve the comprehensive solving performance of CMOPs.
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0    引　言

约束多目标优化问题 (Constrained Multi-Objective
Optimization Problems, CMOPs)[1] 的本质在于需要同

时优化多个相互冲突的目标函数, 且整个优化过程

受到一系列约束条件的限制. 该类问题广泛见于工

程设计
[2]
、资源分配

[3]
、金融投资

[4]
及路径规划

[5]
等

科学与工程领域. 由于目标间的冲突性与约束条件

的限制, 求解 CMOPs通常无法得到单一最优解, 而
是获得一组满足约束条件的非支配解, 这些解构成

的集合被称为约束帕累托前沿
[6](Constrained Pareto

Front, CPF).  与之相对应 , 无约束帕累托前沿

(Unconstrained Pareto Front, UPF)则指在忽略所有约

束条件下, 优化问题所对应的帕累托最优解集. CPF
与 UPF之间的几何关系是衡量约束问题复杂性与

算法处理能力的关键因素.
为求解此类问题, 传统的数学规划方法

[7]
通常

将多目标转化为单目标, 或对目标函数与约束条件

的凸性、可微性等施加较强假设, 在处理复杂、非线

性和高维 CMOPs问题时往往显得力不从心. 此外,
传统方法一次运行通常只能得到一个解, 要获得能

近似描述整个约束帕累托前沿的解集, 需要进行多

次不同参数下的优化, 计算效率较低. 群智能算法

(Swarm intelligence algorithm, SIA)[8] 凭借对自然界

生物群体如萤火虫
[9]
、蚁群

[10]
、蜂群

[11]
等社会行为的

模仿在求解 CMOPs时展现出独特的优势. 其核心思

想在于通过群体中个体间的简单行为、信息共享与

协作, 实现个体在解空间的高效、自组织搜索. 这类

算法因其对目标函数形态要求宽松, 无需梯度信息

及内在的并行搜索机制等特点 , 非常适于求解

CMOPs.

ε

在应用 SIA求解 CMOPs时, 研究者通常需攻

克两大核心挑战: 首先, 算法在优化多个冲突目标的

同时, 需保证解能收敛至真实帕累托前沿, 并保持良

好的多样性与分布性, 以全面刻画目标间的均衡关

系; 其次, 约束条件的有效处理是此类问题的难点之

一, 其将搜索空间划分为可行域与不可行域, 因此算

法的任务不仅是寻找性能优异的解, 更需确保所有

解均满足约束. 针对前者, 主流方法包括基于帕累托

支配关系的选择策略
[12]

及分解策略
[13]

等; 对于后者

则发展出了罚函数法
[14]
、约束支配原则

[15]
与 约束

法
[16]

等多种约束处理技术.
进一步研究表明, 尽管前文提及的策略已针对

收敛性与约束处理展开优化, 但单一任务优化框架

在面对一些 CMOPs特有的非均匀及多模态约束场

景时, 缺乏足够的自适应能力, 难以在搜索过程动态

响应复杂多变的优化环境, 进而在解集多样性、收敛

性及约束处理方面存在局限.
为克服上述局限, 能够实现知识迁移与协同进

化的多任务优化算法应运而生. 多任务优化算法通

常采用多阶段
[17]

或多种群
[18]

的协同架构提升整体

性能. 多阶段策略将优化过程分解为不同阶段, 例如

先进行全局探索以跨越不可行区域, 再转向局部开

发以精细逼近帕累托前沿; 如 Fan等[19]
提出的推拉

搜索策略 (Push and Pull Search, PPS), 将优化过程划

分为“推”阶段与“拉”阶段: 推式搜索暂时忽略约束

条件, 专注于目标函数的优化; 拉式搜索则重新引入

约束, 引导种群向可行域中的高质量解收敛. 多种群

策略则为不同种群分配差异化任务, 借助种群间的

信息交互实现知识共享, 协同应对 CMOPs的复杂结

构. Ming等[20]
提出基于三群的共享进化框架 (A Tri-

population based Co-Evolutionary Framework, TCEF),
第一、第二种群负责搜寻约束条件相对简单的

CMOPs, 第三种群通过约束松弛技术进行演化, 三种

群的合作保留了弱协同进化和约束松弛的优势.
群智能算法领域, 狼群算法 (Wolf Pack Algorithm,

WPA)由吴虎胜等
[21]

于 2013年提出. 该算法抽象化

狼群中的“头狼”领导、“探狼”搜寻与“猛狼”攻击

等行为, 构建了“游走”“召唤”和“围攻”三种智能

行为, 以此推动种群在解空间中实现自组织搜索, 有
效平衡了全局探索与局部开发能力, 为复杂优化问

题的求解提供了新思路, 并已在路径规划
[22]
、电网调

度
[23]

及神经网络
[24]

等多个领域得到广泛应用.
为将狼群算法拓展至多目标优化领域, 研究者

提出了多种方法. 陈福军等
[25]

提出了精英引导与信

息交互多目标狼群算法 (Multi-objective Wolf Pack
Algorithm  with  Elite  Guidance  and  Information
Interaction, MOWPA-EGII). 该算法采用精英引导策

略, 利用外部档案中的精英解与当前子种群头狼共

同引导搜索, 以缓解种群聚集现象, 增强全局探索能

力; 其次, 设计信息交互机制, 模拟狼群协作捕猎时

的信息传递, 使个体能够相互学习, 保持种群多样性;
最后, 引入动态变异算子, 帮助算法跳出局部最优,
增强局部开发能力. Xv等[26]

针对复杂环境下无人机

任务分配问题, 对狼群的游走、召唤和围攻行为进行
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离散化处理, 并结合新的个体补充策略, 提出了基于

多离散狼群算法的无人机群体任务分配策略 (A
Task Allocation Strategy of the UAV Swarm Based on
Multi-Discrete Wolf Pack Algorithm, MDWPA)算法.
正交实验与方差分析结果表明, 该算法在收敛精度、

鲁棒性和收敛速度方面均表现优良. 赵嘉等
[27]

设计

实现兼顾种群多样性和分散搜索能力的自适应分组

策略, 同时引入基于拥挤距离的群体更新机制以加

快进化进程, 提出一种基于自适应分组与拥挤距离

更新的多目标狼群算法 (Multi-objective Wolf Pack
Algorithm  based  on  Adaptive  Grouping  Strategy  and
Crowding Distance, MOWPA-AG).

上述改进策略有效提升了狼群算法在多目标优

化问题上的性能, 为其进一步拓展应用奠定了坚实

基础. 结合多任务优化框架在处理 CMOPs时的卓越

表现, 本文在MOWPA-AG基础上, 引入多族群交互

机制与螺旋搜索策略, 增强算法对约束条件的处理

能力, 提升全局寻优性能, 提出螺旋搜索与多族群交

互的约束多目标狼群算法 (Constrained multi-objective
wolf  pack  algorithm  with  spiral  search  and  multi-
population  interaction,  CMOWPA-SSI).  CMOWPA-
SSI具有如下创新.

1) 提出螺旋搜索策略. 通过模拟螺旋运动特性,
分别优化探狼与猛狼的行为轨迹. 探狼侧重于大范

围、多方向的侦察, 以实现广泛勘探; 猛狼则聚焦于

小范围、高精度的围攻, 以实现精准开发, 二者协同

提升算法的全局探索与局部开发能力.
2) 设计多族群交互机制. 设计约束优先、约束忽

略与约束松弛的互补族群, 其中, 约束优先族群作为

主族群, 其余两者为支族群. 通过三族群之间的任务

分工与信息交互, 实现约束处理与目标优化的平衡,
在保障算法满足约束条件可行性的同时, 有效缓解

因约束导致的收敛困难问题.
相 较 于 PPS时 序 上 的 两 阶 段 分 治 策 略 ,

CMOWPA-SSI是空间上的多族群并行协同进化, 三
个族群同时在可行域、无约束空间、约束边界区域并

行搜索, 无阶段切换的参数依赖; 通过适配度驱动的

动态信息交互, 实现无约束空间的优化方向、边界区

域的优质解向主族群实时传递, 从根本上避免了两

阶段框架的时序割裂问题. TCEF的三族群仅针对约

束难度进行任务分工, 是通用型的约束处理框架族,
群间采用固定的信息共享机制, 无进化过程中的动

态适配. CMOWPA-SSI计了适配度驱动的动态交互

策略, 根据进化过程中支族群的优化潜力自适应调

整, 而非固定的信息共享. 

1    相关工作 

1.1    约束多目标优化问题

CMOPs的形式化描述为:
minF (x) = (f1(x), f2(x), . . . , fm(x))

T

s.t. x ∈ R

gi(x) ⩽ 0, i = 1, 2, . . . , p

hj(x) = 0, j = p+ 1, . . . , q

(1)

x = (x1, x1, . . . , xD) D

F (x)

gi(x) hj(x) p

(q − p+ 1)

x

其 中 ,  为 维 决 策 变 量 ;
为目标函数, 即决策变量在目标空间的映射.
和 分 别 表 示 个 不 等 式 约 束 以 及

个等式约束. CMOPs中, 通常采用整体

约束违反度 (Constraint Violation, CV)反映每个解

的可行性, CV计算公式为:

CV (x) =
p∑

i=1

max{0, gi(x)}+
q∑

j=1

|hj(x)|. (2)

CV (x) x CV (x)

= 0

hj(x)

δ hj(x)

其中,  表示解 的整体约束违反度, 
时, 表示该解落在可行域内, 为可行解; 否则, 为

不可行解. 实际问题时, 可能会为 加上松弛因

子 , 将 转化为不等式约束, 因为等式约束较难

满足. 

1.2    多目标狼群算法
 

1.2.1    狼群分级与生存规则

(1) “胜者为王”的头狼产生规则. 目标空间中适

应度最优的人工狼自动成为头狼; 若存在多只适应

度相同的最优个体, 则通过随机选择的方式确定唯

一头狼, 避免决策冲突.

N

R R

R N −R

R [N/2µ,N/µ] µ

(2) “适者生存”的种群更新法则. 若决策空间存

在 匹人工狼, 每次迭代结束后, 算法先淘汰种群中

适应度最差的 匹人工狼, 再随机生成 匹人工狼,
将新的 匹狼和剩余的 匹人工狼组成新的种

群. 其中,  为区间 上的随机整数.  为

更新比例因子. 

1.2.2    狼群捕猎行为

不同级别的人工狼分别执行游走、召唤及围攻

行为, 三种行为依次衔接, 形成从探索到收敛的完整

捕猎过程.
i h

Si

Si

Ylead T

Tmax

(1) 游走行为. 探狼 在解空间选择 个方向进行

探索, 游走过程探狼始终朝着猎物气味浓度 (适应

度)较大的方向试探, 当其感知的气味浓度 大于头

狼 所在位置的气味浓度或游走次数 大于最大

游走次数 时, 游走行为终止. 探狼的位置更新如

下:

xp
id = xid + stepa · (2π × p/h). (3)

xid i d(d = 1, 2, 3, . . . , D)其中,  为探狼 在第 维空间
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p(p = 1, 2, 3, . . . , h) i

p stepa xp
id

i

中的初始位置;  表示探狼 沿着

第 个方向进行游走;  为游走步长;  为探狼

进行一次游走行为后解空间的位置.
(2) 召唤行为. 游走行为结束后, 头狼会向猛狼

发起召唤行为, 在接收到头狼的召唤信息后, 猛狼向

着猎物位置奔袭, 其公式如下:

xk+1

id
= xk

id
+ stepb · (gk

d − xk

id
)/|gk

d − xk

id
|. (4)

xk
id i d k

stepb gk
d

xk+1
id k + 1 i

Si

Ylead

d < dnear dnear

其中,  为猛狼 在第 维空间中第 次迭代的位置;
为奔袭步长 ;  为猎物 (即头狼 )所在位置 ;
为猛狼奔袭后第 次迭代的位置. 猛狼 在

奔袭过程中, 若其感知的猎物气味浓度 大于头狼

的气味浓度, 取代其成为新的头狼, 否则猛狼一

直向头狼奔袭直到它们之间的距离 , 
为距离阈值. 此时转而进入围攻行为, 猛狼与头狼的

距离判定如下:

dnear =
1

D × ω

D∑
d=1

|dmax − dmin|. (5)

ω dmax dmin d其中,  为距离判定因子;  ,  分别为第 维空

间的上下界.

d < dnear

(3) 围攻行为 . 当猛狼与头狼之间的距离

时, 进入围攻行为, 公式如下:

xk+1
id = xk+1

id + φ · stepc · |gk
d − xk

id|. (6)

stepa stepb stepc游走步长 、奔袭步长 与围攻步长

存在如下关系:

stepa =
stepb

2
= 2 · stepc =

|dmax − dmin|
λ

. (7)

λ其中,  为步长因子, 控制人工狼在捕猎过程的精细

搜索程度. 

2    螺旋搜索与多族群交互的约束多目标狼

群算法

MOWPA-AG在多目标优化领域具备优异求解

性能, 但探狼游走与猛狼围攻策略未充分体现狼群

捕猎的智能特性, 存在探索空间受限、易陷局部最优

的弊端, 致使算法收敛性与解集多样性不足; 同时,
因初始设计未考虑约束条件, 该算法应对 CMOPs时
难以获取有效可行解. 为此, CMOWPA-SSI构建螺

旋搜索策略与多族群交互机制, 弥补上述局限, 实现

了算法收敛性、解集多样性与解集可行性的协同提

升. 

2.1    螺旋搜索策略

MOWPA-AG中, 狼群捕猎过程存在两处局限:

1) 探狼的游走轨迹始终沿单一径向或线性路径延

伸, 导致搜索覆盖范围小, 不仅易遗漏非固定方向的

潜在目标区域, 还会因重复搜索同一线性路径造成

算力浪费; 2) 猛狼在围攻阶段以直线轨迹向头狼位

置奔袭, 无法覆盖头狼周围的多向空间, 导致头狼附

近区域的探索不足, 难以挖掘更优目标. 针对上述问

题, 设计一种螺旋搜索策略, 通过模拟自然界螺旋运

动特性, 分别优化探狼与猛狼的运动轨迹, 探狼侧重

大范围多向侦察, 猛狼侧重小范围紧密围攻, 实现侦

察广度与围攻精度的协同提升. 此时, 探狼的游走行

为更新为:

xk+1

id
= xk

id
+R0 · γ(k)·

eθp,k/10 · cos(θp,k) · stepa

R0 = |dmax − dmin|/5
γ(k) = 1− k/Tmax

θp,t = 2π(p/h+ ω · k)

(8)

R0 γ

k θp,t p

ω = 0.1 h

eθp,t/10

其中,  为初始螺旋半径;  为半径衰减因子, 随迭

代次数 衰减 ;  为第 个螺旋方向的角度 ;
为角度增量, 用于控制螺旋速度;  为螺旋方

向数;  用于控制螺旋半径随角度缓慢增大的

速度, 模拟探狼“螺旋外扩”的侦察轨迹. 相应地, 猛
狼围攻行为更新为:

xk+1

id
= xleader +R0 · γ(k)2 · cos(θp,k) · stepc. (9)

xleader γ(k)
2

其中,  为头狼所在位置;  加速半径衰减,

使螺旋更紧密, 模拟猛狼“螺旋包围”的围攻轨迹. 

2.2    多族群交互机制

为化解约束条件下目标优化与不可行域探索之

间的矛盾, 设计多族群交互机制. 通过合理的族群任

务分配与信息交互, 实现约束处理与目标优化的同

步推进, 提升解集的可行性. 

2.2.1    族群任务分配

(W1)

(W2)

(W3) W2

W3 ε

多族群交互机制中约束优先族群 为主族

群 , 其约束处理核心为约束支配原则 (Constraint

Domination Principle, CDP) [15], 规定可行解始终优于

不可行解, 且只有当解可行时才考虑目标值, 确保解

集的可行性 . 约束忽略族群 与约束松弛族群

为支族群, 其中,  不考虑约束条件的影响, 仅

关注目标优化, 以探索未开发的解空间进而增强算

法的探索广度;  采用 约束法
[16]

处理约束条件,

通过适度放宽约束阈值在可行域与不可行域的边界

区域进行探索, 为约束优先族群提供具备优化潜力

的候选解.
W2 W3 W1后续 、 与 进行信息交互, 为其输送具

备较高优化潜力的候选解信息, 实现主、支族群的功

能互补与协同增效. 
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2.2.2    信息交互

W2 W3 Γ Γ W1

Γ

合理的信息交互是实现主、支族群功能互补, 达
成协同增效目标的关键要素 . 每次迭代时 , 计算

与 的适配度 ,  较大的支族群与 进行交

互.  计算方式如下:

Γt
i = α1 · Si + α2 · (1− CV i). (10)

α1, α2 (α1 + α2 = 1)

W2

W3

W2

α1 = 0.7, α2 = 0.3 W3 α1 = 0.3, α2 = 0.7

Γt
i(i = 2, 3) Wi t Si

Wi CV i Wi

其中,  分别是适应度权重与约

束权重,  任务是目标优化, 因此赋予适应度更高

权重, 重点筛选目标性能优异的进化信息, 为算法提

供全局优化方向锚点;  核心任务是可行域与不可

行域边界探索, 需要优先保障解的约束可行性接近

阈值, 因此赋予约束违反度更高权重, 筛选距离可行

域更近的高潜力解. 故本文计算族群 适配度时取

, 族群 取 ;
为支族群 第 次迭代的适配度;  为

支族群 的平均适应度值;  为支族群 的归一

化平均约束违反度.
Si CV i与 的计算方式如下:

St
i =

1

|P t
i |

∑
x∈P t

i

S(x), (11)

CV t
i =

1

|P t
i | · CV t

max

∑
x∈P t

i

CV (x). (12)

P t
i t Wi

S(x) x CV (x) x

CV t
max = max(CV (x)|x ∈ P t

2 ∪ P t
3)

其中 ,  为第 次迭代时 , 支族群 的非支配解 ;
为解 的适应度值;  为解 的约束违反

程度 ;  为支族

群最大约束违反度, 统一归一化尺度.
Γ WΓ W1

W1

WΓ

OF OF

W1,W2,W3 W1 = [OF,W1],W2

= [OF,W2],W3 = [OF,W3]

随后, 选择 较大的支族群 与 进行交互

(若两相同 , 则随机选择一个支族群). 首先 ,  与

的亲本随机两两配对, 引用模拟二进制交叉及多

项式变异
[28], 产生新的子代 . 随后 分别与

组 合 ,  成 为 新 的

.
W1,W2,W3 2N

N

此时,  的种群规模扩大至 , 为避

免计算资源的浪费, 采用环境选择策略
[29]

保障各族

群的种群规模为 . 

2.3    算法流程

综合上文, CMOWPA-SSI具体流程如下:
N maxgen

h Stepa, Stepb,

Stepc

输入: 种群规模 , 最大评估次数 , 螺
旋方向数 , 游走、奔袭、围攻步长

.
W1输出: 最优解集 .

W1,W2,W3

F (x) CV (x)

Step1: 初始化. 初始化 , 并计算各族

群中所有个体适应度值 和约束违反度 .

F (x) CV (x)

Step2: 狼群等级划分. 按照各族群的任务分配

以及所有个体的 与 选出头狼、探狼和

猛狼.
Step3: 游走行为. 各族群独立进行捕猎行为, 探

狼按式 (8)进行螺旋探索, 搜索解空间可能存在的优

质解. 在此过程若出现优于头狼的解, 取代之成为新

的头狼.
Step4: 召唤行为 . 头狼发起召唤 , 猛狼都按式

(4)朝头狼所在位置奔袭.

dnear

Step5: 围攻行为. 当猛狼与头狼距离小于阈值

, 按式 (9)执行螺旋围攻, 开发头狼附近可能存

在的优质解.
W2

W3 W1 Γ Γ

WΓ

Step6: 适配度计算. 按式 (10)计算支族群 与

对主族群 的适配度 , 选择 较高的作为候选

族群 .
WΓ W1

OF

W1 = [OF,W1],W2 = [OF,W2],W3 =

[OF,W3]

Step7: 信息交互. 随机选择 与 的个体交

互, 通过交叉变异产生二者的子代族群 , 并且融

入原族群 : 

.

N W1,W2,W3

N

Step8: 环境选择. 子代的融入使得种群规模扩

大至 2 , 分别对 进行环境选择, 淘汰较

劣解, 确保种群规模维持为 .

maxgen W1

Step9: 迭代 . 判断是否达到最大评估次数

, 若达到 , 输出最优解集 , 否则 , 转至

Step2. 综上, CMOWPASSI流程如下图 1所示.
 
 

狼群等级划分

初始化

开始

游走行为

T > Tmax

游走行为

d > dnear

围攻行为

适配度计算

信息交互

环境选择

输出最优解集

结束

满足终止条件

Y

N

N

Y

N

Y

图1   CMWPASSI 流程
  

2.4    时间复杂度分析

N m

O(mN 2)

若种群规模为 , 目标函数维度为 , MOWPA-
AG时间复杂度为 , CMOWPA-SSI在此基

础上设计螺旋搜索策略与多族群交互机制. 其中螺

旋搜索策略中游走、召唤及围攻行为时间复杂度与
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O(mN)

O(mN 2)

O(N 2)

O(mN 2)

O(mN 2)

MOWPA-AG一致, 时间复杂度为 ; 多族群

交互机制中适配度计算的时间复杂度为 ,
子代生成的时间复杂度为 , 环境选择时间复

杂度为 . 由此, CMOWPA-SSI的总时间复

杂度为 . 相较于 MOWPA-AG, 多族群交互

的设计使 CMOWPA-SSI增加了部分计算量, 但仍处

于同一量级, 且该算法在保证精度的前提下, 能以较

少的迭代次数收敛到真实 Pareto前沿 . 因此 , 在
CMOPs领域, CMOWPA-SSI仍不失为一种兼顾效

率与可靠性的有效解决方案. 

3    实验结果及分析 

3.1    实验设置

maxgen

实验基于 PlatEMO4.12平台
[30]

进行, 所有算法

种群规模设置为 100, 最大评估次数 为

100000. 为防止实验的偶然性, 各算法在每个测试函

数上独立运行 30次取均值. 

3.1.1    约束多目标测试集

实验选取三个被广泛使用的基准测试集, 分别

是 DTLZ[31-32]  (C-DTLZ,  DC-DTLZ)、 MW[33]
以 及

DAS-CMOP基准测试集
[34]. 其中 DTLZ测试集广泛

用于评估算法的性能, 测试其约束处理和多目标优

化能力. MW测试集的 CPF和 UPF有四种几何位置

和形状关系: 1) CPF与 UPF完全一致, 包括 MW2、
MW4及 MW14;  2)  CPF为 UPF的 子 集 ,  包 括

MW1、MW5、MW6和 MW8; 3) CPF由 UPF的部分

区域和可行域边界的部分区域组成 , 包括 MW3、
MW7、MW10、MW13; 4)部分 UPF处于可行域之

外, 包括 MW9、MW11、MW12. DAS-CMOP测试集

聚焦于收敛难度较高的约束优化问题, 其 Pareto前
沿可能隐藏在复杂的非线性约束曲面中, 或被多个

局部最优区域包围. 

3.1.2    对比算法

实验选择 3种经典约束多目标优化算法以及

3种近年较为先进的多任务框架下的约束多目标优

化算法进行比较, 包括: PPS[19]、IWOA[35]
、CAEAD[36]

、

MTCMO[37]
、MCCMO[38]

、APSEA[39]. , 各算法相关参

数如表 1所示. 

3.1.3    性能指标

为客观评估 CMOWPA-SSI算法的性能, 选取反

世代距离 (Inverted Generational Distance, IGD)[40] 和
超体积 (Hyper Volume, HV)[41] 作为衡量其综合性能

的指标.
IGD通过计算真实 Pareto最优前沿上每个解到

算法所得近似 Pareto前沿中最近解的距离, 并求取

这些距离的平均值, 从而同时反映算法解的综合性

能. IGD值越小, 表明算法生成的解集多样性越佳,
且越向真实 Pareto前沿收敛. 该指标的计算公式如

下.
IGD(P ∗, A) =

1

|P ∗|
∑

y∗∈P∗

min
x∈P

d(y∗, A)

d(y∗, A) = min
y∈A

{

√√√√ m∑
i=1

(y∗
i − yi)

2}
(13)

P ∗ A

m

其中,  表示真实 Pareto前沿,  是算法寻找的一组

近似 Pareto前沿,  表示目标的数量.
HV以算法求解得到的解集在目标函数空间内

所覆盖的超体积为计算依据, 综合评估算法的解集

分布性. 该指标通过量化解集在目标空间中的占据

区域, 有效反映算法在解空间的探索能力与收敛能

力. 该指标的计算公式如下.

HV(S) = VOL( ∪
x∈S

[f1(x), z
r
1 ]× . . . [fm(x), z

r
m]).

(14)

VOL m

Zr = (zr
1 , z

r
2 , . . . , z

r
m)

HV

PF

其中,  代表勒贝格测度;  表示目标函数的数

量;  指目标空间中提前定义的

参考点. 较大的 值通常意味着算法生成的解集在

目标函数空间中的分布更加广泛, 且更加接近理想

的 . 

3.2    IGD 与 HV 实验结果分析

表 2至表 4展示了各算法在DTLZ系列测试集上

的 IGD均值和标准差以及 Friedman检验和Wilcoxon
检验结果 (显著性水平 0.05), 其中 Mean与 Std分别

为 IGD均值与标准差. "+"、"−"和"="分别表示对比

算法与 CMOWPASSI的 Wilcoxon检验结果相比更

好、更差和相似. Total为统计该算法在对应测试集

的所有测试函数中, 取得最优的测试函数数量, 数值

越高, 代表该算法在该测试集上取得最优性能的次

数越多, Friedman为基于该测试集所有测试函数的

实验结果, 通过 Friedman检验计算得到的算法平均

排名, 数值越小, 代表该算法的综合性能越优. Rank
为基于 Friedman平均排名得到的算法最终排序.

 

表1     算法参数表

名称 相关参数

PPS

与PlatEMO4.12平台一致

CAEAD

MTCMO

MCCMO

APSEA

IWOA b = 1 l = rand(−1, 1) p = rand(0, 1),  , 

CMOWPA h = rand(10− 20) µ = 0.1, 
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表2     各算法在 DTLZ 测试集上的 IGD 结果

Problem IGD PPS IWOA CAEAD MCCMO MTCMO APSEA CMOWPA-SSI

C1_DTLZ1
Mean 2.6194E-02 2.1373E-02 2.2429E-02 2.0049E-02 2.0036E-02 2.0040E-02 1.9708E-02

Std 1.32E-03 1.48E-04 5.28E-04 6.59E-05 1.83E-04 2.20E-04 7.12E-05

C1_DTLZ3
Mean 5.3726E+00 1.8708E+00 1.9955E+00 5.3667E-02 6.6900E+00 4.0374E+00 5.2722E-02

Std 4.10E+00 3.09E+00 3.05E+00 9.44E-04 3.25E+00 4.36E+00 4.67E-04

C2_DTLZ2
Mean 5.4454E-02 4.8663E-02 5.0696E-02 4.2163E-02 4.2734E-02 4.2592E-02 4.2602E-02

Std 1.91E-03 7.41E-04 6.82E-04 2.56E-04 2.88E-04 5.19E-04 3.71E-04

C3_DTLZ4
Mean 2.0334E-01 1.1553E-01 1.1119E-01 9.5281E-02 9.5081E-02 2.1967E-01 9.5159E-02

Std 1.18E-01 2.47E-03 4.60E-03 5.06E-04 6.40E-04 3.05E-01 7.83E-04

DC1_DTLZ1
Mean 3.6555E-02 2.6399E-02 9.1192E-02 1.1409E-02 1.1420E-02 1.1468E-02 1.1401E-02

Std 2.03E-03 6.69E-03 1.41E-01 1.46E-04 5.06E-05 1.05E-04 8.19E-05

DC1_DTLZ3
Mean 3.2819E-01 5.1291E-01 1.1783E+00 3.3919E-02 3.3798E-02 3.3844E-02 3.3552E-02

Std 1.97E-01 8.89E-01 1.07E+00 3.54E-04 3.30E-04 2.61E-04 2.52E-04

DC2_DTLZ1
Mean 2.8286E-02 4.9766E-02 1.0025E-01 2.0300E-02 6.8193E-02 2.0149E-02 1.9845E-02

Std 1.16E-03 6.08E-02 8.11E-02 1.94E-04 7.44E-02 8.81E-05 1.24E-04

DC2_DTLZ3
Mean 4.7797E-01 2.3852E-01 5.8087E-01 5.3454E-02 5.6070E-01 5.6345E-01 5.6246E-01

Std 2.00E-01 2.64E-01 2.71E-03 5.99E-04 0.00E+00 1.94E-03 1.30E-03

DC3_DTLZ1
Mean 1.3779E+00 3.8608E-01 3.9727E-01 6.8738E-03 3.6348E-02 1.6988E-01 6.8625E-03

Std 2.55E+00 2.47E-01 3.01E-01 7.48E-05 6.55E-02 2.06E-03 7.60E-05

DC3_DTLZ3
Mean 3.7237E+00 3.1365E+00 6.1092E+00 2.0040E-02 1.6682E+00 1.4457E+00 4.6787E-01

Std 2.25E+00 2.53E+00 3.88E+00 2.10E-04 9.11E-01 3.44E-01 2.19E-01

+/−/= 1/8/1 1/8/1 0/10/0 3/3/4 1/7/2 0/7/3

Total 0 0 0 3 1 0 6

Friedman 5.7 4.6 6.1 2.3 3.6 3.9 1.8

Rank 6 5 7 2 3 4 1

 

表3     各算法在 MW 测试集上的 IGD 结果

Problem IGD PPS IWOA CAEAD MCCMO MTCMO APSEA CMOWPA-SSI

MW1
Mean 3.5521E-03 1.0804E-01 5.3697E-02 1.6262E-03 1.6206E-03 1.6152E-03 1.5921E-03

Std 9.88E-04 2.11E-01 9.86E-02 1.58E-05 1.17E-05 2.30E-05 3.23E-06

MW2
Mean 1.8580E-01 9.3220E-02 8.9191E-02 1.8752E-02 2.1811E-02 1.4650E-02 1.8725E-02

Std 8.92E-02 4.33E-02 5.67E-02 3.96E-03 5.82E-03 9.01E-03 2.67E-03

MW3
Mean 6.6032E-03 5.5025E-03 5.6900E-03 4.9538E-03 4.7994E-03 4.9298E-03 4.8022E-03

Std 4.71E-04 2.05E-04 1.59E-04 2.41E-04 3.93E-04 1.65E-04 3.03E-04

MW4
Mean 5.7267E-02 5.3574E-02 1.9744E-01 4.1329E-02 4.0671E-02 4.0873E-02 3.9963E-02

Std 1.44E-03 2.84E-03 1.85E-01 4.47E-04 2.30E-04 5.01E-04 1.90E-04

MW5
Mean 6.2001E-01 3.2640E-01 1.7303E-01 5.8534E-04 1.1195E-03 4.1011E-03 4.9828E-04

Std 2.95E-01 3.81E-01 3.23E-01 2.15E-04 1.94E-03 2.75E-03 1.54E-04

MW6
Mean 5.1947E-01 3.7427E-01 5.4519E-01 3.3693E-02 2.0721E-02 1.3570E-02 1.5940E-02

Std 3.54E-02 2.10E-01 3.17E-01 2.18E-02 1.07E-02 9.09E-03 6.62E-03

MW7
Mean 5.3543E-03 5.4769E-03 5.4564E-03 4.4569E-03 4.4421E-03 4.4792E-03 4.3668E-03

Std 3.54E-04 3.34E-04 4.51E-04 3.89E-04 2.48E-04 2.52E-04 2.16E-04

MW8
Mean 1.3241E-01 9.8733E-02 1.1566E-01 4.6097E-02 4.4123E-02 4.6809E-02 4.4242E-02

Std 5.00E-02 1.41E-02 5.17E-02 2.58E-03 1.29E-03 2.78E-03 1.11E-03

MW9
Mean 5.0286E-02 2.1669E-01 2.3927E-01 4.3440E-03 4.6563E-03 7.7904E-03 5.4028E-03

Std 8.20E-02 3.22E-01 3.33E-01 1.41E-04 3.97E-04 5.52E-04 1.18E-03

MW10
Mean 3.1797E-01 4.5980E-01 1.2196E-01 1.9527E-02 5.0115E-02 2.1197E-02 1.1471E-02

Std 2.65E-01 1.99E-01 3.12E-01 2.91E-02 5.00E-02 1.57E-02 6.75E-03

MW11
Mean 7.4625E-03 6.8959E-03 6.2359E-03 6.1159E-03 5.9465E-03 5.9979E-03 5.8949E-03

Std 3.92E-04 1.93E-04 1.17E-04 1.75E-04 1.49E-04 4.18E-05 1.42E-04

MW12
Mean 1.1424E-01 3.9619E-01 2.0347E-01 4.7158E-03 4.7294E-03 4.5840E-03 4.6118E-03

Std 2.49E-01 3.06E-01 3.19E-01 1.59E-04 7.20E-05 7.23E-05 9.85E-05

MW13
Mean 5.2047E-01 1.9529E-01 1.9907E-01 6.3933E-02 8.0434E-02 6.6500E-02 3.2413E-02

Std 3.50E-01 3.46E-02 5.63E-02 2.19E-02 2.75E-02 3.06E-02 2.01E-02
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表 2展示各算法在 DTLZ系列测试集上的 IGD
结果. DTLZ系列测试集包含 10个约束多目标测试

函数, 覆盖了单约束、多约束、可行域离散等多种典

型约束场景 . 从实验结果可见 ,  CMOWPA-SSI 在
10个测试函数中的 6个上取得了 IGD均值最优, 最
优次数位列所有算法首位; 其 Friedman平均排名为

1.8, 最终 Rank排名第 1, 综合性能显著优于 6种对

比算法.
Wilcoxon秩检验结果显示 , 在 10个测试函数

中 ,  CAEAD无一个函数性能优于 CMOWPA-SSI,
10个函数均表现更差; PPS与 IWOA均仅 1个函数

更优, 8个函数表现更差; MTCMO仅 1个函数更优,
7个函数表现更差; APSEA无函数更优, 7个函数表

现更差; 即便是性能次优的 MCCMO, 也仅 3个函数

更优, 3个函数表现更差. 这一结果验证了 CMOWPA-
SSI的性能提升具有统计显著性, 而非随机波动.

表 3呈现了各算法在 MW测试集上的 IGD结

果 .  MW测试集包含 14个测试函数 , 完整覆盖了

CPF与 UPF的 4类典型几何位置关系, 是验证约束

多目标优化算法泛化能力的核心测试集. 实验结果

表明, CMOWPA-SSI在 14个测试函数中的 7个上

获得 IGD均值最优, 最优次数远超所有对比算法;
其 Friedman平均排名为 1.5, 最终 Rank排名第 1, 在
全测试集上展现出绝对领先的综合性能.

Wilcoxon检验结果进一步凸显了 CMOWPA-
SSI的性能优势: PPS、IWOA、CAEAD三种算法在

全部 14个测试函数上, 性能均显著差于 CMOWPA-
SSI, 无一个函数取得更优结果; MCCMO与MTCMO
均仅 1个函数性能更优, 9个函数表现更差; 即便是

表现最好的对比算法 APSEA, 也仅 3个函数更优,
8个函数表现更差.

表 4展示了各算法在 DAS-CMOP测试集上的

IGD结果. DAS-CMOP测试集以高收敛难度为核心

特征, 其测试函数的 CPF多隐藏于非线性约束曲面

中, 或被多个局部最优区域包围, 对算法的全局探索

能力与约束处理能力提出了极高要求. 实验结果显

表 3 (续)

Problem IGD PPS IWOA CAEAD MCCMO MTCMO APSEA CMOWPA-SSI

MW14
Mean 1.3487E-01 1.1513E-01 1.9730E-01 9.7084E-02 9.6594E-02 9.5411E-02 9.6664E-02

Std 9.30E-03 1.52E-02 6.95E-02 1.50E-03 9.66E-04 2.14E-03 1.59E-03

+/−/= 0/14/0 0/14/0 0/14/0 1/9/4 1/9/4 3/8/3

Total 0 0 0 1 2 4 7

Friedman 5.7 4.6 6.2 2.1 3.8 4.1 1.5

Rank 6 5 7 2 3 4 1

 

表4     各算法在 DAS-CMOP 测试集上的 IGD 结果

Problem IGD PPS IWOA CAEAD MCCMO MTCMO APSEA CMOWPA-SSI

DASCMOP1
Mean 1.7174E-01 5.9936E-03 3.5487E-03 4.1072E-03 6.9528E-01 7.6386E-01 7.1426E-02

Std 2.70E-01 1.44E-03 1.23E-04 7.99E-04 3.21E-02 2.45E-02 2.46E-02

DASCMOP2
Mean 4.7542E-03 4.8167E-03 5.2422E-03 4.7908E-03 2.3919E-01 2.5684E-01 2.0228E-02

Std 1.35E-04 2.15E-04 1.82E-04 2.22E-04 3.91E-02 4.27E-02 2.29E-02

DASCMOP3
Mean 2.8741E-01 2.1416E-02 2.6041E-02 1.9744E-02 2.5597E-01 3.4486E-01 1.9347E-02

Std 9.27E-02 2.34E-03 5.59E-02 3.31E-04 1.97E-03 1.62E-03 2.43E-04

DASCMOP4
Mean 1.5303E-01 6.3357E-02 6.8965E-02 2.3767E-01 2.4498E-03 4.5914E-03 1.6677E-03

Std 1.79E-01 1.17E-01 1.53E-01 4.60E-01 9.25E-04 4.37E-03 1.16E-03

DASCMOP5
Mean 1.4192E-01 1.1154E-02 1.5904E-01 5.2110E-03 2.7963E-03 1.0074E-01 3.0478E-03

Std 2.89E-01 3.99E-03 3.74E-01 1.11E-03 5.57E-05 1.55E-01 1.80E-04

DASCMOP6
Mean 5.2316E-01 1.2537E-01 1.2422E-01 3.7778E-02 1.7880E-01 3.1489E-01 2.6475E-02

Std 1.85E-01 1.40E-01 1.34E-01 5.12E-02 1.67E-01 2.39E-01 7.96E-03

DASCMOP7
Mean 1.9162E-01 7.1394E-02 7.5777E-02 4.9337E-02 3.0717E-02 3.0627E-02 3.1190E-02

Std 1.47E-01 1.43E-02 7.05E-02 1.62E-02 4.92E-04 6.22E-04 4.21E-04

DASCMOP8
Mean 1.5697E-01 8.4455E-02 2.7878E-01 6.1870E-02 4.0009E-02 3.9545E-02 3.9312E-02

Std 1.08E-01 3.54E-02 4.40E-01 1.39E-02 8.13E-04 6.82E-04 9.01E-04

DASCMOP9
Mean 1.3235E-01 4.0242E-02 4.2954E-02 4.1845E-02 2.8781E-01 3.6365E-01 1.2582E-01

Std 7.96E-02 8.33E-04 1.68E-03 1.15E-03 4.89E-02 8.50E-02 3.00E-02

+/−/= 1/7/1 3/5/1 3/5/1 3/4/2 1/5/3 0/6/3

Total 1 1 1 0 1 1 4

Friedman 5.4 3.6 4.4 3.1 4.0 5.1 2.4

Rank 7 3 5 2 4 6 1
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示, CMOWPA-SSI在 9个测试函数中的 4个上取得

IGD均值最优 , 最优次数为所有算法中最多 ; 其
Friedman平均排名为 2.4, 最终 Rank排名第 1, 在高

难度约束优化场景下仍保持最优的综合性能.
其 中 ,  在 DASCMOP1、 DASCMOP2、

DASCMOP5、DASCMOP9共 4个测试函数上, 算法

未取得单函数 IGD最优值, 核心原因是该类函数具

备极端约束特性: DASCMOP1与 DASCMOP2可行

域呈极窄带状分布, CPF完全隐藏于高维非线性约

束曲面边界, 对搜索步长与约束边界适配性要求极

高; DASCMOP5与 DASCMOP9约束耦合度高、约

束屏障连续, CPF被多局部最优区域包围, 对算法不

可行域穿越能力要求严苛. 本文算法采用通用参数

设置以保障跨场景泛化能力, 未针对单一测试函数

做专属参数调优, 因此在上述极端约束场景下与单

函数最优值存在一定差距, 但差距均处于合理区间,
未影响算法在全测试集上的综合性能领先.

Wilcoxon检验结果表明 , 在 9个测试函数中 ,
APSEA无函数性能优于 CMOWPA-SSI, 6个函数表

现更差; PPS仅 1个函数更优, 7个函数表现更差;

MTCMO仅 1个函数更优 ,  5个函数表现更差 ;

IWOA、CAEAD、MCCMO均仅 3个函数更优, 其余

多数函数表现更差. 这一结果说明, 即便在强非线

性、多局部最优的高难度约束环境中 ,  CMOWPA-

SSI仍具备显著的性能优势与良好的鲁棒性.

表 5展示了各算法在部分测试集上的 HV结果,

CMOWPA-SSI在 12个测试函数中的 6个取得了

HV均值最优, 最优次数位列所有对比算法首位; 其

Friedman平均排名为 2.25, 最终 Rank排名第 1, 在

全测试集上的综合性能显著优于 PPS、 IWOA、

CAEAD等 6种对比算法. Wilcoxon符号秩检验结

果进一步凸显了算法性能的统计显著性: 在 12个测

试函数中, PPS、IWOA、CAEAD均仅 2个函数性能

优于 CMOWPA-SSI, 10个函数表现更差; 即便是性

能次优的MCCMO, 也仅 2个函数更优, 其余多数函

数表现更差或持平.
综合来看, CMOWPA-SSI在 IGD与 HV两大核

心性能指标上均取得了最优的综合排名, 两个指标

形成了相互印证, 充分证明算法同时实现了收敛精
 

表5     各算法在众测试函数上的 HV 结果

Problem HV PPS IWOA CAEAD MCCMO MTCMO APSEA CMOWPASSI

C1_DTLZ3
Mean 1.7212E-01 4.5155E-01 8.7971E-02 5.5944E-01 9.3258E-02 2.7744E-01 5.6107E-01

Std 2.67E-01 1.00E-01 1.32E-01 6.45E-04 2.28E-01 3.04E-01 6.60E-04

DC1_DTLZ3
Mean 2.8872E-01 6.1146E-02 7.6153E-02 4.7415E-01 4.7436E-01 4.7385E-01 4.7495E-01

Std 1.14E-01 1.15E-01 9.25E-02 7.09E-04 9.51E-04 1.38E-03 5.98E-04

DC2_DTLZ1
Mean 8.0638E-01 8.2685E-01 6.3321E-01 8.4191E-01 7.2169E-01 8.4202E-01 8.4316E-01

Std 4.40E-03 2.21E-03 2.07E-01 3.00E-04 1.87E-01 6.48E-04 2.76E-04

DC3_DTLZ1
Mean 1.2524E-01 8.7326E-02 1.3711E-01 5.3612E-01 4.5025E-01 1.0132E-01 5.3602E-01

Std 1.82E-01 2.14E-01 2.22E-01 1.06E-03 1.75E-01 3.86E-03 1.57E-03

DASCMOP2
Mean 3.5471E-01 3.5467E-01 3.5474E-01 3.5460E-01 2.6550E-01 2.4933E-01 2.6305E-01

Std 1.12E-04 8.93E-05 9.67E-05 3.67E-04 3.94E-03 4.15E-03 5.76E-03

DASCMOP5
Mean 2.8389E-01 2.9534E-01 2.9111E-01 3.4884E-01 3.5156E-01 2.9068E-01 3.5105E-01

Std 1.35E-01 1.19E-01 1.40E-01 8.58E-04 1.33E-04 9.52E-02 2.82E-04

DASCMOP8
Mean 1.5595E-01 1.8013E-01 1.4965E-01 1.9317E-01 2.0720E-01 2.0745E-01 2.0669E-01

Std 6.26E-02 1.98E-02 8.43E-02 8.02E-03 3.61E-04 3.73E-04 5.01E-04

DASCMOP9
Mean 1.8152E-01 2.0418E-01 2.0395E-01 2.0455E-01 1.4230E-01 1.2958E-01 1.3939E-01

Std 2.31E-02 5.46E-04 5.72E-04 3.31E-04 9.71E-03 1.33E-02 7.83E-03

MW2
Mean 3.4960E-01 4.7933E-01 4.6117E-01 5.5574E-01 5.5114E-01 5.5393E-01 5.6359E-01

Std 8.70E-02 1.64E-02 7.11E-02 6.01E-03 8.62E-03 1.63E-02 1.50E-02

MW3
Mean 5.4249E-01 5.4296E-01 5.4230E-01 5.4417E-01 5.4420E-01 5.4432E-01 5.4484E-01

Std 9.26E-04 2.93E-04 3.48E-04 4.97E-04 9.15E-04 4.30E-04 7.72E-04

MW8
Mean 3.5206E-01 3.8591E-01 3.9204E-01 5.3249E-01 5.4127E-01 5.2894E-01 5.3989E-01

Std 8.92E-02 7.83E-02 8.82E-02 1.20E-02 7.91E-03 1.12E-02 6.32E-03

MW13
Mean 2.2338E-01 3.5565E-01 3.6030E-01 4.4974E-01 4.4136E-01 4.4823E-01 4.5498E-01

Std 1.03E-01 3.13E-02 3.31E-02 1.00E-02 1.47E-02 1.30E-02 1.52E-02

+/−/= 2/10/0 2/10/0 2/10/0 2/4/6 1/2/9 1/5/6

Total 0 0 1 2 2 1 6

Friedman 5.50 4.75 5.25 2.67 3.50 4.08 2.25

Rank 7 5 6 2 3 4 1
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度、解集分布均匀性与可行域覆盖能力的协同提升. 

3.3    收敛情况分析

为直观展示各算法的种群收敛情况, 图 2-4展

示了算法在部分 DTLZ、MW及 DAS-CMOP测试集

上的前沿拟合图, 图中红色圆圈为算法得到解集组

成的 CPF, 黑色区域为可行域.
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图2   各算法在 MW13 上的前沿拟合图
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图3   各算法在 DC1_DTLZ3 上的前沿拟合图
 

图 2聚焦MW13问题. MW13的 CPF是由 UPF

部分区域和可行域边界的部分区域共同构成的复杂

场景 . 图中 MW13的拟合结果凸显 CMOWPA-SSI

的优势, PPS与 CAEAD的 CPF严重缺失, 前者仅覆

盖可行域小部分区域, 后者部分个体落在不可行域

内, MCCMO等算法虽覆盖 UPF片段却未能延伸至

可行域边界 ,  CMOWPA-SSI在保障 CPF覆盖的同

时, 均匀覆盖了可行域边界.

图 3针对 DTLZ测试集的 DC1_DTLZ3问题 ,

该测试集以复杂约束结构为特征. 图中, CMOWPA-

SSI能够准确识别并完整覆盖多个孤立可行域, 解集

分布均匀; 而 PPS、CAEAD未能全面探测所有可行

域, MCCMO等算法虽定位到可行域但出现解集聚

集, 说明 CMOWPA-SSI在面对隔离可行域问题时,

具有良好的全局探测与分布保持能力.

图 4聚焦 DASCMOP8问题, 该测试集以高收

敛难度为显著特征, CPF或隐藏于非线性约束曲面

下, 或被局部最优区域包围. 图中 PPS与 CAEAD未

能跨越约束障碍, 前者个体分布于可行域边缘, 后者

无法形成完整 CPF, MCCMO等算法仅覆盖 CPF小

部分片段; CMOWPA-SSI得到的 CPF完整覆盖隐

藏区域, 个体紧贴约束曲面, 再次验证 CMOWPA-

SSI在高收敛难度约束场景下的优异性能.

此外 , 为直观展示收敛速度与效果 , 图 5、图

10 控 制 与 决 策 第x卷



6展示了各算法在部分测试函数上的 IGD收敛曲线

图, 其中纵坐标为 IGD值, 横坐标为评估次数.
图 5中, MW13的 CPF由 UPF区域与可行域边

界共同构成, 约束结构复杂. 迭代全周期, CMOWPA
-SSI均表现出显著优势: 迭代初期 IGD值快速下降,
远快于 PPS、CAEAD等对比算法, 可快速跨越不可

行域定位优质解; 迭代中期无明显平台期, 持续保持

下降趋势, 规避了对比算法普遍出现的局部最优停

滞; 迭代末期收敛至全算法最低 IGD值, 验证了算

法在复杂约束场景下更快的收敛速度与更高的收敛

精度.
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图5   各算法在 MW13 上的 IGD 收敛曲线
 

图 6中 DC3_DTLZ1为多约束离散可行域场景,
可行域呈多孤岛分布, 对全局探索能力要求极高. 迭
代初期, 多数对比算法 IGD值波动大、下降缓慢, 难
以定位离散可行域, 而 CMOWPA-SSI的 IGD值快

速下降, 率先锁定可行域核心区域; 迭代中期, 对比

算法下降速率骤降、波动频繁, CMOWPA-SSI仍保

持平稳下降, 无明显停滞; 迭代末期收敛至稳定最低

值, 证明算法在离散可行域场景下具备极强的全局

搜索与快速收敛能力.
整体来看 ,  CMOWPA-SSI在三类典型高难度

CMOPs场景的迭代全周期, 均展现出显著优于对比

算法的收敛表现, 其核心优势源于螺旋搜索策略与

多族群交互机制的协同作用, 有效解决了传统约束

多目标算法收敛慢、易停滞、精度低的核心问题, 与
前文 IGD、HV指标的统计分析结果形成印证.

为验证改进策略是否对算法寻优效率造成影响,
统计 CMWPASSI与各对比算法在各测试集上评估

100 000次的平均运行时间, 结果如表 6所示. 从测

试结果看, 在全测试集上的运行时间均显著低于经

典两阶段约束多目标优化算法 PPS, 在高难度 DC_
DTLZ测试集上运行时间较 PPS降低 17.2%; 与同

属多任务协同优化框架的 MCCMO、MTCMO算法

相比, CMOWPA-SSI的运行时间基本持平, 未因双

改进策略的引入出现计算效率的大幅衰减; 仅相较

于 CAEAD、IWOA等单种群轻量级算法存在一定

的时间差距, 但此类算法在 IGD、HV核心求解性能

上远弱于本文算法, CMOWPA-SSI以工程可接受的

小幅时间增量, 实现了约束多目标问题求解精度、解

集分布性与可行性的综合提升, 完成了求解性能与

计算效率的合理权衡. 
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3.4    参数敏感性分析

ω h

为验证算法关键参数对性能的影响, 以角度增

量 与螺旋方向数 为例, 固定其余参数, 分别调整

上述参数的值, 随机选取测试函数, 观察算法在各测

试函数上的 IGD均值变化以选择最优参数.
ω ω1. 角度增量 的影响.  是调控螺旋搜索速度的

[0.01, 0.3]

参数, 取值过大会造成螺旋轨迹旋转过快; 取值过小

则会使螺旋轨迹趋近直线. 为此, 本文在

区间内对该参数开展敏感性分析, 实验结果如表 7
所示. 结果表明, 大部分测试函数下, 角度增量取 0.1
时, 算法可获得最优 IGD. 因此本文选取 0.1作为该

参数的基准值.
 
 

ω表7     角度增量 对 IGD 的影响

Problem ω = 0.01 ω = 0.05 ω = 0.1 ω = 0.15 ω = 0.2 ω = 0.25 ω = 0.3

MW1 1.8725E-03 1.6542E-03 1.5921E-03 1.6218E-03 1.7893E-03 2.0145E-03 2.4567E-03

MW7 4.8952E-03 4.5217E-03 4.3668E-03 4.4135E-03 4.6789E-03 5.1246E-03 5.7832E-03

C1_DTLZ1 2.3873E-02 2.1929E-02 2.2012E-02 2.3602E-02 2.4786E-02 2.7923E-02 2.9147E-02

DC3_DTLZ1 7.5824E-03 7.1256E-03 6.8625E-03 6.9871E-03 7.3459E-03 7.9238E-03 8.6712E-03

DASCMOP3 2.1875E-02 2.0143E-02 1.9347E-02 1.9762E-02 2.0985E-02 2.3147E-02 2.5893E-02

DASCMOP6 2.4236E-02 2.3287E-02 2.3082E-02 2.2954E-02 2.3879E-02 2.5246E-02 2.6983E-02
 

h h

[1, 30] h ∈ [1, 30]

h < 10

h > 20

h ∈ [10, 20]

2. 螺旋方向数 的影响.  的取值与搜索方向覆

盖度正相关, 与算法计算效率负相关. 由于测试问题

的决策空间维度在 区间, 因此在 区

间内设置 7个梯度进行参数敏感性分析, 实验结果

如图 7所示. 验证得出: 当 时, 螺旋搜索的方

向覆盖度不足, 种群多样性偏低, 算法极易陷入局部

最优、出现早熟收敛; 当 时, 搜索方向冗余度

显著提升, 算法计算复杂度与算力消耗增加, 但寻优

性能无明显提升; 而 区间内, 算法的全局

探索与局部开发能力达到最优平衡, 既能保证足够

的方向覆盖度, 又能控制算法计算成本, 充分验证了

该取值区间的合理性.
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3.5    求解减速器设计问题

为验证算法在机械工程设计问题上的优化性能,
将其应用于减速器设计问题 (Speed Reducer Design

f1(x)

f2(x)

x1

x2 x3 x4

x5 x6 x7

x3

Problem, SRDP)[42]. 该问题的目的是最大限度地减少

减速器的总重量 , 同时尽可能地降低高速轴的

最大接触应力 . 这 2个目标之间相互冲突, 且
受 7个设计参数的影响, 包含齿轮齿宽 、齿轮模数

、小齿轮齿数 、高速轴轴承间距 、低速轴轴承

间距 、高速轴直径 和低速轴直径 (其中小齿轮

齿数 为整数设计变量). 存在 11个约束条件, 涉及

齿轮接触强度、轴的弯曲强度、轴的挠度、传动尺寸

边界、装配间隙、轴系应力上限等工程设计限值. 该
机械工程设计问题的数学模型如式 (15).

为验证 CMOWPASSI算法对减速器设计问题

(SRDP)的求解性能, 将其与 6种算法开展对比测试,
实验环境、参数设置等均与 3.1节保持一致. 由于该

真实工程优化问题无法获取理论上的精确 Pareto最
优前沿, 因此选用 HV作为算法性能的评价准则, 不
同算法的 HV指标测试结果如表 8所示.

由 表 8可 知 ,  CMOWPA-SSI的 HV均 值 为

2.8107E-01, 在参与测试的 7种算法中表现最优, 相
较于其余 6种对比算法均有不同程度的提升, 其中

较性能次之的 APSEA算法提升约 5.1%, 较经典的

PPS、IWOA算法分别提升约 11.5%与 16.4%, 展现

出更出色的综合优化效果; 从标准差来看, CMOWPA-
SSI的 HV指标标准差为 3.13E-03, 多次独立运行的

结果波动幅度较小, 仅略高于 MCCMO算法, 远低

于其余多数对比算法, 体现出良好的运行稳定性与

 

表6     各算法运行时间

Problem PPS IWOA CAEAD MCCMO MTCMO APSEA CMOWPASSI

MW 20.91s 10.44s 5.63s 19.28s 16.93s 13.12s 18.53s

C_DTLZ 20.08s 10.38s 5.39s 18.42s 16.21s 14.08s 17.98s

DC_DTLZ 23.19s 10.96s 5.94s 19.31s 17.03s 13.96s 19.21s

DASCMOP 22.28 11.84s 6.10s 18.36s 15.99s 13.87s 18.53s
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鲁棒性; 同时 Wilcoxon符号秩检验结果也表明, 在
0.05的显著性水平下, CMOWPA-SSI在该工程问题

上的性能表现, 相较于其余对比算法具有统计学上

的显著优势. 这一测试结果也印证了, 本文算法不仅

在基准测试集上具备良好的求解性能, 在带有混合

变量、多非线性约束的真实工程场景中, 也能有效兼

顾解集的收敛精度、分布均匀性, 具备较好的工程实

用价值与泛化潜力.

min f1(x) = 0.7854x1x
2
2(10x

2
3/3+

14.933x3 − 43.0934)− 1.508x1(x
2
6 + x2

7)+

7.477(x3
6 + x3

7) + 0.7854(x4x
2
6 + x5x

2
7)

f2(x) = 10
√
(745x4/x2x3)

2
+ 1.67× 107/x3

6

s.t.g1(x) = 1/x1x
2
2x3 − 1/27 ⩽ 0

g2(x) = 1/x1x
2
2x

2
3 − 1/397.5 ⩽ 0

g3(x) = x3
4/x2x3x

4
6 − 1/1.93 ⩽ 0

g4(x) = x3
5/x1x3x

4
7 − 1/1.93 ⩽ 0

g5(x) = x2x3 − 40 ⩽ 0

g6(x) = x1/x2 − 12 ⩽ 0

g7(x) = −x1/x2 + 5 ⩽ 0

g8(x) = 1.9− x4 + 1.5x6 ⩽ 0

g9(x) = 1.9− x5 + 1.5x7 ⩽ 0

g10(x) = f2(x)− 1300 ⩽ 0

g11(x) =

10
√
(745x5/x2x3)

2
+ 1.575× 108/x3

7−
850 ⩽ 0

2.6 ⩽ x1 ⩽ 3.6, 0.7 ⩽ x2 ⩽ 0.8,

17 ⩽ x3 ⩽ 28(x3 ∈ Z)
7.3 ⩽ x4 ⩽ 8.3, 7.3 ⩽ x5 ⩽ 8.3,

2.9 ⩽ x6 ⩽ 3.9

5 ⩽ x7 ⩽ 5.5
(15)

 

4    结　论

针对狼群算法在求解 CMOPs时存在的约束处

理能力不足、搜索方式单一, 导致解集可行性、收敛

性与多样性不佳的问题, 提出了一种融合螺旋搜索

策略与多族群交互机制的约束多目标狼群算法. 该
算法通过螺旋搜索策略优化探狼的全局探索与猛狼

的局部开发能力, 显著增强了解的多样性和收敛性;
同时, 设计包含约束优先、约束忽略与约束松弛的三

族群交互机制, 通过适配度驱动的信息交互实现可

行域与不可行域的协同搜索, 有效提升算法约束环

境下的适应性与解集可行性. 在 DTLZ、MW和 DAS-
CMOP测试集上的实验表明, CMOWPA-SSI在大多

数问题上均取得最优的 IGD指标, Friedman检验与

Wilcoxon检验结果领先 , 且 Pareto前沿拟合图与

IGD收敛曲线显示出优异的种群分布性与算法收敛

性 . 与 PPS、CAEAD等 6种算法相比 ,  CMOWPA-
SSI表现出良好综合求解性能, 为求解 CMOPs提供

了一种有效的新方法. 未来工作将聚焦于算法参数

的自适应调节机制设计, 以进一步提升其泛化能力

与适用性; 同时, 结合群体智能进化范式
[43]

的前沿研

究方向, 探索 CMOWPA-SSI在无人机协同调度、绿

色能源系统优化等动态、高维、强约束的实际复杂工

程场景中的应用, 并开展大模型与生物仿生机制融

合的算法进化研究, 验证其解决深度不确定环境下

现实问题的潜力与价值.
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