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摘　要: 针对  Transformer视觉目标跟踪中局部细节利用不足、计算复杂度与表达能力难以兼顾以及静态模板难

以适应目标外观变化等问题, 提出一种基于时空建模的多分支  Agent Transformer目标跟踪框架  MBAST. 该方法

构建以  Agent Transformer为骨干的多分支特征提取网络, 在保持全局感受野的同时将注意力计算复杂度由二次

增长降低为近似线性增长; 设计特征增强模块以强化目标边缘与局部纹理表达; 引入动态历史帧更新机制, 自适

应筛选代表性历史帧以提升长时序外观建模能力; 并在特征融合阶段结合边界框几何编码与改进  MLP, 提升目

标定位鲁棒性. GOT-10k和  TrackingNet上的实验结果表明, MBAST在多项指标上优于  SwinTrack、TATrack等

代表性方法, 并在背景干扰、目标遮挡和相机运动等复杂场景下表现出较强的稳定性与准确性.
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MBAST:  multi-branch  agent  transformer  visual  tracking  with
spatiotemporal modeling
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Abstract: To  address  the  issues  of  insufficient  utilization  of  local  details,  the  difficulty  in  balancing  computational
complexity and representation capability, and the inability of static templates to adapt to target appearance variations in
Transformer-based visual  object  tracking,  this  paper  proposes  a  multi-branch Agent  Transformer  tracking framework
with spatiotemporal modeling, termed MBAST. Specifically, a multi-branch feature extraction network based on Agent
Transformer  is  constructed,  which preserves  a  global  receptive  field  while  reducing the  computational  complexity  of
attention from quadratic to approximately linear growth. A feature enhancement module is designed to strengthen the
representation  of  target  boundaries  and  local  textures.  Furthermore,  a  dynamic  historical  frame update  mechanism is
introduced to adaptively select representative frames, thereby improving long-term appearance modeling. In the feature
fusion stage, bounding box geometric encoding is combined with an enhanced MLP to improve the robustness of target
localization. Experimental results on GOT-10k and TrackingNet demonstrate that MBAST outperforms representative
methods  such  as  SwinTrack  and  TATrack  across  multiple  metrics,  and  exhibits  strong  robustness  and  accuracy  in
challenging scenarios including background clutter, occlusion, and camera motion.
Keywords: visual  object  tracking； Transformer； Agent  Attention； spatiotemporal  modeling； dynamic  template
update

0    引　言

视觉目标跟踪旨在根据初始帧指定的 目标, 在
后续视频帧中持续预测其位置与尺度

[1]. 该技术可应

用于遥感卫星视频分析
[2]
、视频监控

[3]
和动物行为研

究
[4]
等多个领域. 然而, 在实际应用场景中, 背景干

扰、目标遮挡及相机运动等因素常导致相似目标干

扰、目标表观剧烈变动及图像质量退化等问题, 严重

影响目标特征的唯一性与结构完整性, 进而导致特

征提取阶段产生失真或误匹配. 因此, 实现高精度、

高鲁棒性的视觉目标跟踪仍面临挑战
[5].
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O(N 2d)

基于孪生网络的目标跟踪算法是目前的主流方

法. 该方法将跟踪任务建模为模板区域与搜索区域

间的相似度匹配问题
[6]. 经典方法通常采用卷积神经

网络 (CNN)提取特征, 并采用互相关运算进行相似

度匹配. 但其局部线性特性限制了全局关系建模与

非线性能力 . 为了克服上述局限 ,  TransT[7]
将

Transformer[8] 引入到孪生跟踪框架, 利用注意力机

制替代互相关运算, 显著增强了全局建模及非线性

表征能力. 但该方法仍依赖卷积网络进行特征提取,
长程依赖建模需要通过多层网络传递, 在计算效率

与建模直接性方面仍存在进一步提升空间. 鉴于此,
DualTFR[9]

采用纯双 Transformer架构, 通过融合局

部与全局注意力相结合的特征提取模块, 强化了图

像内部区域间的特征关联, 比卷积神经网络更具有

高效的长程依赖建模能力 . 但 Transformer采用的

Softmax Attention计算复杂度达到 , 且其全

局建模能力的增强往往以牺牲局部细节为代价, 模
型对边缘、纹理等关键局部特征利用不足

[10]. 此外,
现有方法普遍采用固定模板, 难以适应目标外观随

时序的动态变化, 制约了模型在背景干扰、目标遮挡

及相机运动等场景的适应能力.
为了克服 Tansformer目标跟踪算法在计算复杂

度、局部信息增强及模板更新方面的局限, 近年研究

提出了多种改进思路 . 在计算复杂度优化方面 ,
SwinTrack[11] 与 FCAT[12]

等 方 法 采 用 Swin
Transformer[13] 作为主干网络, 利用窗口注意力与移

位窗口机制, 将计算限制于局部窗口内以降低了计

算复杂度. 但该局部窗口策略限制了初始感受野, 需
堆叠更深的网络层以恢复全局信息. 在局部信息增

强方面, 部分研究
[10,14-15]

尝试在特征提取与融合网络

间引入额外卷积模块, 以补充更多局部细节. 但这些

改进多在“CNN + Transformer”混合架构中进行, 在
纯 Transformer框架下的系统性探索尚不充分. 在提

升时序适应性方面, 动态模板更新机制被广泛研究.
例如, STARK[16]

与 TATrack[17] 通过引入动态模板分

支捕获时序表观变化, 前者采用静态阈值更新模板,
后者则依据跟踪平均置信度动态调整更新时机; 也
有研究

[18-19]
基于信息熵或历史统计量 (如 APCE)设

计更新策略. 这些方法均致力于从历史帧中筛选更

具代表性的外观信息, 以增强模型对表观演变的鲁

棒性.
综上, 现有方法虽在计算复杂度控制、局部信息

捕捉、模板更新等关键问题上取得进展, 但大多未能

在统一框架下实现三者的有效协同与整体平衡. 为
此, 本文提出了一种基于 Agent Attention目标跟踪

框架 MBAST, 主要的工作包括 :  1)设计了基于

Agent Attention的特征提取子网络, 在提高特征表达

的同时, 显著降低了计算复杂度, 兼顾了模型性能与

效率; 2)在纯双 Transformer架构中, 设计了融合多

分支卷积与自注意力的特征增强模块, 通过整合多

尺度感受野的局部特征, 有效抑制背景相似信息的

干扰, 提升模型的目标辨识能力; 3)在标准孪生双分

支结构的基础上, 引入历史帧分支并设计动态更新

机制, 自适应地筛选具有代表性的历史帧模板, 增强

了模型对长时序表观变化的建模能力; 4)在 GOT-
10k、TrackingNet等主流基准数据集上进行了充分

的对比与消融实验, 综合评估了算法的整体性能, 并
验证了各核心模块的有效性. 

1    研究方法

本文所提出的 MBAST框架旨在通过协同建模

全局上下文与长时序动态表观, 系统提升跟踪算法

的准确性与鲁棒性. 如图 1所示, 整体框架采用级联

结构, 依次由特征提取、特征融合及预测头三个阶段

构成.
特征提取阶段构建了包含历史帧、模板与搜索

区域的三支路并行架构, 分别用于捕捉时序演变、标

准参考与搜索匹配三种模态信息. 该阶段以 Agent
Attention作为主干网络, 在保持全局关系建模能力

的同时, 将计算复杂度降低至线性. 为进一步增强空

间细节表征, 在主干网络后引入特征增强模块, 通过

并行多分支卷积与注意力计算提取多尺度特征. 同
时, 基于置信度评估的动态历史帧筛选机制, 自适应

选取代表性时序帧以建模目标表观演变.

Q

K V Q

(K,V)

特征融合阶段通过编码器-解码器架构实现跨

分支特征交互. 三个分支的深度特征与目标边界框

位置编码融合后, 输入 Transformer编码器-解码器

结构: 在解码器中, 以搜索区域特征作为查询 , 将
搜索区域、模板及历史帧特征的拼接结果作为键

和值 , 并通过交叉注意力机制实现查询 与键值

的特征交互. 该设计在利用模板及历史信息

进行跨时序建模的同时, 也保留了对搜索区域内部

空间依赖关系的建模能力, 从而在统一特征空间中

实现当前帧结构信息与历史先验信息的融合, 提升

模型对目标尺度与外观变化的适应能力. 此外, 在所

有 Transformer模块的MLP中引入细节增强层.
预测头阶段采用分类与回归并行的双任务结构,

通过联合损失函数进行优化. 其中分类子网络输出

目标存在性置信图, 回归子网络预测边界框精确偏

移. 该机制使模型同步学习判别性特征与几何感知

2 控 制 与 决 策 第x卷



表示, 最终实现跟踪性能的全面提升. 

1.1    特征提取

O(N 2) O(N)

在目标跟踪任务中, 提取鲁棒且具有高判别性

的特征是提升跟踪性能的关键. 为此, MBAST从时

间、空间与局部三个维度共同增强特征表达能力. 首
先, 在标准孪生网络框架的基础上引入历史帧分支,
以动态建模目标在时间维度上的外观演化, 从而提

升模型对遮挡、相似干扰物及相机移动的适应能力;
其次, 采用基于 Agent Transformer的主干网络, 在保

持全局感受野与非线性建模能力的同时, 将计算复

杂度从 降低至 , 实现高效且深层的空间

特征提取; 最后, 设计多尺度特征增强模块, 通过并

行多分支卷积与注意力机制融合局部细节信息, 提
升对目标边缘与纹理的表达能力. 三者有效协同工

作, 使提取到的特征同时涵盖时序动态、全局结果及

局部细节, 形成更具鲁棒性与判别性的外观表征.

(H ×W × 3)

特征提取子网络结构如图 2所示 . 输入图像

首先通过 Patch Partition层划分为不

重叠的 patch tokens, 然后通过 Linear Embedding层
将原始的三维特征映射到更高维度的特征空间. 处
理后的特征依次输入三个级联的 Agent Transformer
阶段 , 其中每个阶段由若干个 Agent  Transformer
Block堆叠构成, 以逐步提取并增强具有判别性的多

尺度特征表示.
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图 2   特征提取子网络结构图
 
 

1.1.1    历史帧动态更新机制

MBAST框架通过历史帧动态更新机制适配目

标外观动态演变, 有效提升跟踪鲁棒性. 现有方法通

常依赖初始帧模板进行跟踪, 但目标在跟踪过程中
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图 1    MBAST 整体结构图
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常发生显著外观变化, 单一静态模板难以适配, 从而

导致跟踪性能下降. 为此, MBAST设计历史帧动态

更新模块, 从已跟踪帧中筛选代表性目标外观并整

合至模板表示中, 从而增强对相似目标、遮挡及相机

运动的适应能力.
为了使更新过程简单高效与更新后的历史帧尽

可能高质量且具有良好的判别性, MBAST的动态更

新模块采用基于置信度均值的更新策略, 当后续帧

置信度高于当前阈值时, 将该帧替换为新的历史帧.
平均置信度计算如公式 1所示.

mThreshold =
1

n

n∑
i=1

si. (1)

n si i其中:  是当前帧序列号,  是第 帧图像置信度分数. 

1.1.2    Agent Transformer Block 模块

BAST框架通过 Agent Transformer替换原有的

Swin Transformer构成特征提取的主干网络, 其在初

始全局感受野的条件下, 实现模型较高的表达能力

O(Nnd)

N n n ≪ N

A ∈ Rn×d K ∈ RN×d

V ∈ RN×d

O(Nnd)

VA ∈ Rn×d Q ∈ RN×d A ∈ Rn×d

Output

O(Nnd) n ≪ N

和低计算复杂度 . Agent Attention[20] 融
合 了 Softmax  Attention的 强 表 达 与 Linear
Attention[21] 的线性计算效率 , 如图 3所示 ,  Agent
Attention通过引入少量 agent token A, 将原始全局注

意力分解为 Agent聚合和 Agent广播两个过程, 设
输入 token数为 ,  agent  token数为 , 且 .
在 Agent聚合阶段,  作为查询, 
和 分别作为键和值进行注意力计算, 计算

复杂度为 ; 在 Agent广播阶段, Agent聚合

的输出 作为值,  和 分

别作为查询和键, 进行注意力计算得到 , 计
算复杂度同样为 . 由于 , 并可视为相

N O(N)

O(N 2d)

O(Nnd)

对固定的小规模参数, 因此整体复杂度可近似视为

关于 的线性增长, 即 . 计算如公式 2所示. 相
比于 Transformer中计算复杂度达到 的

Softmax  Attention,  Agent  Attention的 Agent聚合和

Agent广播的计算复杂度均为 . 相比于

Swin Transformer, Agent Attention实现在未使用局

部窗口的前提下降低了计算负担, 从而具备更大的

有效感受野.

Output = AttnS(Q,A, AttnS(A,K, V )). (2)

AttnS(A,K, V ) AttnS(Q,A,

AttnS(A,K, V ))

其中 :  为 Agent聚合 , 
为 Agent广播.

在 Agent Attention的基础上 , 引入 Agent偏置

和 DWC模块共同构建 Agent Attention模块, 作用于

实现更加高效的目标特征表达. 如图 4所示.
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Agent Attention模块通过引入 Agent偏置, 利用

了额外的可训练信息来增强 Agent Attention的性能,
协助不同的 Agent token聚合于不同的区域. 同时,
还引入了 DWC模块有效地保证特征信息的多样性.
其计算如公式 3所示.

Output = Softmax(QAT +B2)

Softmax(AKT +B1)V + DWC(V ). (3)

A Q B1 B2

DWC(·)
其中:  是通过 平均池化得到 ,  和 是 Agent
偏置,  是卷积核为 3的深度可分离卷积操

作.
最 后 , 使 用 Agent  Attention模 块 替 换 Swin

Transformer中的 W-MSA和 SW-MSA. 如图 5(a)和
图 5(b)所示.
 
 

(a)   Swin Transformer Block 模块结构图 

归一化

MLP

W-MSA SW-MSA

归一化

MLP

归一化

归一化

(b)   Agent Transformer Block 模块结构图 

MLP

归一化

   Agent
Attention
  模块

归一化

MLP

归一化

   Agent
Attention
  模块

归一化

图 5   Swin Transformer Block 与Agent Transformer Block
对比

  

1.1.3    特征增强模块

MBAST框架通过结合多分支多尺度卷积运算

和注意力机制的特征增强模块, 对主干网络的输出

进行局部增强, 从而提取多粒度、多层次表达能力的

融合特征, 为后续特征融合阶段提供更多的局部信

息. 特征增强模块结构如图 6所示.
 
 

q1

q4

x

线
性
层

Conv
 3×3

Conv
 5×5

Conv
 7×7

Conv
 9×9

Conv3×3

x׳x0

x1

Conv3×3

x

q1

q4

M
S

A

特
征
拼
接

C
o

n
v

3
×

3 M׳

q

…

图 6   特征增强模块结构图
 

x

x0

x1

x0

j × j (j = 3, 5, 7, 9)

qi (i = 1, 2, 3, 4)

首先, 特征增强模块采用多分支多尺度卷积运

算, 提取多感受野下的局部特征, 从而提升模型的鲁

棒性. 经过特征提取后的 会先进行线性层的处理得

到特征 , 并引入 3×3卷积运算并进行残差连接, 得

到特征 , 这一步骤不仅能够有效保留部分关键原

始特征, 还进一步提取局部特征. 接着, 本文对不同

金字塔网络
[22-23]

的思考, 设计了对 展开四个分支

且不同卷积核尺度 的卷积运算,

其中 padding分别为 1、2、3和 4, 步长均为 1, 上述

设置能够保证各分支输出特征视图尺寸一致, 从而

便于后续特征融合. 经过多分支卷积运算得到四个

不同感受野的目标特征 , 以实现多

粒度、多层次的特征表达. 具体如公式 4所示.
x0 = Linear(x)
qi = Convj×j(x0) i = 1, 2, 3, 4 j = 3, 5, 7, 9

x1 = Conv3×3(x0) + x0

(4)

Linear(·) Convj×j(·)

j

其中:  表示为线性层,  表示为卷

积核为 的卷积运算.

qi

Mi (i = 1, 2, 3, 4) Mi

M ′ qi

q

M ′ q x1 x

x′

随后, 特征增强模块采用注意力机制, 在多感受

野下提升特征的长程依赖性, 从而提高模型在多感

受野下的特征表达能力. 使用多头自注意力机制四

个分支 分别进行处理得到更深层次的特征表示

, 然后将 拼接后直接进行 3×3

卷积运算得到 . 另外, 四个特征分支 也会进行

拼接操作和 3×3卷积运算, 生成特征 . 最后一个步

骤则是将 、 、 和 进行线性相加得到最终输出

. 具体如公式 5和 6所示.
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
Mi = MSA(qi) i = 1, 2, 3, 4

q = Conv3×3[concat(q1, q2, q3, q4)]
M ′ = Conv3×3[concat(M1,M2,M3,M4)]

,

(5)

x′ = M ′ + q + x1 + x. (6)

MSA(·)其中:  表示的是多头自注意力机制.
 

1.2    特征融合

特征融合是整合多源信息以提升目标定位与识

别的关键环节. 在 MBAST框架中, 特征融合子网络

通过将目标边界框的几何编码与拼接后的深度特征

进行融合, 增强模型对目标在视频序列中位置、尺度

及形态变化的感知能力, 进而实现更稳定与精确的

跟踪.
特征融合子网络采用编码器-解码器架构 , 如

图 7所示. 编码器由自注意力、MLP及归一化模块

构成, 其输入为融合了边界框尺寸信息的深度特征.
该特征首先经过多层堆叠的编码器处理, 逐步深化

特征内部的结构化表示; 随后再将编码器的输出传

递至解码器, 作为上下文记忆. 解码器主要由交叉注

意力、MLP和归一化模块组成, 其对多源特征进行

统一建模, 在全局范围内捕获不同特征之间的关联

关系. 本文还对编码器和解码器中 MLP进行了改

进, 添加了一层细节层, 使得两者协同工作时可以实

现高效的特征融合, 帮助定位与识别目标.
 
 

交叉注意力

编码器×N

位置编码

Add&归一化

MLP

Add&归一化

自注意力
q k v

Feature

解码器×1

Add&归一化

MLP

Add&归一化

交叉注意力

特征分离

q k v

图 7   特征融合子网络结构图
  

1.2.1    边界框信息融合

增强模型对目标表观与几何变化的感知能力,
将目标边界框信息与提取的深度特征进行融合. 边
界框提供了目标在图像中的空间尺度与形态先验,
有助于算法更准确地理解目标在序列中的外观演变.

i bi = {bxi ,
byi , b

w
i , b

h
i } bxi byi bwi bhi

在训练帧 中 , 目标边界框可表示为

, 其中 和 表示中心点坐标,  和 分

(jx, jy)

别表示边界框的宽度与高度. 首先, 使用映射公式将

特征图上的每个位置 映射回原图像坐标:

(kx, ky) = (⌊s
2
⌋+ s · jx, ⌊s

2
⌋+ s · jy). (7)

s

s = 16

其中:  为下采样倍数. 考虑到后续特征融合对维度

匹配的要求, 其取值需与主干网络输出特征图相对

于输入图像的总下采样倍率保持一致, 因此本文设

置 .

l t r b

随后, 计算该映射位置到边界框四条边的归一

化距离 、 、 、 .

li =
kx − bxi
s ·W

, ri =
kx − bxi − bwi

s ·W

ti =
ky − byi
s ·H

, bi =
ky − byi − bhi

s ·H
(8)

H W其中:  和 分别为图像的高和宽.
d = (l, t, r, b)

C

D ∈ RC

由此构建几何编码信息 . 该向量

经一个 MLP将维度从 4映射至 , 得到边界框尺寸

信息嵌入 .
D最后, 将 与特征提取子网络输出的深度特征

进行相加, 实现外观特征与几何信息的融合. 使模型

能够同时利用目标的外观特征与尺寸信息, 从而形

成更具判别性与适应性的综合特征表示. 

1.2.2    融合深度可分离卷积的 MLP
为进一步增强特征融合阶段的细节保持与信息

交互能力, 在多层感知机的基础上, 融合了深度可分

离卷积. 该方法通过引入细节层并采用残差连接机

制, 有效补充局部特征信息, 提升了整体特征表达能

力.
经典 MLP通常由两个全连接层及 GELU激活

函数构成, 结构简洁且具备较强的全局特征融合能

力. 然而, 其全连接操作易导致局部结构信息的丢失,
且难以实现不同特征的交叉学习, 从而限制特征融

合的效率和精细化程度. 为此, 在传统 MLP中引入

一层基于深度可分离卷积的细节层, 旨在通过深度

可分离卷积补充局部信息, 其结构图如图 8所示.
  

(a)   标准 MLP (b)   融合深度卷积的 MLP

FC

GELU

FC

GELU

细节层

FC

FC

图 8   MLP 结构

x输入特征 首先经过第一个全连接层扩展维度,
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x′ x′

x′′

得到中间特征 ; 随后,  通过深度可分离卷积细节

层提取局部细节, 并经由残差连接与原始中间特征

相加, 以保留原有信息流. 相加后的特征经 GELU激

活函数进行非线性变换, 最终经过第二个全连接层

输出融合结果 , 具体计算如公式 9所示.{
x′ = FC(x; θ1)

x′′ = FC(σ(x′ +DS(x′; θ)); θ2)
(9)

FC(·) DS(·, θ)
θ σ(·)
其中:  表示全连接层,  表示具有参数

的深度可分离卷积细节层,  表示的是激活函数. 

1.3    预测头

预测头网络是跟踪算法的最终输出模块, 负责

同时执行目标存在性判定与位置精确回归. 该模块

由分类分支和回归分支并行构成, 并通过联合损失

函数进行端到端优化. 

1.3.1    分类分支

分类分支输出分类响应图, 预测图像中每个位

置可能包含目标的类别及其置信度. 为缓解正负样

本不平衡的问题, 使用变焦损失
[24]

作为分类损失函

数. 该损失通过 IoU感知机制, 将真实标签从二元标

注替换为连续化的 IoU得分, 使模型更关注难分类

样本. 其定义如下:

V FL(p, q) ={− q(q log(p) + (1− q) log(1− p)), q>0

− αpγ log(1− p), q = 0
.

(10)

p q其中:  为预测的感知分类分数,  为目标的 IoU得

分. 该设计显著提升了模型在复杂背景下的目标判

别能力. 

1.3.2    回归分支

回归分支输出边界框偏移图, 用于精细调整目

标位置与尺寸. 本文采用 LGIoU
[25]

作为回归损失函数.
与仅衡量重叠率的 IoU损失相比, GIoU引入了包含

预测框与真实框的最小外接矩形来衡量两者的相对

位置与形状差异, 从而在两框无重叠时也能提供稳

定的优化梯度. 分类回归损失函数如公式 11所示:

Lreg = LGIoU(b, b̂)

L = λclsV FL(p, IoU(b, b̂)) + λregLGIoU(b, b̂).
(11)

b b̂

λcls λreg

其中:  代表预测边界框位置,  代表真实边界框位

置.  和 分别代表分类损失和回归损失的权重

参数, 本文设置为 1.5. 

2    实　验 

2.1    实验环境

本文实验在 Ubuntu 18.04操作系统下完成, 使

用 PyTorch 1.11.0深度学习框架, 基于 python 3.9实
现算法 ;  GPU计算平台为 GeForce RTX 4090D, 搭
配 CUDA11.3驱动 ;  CPU为 AMD  EPYC  7543  32-
Core Processor, 系统内存为 80GB. 使用括 GOT-10k
和 TrackingNet数据集进行训练, 训练 20个 epoch,
每个 epoch包含 30,000个样本, batch size设置为 5,
优化器采用 AdamW. 学习率策略采用三阶段调度策

略 : 第 1个 epoch从 1×10-6线性增长至 2×10−4; 第
2至 15个 epoch保持为 2×10−4; 第 16至 20个 epoch
调整为 1×10−4. 

2.2    算法性能比较

为全面评估本文算法的跟踪性能, 在 GOT-10k
和 TrackingNet两个主流测试集上进行了验证. 并与

近年来具有代表性的跟踪算法进行了综合比较, 包
括 EVPTrack[26]、 TAtrack[17]、 MixFormer[27]、
OSTrackp[28]、SwinTrack[11] 等. 

2.2.1    GOT-10k
GOT-10k包含超过 10 000个视频序列 , 涵盖

560 个类别. 其测试集包含 180个序列, 需通过官方

服务器进行评估 . 评价指标主要包括平均重叠度

(Average Overlap, AO)与成功率 (Success Rate, SR).
表 1展示了本文方法与 14种主流算法在 GOT-

10k测试集上的定量对比结果 . 本文方法在 AO、
SR0.5 与 SR0.75 三项指标上分别达到 78.0%,  88.8%
和 76.1%, 均领先于其他算法. 与排名第二的 TATrack
相比, 三项指标上分别提升了 0.7%, 1.0%, 2.0%. 相
比于仅使用 Swin  Transformer作为特征提取网络

SwinTrack, 分别领先了 5.6%, 8.3%, 8.3%. 这一显著

的 性 能 提 升 验 证 了 结 合 历 史 帧 分 支 、 Agent
 

表 1     在 GOT-10k 上的比较结果

Method AO(%)↑ SR0.5(%)↑ SR0.75(%)↑

OURS(MBAST) 78.0 88.8 76.1

TATrack[17] 77.3 87.8 74.1

EVPTrack[26] 76.6 86.7 73.9

MixFormer[27] 75.6 85.7 72.8

OSTrack[28] 73.7 83.2 70.8

APMT[29] 72.6 82.5 68.3

SwinTrack[11] 72.4 80.5 67.8

LoRAT[30] 72.1 81.8 70.7

ATrans[31] 71.2 72.3 68.6

AiATrack[32] 69.6 80.0 63.2

CSwinTT[33] 69.4 78.9 65.4

TransT[7] 68.9 79.7 61.5

STARK[16] 68.0 77.7 62.3

TrDiMP[34] 67.1 77.7 58.3

TrSiam[34] 66.0 76.6 57.1
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Transformer和特征增强模块协同设计的有效性, 表
明该方法能更好地建模目标在时序上的动态演变与

空间上判别性特征, 从而显著提高跟踪的准确性和

鲁棒性. 

2.2.2    TrackingNet
TrackingNet是一个大规模视觉跟踪数据集, 其

中包含 30 312个视频序列, 覆盖 27种目标类别, 涵
盖多样化真实场景. 其测试集包含 511个测试序列,
评估指标包括精确度 (Precision, P), 归一化精确度

(Normalized Precision, NP)和成功率 (Area Under the
Curve, AUC). 同样, 测试结果需要通过官方服务器

获得.
如表 2所示, 本文方法在 TrackingNet数据集上

也展现出优异的性能, 在 P、NP与 AUC三项指标上

分别达到 83.1%, 88.9%和 84.1%. 相比于排名第二

的 One Tracker, 分别提高了 0.4%, 0.5%, 和 0.4%. 相
比于 SwinTrack, 在三个指标上分别提高了 4.8%,
3.1%和 3.0%. 进一步证实了本方法在不同数据集和

评价体系下的泛化能力与稳定性.
  

表 2     在上 TrackingNet 的比较结果

Method P(%)↑ NP(%)↑ AUC(%)↑

OURS(MBAST) 83.1 88.9 84.1

One Tracker[35] 82.7 88.4 83.7

LoRAT[30] 82.1 87.9 83.5

TATrack[17] 81.8 88.2 83.5

OSTrack[28] 81.9 87.8 83.1

TransT[7] 81.4 86.7 80.3

MixFormer[27] 81.1 87.7 82.5

CSwinTT[33] 79.5 86.7 81.9

SwinTrack[11] 78.3 85.8 81.1

ATrans[31] 78.2 81.0 77.5

TrDiMP[34] 73.1 83.3 78.4

TrSiam[34] 72.7 82.9 78.1
 

上述实验结果表明, 本文方法在主流基准测试

集上均达到领先性能, 能够有效应对背景干扰、目标

遮挡和相机运动等挑战, 显著提高了视觉目标跟踪

的准确性与鲁棒性. 

2.3    消融实验与分析

为评估本文方法的各关键组件的有效性 , 在
GOT-10k测试集上进行了系统性消融实验. 在保持

实验环境与超参数一致的前提下逐步引入各模块,
并以重叠率 AO作为评价指标, 结果如表 3所示.

以 SwinTrack为基准模型 (第 1行), 逐步引入各

组件后性能持续提升: 采用 Agent Transformer作为

特征提取子网络主干后 (第 2行), AO提升了 2.5%;
增加在上一步引入历史帧分支后 (第 3行), AO再提

升 1.3%; 在特征融合网络中引入细节层后 (第 4行),
进一步带来 0.4%的增益; 最终引入特征增强模块

后 (第 5行), AO达到 78.0%, 较基准提升 5.6%. 结果

表明, 全局建模 (Agent Transformer)与局部增强 (特
征增强模块)对性能贡献最为显著, 而各模块协同实

现了跟踪精度的系统提升.
在计算复杂度方面 , 比较了 Swin Transformer

与 Agent Transformer的参数量和计算复杂度. 为保

证比较的公平性, 在 MBAST模型的基础上, 仅将主

干提取网络中的 Agent  Transformer替换为 Swin
Transformer并保持其余模块不变, 构建一个对比模

型 , 记为 MBAST-Swin表 4结果表明 , 与 MBAST-
Swin相比 ,  MBAST仅增加了 0.02M  (+0.01%)的
Params和 2.75G的 FLOPs (+1.46%).
 
 

表 4     计算复杂度实验

Model Params↓ FLOPs↓

MBAST 169.15M 191.45G

MBAST-Swin 169.13M 188.70G
 

综上所述, 由表 1和表 2结果表明, MBAST在

GOT-10k和 TrackingNet两个主流数据集上均取得

了优于 SwinTrack、TATrack等代表性方法的跟踪结

果, 表明本文方法在主流评价指标上具有较强竞争

力. 进一步结合表 3与表 4可以看出, 相较于采用

Swin Transformer主干的对比版本 MBAST-Swin, 本
文引入 Agent Transformer后并未带来明显额外计算

开销, 同时实现了性能提升, 体现出较好的效率-性
能平衡优势.

在历史帧更新机制方面, 比较其它 4种更新机

制与本文历史帧更新机制方法 (Mean Threshold)对
比, 分别为仅采用初始帧为历史帧 (First Frame)、采
用上一帧为历史帧 (Last Frame)、采用中间帧作为历

史帧 (Mid Frame)和采用历史置信度的中位数作为

阈值 (Mid Threshold),  同时保持其它模块不变 . 如
表 5所示, Mean Threshold均优于其余 4种历史帧

更新方式, First Frame虽然保留了目标原始外观信

息, 但难以适应后续表观变化; Last Frame虽具有较

强时效性, 但易受瞬时误跟踪结果干扰, 造成误差累

 

表 3     消融实验

Baseline
Agent

Transformer
历史帧

分支
细节层

特征增强

模块
AO(%)

√ 72.4

√ √ 74.9

√ √ √ 76.2

√ √ √ √ 76.6

√ √ √ √ √ 78.0

8 控 制 与 决 策 第x卷



积; 固定采用 Mid Frame在一定程度上兼顾了稳定

性与时序信息, 但缺乏自适应调整能力; 采用中位数

阈值的 Mid Threshold虽较固定策略有所改进, 但整

体仍不及本文方法 . 结果表明 , 本文采用的 Mean
Threshold在 AO、SR0.5 和 SR0.75 三项指标上均优于

其余更新方式, 其中相较于次优的Mid Threshold, 分
别提升 1.8%、2.2%和 1.5%. 该结果表明, 基于平均

置信度阈值的动态更新机制能够更有效地平衡历史

模板的稳定性与时效性, 从而获得更好的长时序表

观建模性能.
 
 

表 5     历史帧更新机制实验

Modification AO(%)↑ SR0.5(%)↑ SR0.75(%)↑

Mean Threshold 78.0 88.8 76.1

First Frame 73.6 83.8 70.6

Last Frame 71.9 81.4 69.4

Mid Frame 74.3 84.4 72.7

Mid Threshold 76.2 86.6 74.6
  

2.4    定性分析

为了直观验证 MBAST在复杂挑战下的鲁棒性

与适应性, 从 GOT-10k数据集中选取了包括背景干

扰、目标遮挡和相机移动等典型挑战场景的代表性

序列, 与 TATrack、EVPTrack、MixFormer等主流方

法进行可视化对比, 结果如图 9所示. 在背景干扰场

景 (如序列 BC_1)中, 背景存在大量与目标相似的个

体 . 在第 35帧 ,  TATrack、EVPTrack和 MixFormer
均因干扰而发生跟踪漂移, 而 MBAST凭借其增强

的局部识别能力与全局上下文建模, 仍能准确定位

目标. 在目标遮挡场景 (如序列 OCC_1)中, 目标在

跟踪过程中会被其他物体部分或完全遮挡, 导致其

外观信息出现缺失. 在第 50帧时, 目标被完全遮挡;
随后在第 72帧重新出现并恢复相对稳定的外观. 然
而, 对比方法在该过程中均出现了明显的跟踪丢失,
未能在目标重现后及时恢复跟踪. 相比之下, MBAST
通过历史帧分支对目标表观变化的持续建模, 并结

合上下文信息进行判别, 能够在目标完全遮挡后仍

有效恢复其位置, 实现稳定跟踪. 在相机运动场景

(如序列 CM_2)中, 相机快速运动导致图像模糊、目

标表观剧烈变化. 在第 141至 183帧, 对比方法均出

现了跟踪丢失或定位错误, 而 MBAST通过历史帧

分支对时序动态的有效建模, 保持了稳定的跟踪结

果.
为了验证 FEM对性能贡献显著, 对引入 FEM

前后的特征热力图进行可视化对比, 如图 10所示.
其中第 2和第 3列分别为引入前与引入后的热力图,
通过特征热力图对比, 可以更加直观地看出: 在未引

入 FEM时, 模型的特征响应相对分散, 对目标边缘、
 

BC_1

BC_2

OCC_2

OCC_1

CM_1

CM_2

OURS TATrack EVPTrack MixFormer

图 9    跟踪结果可视化
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纹理等局部判别信息的关注不够充分, 且容易受到

周围背景区域的干扰; 而在引入 FEM后, 模型对目

标主体区域的响应更加集中, 对目标边缘与局部细

节的激活更为明显, 同时对背景干扰区域的无效响

应有所减弱. 上述现象表明, FEM能够有效增强多

尺度局部特征表达, 提升模型对目标细节结构与边

界信息的感知能力, 从而更直观地验证了该模块的

有效性. 

3    结　论

O(Nnd)

本 文 提 出 了 一 种 基 于 Agent  Attention的
Transformer目标跟踪算法 MBAST, 旨在解决现有

方法在计算效率、局部特征利用与时序外观建模之

间的平衡问题 . 主要创新包括 :  1)引入 Agent
Transformer作为主干网络, 在维持全局感受野与较

强表达能力的同时, 将计算复杂度降至 , 实
现了效率与性能之间的平衡; 2)设计一种融合多分

支卷积与自注意力的特征增强模块, 通过多尺度局

部特征提取与融合, 弥补了经典 Transformer在细节

感知方面的局限; 3)构建了动态更新的历史帧分支,
能够自适应地融合时序外观变化, 突破经典方法依

赖固定初始模板的局限性. 实验结果表明, MBAST
在 GOT-10k和 TrackingNet等主流数据集均取得了

具有竞争力的性能, 特别是在背景干扰、目标遮挡以

及相机移动等挑战性场景下呈现出更强的鲁棒性.
所提出的方法能够更准确地贴合目标运动, 有效抑

制跟踪漂移现象 . 然而 ,  MBAST仍延续了主流的

“提取-融合-预测”三段式架构, 该设计在一定程度

上限制了模板和搜索区域在特征提取阶段的深层交

互, 可能影响对目标的全面建模. 未来将进一步探索

特征提取阶段的跨区域交互能力, 优化目标表征的

学习过程, 以推动跟踪性能的持续提升.
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