
 

融合非负矩阵分解与加权证据 C均值多视图聚类算法
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摘　要: 现有的大多数多视图聚类算法通常依赖硬分区或模糊分区, 难以有效刻画聚类过程中的不确定性与不精

确性. 此外, 多视图数据往往具有高维度与复杂的结构特征, 导致聚类过程的计算开销较大. 针对上述问题, 本文

提出了一种融合非负矩阵分解与加权证据 C均值多视图聚类算法, 通过理论层面的协同设计, 实现降维、信度划

分与视图加权的深度耦合, 提高聚类精度并降低计算复杂度. 首先, 算法通过非负矩阵分解对各视图的原始数据

进行低维特征表示, 从而提取具有判别力的潜在特征空间并减少计算负担; 其次, 在信念函数理论框架下生成全

局信度划分, 有效缓解视图间潜在冲突与不一致带来的不确定性; 最后, 引入带香农熵约束的自适应视图加权机

制, 实现视图权重与特征降维、信度划分的联合优化. 在六个真实数据集和两个大规模数据集上的实验结果表明,

所提出的WECM-NMF算法的聚类性能优于多种现有的多视图聚类方法.
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Abstract: Most existing multi-view clustering algorithms typically rely on hard or fuzzy partitioning, which makes it
difficult to effectively model the uncertainty and imprecision inherent in the clustering process. In addition, multi-view
data  often  exhibit  high  dimensionality  and  complex  structures,  leading  to  substantial  computational  costs  during
clustering.  To  address  these  issues,  this  paper  proposes  a  novel  multi-view  clustering  algorithm  that  integrates
Nonnegative Matrix Factorization (NMF) with Weighted Evidential C-Means (WECM). Through a synergistic design
at the theoretical level, the proposed method achieves a deep coupling of dimensionality reduction, credal partitioning,
and  view  weighting,  thereby  improving  clustering  accuracy  while  reducing  computational  complexity.  Specifically,
NMF is first employed to obtain low-dimensional representations of each view, extracting discriminative latent features
and alleviating computational burden; then, within the framework of belief function theory, a global credal partition is
generated to effectively handle uncertainty caused by potential  conflicts and inconsistencies among views; finally,  an
adaptive view weighting mechanism with Shannon entropy regularization is introduced, enabling the joint optimization
of  view weights,  feature  representations,  and credal  assignments.  Experimental  results  on six  real-world  datasets  and
two  large-scale  datasets  demonstrate  that  the  proposed  WECM-NMF  algorithm  outperforms  several  state-of-the-art
multi-view clustering methods.
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0    引　言

在信息技术快速发展的背景下, 数据呈爆炸式

增长. 以自动驾驶为例, 多种传感器获取的多视图数

据通常具有高维性和复杂结构, 传统单视图聚类方

法难以有效处理并挖掘视图间关联. 因此, 研究融合

多源信息的多视图聚类方法具有重要意义
[1]. 目前,

关于多视图聚类的研究已取得不少成果, 其中最具

代表性的聚类技术包括基于子空间的方法
[2,3]
、基于

图的方法
[4,5]

以及基于非负矩阵分解的方法
[6,7].

基于子空间的多视图聚类方法通过为各个视图

数据寻找低维子空间, 旨在从这些子空间中挖掘数

据的内在结构. 例如, Zhang等人
[8]
提出的潜在多视

图子空间聚类, 通过学习投影矩阵构建共享低维表

示, 提高了鲁棒性. 然而, 此类方法在处理视图间信

息不一致的数据时, 低维子空间的表达能力受限.
基于图的多视图聚类借助图结构刻画多视图数

据关系, 并与谱聚类联系紧密. 谱聚类通过构建相似

度图及其拉普拉斯矩阵特征分解, 将复杂的高维数

据映射到低维空间. 协正则化多视图光谱聚类 (Co-
reg)[9] 借助联合索引矩阵正则化, 将标准光谱聚类扩

展到多视图场景. 然而, 图构建和特征分解在大规模

数据下计算开销巨大, 且难以应对视图间异质性.
基于非负矩阵分解的多视图聚类方法, 借助非

负矩阵分解与协正则化技术获取不同视图的一致表

示. 例如, Zhong等人
[10]

提出了多视图深度递归非负

矩阵分解模型 (MDRNMF), 通过协同学习基矩阵与

深层表示提升多视图表征质量. 然而, 现有方法大多

依赖硬分区或模糊分区, 难以在对象边界模糊或存

在多聚类归属可能的情况下稳定聚类.
在信念函数框架内提出的信度划分

[11]
允许在将

对象分配给聚类时存在歧义或不确定性, 为多视图

聚类提供了更鲁棒的划分方案 . 证据 C均值

(ECM)[12] 是最常用的证据聚类方法之一, 用于创建

信度划分. 在 ECM框架的基础上, 还出现了多种聚

类方法. 例如, Gong等人
[13]

引入了信念峰证据聚类,
在信念函数框架内对传统密度峰聚类

[14]
进行了扩

展. 然而, 这些方法仅适用于单视图数据, 直接在高

维多视图数据上应用会带来巨大的计算成本.
为解决上述问题, 本文提出融合非负矩阵分解

与加权证据 C均值多视图聚类算法 (A Multi-View
Clu-stering Algorithm Integrating Non-negative Matrix
Factorization  and  Weighted  Evidence  C-Means,
WECM-NMF). 该算法将非负矩阵分解、证据 C均值

聚类与视图加权策略深度融合, 构建了统一的多视

图聚类优化框架. 首先利用 NMF对原始高维数据降

维分解, 提取低维系数矩阵作为聚类输入, 保留原始

数据的判别性的同时有效缓解了高维数据带来的计

算压力; 随后借助 ECM算法刻画样本在不同视图下

的类别隶属不确定性, 结合多视图低维特征的互补

性设计跨视图信度融合规则, 显著提升聚类的鲁棒

性. 同时引入基于熵约束的视图自适应加权策略, 将
视图权重的更新与 NMF降维、ECM信度划分联合

优化, 动态分配各视图的聚类贡献. 三者通过 “降维

预处理 — 不确定性表征 — 权重自适应适配” 的递

进式衔接与功能互补, 形成 “效率提升 — 鲁棒性增

强 — 质量适配” 的协同优化闭环, 全面提升了多视

图聚类性能. WECM-NMF算法框架如图 1所示. 

1    理论基础

本节简要介绍与非负矩阵分解、ECM和信度函

数理论 (也称为证据理论)相关的概念. 

1.1    非负矩阵分解

X ∈ Rp×n

p n

W ∈ Rp×k H ∈

NMF是一种有效的数据降维技术, 其核心在于

从原始数据中提炼出最具代表性的概念或特征, 以
此降低数据维度. 对于给定的数据矩阵 ,
其中,  和 分别为数据维度和样本数量. NMF目标

是将 X分解为基矩阵 和系数矩阵
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图1    WECM-NMF 算法框架
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Rn×k k

W H

X ≈WHT

的乘积, 其中 为降低后的维度. 通过基矩阵

和系数矩阵 , 矩阵之间的关系可以近似表示为

. 相似性的度量通过计算欧几里得距离

的平方来实现. 因此, NMF模型可表示为如下优化

问题:

min
W,H
||X −WHT ||2F , s.t.W ⩾ 0,H ⩾ 0. (1)

||.||
F

W ⩾ 0

H ⩾ 0 W H

其中,  表示 Frobenius范数, 约束条件 和

表明矩阵 和 的所有元素均非负.
由于问题 (1)的目标函数是非凸的, 求解比较困

难. 因此, 可以利用乘法更新规则
[15]

来获得最优解:

W ←W
XH

WHTH
, H ← H

XTW

HW TW
. (2)

 

1.2    信度函数理论

Ω = {ω1, . . . , ωc} Ω

Ω 2c

信度函数理论为处理不精确数据提供了一个稳

健的框架, 已在多个领域得到了有效应用. 考虑一个

包含 c 个相互独立且互斥元素的问题, 其框架可以

定义为 , 由 的所有子集组成的集

合称为 的幂集 (包含 个元素), 表示为:

2Ω =

{
∅, {ω1}, . . . , {ωc}, {ω1, ω2},
. . . , {ω1, ω2, . . . , ωi}, . . . ,Ω

(3)

2Ω m 2Ω →
[0, 1]

在证据理论的应用中, 获取到的不确定信息被

称作证据. 一般借助幂集来对证据进行表示, 这使得

信念函数理论不仅能够对单个事件展开估计, 还能

够对事件的集合进行估计, 从而提升了对不确定信

息的表达能力. 最常见的证据表示方法是基本信念

分配函数. 若定义在 上的集合映射函数 : 
满足: ∑

A∈2Ω

m(A) = 1, m(A) ⩾ 0. (4)

m Ω A

m(A) > 0 A m(∅)

m(∅) = 0 m

A

∅

{ω1} {ω1, ω2} (∅)

则 称为质量函数
[16]. 如果 的一个子集 满足

, 则 被称为焦元.  通常是正的, 当
时,  被称为归一化的质量函数. 这种表

示方法通过将样本对焦元 的隶属度转换为质量函

数来表示证据, 从而没有使用额外的参数. 本文中, 
表示有噪声的聚类, 即数据集中的离群值. 在聚类问

题中, 这些焦元被视为簇, 且可生成三类簇: 单元素

簇 (例如 )、元簇 (例如 )和噪声簇 . 

1.3    证据 C 均值聚类

证据 C均值聚类 (ECM)是在信念函数理论下

对模糊 C均值聚类 (FCM)[15] 的扩展, 它用信任划分

替代模糊划分, 并通过基本信度分配表示单个对象

与簇成员的关系. 因此, 信度质量既可以分配给单元

素簇, 也能够分配给簇的集合 (即元簇), 从而能够有

效表征聚类中的不确定性与不精确性.

n

c X =

{x1, x2, . . . , xn} Ω = {ω1, ω2, . . . , ωc}

考虑一个包含 个样本的数据集, 这些样本要被

划分为 个聚类. 分别定义样本集和聚类集为

和 . ECM通过

最小化如下目标函数得到:
JECM(M,V ) =

n∑
i=1

∑
Aj⊆Ω

Aj ̸=∅

|Aj|αmβ
ij||xi − vj||2 +

n∑
i=1

δ2mβ
i∅

s.t.
∑

Aj⊆Ω,Aj ̸=∅

mij +mi∅ = 1,mij ⩾ 0,mi∅ ⩾ 0

(5)

M = [mij]n×2c
V = [v1, . . . , vc]

mij i

Aj |Aj|
Aj α β

δ ||xi − vj||
xi vj vj

其中,  和 分别为信度

分配矩阵和簇原型矩阵.  表示第 个对象属于簇

(可能是单元素簇也可能是元簇)的信度质量, 
是 的基数. 参数 和 分别控制惩罚程度和信度分

配的模糊性, 参数 用于检测异常值.  表示

与焦元类中心 之间的欧几里得距离.  定义如

下:

vj =
1

|Aj|

c∑
k=1

skjvk, skj =

{
1 ωk ∈ Aj

0 else
(6)

vk其中 表示第 k 个单元素簇的原型. 

2    本文算法

本节首先介绍 WECM-NMF算法, 随后详细讨

论各变量的优化过程, 并分析算法复杂度. 

2.1    目标函数

X = X[1], . . . , X[T ] T t

首先利用非负矩阵分解对原始数据降维, 并将

得到的系数矩阵作为聚类输入. 随后在信念函数框

架内生成低维空间的信度划分, 以刻画样本属于不

同簇的不确定性. 同时, ECM项为各视图自适应分

配权重, 进而动态适配不同视图的质量差异,并通过

熵约束动态调节平滑度, 从而兼顾视图异质性与样

本在不同视图下的判别可信度. 给定多视图数据集

, 其中 表示视图数, 第 个视

图表示为:

X[t] = {x1[t], . . . , xn[t]} ∈ RPt×n. (7)

n Pt t

c

Ω = {ω1, . . . , ωc} W [t] ∈ RPt×k t

H[t] ∈ Rn×k t

k w = {w[1], w[2], . . . ,
w[T ]} w[t] t = 1, 2, . . . , T

t w[t] ⩾ 0 mij[t] t

xi[t] Aj mi∅[t]

t

其中,  为样本数量,  表示第 个视图的数据维度.
正如前面所提到的, 假设数据集有 个类别, 表示为

. 设 为第 个视图降

维后的基矩阵,  为第 个视图降维后的

样本矩阵,  为降维后的维度. 
表示视图权重集 , 其中 ( )

是第 个视图的权重且 .  表示在第 个

视图中 对类 的基本信度分配,  表示在

该视图中对空集的基本信度分配. 第 个视图的所有

第x期 李顺勇 等: 融合非负矩阵分解与加权证据 C均值多视图聚类算法 3



M [t] ∈ Rn×(2c−1)

1/(2c − 1)

mi∅[t]

δ δ[t] t

hi[t] H[t] vj[t]

t Aj Aj ⊆ Ω, Aj ̸= ∅

样本的信度分配矩阵表示为 . 在初

始化阶段 , 将信度分配矩阵初始化为元素均为

的矩阵. 而每个样本对空集的基本信度分

配 为总和 1减去信度分配矩阵的行和. 根据后

续的迭代逐步找到最优信度分配矩阵. 与 ECM 算法

中的 类似, 参数 反映了在第 个视图中是否存在

异常值.  表示矩阵 的一个样本点,  表示

第 个视图中类 ( )的原型 . 其定

义如下:

vj[t] =
1

cj

c∑
h=1

shjvh[t], shj =

{
1 ωh ∈ Aj

0 else
(8)

cj Aj vh[t]

ωh ∈ Ω cj = 1 Aj vj[t]

vj[t] = vh[t]

cj > 1 Aj vj[t]

Aj :

{ω1, ω2, ω3} vj[t] =
1

3
(v1[t] + v2[t]+

v3[t])

上述等式中,  表示类 的基数,  表示特定类

的原型. 当 时,  表示一个特定类, 
是该类中所有样本的中心, 此时 , 以模

糊 C均值聚类算法为例, 各类原型均对应特定的聚

类. 当 时,  表示一个不精确类,  是其包

含的所有特定类别原型的中心, 其值为包含的所有

特定类原型的平均值 . 假设第 t 个视图中类

,  则 类 原 型

, 例如 ECM及其衍生算法, 均采用此方式定义

不精确类的类原型. 因此, WECM-NMF的目标函数

可表示为如下形式:

JWECM−NMF (W,H,M, V,w) =
T∑

t=1

||X[t]−

W [t]H[t]
T ||2F+

T∑
t=1

w[t](
n∑

i=1

∑
{j|Aj⊆Ω,Aj ̸=∅}

cαj m
2
ij[t]||hi[t]−

vj[t]||22 +
n∑

i=1

δ2[t]m2
i∅[t]) + β

T∑
i=1

w[t] logw[t]

s.t.W [t] ⩾ 0,H[t] ⩾ 0 t = 1, . . . , T,
T∑

t=1

w[t] = 1, w[t] ∈ (0, 1] t = 1, . . . , T,∑
{j|Aj⊆Ω,Aj ̸=∅}

mij[t] +mi∅[t] = 1

∀Aj ⊆ Ω, i = 1, . . . , n; t = 1, . . . , T (9)

目标函数中有三项. NMF降维解决了 ECM在

高维空间的计算效率瓶颈; ECM的信度建模能力弥

补了传统聚类无法表征不确定性的缺陷; 而自适应

视图加权则通过动态调节各视图的贡献度, 让不同

质量视图的信息得到合理融合.

w[t]

在算法的初始阶段, 所有视图的权重均匀分配,
即每个视图的权重为 1/T.  会随着算法的迭代动

态调整, 使信息更丰富、稳定性更强的视图在聚类过

程中获得更高权重.
cj

α

α

δ[t]

δ[t]

第二项通过引入类集合基数 以及惩罚参数

来调节对不同焦元规模的约束力度. 由于较大的焦

元对应更高的不确定性, 对聚类过程的干扰更强, 因
此需对其进行适度惩罚, 避免模型依赖高不确定性

焦元而降低聚类质量. 惩罚参数 用于控制该惩罚强

度. 参数 用于衡量视图的异常值分布, 通过控制

异常数据点的影响力来调整模型的鲁棒性. 尽管在

不同视图中 可取值不同, 但本文参考MvWECM[19]

算法的设计思路, 统一采用相同取值以简化模型设定.
在第三项中引入香农熵的目的是平滑视图权重

分布. 这抑制了权重向少数视图过度集中, 从而迫使

模型更均衡地利用多视图间的共享与互补信息. 

2.2    算法优化

在本节中, 固定其他变量来对每个变量进行优

化. 

H[t]、M [t]、V [t]、w[t] W [t]2.2.1    固定 , 优化

W [t]忽略其他与 无关的项, (9)式转化为:
T∑

t=1

||X[t]−W [t]H[t]
T ||2F . (10)

W [t]根据非负矩阵分解中的 (2)式得到 的更新

公式:

W [t]←W [t]
(X[t]H[t])

(W [t]H[t]
T
H[t])

. (11)
 

W [t]、H[t]、V [t]、w[t] M [t]2.2.2    固定 , 更新

n× T λi[t]引入 个拉格朗日乘子 , 而约束条件的

形式为各视图信度分配矩阵的行和为 1, 将此约束加

入拉格朗日乘数法后, 得到拉格朗日函数:
L(M [t], λ[t]) = JWECM−NMF−

T∑
t=1

n∑
i=1

λi[t](
∑

{j|Aj⊆Ω,Aj ̸=∅}

mij[t] +mi∅[t] = 1).

(12)

mij[t] mi∅[t] λi[t]对上述拉格朗日函数关于 、 和

求导并令其为 0得到:
∂L(M [t], λ[t])

∂mij[t]
= 2w[t]cαj mij[t]||hi[t]−

vj[t]||22 − λi[t] = 0, (13)

∂L(M [t], λ[t])

∂mi∅[t]
=2w[t]δ2[t]mi∅[t]−λi[t] = 0, (14)

∂L(M [t], λ[t])

∂λi[t]
=

−
∑

{j|Aj⊆Ω,Aj ̸=∅}

mij[t]−mi∅[t] + 1 = 0. (15)

由 (13)和 (14)式可得:
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mij[t] =
λi[t]

2w[t]cαj ||hi[t]− vj[t]||22
, (16)

mi∅[t] =
λi[t]

2w[t]δ2[t]
. (17)

将 (16)和 (17)式代入 (15)式可得:

λi[t] =

1∑
{j|Aj⊆Ω,Aj ̸=∅}

1

2w[t]cαj ||hi[t]− vj[t]||22
+

1

2w[t]δ2[t]

(18)

M [t]

将 (18)式代入 (16)式、并结合 (15)就可以得到

基本信度分配矩阵 更新公式:

mij[t] =

1

w[t]cαj ||hi[t]− vj[t]||22∑
{j|Aj⊆Ω,Aj ̸=∅}

1

w[t]cαj ||hi[t]− vj[t]||22
+

1

w[t]δ2[t]

,

(19)

mi∅[t] = 1−
∑

{j|Aj⊆Ω,Aj ̸=∅}

mij[t],

i = 1, . . . , n, t = 1, . . . , T. (20)
 

W [t]、M[t]、V [t]、w[t] H[t]2.2.3    固定 , 更新

H[t]忽略其他与 无关的项, (9)式可以转化为:
T∑

t=1

||X[t]−W [t]H[t]
T ||2F+

T∑
t=1

w[t](
n∑

i=1

∑
{j|Aj⊆Ω,Aj ̸=∅}

cαj m
2
ij[t]||hi[t]− vj[t]||22).

(21)

t考虑第 个视图的目标函数, 并将第二项写成迹

的形式为:

Jt = ||X[t]−W [t]H[t]
T ||2F+

w[t](Tr(H[t]
T
D[t]H[t])−

2Tr(H[t]
T
A[t]V [t]) + Tr(V [t]

T
D̃[t]V [t])).

(22)

A[t] = [aij(t)] aij(t) = cαj m
2
ij[t]

D[t] = diag(A[t]l) l A[t]

D̃[t] = diag(A[t]
T
ln)

Φ ⩾ 0 H[t]

其中 ,  ,  , 对角矩阵

( 为全 1的列向量), 即 的行

和对角矩阵.  . 引入拉格朗日乘

子 , 由于上式最后一项与 无关, 则与上式

对应的拉格朗日函数为:

L(H[t],Φ)||X[t]−W [t]H[t]
T ||2F+

w[t](Tr(H[t]
T
D[t]H[t])−

2Tr(H[t]
T
A[t]V [t]) + Tr(ΦTH[t]). (23)

H[t]对上述拉格朗日函数关于 求偏导得:

∂L(H[t],Φ)

∂H[t]
= −2X[t]

T
W [t] + 2H[t]W [t]

T
W [t]+

2w[t](D[t]H[t]−A[t]V [t]) + Φ. (24)

ΦijHij = 0

H[t]

根据 KKT条件 与零梯度条件, 可以

得到降维后的样本矩阵 的更新公式:

H[t]← H[t]
X[t]

T
W [t] + w[t]A[t]V [t]

H[t]W [t]
T
W [t] + w[t]D[t]H[t]

.

(25)
 

W [t]、H[t]、M [t]、w[t] V [t]2.2.4    固定 , 更新

V [t]对 (9)式关于 求导可得:
∂JWECM−NMF

∂vl[t]
=

w[t]
n∑

i=1

∑
{j|Aj⊆Ω,Aj≠∅}

cαj m
2
ij[t]

∂||hi[t]− vj[t]||22
∂vl[t]

.

(26)

其中,
∂||hi[t]− vj[t]||22

∂vl[t]
= −2 1

cj
sljhi[t]+

2
1

c2j

c∑
h=1

sljshjvh[t], l = 1, . . . , ct = 1, . . . , T.

(27)

令 (27)式为 0可得如下方程:
c∑

h=1

vh[t]
n∑

i=1

∑
{j|{ωl,ωh}∈Aj}

cα−2
j w[t]m2

ij[t] =

n∑
i=1

hi[t]
∑

{j|ωl∈Aj}

w[t]cα−1
j m2

ij[t]. (28)

G[t] c× c定义 是如下的 矩阵:

Glh[t] =
n∑

i=1

∑
{j|{ωl,ωh}∈Aj}

cα−2
j w[t]m2

ij[t]

l, h = 1, . . . , c. (29)

B[t] c× k k定义 是如下 矩阵,  为降维后的数据

维度:

Blp[t] =
n∑

i=1

hip[t]
∑

{j|ωl∈Aj}

w[t]cα−1
j m2

ij[t],

l = 1, . . . , c; p = 1, . . . , k. (30)

t V [t]基于以上矩阵定义, 第 个视图的类中心 的

更新公式如下:

V [t] = G[t]
−1
B[t]. (31)

 

W [t]、H[t]、M [t]、V [t] w[t]2.2.5    固定 , 更新

µ引入拉格朗日乘子 , 由于各视图权重和为 1,
则相应的拉格朗日函数为:

L(w[t], µ) = JWECM−NMF − µ(
T∑

t=1

w[t]− 1). (32)
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L(w[t], µ) w[t]和µ分别对 关于 求导并令其为 0,
可得:
∂L(w[t], µ)

∂w[t]
=

n∑
i=1

∑
{j|Aj⊆Ω,Aj ̸=∅}

cαj m
2
ij[t]||hi[t]− vj[t]||22+

n∑
i=1

δ2[t]m2
i∅[t] + β(1 + logw[t])− µ = 0. (33)

∂L(w[t], µ)

∂µ
= −

T∑
t=1

w[t] + 1 = 0. (34)

记

∆[t] =
n∑

i=1

∑
{j|Aj⊆Ω,Aj ̸=∅}

cαj m
2
ij[t]||hi[t]−

vj[t]||22 +
n∑

i=1

δ2[t]m2
i∅[t]. (35)

由 (34)式可得:

∆[t] + β(1 + logw[t])− µ = 0. (36)

(37)式等价于:

w[t] = exp{−∆[t]− β

β
} exp{µ

β
}. (37)

将上式代入 (35)式, 有:
T∑

t=1

exp{−∆[t]− β

β
} exp{µ

β
} = 1. (38)

则有:

exp{µ
β
} = 1

T∑
t=1

exp{−∆[t]− β

β
}
. (39)

w[t]将 (40)式代入 (38)式可以得到视图权重 的

更新公式:

w[t] =
exp{−∆[t]−β

β
}

T∑
i=1

exp{−∆[i]− β

β
}
, t = 1, . . . , T. (40)

根据上述更新迭代, 得到各视图的最优信度分

配, 对最优信度分配进行加权求和得到全局信度分

配:

M ∗ =
T∑

t=1

w[t]M [t]. (41)

算法 1展示了本文算法WECM-NMF的具体流

程.
算法 1: WECM-NMF

X = X[1], . . . , X[T ]

α、β、δ

输入 : 多视图数据 , 类别

数 c. NMF降维后的维度 k. 参数 , 最大迭代

ε次数 Timemax, 收敛阈值 .
M ∗ w V输出: 全局信度分配 , 视图权重 , 类中心 .

W [t] = W0[t]

H[t] = H0[t] M [t] = M0[t]

V [t] = V0[t] w[t] = 1/T

初始化: 基矩阵 , 降维后的样本矩

阵 , 基本信度分配矩阵 ,
类原型 , 视图权重 .

W [t]1.通过式 (11)更新基矩阵 ;
M [t]2.通过式 (19)和 (20)更新信度分配矩阵 ;

H[t]3.通过式 (26)更新降维后的样本矩阵 ;
V [t]4.通过式 (32)更新类中心 ;
w[t]5.通过式 (41)更新视图权重 ;

|J − Jold| < ε

> Timemax

6.当目标函数值满足 或迭代次数

时停止迭代, 否则继续执行 1-5;
M ∗7.通过式 (42)计算全局信度分配 . 

2.3    时间复杂度分析

W [t] H[t] O(nkPt) T

O(
T∑

t=1

nkPt)

M [t] w[t] O(nk2c)

T O(Tnk2c)

V [t] O(nk2c + n22c)

T O(T (nk2c + n22c))

O(
T∑

t=1

nkPt + T (nk2c + n22c))

WECM-NMF的复杂度主要由 NMF降维、信度

划分以及视图权重平滑项三部分组成. 优化基矩阵

和 过程中, 算法的复杂度为 ,  个

视图的总复杂度为 ; 优化矩阵分配矩阵

和视图权重 过程算法的复杂度为 ,
个视图的总复杂度为 ; 优化类原型矩阵

过程中, 算法的计算复杂度为 ,
个视图的总复杂度为 . 因此 ,

算法的总复杂度为 .

虽然降维技术使得复杂度降低, 但是复杂度会随着

簇的数量 c 呈指数增长. 为进一步降低计算成本, 可
以考虑限制簇的类型. 比如只考虑最多由两个类组

成的类簇. 

3    实验及结果分析

本文将所提方法与 12种具有代表性的多视图

聚类算法比较, 并采用 3种评估指标评估不同方法

的 结 果 .  WECM-NMF算 法 源 代 码 已 在 https://
github.com/3050942800/WECM-NMF中公开提供. 

3.1    数据集

本文实验选取了 6个真实数据集和 2个大规模

数据集. 真实数据集详细信息如表 1所示.
3sources数据集由BBC、Reuters 和 The Guardian

三个在线新闻源的新闻文章构成. MSRC_v1是一个

涵盖多种物体与场景类别的图像样本数据集. Webkb
数据集由 203个网页组成, 每个网页包括正文内容、

超链接的锚文本以及网页标题中的文本. BBCSport
数据集由 5个类别的 544篇体育新闻构成. BBC数

据集包含 685篇来自 BBC新闻网站的文章. Yale是
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一个经典的人脸数据集, 包含 15个个体的 165张灰

度图像.
为了进一步验证所提算法在大规模场景下的鲁

棒性与可扩展性, 本文引入了两个大规模的多视图

数据集: CiteSeer和 Caltech-101数据集. CiteSeer包含

3 312篇文档, 这些文档被划分为六个标签, 分别由

内容视图和引用视图描述; Caltech-101数据集包含

8 677张目标图像, 对应 101个类别, 每个类别约有

40至 800张图像. 

3.2    对比算法与实验设置

为了评估所提出算法的聚类性能, 本文选取了

12种基准算法进行比较, 包括基于子空间的多视图

聚类算法: COMVSC[17]
和 AWP[18]; 基于图的多视图

聚 类 算 法 :  MCGC[19]
、 CoregMSC[9]

、 MVGL[20]
、

AMGL[21]
、GMC[22]

、LMVSC[23]; 基于矩阵分解的多视

图聚类算法: MultiNMF[24]、AWMVC[25]
、MVC-DFM-

PA[26]
以及基于信度函数框架的算法MvWECM[16].

δ[t] δ

α [1, 2]

β [1, 101] δ

[2, 11]

在实验过程中, 所有对比算法所涉及的参数均

采用其原论文中的默认设置. 对于本文所提出的算

法 WECM-NMF, 涉及到的参数需要自动调整. 为了

简化计算, 将信度分配的模糊参数设置为 2, 每个视

图对应的参数 设置为相同的数值 . 惩罚参数

设置在 范围内, 步长为 0.2; 权重参数的香农

熵 设置在 范围内, 步长为 20. 参数 设置在

范围内, 步长为 0.2. 设置最大迭代次数 Timemax
=100. 非负矩阵分解降维后的数据维度 k 为每个数

据集的聚类数 c. 该设定基于聚类数可反映数据内在

结构的特点, 能够确保 NMF在降维过程中保留类簇

关键特征. 对于每个给定的数据集, 每种算法均重复

运行 10次, 并记录三个聚类评价指标的平均值. 实
验在一台配备 Intel(R)  Core(TM) i5-8265U CPU @
1.60GHz的计算机上完成.

[0, 1]

本文选取 ACC(准确率)、NMI(归一化互信息)、
Purity(纯度)来验证算法的有效性. 三个指标的取值

范围均为 , 且指标越高表示聚类性能越好. 

3.3    聚类结果分析

表 2到表 7列出了 WECM-NMF算法与 12种

对比算法的三个聚类评价指标在六个数据集上的结

果. 其中, 粗体值代表最优结果, 下划线代表次优结

果.
 
 

表2     不同算法在 3Sources 数据集上的聚类性能对比

算法 ACC NMI Purity

MCGC 0.526 6 0.310 6 0.579 9

COMVSC 0.598 2 0.478 9 0.694 7

MultiNMF 0.598 4 0.512 4 0.734 5

CoregMSC 0.573 1 0.527 6 0.703 3

MVGL 0.355 0.126 5 0.402 4

AWP 0.514 8 0.415 3 0.633 1

MVC-DFM-PA 0.704 1 0.579 6 0.763 3

AMGL 0.325 4 0.093 5 0.384 6

AWMVC 0.555 3 0.564 1 0.742 9

GMC 0.652 8 0.547 9 0.616 3

LMVSC 0.499 4 0.575 4 0.638 7

MvWECM 0.400 9 0.356 7 0.537 3

WECM-NMF 0.673 9 0.618 8 0.839 6
 
 
 

表3     不同算法在 Webkb 数据集上的聚类性能对比

算法 ACC NMI Purity

MCGC 0.694 6 0.297 4 0.734 0

COMVSC 0.683 8 0.372 5 0.758 9

MultiNMF 0.575 2 0.478 5 0.771 5

CoregMSC 0.604 7 0.297 8 0.751 4

MVGL 0.694 6 0.285 3 0.734 0

AWP 0.670 0 0.237 8 0.729 1

MVC-DFM-PA 0.670 0 0.152 0 0.679 8

AMGL 0.512 3 0.040 8 0.541 9

AWMVC 0.646 3 0.443 8 0.800 0

GMC 0.724 1 0.421 9 0.456 7

LMVSC 0.688 9 0.677 0 0.688 9

MvWECM 0.655 2 0.499 4 0.729 1

WECM-NMF 0.699 5 0.632 6 0.822 7
 

 
 

表4     不同算法在 BBCSport 数据集上的聚类性能对比

算法 ACC NMI Purity

MCGC 0.674 5 0.485 8 0.707 7

COMVSC 0.669 9 0.498 0.697 1

MultiNMF 0.438 3 0.264 0 0.481 3

CoregMSC 0.536 5 0.361 4 0.587

MVGL 0.411 8 0.155 5 0.432

AWP 0.448 5 0.231 5 0.511 0

MVC-DFM-PA 0.685 4 0.494 8 0.861 6

AMGL 0.358 5 0.031 7 0.365 8

AWMVC 0.639 7 0.482 0 0.689 3

GMC 0.560 3 0.477 1 0.762 9

LMVSC 0.506 0 0.544 3 0.726 5

MvWECM 0.643 8 0.544 8 0.665 6

WECM-NMF 0.682 0 0.604 2 0.779 4
 

根据表 2到表 7, 在 3Sources、BBC以及 Yale
数据集上 , 本文算法性能几乎达到最优水平 . 在

 

表1     多视图数据集

数据集 样本数 视图数 类别数 视图维度

3sources 169 3 6 3 560/3 631/3 068

MSRC_v1 210 5 7 24/576/512/256/254

Webkb 203 3 4 1 703/203/203

BBCSport 544 2 5 3 183/3 203

BBC 685 4 5 4 659/4 633/4 665/4 684

Yale 165 3 15 4 096/3 304/6 750
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Webkb数据集上, 即便部分指标为次优, 其聚类性能

与最优值的差距也极小, 且整体表现仍优于其他多

视图聚类算法. 在 BBCSport与 MSRC-v1数据集上,
本文算法未取得最优结果, 主要原因可归结为多视

图信息一致性较弱, NMF可能无法有效地捕捉到数

据的空间结构信息. 即便如此, 所提方法仍优于多数

现有对比算法.

相较于其他基于矩阵分解的多视图聚类算法,
本文算法性能提升显著. 以与 MultiNMF的对比为

例: 在 3Sources、Webkb、BBCSport、BBC、MSRC-v1、
Yale数据集上, 本文算法的ACC值分别提升 12.63%、
21.62%、55.60%、43.33%、28.85%、28.48%, 平均提

升约 31.8%. 这表明本文算法在聚类准确率上整体

显著优于MultiNMF, 且在 BBCSport与 BBC数据集

上的提升尤为突出.
表 8展示了WECM-NMF在两个大规模数据集

上的表现. 结果表明, 该算法均取得最优或次优结果,
说明其在大规模场景下仍能保持较高性能与稳定性, 体
现出良好的鲁棒性与优越性. 此外, 各算法在 CiteSeer
上的表现普遍低于 Caltech-101, 这主要是由于

CiteSeer属于高维稀疏文本数据, 噪声较多且多视图

之间一致性较弱, 从而增加了聚类任务的难度.
 
 

表8     2 个大规模数据集上 3 个评价指标的结果

算法
CiteSeer Caltech-101

ACC NMI Purity ACC NMI Purity

MCGC 0.261 5 0.081 9 0.297 3 0.270 1 0.441 3 0.451 0

COMVSC 0.224 0 0.018 6 0.237 0 0.428 8 0.392 7 0.587 0

MultiNMF 0.336 1 0.203 7 0.359 9 0.390 0 0.391 9 0.699 1

CoregMSC 0.274 5 0.076 6 0.286 8 0.424 0 0.563 9 0.733 4

MVGL 0.212 0 0.006 1 0.216 0 0.590 9 0.452 2 0.681 5

AWP 0.262 7 0.053 1 0.266 9 0.563 8 0.475 6 0.603 3

MVC-DFM-PA 0.293 2 0.091 4 0.302 1 0.636 6 0.519 9 0.764 9

AMGL 0.215 9 0.046 9 0.219 2 0.223 0 0.391 2 0.401 3

AWMVC 0.528 1 0.495 5 0.552 8 0.419 7 0.608 1 0.725 6

GMC 0.217 4 0.013 9 0.218 0 0.580 5 0.562 0 0.680 2

LMVSC 0.501 5 0.578 1 0.525 6 0.536 4 0.710 2 0.720 6

MvWECM 0.525 5 0.479 6 0.558 6 0.433 0 0.407 0 0.521 4

WECM-NMF 0.628 6 0.556 5 0.684 9 0.651 9 0.638 2 0.754 0
 

总体来看, 本文提出的 WECM-NMF算法虽然

在小部分数据集上略低于对比算法, 但在大多数据

集上均展现出稳定、显著的性能优势. 这得益于该算

法将视图权重的更新与 NMF降维、ECM信度划分

联合优化, 动态分配各视图的聚类贡献, 从而提升了

聚类结果的可分性与表示一致性. 

3.4    参数分析

α β

δ

本文涉及惩罚参数 、视图权重的熵 以及检测

异常值的参数 . 为评估这些参数对聚类性能的影

响, 在 BBCSport、Webkb和 BBC三个数据集上进行

实验.
δ α β

β

β

β

固定参数 , 参数 和 对聚类性能的影响如图 2
所示. 由图 2可以看出, 随着 的增大, 本文算法在三

项指标上普遍呈现先升后降的趋势. 参数 用于平滑

视图权重分布,  过小会导致各视图权重差异较大,

 

表5     不同算法在 BBC 数据集上的聚类性能对比

算法 ACC NMI Purity

MCGC 0.429 2 0.182 5 0.527

COMVSC 0.513 4 0.425 8 0.538 3

MultiNMF 0.489 5 0.335 2 0.496 5

CoregMSC 0.464 5 0.262 7 0.526 7

MVGL 0.359 1 0.089 3 0.376 6

AWP 0.373 7 0.200 6 0.456 9

MVC-DFM-PA 0.581 6 0.408 9 0.639 9

AMGL 0.327 0.018 2 0.335 8

AWMVC 0.655 5 0.413 3 0.655 5

GMC 0.693 4 0.562 8 0.582 5

LMVSC 0.421 9 0.248 6 0.636 1

MvWECM 0.651 0 0.565 6 0.683 2

WECM-NMF 0.701 5 0.640 8 0.777 4

 

表6     不同算法在 MSRC-v1 数据集上的聚类性能对比

算法 ACC NMI Purity

MCGC 0.728 6 0.666 7 0.781 0

COMVSC 0.682 0 0.639 2 0.714 7

MultiNMF 0.585 7 0.465 8 0.585 7

CoregMSC 0.635 0 0.578 0 0.659 0

MVGL 0.671 0.577 0.704

AWP 0.666 7 0.636 8 0.671 4

MVC-DFM-PA 0.767 1 0.664 7 0.778 1

AMGL 0.743 1 0.681 7 0.743 1

AWMVC 0.650 7 0.572 8 0.669 0

GMC 0.723 8 0.698 1 0.682 7

LMVSC 0.661 9 0.539 1 0.685 7

MvWECM 0.723 9 0.554 8 0.787 2

WECM-NMF 0.754 8 0.684 7 0.754 8

 

表7     不同算法在 Yale 数据集上的聚类性能对比

算法 ACC NMI Purity

MCGC 0.593 9 0.613 3 0.612 1

COMVSC 0.615 2 0.603 6 0.683 3

MultiNMF 0.564 2 0.591 7 0.566 7

CoregMSC 0.602 4 0.637 5 0.614 0

MVGL 0.630 0.638 0 0.642

AWP 0.624 2 0.660 0 0.624 2

MVC-DFM-PA 0.564 2 0.610 4 0.575 2

AMGL 0.548 5 0.585 5 0.552 3

AWMVC 0.718 2 0.704 2 0.718 2

GMC 0.606 1 0.661 3 0.584 2

LMVSC 0.541 0 0.529 3 0.660 9

MvWECM 0.669 6 0.674 6 0.710 7

WECM-NMF 0.724 9 0.681 2 0.724 9
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β

β

∼
α α

α

α

α

α ∼

从而影响聚类一致性;  过大时, 权重趋于平均分配,
视图间差异性无法得到充分利用 . 实验表明 ,  取

41 61时, 算法通常能够获得较优的聚类性能. 参数

来调节对大焦元的约束力度,  过小会导致对大焦

元惩罚不足, 削弱聚类稳定性;  过大则会使模型过

度抑制大焦元, 可能丢失部分有用的全局结构信息.
由图 2可知, 三个指标随 的增大而略有波动, 但总

体变化幅度较小, 说明本文算法对 的敏感性相对较

低. 在多数情况下, 当 取 1.4 1.6时可获得较优的

聚类性能. 综合来看, 本文算法在所选的参数范围内

均能保持稳定的聚类性能.
α β δ

δ

δ

δ δ

固定惩罚参数 和视图权重的熵 , 参数 对聚

类性能的影响如图 3所示. 根据图 3, 在 BBCSport
数据集上, 三项指标整体表现稳定. 随着 增大, ACC
与 NMI的波动幅度较小且保持在较高水平, Purity
稳定在 0.77左右. 因此, WECM-NMF在该数据集上

对 的变化不敏感, 具有较好的鲁棒性. 在 Webkb数
据集上, 三个指标对 的变化更加敏感. 随着 的增

δ

δ

δ

δ ∼

加, 三项指标均呈现出先上升后稳定的趋势. BBC数

据集的波动幅度介于前两者之间. 参数 用于衡量视

图中的异常值分布, 通过调节异常数据点的影响力

来增强模型的鲁棒性.  值过小, 异常值未能有效抑

制, 可能导致模型在噪声数据中不稳定;  值过大则

会过度抑制异常值的影响, 导致模型难以捕捉数据

真实结构. 总体来看, 当 取 4 7时, 算法在各数据

集上均能获得较优的聚类结果. 

3.5    权重分析

为分析视图权重 , 选取了视图数量不同的

3Sources、BBCSport和 BBC数据集 . 图 4展示了

WECM-NMF在三个数据集上学习到的视图权重分

布. 结果表明, 尽管在初始化阶段各视图权重相同,
但随着迭代的进行, 不同视图的权重逐渐产生差异,
某些视图获得了更高的权重. 以 BBC数据集为例,
其第一个视图权重接近 0.7, 原因在于该视图为全文

档核心词汇特征, 提取了新闻中最具区分度的领域

专属词汇, 噪声与冗余信息更少; 而视图 2、4分别对

 

(a)   BBCSport 数据集上的 ACC (b)   BBCSport 数据集上的 NMI ( c)   BBCSport 数据集上的 Purity

(d)   Webkb 数据集上的 ACC (e)   Webkb 数据集上的 NMI (f)   Webkb 数据集上的 Purity

(g)   BBC 数据集的 ACC (h)   BBC 数据集的 NMI ( i)   BBC 数据集的 Purity
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应低频和扩展词汇特征, 特征重叠度高且信息冗余,
对聚类的有效贡献较低 , 因此学习到的权重仅为

0.03左右. 相比之下, 3Sources与 BBCSport数据集

的视图间异构性较低. 在熵约束项的作用下, 各视图

权重分布更加均衡, 使不同视图均能提供互补且有

效的聚类信息, 从而避免权重过度集中于单一视图,
提升了模型的稳定性与鲁棒性 . 这表明 WECM-
NMF能够在迭代过程中根据各视图的贡献动态调

整其权重, 从而自适应突出关键视图对聚类结果的

影响, 提升整体聚类性能. 

3.6    统计分析

为验证WECM-NMF性能提升是否具有统计显

著性, 采用 Friedman–Nemenyi检验进行显著性分析.
表 9列出了 13种算法在六个数据集上各评价指标

的平均排名. 以下为 Friedman检验的统计量计算公

式:

τF =
(NF − 1)τχ2

NF (KF − 1)− τχ2

. (42)

其中,

τχ2 =
12NF

KF (KF + 1)
(
KF∑
i=1

r2
i −

KF (KF + 1)
2

4
). (43)

NF KF ri

τχ2 τF

KF − 1 (KF − 1)(NF − 1)

F0.05((KF − 1), (KF − 1)(NF − 1)) =

F0.05(12, 60) = 1.9174 τF

τF τF

为数据集的数量,  为比较的算法数量,  为聚

类方法在所有数据集上的三个性能指标的平均排名.
本文基于 的值来计算 的值并考虑相应的自由

度 和 .  若 设 置 信 度 为

0.95, 临界值:
, 显然小于针对 ACC的 =

3.753 2, 针对 NMI的 =3.966 4, 针对 Purity的 =
3.3897. 说明在 5%的显著性水平下, 13种被测算法

的差异具有统计显著性.
 
 

ri表9     各聚类方法在所有数据集上的三个性能指标的平均排名

评价

指标
MCGC COMV-SC Multi-NMF

Coreg-
MSC

MVGL AWP
MVC-

DFM-PA
AMGL AWM-VC GMC LMV-SC MvW-ECM WECM-NMF

ACC 6 5.7 9.5 8.8 8.5 8.5 4.2 11.2 6.5 4.3 9.5 6.2 1.7

NMI 8.2 6.5 8.7 7.7 10.2 8.8 6.5 11.2 5.3 4.5 6.8 5.2 1.5

Purity 6.7 5.5 8.8 8 9.2 9 5.2 11.5 4.7 8.3 6.7 5.5 1.7
 

为进一步分析算法间的差异, 采用 Nemenyi事
后检验. 如图 5所示, 每条线的中心表示该算法的平

均排名, 线的长度表示临界值 CD, 计算公式为:

CD = qα

√
KF (KF + 1)

6NF

. (44)

qα其中,  是与 Friedman检验统计量相关的参数, 取

KF KF

qα

决于算法的数量 . 当 = 13且显著性水平为

0.05时,  为 3.31. 利用此临界值计算得 CD=7.4424.

由图 5可以看出, 本文算法在所有被测算法中表现

出色, 以统计上显著的优势优于其他被测算法.
 

3.7    消融研究

为进一步说明非负矩阵分解和视图加权策略的
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有效性, 我们进行了消融实验. 以下是四种变体:
(1) WECM-NMF_1: 不利用非负矩阵分解进行

降维, 直接用原始数据进行信度分配.
(2) WECM-NMF_2: 不采用视图加权策略, 各个

视图平均分配相同的权重.
(3) WECM-NMF_3: 将信度划分改为模糊划分,

即将算法中的 ECM模块替换为模糊 C均值聚类算

法 FCM[18].
(4)WECM-NMF_4: 去除权重学习中的熵约束

项, 以分析其对权重分布的影响.
我们将 WECM-NMF的性能与以上四种变体

在 3Sources与 MSRC-v1两个数据集上进行了比较,
结果如表 10所示. 可以看出, WECM-NMF 在两个

数据集上均优于四种变体方法, 表明各组成模块对

模型性能均具有积极作用. 其中, 通过非负矩阵分解

将原始数据降维至低维空间, 有助于提取潜在特征

结构; 同时, ECM在处理不确定性信息方面具有更

强的表达能力, 从而提升了聚类性能. 此外, WECM-
NMF_2 由于对各视图赋予相同权重, 未能有效反映

不同视图的重要性差异, 导致性能下降, 验证了视图

加权机制的必要性. 而 WECM-NMF_4 的结果表明,
熵约束项能够有效抑制权重极端化, 从而进一步提

升模型的稳定性.
 
 

表10     所提算法的消融实验结果

数据集 算法 ACC NMI Purity

3Sources

WECM-NMF_1 0.629 3 0.594 1 0.806 8

WECM-NMF_2 0.653 0 0.462 7 0.747 6

WECM-NMF_3 0.587 9 0.492 0 0.673 3

WECM-NMF_4 0.619 2 0.582 3 0.721 2

WECM-NMF 0.673 9 0.618 8 0.839 6

MSRC-v1

WECM-NMF_1 0.523 8 0.508 4 0.523 8

WECM-NMF_2 0.519 0 0.545 3 0.552 9

WECM-NMF_3 0.553 0 0.531 9 0.602 4

WECM-NMF_4 0.698 8 0.573 7 0.713 6

WECM-NMF 0.754 8 0.684 7 0.754 8
  

3.8    收敛性分析

为验证所提出的 WECM-NMF算法的收敛性

能 , 在 3Sources、Webkb、BBCSport、BBC 、MSRC-
v1和 Yale六个数据集上绘制了目标函数值随迭代

次数变化的收敛曲线, 如图 6所示. 纵坐标表示目标

函数值, 横坐标表示迭代次数.
从图中可以观察到, WECM-NMF在初始若干

次迭代中目标函数值迅速下降, 随后逐渐趋于平稳,
表明算法已接近最优解并达到收敛状态, 充分验证

了本文算法在多视图聚类任务中的数值稳定性与良

好的收敛性. 

4    结　论

本文提出了一种融合非负矩阵分解与加权证据

C均值多视图聚类算法—WECM-NMF. 该算法针对

多视图数据结构的复杂性, 以及聚类过程中存在的

不确定性与不精确性, 将非负矩阵分解、证据 C均

值聚类与视图加权策略融合到统一的框架中. 具体

而言, 非负矩阵分解技术首先对原始多视图数据进

行降维处理, 从而在保留主要特征信息的同时提高
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图5    Friedman 检验图
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聚类效率. 随后, 证据 C均值方法充分利用多源信息

完成聚类任务, 所得的全局信度划分能够有效应对

不同视图之间潜在分歧所带来的不确定性. 此外,
WECM-NMF通过为不同视图分配自适应权重, 刻
画各视图对聚类结果的不同贡献, 并在目标函数中

引入视图权重的香农熵以提高权重分布的平滑性.
最后, 在六个真实数据集以及两个大规模数据集上

的实验结果验证了所提方法的有效性与优越性.
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