
 

基于时序块相似性的间歇性时间序列可预测性评估及

自适应预测方法

邓翔戈1，毛文涛1, 2†，郎祎平1，何建樑1，罗铁军3，范黎林1, 2

(1. 河南师范大学 计算机与信息工程学院 (人工智能学院)，河南 新乡 453007；
 2. 智慧商务与物联网技术河南省工程实验室，河南 新乡 453007；
 3. 株洲中车时代电气股份有限公司，湖南 株洲 412000)

摘　要: 在核心制造企业后市场服务中, 配件需求预测是支撑安全库存决策的重要环节. 然而, 配件工单数据的间

歇性分布特点阻碍现有方法对需求演化规律的准确解析, 降低需求预测的可靠性. 所提出方法从挖掘连续非零需

求的季节性波动规律入手, 提出基于时序块相似性的间歇性序列自适应预测方法. 首先, 构建一个新的间歇性序

列可预测性评价指标 IPMI, 从噪声水平、周期稳定性和短期依赖性三个维度对可预测性进行量化; 其次, 建立趋

势 —— 季节解耦的自适应预测模型, 通过对原始序列进行时序块划分, 借助深度卷积网络和多头注意力机制分

别提取块内短期时序特征和块间长期趋势特征, 进一步构建 IPMI加权损失函数进行联合预测, 使得模型自适应

提取时序块相似性信息; 最后, 利用核密度估计对预测结果进行分布校正, 以降低历史极端需求对预测结果的负

面影响. 利用M5竞赛百货零售数据和国内某大型轨道交通制造企业的实际配件需求数据进行实验验证, 实验结

果表明, 所提出方法不仅可以准确预测间歇性需求的发生与强度变化, 还可在需求波动时显著提升安全库存决策

的合理性.
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Abstract: In the aftermarket service of core manufacturing enterprises,  accurate demand forecasting of spare parts  is
crucial  for  safety  inventory  decision.  However,  the  intermittent  characteristic  of  work  order  data  hinders  existing
methods  from  capturing  demand  evolutional  patterns,  thus  reducing  forecasting  reliability.  To  capture  the  seasonal
fluctuation  patterns  of  consecutive  non-zero  demands,  this  paper  propose  an  adaptive  intermittent  time  series
forecasting  method  based  on  temporal  patch  similarity.  First,  a  novel  intermittent  predictability  measurement  index
(IPMI) is developed to quantify the predictability from three perspectives: noise level, periodic stability, and short-term
dependence. Second, a trend-seasonal decoupled adaptive forecasting model is established. By partitioning the original
sequence into  different  temporal  patches,  the  model  utilizes  deep convolutional  networks  and multi-head attention to
extract intra-patch short-term features and inter-patch long-term trends, respectively. An IPMI-weighted loss function is
further  constructed  to  enable  adaptive  learning  of  patch  similarity.  Finally,  kernel  density  estimation  is  applied  to

 
 

收稿日期:  2026-02-02；录用日期: 2026-05-29.
基金项目:  国家自然科学基金项目 (62472146, 62502150)；教育部人文社会科学研究项目 (25YJCZH071)；河南省

高等学校重点科研项目 (25A520007).
责任编委:  李新宇.
†通信作者. E-mail: maowt@htu.edu.cn. 

第 x 卷 第 x 期 控 制 与 决 策 Vol.x  No.x
xxxx年  x月 Control　  and　  Decision xxx. xxxx

https://doi.org/10.13195/j.kzyjc.2026.0117
mailto:maowt@htu.edu.cn


calibrate the results, mitigating the impact of historical extreme demand. Experimental results on the M5 competition
dataset and real-world rail transit spare parts data from China demonstrate that the proposed method accurately predicts
the occurrence and intensity of intermittent demand, and also significantly enhances the rationality of safety inventory
decision under demand volatility.
Keywords: intermittent time series；demand forecasting；predictability assessment；temporal patch；kernel density
estimation；safety inventory

 

0    引　言

在轨道交通、航空航天、工程装备等领域的大型

制造企业后市场服务中, 配件需求预测是支撑资源

配置与运维决策的重要工程环节. 准确的需求预测

不仅关系到备件安全库存设定的合理性, 也影响企

业的服务响应能力和运维成本
[1]. 然而, 在实际业务

中, 配件需求往往随机发生, 具有零需求阶段占比

高、非零需求突发性强的特点, 这导致配件需求数据

呈现典型的间歇性与块状分布特性, 即间歇性时间

序列
[2](下文简称为间歇性序列). 如何实现具有间歇

性分布特性的需求序列准确和可靠预测, 既是制造

企业配件管理的迫切需求, 也是时间序列预测领域

的研究洼地, 具有重要的理论和应用价值.
现有的间歇性序列预测本质上仍沿用一般的时

间序列预测方法, 包括指数平滑、移动平均等统计学

模型
[3], 支持向量回归 (SVR)、随机森林 (RF)、极限

梯度提升算法 (XGBoost)[4] 等浅层机器学习模型, 以
及长短时记忆 (LSTM)网络、卷积神经网络 (CNN)[5]、
Transformer[6] 等深度学习模型. 这类方法通常假设

序列具有一定的时序依赖关系, 因此在趋势性或周

期性较明显的需求序列上能够取得良好的预测效果.
但对于零值占比高、非零需求发生不规律的间歇性

序列, 则难以从大量零需求观测值与少量突发非零

需求中有效提取演化规律, 无法捕捉序列潜在的趋

势性和周期性信息, 导致预测效果大幅下降.
根据文献调研, 目前针对间歇性序列预测的理

论研究
[7]
尚处于起步阶段. 现有方法多从间歇性数

据分布特性的解析入手建立预测模型. 作为该领域

的开创性工作, Croston 及其变体将原始需求序列拆

分为非零需求量序列与需求间隔序列, 分别使用指

数平滑进行预测, 以降低间歇性分布特性的影响
[8].

这类方法结构简单、可解释性强, 但过于依赖短期需

求的统计信息, 无法有效应对突发需求和中长期演

化规律. 2021年以来, 一些研究开始将深度神经网络

融入传统统计预测框架, 借助深度模型的非线性特

征提取与跨序列共享参数的能力, 弥补传统方法在

捕获中长期演化规律方面的不足. 其中代表性工作

为 DeepAR[9], 将自回归模型嵌入循环神经网络, 自
适应学习多条序列的条件分布参数, 并对未来需求

进行概率预测. 然而, 此类方法多提供点预测结果,
无法提供预测区间, 对突发需求的容忍度较差, 难以

满足企业实际需求.
为降低突发需求不确定性的影响, 部分研究从

分布校正的角度切入, 进行不确定性建模与量化.
Kim 等[10]

将 LSTM 的输出进行核密度估计 (KDE),
实现了电脑配件间歇性需求序列的区间预测; Dong
等

[11]
进一步将 KDE 引入 Transformer 模型的预测输

出, 给出预测结果的概率分布. 这类方法多在输出层

面对预测分布进行调整, 但其参数估计环节通常与

主预测模型脱离, 不参与特征学习与参数更新, 未充

分利用间歇性序列中的零值分布及块状聚集特性,
仍难以在建模层面有效捕获序列内的趋势性与周期

性信息, 预测结果易出现波动, 可靠性不足. 与上述

研究思路不同, 有研究对间歇性序列进行可预测性

评估, 过滤稀疏、难以稳定预测的序列, 以提高整体

预测的可靠性. Wang 等[12]
基于谱熵与频谱能量分

布构建可预测性评分体系, 并验证了稀疏序列的谱

可预测性与预测误差呈显著负相关. 这表明强稀疏

序列中周期性结构的稳定程度与预测难度密切相关.
该结论同样适用于间歇性序列, 但此类指标主要用

于性质分析和序列筛选, 鲜有研究在预测模型中融

入可预测性分析, 故无法自适应提取有价值的演化

规律信息进行预测, 结果的准确性和可靠性均受限.
需要强调的是, 尽管间歇性序列表现为需求发

生不规律、观测值稀疏, 但从制造企业的实际运维过

程来看, 配件需求并非完全随机, 同样具备内在的演

化规律. 例如, 南方地区长期阴雨天气、北方地区风

沙或低温环境, 往往会在特定时间段内集中诱发某

类配件的故障需求. 这类现象表明, 尽管间歇性需求

在单点层面呈现出高度随机性, 但在更长的时间尺

度上仍隐含一定的周期性
[13]. 间歇性序列的演化规

律被大量零值掩盖, 表现为局部随机、整体呈现块状

聚集的需求模式. 相比于现有方法仅对单个时间点

或单条序列进行建模的做法, 若能在较长的时间跨

度上对序列进行重组、划分为若干时序块 (Patch)[14],
则有望通过分析 Patch之间的相似性关系、实现对

整个间歇性序列演化规律的深层挖掘.
综上可知, 提高间歇性序列预测效果的关键在
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于: 1)对间歇性序列进行合理 Patch划分, 并建立有

效的特征表示, 以捕捉 Patch层面的演化规律; 2) 对
间歇性序列的可预测性进行有效量化, 并与预测模

型相结合, 以进一步加强演化规律信息的提取效果.

围绕上述思想, 本文提出一种基于 Patch相似性

的间歇性时间序列自适应预测方法. 首先, 构建了一

种新的间歇性序列可预测性评价指标 (IPMI), 该指

标通过融合 Fs季节性强度指标
[3]
、ACF自相关函数

值
[15]

和谱熵
[16]

对可预测性进行量化, 作为后续预测

模型的先验信息; 然后, 建立趋势—季节解耦的自适

应预测模型 , 对原始序列进行多尺度特征提取和

Patch划分
[17], 使用深度卷积和逐点卷积对块内信息

进行提取, 并引入多头注意力机制提取 Patch 间相似

性
[18], 随后采用多层感知机 (MLP) 与线性映射计算

需求预测的波动值与基准值, 并构建 IPMI 加权损失

函数, 实现可预测性引导的自适应预测; 最后, 利用

KDE对预测结果进行分布校正, 得到最终预测区间.

本文分别在 M5竞赛百货零售数据集和国内某大型

轨道交通制造企业的实际配件需求数据上进行实验,

结果验证了所提出方法的有效性.
本文主要贡献如下:

(1) 构建了一个基于块状聚集特性的可预测性

量化指标 IPMI. 与现有指标从单点需求发生和需求

量波动统计出发不同, 该指标将序列的块状周期性

特点作为核心判据, 并结合频域噪声水平与局部依

赖性实现对间歇性序列可预测性的综合度量. 根据

文献调研, 该指标是首个以挖掘连续非零需求的季

节性波动规律为目标的可预测性指标.

(2) 建立了一种可预测性引导的间歇性序列自

适应预测模型. 与现有预测方法寻找单点需求间演

化规律的做法不同, 该模型通过挖掘 Patch 间的特征

相似性, 实现间歇性序列中趋势项和季节项的单独

表征, 并利用 IPMI指标从解耦后的序列自适应挖掘

演化规律信息. 该模型可靠性高, 普适性好, 为大型

制造企业库存优化提供实用的预测方案. 

1    相关理论

本小节给出后续建模所涉及的理论与概念. 

1.1    间歇性特性

ADI CV 2

ADI = ni/zi

ni

i zi

平均需求间隔 ( )和变异系数平方 ( )[19]

是当前描述间歇性需求特性时使用最为广泛的两类

指标. 其中,  , 主要反映序列中非零需

求出现的稀疏程度, 即零需求出现的频率, 其中 表

示第 条序列的总周期数,  表示该序列中非零需求

CV 2 = Si
2/xi

2

Si =

√√√√1

l

l∑
j=1

(xi,j − xi)
2

l

xi,j i j xi i

ADI CV 2

周期的数量.  表示单条序列非零需求

的变异程度, 其中:  表示非

零需求观测值的标准差,  为非零需求周期的个数,
为第 条序列第 个非零需求观测值,  为第 条

序列非零需求均值.  与 具体阈值将在实验

部分给出
[20]. 

1.2    时间序列的 Patch 分块

近年来, Patch 分块作为一种时间序列重组方式,
在时间序列预测领域得到关注并被逐步引入相关研

究中
[17]. Patch 分块是一种基于时间维度的序列重组

方式, 其基本做法是将原始时间序列沿时间轴划分

为若干连续的时间片段, 并以时间片段作为后续分

析与建模的基本单元.
L P

F

P

设原始时间序列长度为 , 通过设定分块长度

及步长  可将序列划分为若干个时序块, 每个时序

块由连续 个时间点组成, 相邻时序块之间可根据

步长设置为重叠或非重叠. 经过分块处理后, 原始时

间序列被映射为由多个时间块构成的块序列, 每个

时间块对应原序列中一段局部时间区间. 该方式有

助于在块级尺度上描述局部时间片段内的时序特征,
为时间序列预测提供了一种新的建模思路. 

1.3    核密度估计

x1, x2, . . . , xn

KDE是一种非参数概率密度估计方法. 在时间

序列预测中, 基于观测值的 KDE 主要用于估计预测

值的概率密度, 为概率输出提供可靠的分布估计. 给
定样本 , KDE 概率密度函数

[10]
为

f̂h(x) =
1

nh

n∑
i=1

K(
x− xi

h
), (1)

K(·) h > 0其中 是核函数,  是带宽参数
[21].

 

2    本文方法

本节给出所提预测方法的算法细节, 整体流程

如图 1所示. 

2.1    基于块状聚集特性的可预测性指标

本文从实际工程需求序列的观察发现, 对于间

歇性时间序列而言, 并非所有序列都具有相同预测

价值, 一部分序列尽管在统计意义上呈间歇性特征,
但其内部仍可能蕴含相对稳定的块状结构; 而另一

部分序列则主要由随机波动和噪声主导, 即使采用

复杂模型也难以获得可靠的预测结果. 为有效

描述间歇性序列在长期下的潜在周期性, 本小节从

块状结构入手对间歇性序列的可预测性进行综合

量化.
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间歇性时间序列中块状规律的形成, 通常取决

于三个关键因素: 是否存在稳定的周期结构、是否受

到较强随机噪声干扰, 以及相邻观测之间是否具有

时间依赖性. 因此, 本文从周期稳定性、噪声水平和

短期依赖性三个角度量化序列中的块状规律分布,
分别采用季节性强度、谱熵和自相关函数进行描述,
并构建间歇性时间序列可预测性指标 IPMI, 如下:

IPMI = ŵ1 · (1−SE)+ ŵ2 ·Fs+ ŵ3 ·ACF, (2)

其中:
SE SE

SE

1)  指代谱熵 ( ), 用于衡量时间序列频谱

分布的复杂程度. 本文方法选用此指标来反映序列

的噪声水平.  计算公式如下:

SE = −
Z−1∑
k=0

p(k) · log p(k), (3)

p(k)其中,  表示时间序列经快速傅里叶变换后得到

的功率谱归一化分布, Z 为频谱分量的数量

Fs

Fs

2)  指季节性强度, 通过量化时间序列中周期

性结构相对于随机波动的显著程度, 来反映序列在

较长时间尺度上的周期稳定性.  计算公式如下:

Fs = max
(
0, 1− V ar(Rt)

V ar(Rt + St)

)
, (4)

St Rt其中,  和 分别表示通过基于局部加权回归的季

节趋势分解法 (STL) 得到的季节项与残差项.
3) ACF 指代自相关函数 (ACF), 用于量化时间

序列在不同时间滞后下的相关性. 本文方法选用此

指标来反映序列在局部时间尺度上的依赖特征 .
ACF 计算公式如下:

ACF =

{
max
ℓ∈[3,L]

|ρ(ℓ)|, max
ℓ∈[3,L]

|ρ(ℓ)| ⩾ α

0, otherwise
(5)

其中

ρ(ℓ) =

T−ℓ∑
t=1

(xt − x)(xt−ℓ − x)

T∑
t=1

(xt − x)
2

, ℓ = 1, 2, . . . , L,

(6)

T ℓ L为时间序列长度,  为时间滞后阶数,   为最大滞

后阶数.

ℓ ⩾ 3

α

α ŵ1 ŵ2 ŵ3

ŵ1 + ŵ2 + ŵ3 = 1, wi ⩾ 0, i = 1, 2, 3

ŵ1 = ŵ2 = ŵ3 =
1

3

式 (2)中, SE 刻画的是序列频域能量分布的离

散程度, 其数值越大表示随机波动与噪声成分占比

越高, 与序列可预测性呈反向关系, 所以本文采用

1−SE 对谱熵进行同向化处理. 并且, 为避免零值堆

积等因素引入的伪相关影响, 如式 (5)可见, 本文仅

在有限滞后窗口内计算 ACF 值, 选取滞后阶数

的相关系数作为候选, 同时, 为抑制弱相关对该指标

稳定性的影响, 引入阈值  , 当且仅当最大绝对自相

关系数超过该阈值时, 才将其参与可预测性指标计

算, 本文中阈值取   = 0. 15.  、 和 为权重系

数, 用于调整各分项在整体可预测性评估中的作用,
且 . 本文实验

采用等权设置, 即 .
 

2.2    基于时序块相似性的自适应预测模型

基于前文对块状聚集特性的分析, 本文在预测

模型中引入 Patch 分块, 从块内与块间两个层次对短

期波动与长期变化建模, 并将特征表示解耦为季节

项和趋势项, 最后进行 IPMI 加权的联合预测. 

2.2.1    特征构建与 Patch 分块

本节先围绕原始需求序列构建了四类时序特征:
保留原始需求序列, 反映需求的基本变化水平; 引入

两个不同时间尺度的移动平均特征, 平滑短期随机

 

原始序列

3 月平均

6 月平均

1 阶差分

可预测性指标加权

谱熵

季节性强度 Fs

ACF 自相关函数

可预测性指标
IPMI

加权训练损失

KDE 分布校正

历史需求 初步预测结果

KDE 概率分布

计算期望

最终预测结果

基于时序块相似性的自适应预测模型

Patch 分块

时序块序列

块内局部卷积

单时序块

深度卷积

逐点卷积

块间自注意力机制

时间维度自注意力

变量维度自注意力

预测模块

+

MLP

季节项 趋势项

线性映射

初步
预测结果

加 权

加 权

输入序列

...

图1    本文方法流程
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波动, 突出局部稳定趋势; 同时构造一阶差分特征,
描述相邻时间点之间的变化幅度, 增强对突发需求

变化的感知能力. 上述特征补充了原始序列的信息,
为后续 Patch 分块的处理提供更稳定的输入.

在完成特征构建后, 本文引入 Patch 分块对特征

序列进行处理. 通过将连续时间点重组为若干时序

块, 使原始点级序列转换为块级序列表示. Patch 划
分的过程可表示为:

{p1, p2, . . . , pN} = Patch(x(i)
1 : L), (7)

p = {p1, p2, . . . , pN}
x(i)

1 : L = (x(i)
1 , x(i)

2 , . . . , x(i)
L ) i

Patch(·)
P

F F

1 ⩽ F ⩽ P F = 1

F = P

N = ⌊(L− P )/F ⌋+ 1

其中,   表示生成的时序块集合,

 为样本 的历史输入序

列,  函数表示序列划分为多个时序块的操

作. Patch 长度设为 , 相邻 Patch 之间通过设定步长

进行划分, 其中 表示相邻 Patch 在原始时间序列

上的移动间隔, 用于控制时序块之间的重叠程度. 通
常取 : 当  时, 相邻 Patch 重叠程度

最大 ; 当 时 , 相邻  Patch 首尾相接、无重叠 .
为 Patch 个数.

 

2.2.2    基于块相似性的特征提取

对式 (7)得到的 Patch 序列 p 先进行块内特征

提取. 为同时兼顾块内局部模式提取与跨特征通道

信息融合, 本文采用深度卷积与逐点卷积构成的深

度可分离卷积. 先用深度卷积在每个通道内做局部

变换, 再用逐点卷积做通道融合, 同时加上残差以保

证信息不过早丢失. 其过程可写为:

q = BN(σ(Convdw(p))) + p, (8)

pℓ = Convpw(q), (9)

Convdw(·) Convpw(·)
σ(·) pℓ

其中,  表示深度卷积,  表示逐点

卷积,  为非线性激活,  为局部处理后的时序块,

作为后续块间处理过程的输入.
在完成块内局部特征提取后 , 从块间层面对

Patch序列进行全局处理, 以挖掘较长时间尺度上的

演化规律信息. 考虑到多变量间歇性时间序列不仅

在时间维度上存在块间相似性, 而且不同变量之间

也具有潜在关联的变化模式, 本文从时间维度和变

量维度两个视角分别引入自注意力机制, 对时序块

序列进行全局信息融合.计算形式统一表示为

Attn(pℓ) = Softmax
(QKT

√
d

)
· V

Q = wQpℓ, K = wKpℓ, V = wV pℓ, (10)

pℓ d wQ

wK wK

其中 ,   表示输入的时序块 ,  为特征维度 ,  、

和 为可学习参数.
在时间维度上, 将时序块序列按照时间顺序组

织, 并应用式 (10), 从长时间跨度的角度判断不同时

序块之间是否存在相似的需求演化模式, 从而体现

潜在周期性; 并对时序块序列在变量维度进行重新

组织, 使注意力机制作用于不同变量在相同时间上

的 Patch 块, 从而反映多变量序列在 Patch 层面上演

化规律的一致性或差异性.
最终, 将上述两个视角下得到的注意力结果进

行融合, 得到包含全局信息的 Patch 表示:

pg = Wf [At][Av] + bf , (11)

At Av

Wf bf

其中,  和 分别表示时间维度和变量维度的注意

力输出,  和 为融合映射参数.
pg式 (11)得到的 综合了块内卷积提取的局部时

序特征, 以及时间维度与变量维度注意力捕捉的块

间周期性趋势特征, 形成具有全局语义的时序块表

征, 并用于后续趋势—季节解耦预测模块的输入. 

2.2.3    趋势 —— 季节解耦预测模块与 IPMI 加权损

失

pg

ŷseason

ŷtrend

本文对式 (11)得到的 进行解耦 : 一方面对

Patch 序列展平后经 MLP 学习更细粒度的变化项得

到季节项 ; 另一方面对 Patch 序列做全局平均

池化以提取平滑的长期基准, 并线性映射得到趋势

项 . 具体计算公式如下:

ŷseason = fs(Flatten(p
g))

ŷtrend = ft(Pool(p
g)), (12)

· ·
fs(·)

ft(·)

其中, Flatten( )表示展平操作, Pool( )表示沿时序块

维度的全局平均聚合,  为多层感知机 MLP 映
射,  为线性映射.

最终, 季节项与趋势项在预测层进行融合, 得到

点预测结果:

ŷ = ŷseason + ŷtrend (13)

在模型的训练过程中, 我们对训练数据的每个

序列设置了可预测性加权损失函数. 该加权损失函

数可根据每个序列的 IPMI值调整模型训练的重点.
模型训练损失计算公式如下:

Loss =
1

B

B∑
i=1

wi|ŷi − yi|, (14)

Loss B

yi i wi i

其中,  表示本次迭代的训练损失,  为小批量序

列数;  表示第 个序列的真实需求值;  为第 个序

列的可预测性权重, 即对当前小批量内的所有序列

的 IPMI值进行 Softmax归一化:

wi = B · exp(IPMIi)
B∑

j=1

exp(IPMIj)

, i = 1, 2 . . . , B, (15)

第x期 邓翔戈 等: 基于时序块相似性的间歇性时间序列可预测性评估及自适应预测方法 5



wi

wi > 0

B∑
i=1

wi = 1

进一步地, 式 (15)所定义的权重 经 Softmax

归一化得到, 因此有 , 且 . 由此可

知, 式 (14)中的训练损失仍可视为各序列预测误差

的加权平均, 不改变原有损失函数的基本形式. 序列

的 IPMI值越高, 其对应权重越大, 在参数更新中占

据更高贡献, 而低 IPMI序列的干扰被相对抑制. 因
此, 式 (14) IPMI加权损失具有选择性学习能力, 使
模型能够针对不同可预测性序列自适应分配学习关

注度, 从而提高训练稳定性和预测可靠性.
该联合预测方式使模型在保证预测结果稳定性

的同时, 能够对局部突发需求变化做出响应, 并捕捉

序列趋势性和周期性信息, 从而提高预测准确性. 

2.3    KDE 分布校正

式 (14)给出的点预测结果能够反映需求的整体

变化趋势, 但在零值占比高、突发需求明显的情况

下, 即使点预测结构合理, 其预测结果仍可能在数值

尺度上受到历史极端样本 (如零需求数量过多)的影

响, 导致预测结果失真. 为进一步提高预测结果在分

布层面的稳定性, 本文在预测阶段引入 KDE 对预测

结果的数值分布尺度进行校正.
{xi}m

i=1

ŷ {zj}n
j=1

Ω

设目标序列历史窗口样本为 . 考虑间歇

性序列大量零值会干扰密度估计, 本文优先使用历

史非零样本构建 KDE (非零样本不足时退化为使用

全样本) . 为使分布估计与当前预测一致, 将点预测

结果 一并加入样本, 得到用于估计的样本集 ,

如式 (1)所示. 由于需求取值为非负整数, 本文在需

求可能取值的集合 上对式 (1)得到的估计函数进

行离散归一化, 得到对应的概率密度函数:

Pr(v) =
f̂(v)∑

t∈Ω

f̂(t)
, v ∈ Ω, (16)

其中 v 表示需求的离散取值.
随后以需求分布的期望作为校正后的预测强度,

如下:

ŷkde =
∑
v∈Ω

v · Pr(v) (17)

ŷkde其中 表示最终预测值. 

3    实验分析 

3.1    数据集介绍与间歇性特征分析

为验证本文方法的效果, 本节在 M5 竞赛提供

的百货零售量数据集测试方法可行性, 并在实际的

制造企业配件需求数据集上验证应用效果. 该数据

集来源于国内某大型轨道交通制造企业的实际售后

配件需求工单数据, 涵盖 36个月的 517种售后配件

需求数据, 记录了每种配件的编号、时间、每月故障

数量、每月修复入库数量等真实信息. 这些需求数据

可直观反映大型制造企业后市场服务的供需关系,
为企业安全库存决策提供宝贵的数据支撑.

上述两个数据集均以月份进行统计, 图 2为部

分配件示例, 其中子图上方数字均为对应的配件编

号.
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图2   本文所用实验数据示例
 

ADI CV 2

ADI CV 2

ADI CV 2

首先, 本节采用 1.1节所列的 和 指标

来评估序列的间歇性分布特性, 如图 3所示. 图 3中
的两条红线依次表示   = 1.32和  = 0.49, 若

 > 1.32且  > 0.49即表示数据呈块状分布

特征
[20]. 显然, 本文使用的 2个数据集均具有显著的

块状与间歇性分布特征. 

3.2    结果分析

本文选取平均绝对误差 (MAE)、均方根误差

(RMSE)以及针对间歇性序列特点设计的评价指标

均方根标度误差 (RMSSE)[22] 进行性能评价, 如下:

RMSSE =

√√√√√√√√√
1

h

tn+h∑
t=tn+1

(ŷt − yt)
2

1

tn − 1

tn∑
t=2

(yt − yt−1)
2

, (18)

yt t ŷt t其中 :  为 时刻的实际值 ,  为 时刻的预测值 ,
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tn h为训练样本长度,  为预测范围长度. 

3.2.1    M5 公开数据集实验结果

本文首先在 M5 公开数据集上计算各序列的可

预测性指标 IPMI, 并按区间 [0, 0.2)、[0.2, 0.4)、[0.4,
0.6)、[0.6, 1]统计其分布, 如图 4所示.其中, 前 3个
区间按 0.2步长等距划分, 分别对应低、较低和中等

可预测性水平, 用于细化区分大多数间歇性序列由

弱规律性向一般规律性过渡的差异, 如图 4.
  

ID: 319

ID: 119

ID: 246

ID: 409

ID: 48

ID: 403

ID: 565

ID: 417

[0.6, 1]
4.1%

[0, 0.2]
42.6%

[0.2, 0.4]
33.3%

[0.4, 0.6]
20.1%

图4   M5 公开数据集的所有序列 IPMI 占比及

典型序列演示
 

结果表明, 在 M5数据集中, 低可预测性序列占

主导地位: IPMI落在 [0, 0.2)的序列占 42.6%, [0.2,
0.4)占 33.3%, [0.4, 0.6)占 20.1%, 而高可预测区间

[0.6, 1]仅占 4.1%. 同时, 图 4中给出了各区间的代

表性序列样例: 低 IPMI序列往往表现为长时间零需

求夹杂少量尖峰的形式, 而较高 IPMI序列在长时间

尺度上更容易呈现相对连续的块状波动. 这表明该

数据集中可预测性不同的序列混合存在, 本文方法

采用 IPMI加权训练, 可有效抑制强稀疏性序列的影

响, 提升对整体序列演化规律的学习效果.
为进一步验证 IPMI是否能够有效刻画可预测

性, 本文按 IPMI值大小对序列进行分组, 并统计各

区间内序列使用本文所提方法的平均预测误差.
从表 1可以看出, 随着 IPMI值的增加, 各区间

内的 RMSE、MAE 和 RMSSE 均呈现下降趋势, 即
IPMI较高的序列具有更低的预测误差 . 这表明

IPMI能够有效反映间歇性时间序列的预测难度.
  
表1     M5 公开数据集中不同 IPMI 区间下预测误差统计

IPMI区间 RMSE MAE RMSSE

[0, 0.2) 18.261 15.385 1.327

[0.2, 0.4) 17.437 14.533 1.26

[0.4, 0.6) 16.65 13.807 1.214

[0.6, 1] 15.989 13.121 1.115
 

表 2给出了本文方法与 15种典型预测方法的

对比结果. 这 15种对比方法既包括 3个 Croston 变
体算法, 也包括具有代表性的间歇性需求预测方法

DeepAR、DRP 和 Switch-Hurdle, 以及少样本时间序

列预测算法 BHT-ARIMA、TimesNet和 PatchLG. 需
要说明的是, PatchLG 同样采用块相似性作为核心思

路, 因此可作为主要对比方法. 从表 2可以看到, 本
文方法在三个误差指标上均取得最低值.
  

表2     M5 公开数据集不同预测方法预测误差对比

方法类型 对比方法 RMSE MAE RMSSE

单维时间序列

SBA[21] 17.918 15.225 1.542

TSB[8] 17.508 14.852 1.556

ELSD[23] 18.034 15.313 1.541

ARIMA[24] 16.903 13.996 1.499

Prophet[25] 20.923 18.314 1.783

SVR[4] 20.484 17.866 1.822

多元时间序列联合预测

ELM[26] 18.782 16.139 1.750

LSTM[7] 18.350 16.985 1.338

LightGBM[27] 18.295 15.633 1.767

BHT_ARIMA[28] 18.247 15.009 2.047

DeepAR[9] 19.756 18.695 1.902

DRP[29] 17.921 15.116 1.368

TimesNet[30] 18.283 14.739 1.617

Switch-Hurdle[31] 17.114 14.021 1.422

PatchLG[18] 18.893 18.270 1.591

本文方法 16.897 13.952 1.216
 

考虑到数据集中的序列长度均较短, 在本实验

中将 M5 数据集的前 64个时间点做训练, 预测第

65个时间点的需求. 图 5进一步展示了 15种对比方

法和本文方法的预测效果. 其中: 红线为预测值与实

际值, 预测值与红线最接近的方法为最优方法. 可以
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图3    本文实验数据的 ADI 和 CV2
分布情况
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看到, 本文方法在所选取的四条示例序列上基本取

得最佳预测结果.
 

3.2.2    国内某大型轨道交通制造企业数据集实验

结果

与 3.2.1节类似, 图 6展示了在国内某大型轨道

交通制造企业实际配件售后数据集中各序列的

IPMI值分布. 由图可知, 企业数据中 IPMI值在 [0.2,
0.4]的序列占半数以上. 观察图 6给出的典型序列

可知, 此类序列在形态上往往呈现明显的块状结构.
这类现象在企业售后场景中较为常见, 通常与阶段

性检修计划、集中停机维护、项目批次交付或特定工

况周期相关. 因此, 企业数据中大量可预测性一般的

序列并不意味着完全随机, 而是包含了由业务节奏

及季节更替所驱动的块状结构, 此类序列仍呈现出

可利用的预测性.
  

ID: 487

ID: 375

ID: 257

ID: 315

ID: 255

ID: 350

ID: 244

ID: 8

[0.6, 1]
0.8%

[0.2, 0.4]
54.4%

[0.4, 0.6]
10.1%

[0, 0.2]
34.8%

图6   国内某大型轨道交通制造企业数据集的所有序列

IPMI 占比及典型序列演示
 

本实验选取配件需求序列中前 35个月的需求

数据作为模型输入, 第 36个月的需求数据作为模型

输出. 为直观展示预测效果, 从数据集中随机选取四

个配件需求序列进行验证, 预测结果如图 7所示, 其
中预测需求区间基于 KDE分布得到. 图 7中, 本文

在点预测结果基础上进一步构造对应的预测区间,
以表征预测结果的不确定性. 实验中采用高斯核函

数进行分布平滑, 带宽按 Scott规则自适应选取, 同
时取显著性水平 α = 0.1, 从而得到对应的 80%预测

区间.
由图 7可以看出, 本文方法所获得的预测区间

能够较好覆盖实际需求值, 表明其预测效果符合企

业需求. 更为重要的是, 相比仅提供点预测, 此处区

间预测结果提供了一个可能的需求范围, 可为备品

备件的风险控制提供依据. 与此同时, 区间宽度在不

同序列与不同时段存在差异: 当需求波动较强或出

现突发变化时, 预测区间相应变宽; 而在需求较为平

稳的阶段, 区间相对收敛. 这表明本文方法能够根据

数据特点自适应地量化不确定性, 从而提升预测可

靠性与决策参考价值.
图 8为 15种对比方法和本文方法的预测效果.

其中: 红线为预测值与实际值, 预测值与红线最接近

的方法为最优方法. 尽管部分方法 (ELSD、Prophet、
BHT-ARIMA、DRP以及 Switch-Hurdle)在特定序列
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(d)   配件 397 对比实验预测结果

图5    M5 公开数据集上不同方法预测结果对比
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上能匹配实际需求, 但本文方法在所选取的四条示

例序列上均取得最佳预测性能 , 这一效果也与图

5的结果相吻合. 同时可观察到 ELM 始终获得最差

预测效果, 说明该类随机映射的浅层模型难以在零

值占比高、非零样本稀缺且突发的间歇性需求中学

习到稳定、可泛化的时序特征, 也从侧面印证了本文

寻找序列中块相似性来增强模型对潜在周期性信息

提取能力的必要性.
此外, 表 3列出了本文方法与对比方法在全体

517种配件上的预测误差对比, 可以看出, 本文方法

在三项误差指标上均取得最低值, 这与表 2的总体

结论一致, 由此说明本文方法在两个不同领域的售

后业务上均表现良好, 具有较好的普适性.
为进一步验证本文预测方法在实际售后服务中

的应用效果, 本文引入安全库存业务进行间接验证.
需要强调的是, 此处所用决策模型为张嘉等

[32]
提出

的动态安全库存框架. 该框架在企业常用的 (s, S)补
货策略中融合配件需求预测结果, 实现对库存上限

与补货点的动态调整. 此处将本文方法的预测结果

予以替换, 以考察本文方法能否对安全库存业务结

果带来提升. 此处给出该框架的简要介绍.
企业的配件服务不仅要在供应数量上保障需求,

 

0 10 20 30
0

4

8

12
需

求
值

时间 / 月

(a)   配件 107 单月预测区间效果

时间 / 月

时间 / 月

0 10 20 30
0

4

8

12

需
求
值

时间 / 月

0 10 20 30
0

3

6

9

需
求

值

0 10 20 30
0

3需
求
值 6

9
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图7    单月预测区间效果
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(b)   配件 189 对比实验预测结果

(c)   配件 292 对比实验预测结果

(d)   配件 346 对比实验预测结果

图8    国内某大型轨道交通制造企业数据集的对比

预测结果
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同时也要考虑避免过量的备件造成库存积压, 导致

呆滞成本激增的现象. 因此配件库存的优化既要优

化呆滞成本, 也要优化缺货成本. 文献 [32]所提出的

安全库存决策模型由两个优化目标构成: 呆滞成本

最小, 与缺货成本最小. 同时, 最大库存量应不小于

订货点, 且实际需求量、补货数量、紧急补货次数等

均要求为正整数. 该优化模型
[32]

可以描述为

Min
sti,S

t
i

( T∑
t=1

ExcessCostti,
T∑

t=1

ShortageCostti

)
s.t.St

i > st
i,

(19)

ExcessCostti ShortageCostti

t

其中,  与 分别表示周期

下的呆滞成本与缺货成本. 具体公式此处不再赘述.

s S

图 9展示了本文方法结合动态安全库存决策在

两个需求波动较大的配件上的应用效果. 以 24号配

件为例, 左侧红框显示 4月到 5月需求呈现上升趋

势, 动态安全库存区间通过上调上限提高库存持有

率, 预测区间下限也随之提高以及时进行配件调拨,
减少缺货成本. 右侧红框表示 8月到 9月的需求呈

现下降趋势, 调低库存上限与下限以减少呆滞库存

风险. 因此可见, 本文方法的预测结果可有效支撑订

货点 与最大库存量 动态修正, 贴合需求波动阶段,
从而在缺货控制与库存占用之间取得最优权衡. 这
一现象在 79号配件也得到证实.
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(d)   79 号配件安全库存结果对比
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图9   需求波动较大时本文方法所得动态安全库存区间
 

图 10展示了本文方法结合动态安全库存决策

在两个需求波动较稳定的配件上的应用效果 . 以

163号配件为例, 该配件分别在 4到 6月份和 10到

12月份出现了轻微的需求低谷和高峰, 得到的安全

库存区间也随之下调和增加. 165号配件也呈现出类

似的处理. 这表明安全库存区间能够根据实际需求

发生及时做出动态调整. 这些结果共同验证了本文

方法在动态安全库存业务中能够有效预测到需求变

化的起始点, 从而使订货点 s 和最大库存量 S 持续

调整以适应需求变化. 图 9与图 10均表明, 相较于

静态安全库存决策, 动态安全库存决策有着更高的

灵活性, 可在供需波动时有效减少呆滞库存成本.

除图形化分析, 图 11和图 12分别为库存周转

率 (ITR)和库存覆盖度 (IC)的数值对比. 库存周转

 

表3     国内某大型轨道交通制造企业数据不同方法预测误差

方法类型 对比方法 RMSE MAE RMSSE

单维时间序列

SBA[21] 0.903 0.593 2.433

TSB[8] 0.853 0.484 2.408

ELSD[23] 0.858 0.469 2.417

ARIMA[24] 0.568 0.438 0.750

Prophet[25] 0.711 0.894 1.151

SVR 0.571 0.425 0.698

多元时间序列联合预测

ELM[26] 0.699 0.557 0.964
LSTM 0.620 0.455 0.758

LightGBM[27] 0.603 0.465 0.676

BHT_ARIMA[28] 0.584 0.423 0.579

DeepAR[9] 0.663 0.560 0.773

DRP[29] 0.729 0.552 0.691

TimesNet[30] 0.831 0.507 1.010

Switch-Hurdle[31] 0.680 0.412 0.743

PatchLG[18] 0.751 0.433 0.816

本文方法 0.517 0.331 0.547
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率 ITRt 
表示配件的利用率, 数值越高, 企业库存管理

越高效 , 积压越少 , 呆滞成本也就越低 , 如式 (20)
所示. 库存覆盖度 ICt 

意味着及时供应的能力, 有助

于避免缺货, 提高顾客满意度, 如式 (21) 所示. 本节

选用 Fan等[33]
提出的基于 LightGBM 的动态安全库

存模型 (简称为对比方法 1)与张嘉等
[32]

提出的基于

贝叶斯神经网络的动态安全库存模型 (简称为对比

方法 2)进行对比.

ITRt =
N∑
i=1

Deti
Dei

, (20)

ICt =
N∑
i=1

ICt
i

ICt
i =


1, Dei ≤ ReI t

i

1− Dei −ReI t
i

Dei
, Dei > ReI t

i ,
(21)

t i N

ITRt t Deti t

i ICt t

ReI t
i

其中,  表示决策周期,  为配件索引,  为配件总数,
表示周期 的库存周转率 ,  表示周期   第

个配件的实际需求量,  表示周期 的库存覆盖

度,  表示实际可供给数量.

此外, 表 4给出了不同方法在 12个库存周期内

的平均库存周转率和覆盖度数值结果. 如上述结果

可以看出, 融合本文方法的动态安全库存模型在库

存周转率和覆盖度方面均取得了最佳数值. 由此间

接验证了本文方法预测结果的准确性与可靠性, 也
证明了本文方法的实际应用价值. 

3.2.3    消融实验

为验证所提方法中各模块的必要性, 本文设计

了以下的消融实验. 方案 1: 去除 IPMI加权训练损

失 , 保持模型结构与训练设置不变 ; 方案 2: 去除

KDE 分布校正, 保留 IPMI加权训练机制, 预测输出

不再经过 KDE 校正, 直接以模型原始输出作为最终

结果. 对比结果如图 13所示.
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图10    需求波动稳定时本文方法所得动态安全库存区间
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图11    不同安全库存模型的库存覆盖度结果对比
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图12    不同安全库存模型的库存周转率结果对比

 

表4     不同安全库存模型的数值结果对比

方法 平均覆盖率 相较静态模型 平均周转率 相较静态模型

静态库存方法 85.99% —— 30.34% ——

对比方法1 93.37% 7.38% 34.65% 4.31%

对比方法2 94.00% 8.01% 63.31% 32.97%

本文方法 95.26% 9.27% 69.68% 39.34%
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如图 13所示, 相较于完整方法, 两种消融方案

在三个误差指标上均出现不同程度的性能退化. 方
案 1在去除 IPMI加权后, 模型在两个数据集上的误

差均有所上升, 表明可预测性引导的加权训练有助

于减弱低可预测性序列对训练过程的干扰, 从而提

升整体学习效果. 方案 2在去除 KDE 校正后, 预测

误差同样上升, 说明在间歇性序列突发非零需求较

多的场景下, 输出层的分布校正对缓解预测尺度偏

移、提升预测结果一致性具有正向作用. 该消融实验

结果表明: IPMI加权训练与 KDE 分布校正在本方

法中具有互补作用, 前者有助于提升训练阶段的稳

定性, 后者改善预测输出的分布一致性, 从而共同提

升模型对间歇性序列的整体预测可靠性. 

4    结　论

针对制造企业配件需求数据间歇性分布特点导

致预测可靠性不足的问题, 本文提出了一种基于时

序块相似性的间歇性序列自适应预测方法. 实验结

果表明, 该方法在百货零售数据和国内某大型轨道

交通制造企业实际配件需求数据上均能取得最佳预

测效果. 具体结论如下:
(1) 基于块状聚集特性所构建的 IPMI 指标能够

有效量化间歇性序列的可预测性. 应用该指标可促

使模型自适应地学习演化规律信息更充足的序列,
从而提高模型整体预测准确性.

(2) 通过对时序块内局部时序特征以及块间长

期趋势特征的深入挖掘, 本文方法有效捕获了间歇

性序列的潜在周期性信息, 从而更好地学习到序列

的演化规律, 显著提高了模型的稳定性和预测结果

的可靠性.
在后续研究中, 考虑到实际业务数据会持续增

加, 本文计划采用连续学习的思路, 将新数据有效整

合进现有模型中, 优化模型预测效果, 这也是企业运

维决策的现实需求. 此外, 本文方法采用的为单步预

测, 下一步工作将根据时序块长度调整预测步长, 构
建更可靠的间歇性序列多步预测模型.
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