
 

面向多楼层取送货问题的深度强化学习

稀疏跨层路径优化方法

孟　运，李　超†，孙　俊

(江南大学 人工智能与计算机学院，江苏 无锡 214122)

摘　要: 基于自动化运输技术的取送货问题在多楼层环境中面临严峻挑战, 其主要原因在于楼层间电梯数量有限

形成的子区域间稀疏连接拓扑, 使得现有基于深度强化学习 (Deep Reinforcement Learning, DRL)的路径优化方

法难以规划出跨楼层的优质路径. 为此, 本文提出一种基于 DRL的稀疏跨层路径优化 (DRL-based Sparse Cross-

Floor Optimization, DRL-SCFO)方法. DRL-SCFO的编码器同时提取楼层内与楼层间的空间特征, 并采用自适应

策略融合二者, 从而有效地建模复杂的跨楼层拓扑关系. 解码器将每个决策步骤分为两阶段: 首先进行全局路径

规划确定潜在的指引节点, 然后以该节点为导向选择局部路径点. 这种结合了全局与局部视角的机制, 增强了模

型的空间感知能力和决策准确性. 大量实验表明, DRL-SCFO在解决多楼层取送货问题上显著优于现有的基于

DRL的路径优化方法, 并且能够适用于不同的任务拓扑结构与问题规模.
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DRL-SCFO: deep reinforcement  learning-based sparse  cross-floor  path
optimization for multi-floor pickup and delivery problems
MENG Yun，LI Chao†，SUN Jun

(School of Artificial Intelligence and Computer Science，Jiangnan University，Wuxi 214122，Jiangsu，China)

Abstract: Pickup  and  delivery  problems  in  multi-floor  environments  pose  significant  challenges  for  automated
transportation systems, mainly due to the sparse inter-floor connectivity caused by the limited number of elevators. This
results  in  loosely  connected  subregions,  which  makes  it  difficult  for  existing  path  optimization  methods  to  generate
high-quality  cross-floor  routes.  Although  deep  reinforcement  learning  (DRL)  has  shown  strong  potential  in  vehicle
routing  problems,  most  DRL-based  approaches  struggle  to  effectively  model  such  sparse  cross-floor  topologies.  To
address  this  issue,  this  paper  proposes  a  DRL-based  sparse  cross-floor  path  optimization  (DRL-SCFO)  method.  In
DRL-SCFO,  the  encoder  jointly  extracts  spatial  features  within  individual  floors  and  across  different  floors,  and
integrates them through an adaptive fusion strategy to capture complex cross-floor topological structures. The decoder
decomposes each decision step into two stages: a global planning stage to determine a potential target, followed by a
local execution stage to select a feasible path node guided by this target. Experimental results demonstrate that DRL-
SCFO achieves  superior  solution  quality  compared with  existing  DRL-based routing  optimization  methods  on  multi-
floor pickup and delivery problems, and shows good adaptability across different task topologies and problem scales.
Keywords: deep reinforcement learning；pickup and delivery problem；attention mechanism；dual-stage decoder

 

0    引　言

取送货问题 (Pickup and Delivery Problem, PDP)

是经典车辆路径问题 (Vehicle Routing Problem, VRP)

的一个重要拓展, 旨在为一组涉及货物或乘客的运

输需求规划出货运或客运的最优行驶路径
[1]. 随着物

联网技术的快速发展, 运输机器人等智能设备已能
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够自主操控电梯, 这使得在多楼层环境中高效求解

PDP的需求日益迫切. 图 1展示了一个多楼层仓储

环境中的实际 PDP场景: 自动运输设备不仅需要完

成同层配送 (如 P6/F2→D6/F2), 还需执行跨楼层配

送任务 (如 P1/F3 → D1/F1). 可以看到, 图 1中不同

楼层间仅通过数量有限的电梯连接, 这形成了一种

多个子区域间只具有稀疏连接通道的复杂拓扑结构.
类似的场景还包括酒店机器人送货

[2]
、多层仓库自

动搬运
[3]
等. 在本文中, 我们将具有此类特殊拓扑结

构的 PDP定义为多楼层 PDP (Multi-Floor PDP, MF-
PDP). 与传统的在单一连续平面上的 PDP不同, MF-
PDP中子区域间的稀疏连通特性对主流路径优化方

法带来了重大挑战.
 
 

图 1   多楼层取送货问题
 

传统的 PDP求解方法涵盖精确算法、近似算法

及启发式算法等
[4]. 其中, 精确算法通常仅适用于小

规模问题, 近似与启发式算法则以牺牲最优性为代

价来提升求解效率. 然而, 这些方法普遍缺乏跨问题

实例的泛化能力, 每次求解均需重新执行完整的计

算流程, 基本不具备实时求解高质量解的能力. 为克

服效率与泛化性瓶颈, 近年来, 基于深度强化学习

(Deep Reinforcement Learning, DRL)的路径优化方

法
[5-7]

通过学习捕获问题结构的参数化策略, 在解决

组合优化问题方面显现出很大潜力. 一旦 DRL模型

被训练完成, 即可在相似实例上以极低的资源消耗

生成高质量的解, 这在工程问题上具有极高的应用

价值.
然而, 大多数现有的基于 DRL的方法采用单一

的网络结构对所有节点进行编码 , 未能有效刻画

MF-PDP中节点因所属楼层不同而产生的空间特异

性. 具体而言, 这类方法通常使用同一个编码模块来

对所有节点对之间的交互进行建模, 而不考虑 MF-

PDP中由于楼层间电梯数量有限而导致的楼层间连

接稀疏等实际情况, 这可能使得模型会在“所有节点

均等同可达”的错误前提下进行训练, 从而致使其难

以有效表示由稀疏连接的子区域所构成的复杂层次

化拓扑结构.
此外, 当前多数求解 PDP的 DRL方法均采用

基于编码器-解码器的自回归架构
[6-11], 其解码器在

每一步决策时主要依赖上一个时间步所选节点的局

部 (一跳)邻域信息, 这在解决传统的单层平面 PDP
上是有效的. 然而, 在 MF-PDP中, 运输设备必须以

电梯为媒介到达其他楼层的取送货节点. 因此, 由于

MF-PDP特殊的拓扑性质, 解码器的决策范围常被

限制在当前楼层内, 这严重制约了其全局探索的能

力, 从而影响了最终解的质量.
为解决上述问题, 本文提出了一种基于 DRL的

MF-PDP路径优化 (DRL-based  Sparse  Cross-Floor
Optimization, DRL-SCFO)方法. 该方法包括一个双

视 域 空 间 注 意 力 编 码 器 (Dual-Horizon  Spatial
Attention encoder, DSAenc)以及一个“潜在规划-实
际执行”双阶段解码器 (Potential-to-Real Dual-Stage
decoder, PDSdec). 在多种规模的 MF-PDP实例及退

化到单层 PDP上的实验结果表明, DRL-SCFO均优

于多种主流 DRL路径优化方法, 并展现出良好的泛

化能力.
本文的主要贡献如下:
(1)对具有子区域间连接稀疏特征的 PDP新变

体——多楼层取送货问题 (MF-PDP)进行了形式化

定义和数学建模.
(2) DSAenc使用不同的掩码分别提取同楼层与

跨楼层的空间信息, 并引入自适应融合策略进行不

同区域特征的有效整合与权衡.
(3) PDSdec将每一次决策划分为全局规划与局

部节点选择两个阶段, 通过信息传递与参数共享实

现协同决策, 以应对问题的特殊拓扑结构导致的决

策范围受限问题. 

1    研究现状分析

强化学习 (Reinforcement Learning, RL)通过与

环境交互学习策略, 无需依赖人工设计的启发式规

则或标注的最优解, 在 VRP中表现出较好的应用潜

力
[12]. 通常, 基于 RL的 VRP求解方法可分为两类:

构建式方法 (construction  methods)和改进式方法

(improvement methods)[13]. 主流的改进式方法
[14-16]

以

对初始解的迭代优化为核心, 从而提升解的质量. 然
而, 这类方法的迭代过程通常假设解路径的长度是
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固定的. 这一假设限制了其在求解 MF-PDP时的适

用性. 在该问题中, 由于电梯可能被重复使用, 解路

径的长度不再保持固定, 而是随决策过程动态变化.
鉴于上述局限性, 本文提出的 DRL-SCFO采用构建

式方法进行求解, 以避免对路径长度的预先假设.
构建式方法通过在每个决策步骤中顺序选择下

一个节点来逐步构建完整路径. 这一方法最早由指

针网络 (Pointer Networks, Ptr-Net)[17] 引入, 实现了对

可变长度输出序列的端到端学习. 早期的 Ptr-Net主
要采用监督学习进行训练. 随后, Bello等人

[12]
将强

化学习引入 Ptr-Net, 取得了关键突破, 从而避免了对

昂贵最优解标签的依赖.
在此基础上 ,  Kool等人

[5]
提出了注意力模型

(Attention Model,  AM),  其采用基于 Transformer的
编码器-解码器架构取代了 Ptr-Net的主干网络, 在多

个组合优化基准问题上取得了显著性能提升, 并成

为后续研究的重要基础. 例如, 多重最优策略优化

(Policy Optimization with Multiple Optima, POMO)[18]

利用组合优化解的内在对称性, 通过从多个不同起

点并行进行策略推演 (rollouts), 显著提升了训练过

程的稳定性并有效缓解了局部最优问题; 多解码器注

意力模型 (Multi-Decoder Attention Model, MDAM)[19]

则通过引入多解码器结构以增强路径解的多样性.
近期 ,  Zhou等人提出了多任务车辆路径求解器

(Multi-Task  Vehicle  Routing  Solver  with  Mixture-of-
Experts, MVMoE)[7]. MVMoE采用混合专家架构, 在
多任务学习与跨路径任务中展现出良好的泛化能力.
此外, Son等人

[11]
提出的 RRNCO方法通过自适应

节点嵌入与神经自适应偏置联合编码边特征, 增强

了对节点间空间关系的建模能力. 王万良等
[20]

面向

多配送中心车辆路径问题, 构建了基于注意力机制

与掩码机制的多智能体策略网络, 并结合局部搜索

提升解的质量; 周梦等
[21]

针对带二维装箱约束的车

辆路径问题, 提出知识驱动的强化学习算法, 实现了

路径与装载约束的协同求解. 然而, 在 MF-PDP中,
上述方法在编码阶段未显式区分节点类型, 而由于

跨楼层移动的成本通常高于同楼层内的移动, 因此

存在一定局限性.
尽管相关研究仍较为有限, 已有少量工作尝试

通过建模节点间关系来处理 PDP中的复杂结构约

束. 其中, 异构注意力模型 (Heterogeneous Attentions
Model, Heter-AM)[6] 对注意力机制进行了改进, 以显

式区分取货与送货节点, 从而更有效地编码“先取后

送”的优先级约束. 从理论上看, 可以通过为不同楼

层、电梯或楼层-电梯组合设计独立的注意力类型,

将 Heter-AM扩展到 MF-PDP; 然而, 这种设计会导

致注意力类型数量随楼层规模快速增长, 从而在大

规模问题实例中降低训练与推理效率.
此外, AM及其多数变体采用的解码器架构较

大程度依赖于单跳 (one-hop)邻域信息
[5]. 当应用于

MF-PDP时, 这类解码策略往往倾向于在当前楼层

内选择局部可达节点进行移动, 从而忽略了可能涉

及多次电梯转换的全局最优路径, 在一定程度上影

响了整体解的质量. 

2    MF-PDP 的形式化定义

本节将多楼层取送货问题 (MF-PDP)形式化定

义为一个图优化问题, 其目标是在完成多楼层环境

中所有取送货任务并最终返回仓库的前提下, 最小

化总行驶距离. 事实上, 所有具有多个子区域且区域

间连接相对稀疏的 PDP变体均可被视为 MF-PDP.
除传统 PDP的优先级约束外, MF-PDP还涉及子区

域划分导致的特殊拓扑结构以及子区域间稀疏连接

导致的特殊访问限制.
X = {x0} ∪ P∪

D ∪ E x0

P = {x1, . . . , xn} D = {xn+1, . . . , x2n}

xi ∈ P xi+n ∈ D E =

{x2n+1, . . . , x2n+m} m

xi ∈ {x0} ∪ P ∪D

fi

xi ∈ E

MF-PDP的完整节点集定义为: 
. 其中,  是仓库节点, 对应车辆的起始与终

止位置 ;  和

分别表示取货节点集和送货节点集 , 且对任意

,  其 对 应 的 送 货 节 点 为 ; 
表示电梯节点集, 其中 为电梯

节点数量. 对于任意节点 , 均关

联一个楼层属性 , 用于指示该节点所属楼层. 电梯

节点 不定义楼层属性, 其作为跨楼层的连接

节点, 假定与所有非电梯节点连通.

yij ∈ {0,1}
xi xj Bi xi

xi xj

d(i, j)

为简化问题建模, 假设车辆具有无限容量. 实际

场景中, 一次完整的运输任务通常默认满足车辆的

载重限制, 因此对于车辆的无限容量假设是合理的.
此外, 该假设便于研究聚焦于稀疏跨层拓扑对求解

性能的影响, 排除了容量约束与电梯动态调度等因

素引入的额外复杂性, 以便更清晰地评估所提编码

与解码机制在应对拓扑挑战方面的有效性 . 设
为二元决策变量, 表示车辆是否从节点

直接行驶至节点 , 并令 表示车辆到达 时的

累计行驶距离. 定义节点 与 之间的行驶距离为

, 其计算方式如下:

d(i, j) =


||xi − xj||, fi = fj

mine∈[2n+1,2n+m](||xi − xe||+
||xj − xe||), fi ̸= fj

. (1)

∥ · ∥其中 表示欧式距离.
基于上述定义, MF-PDP的目标函数可表示为:
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min
∑

i∈X

∑
j∈X

d(i, j) · yij. (2)

并满足以下约束:
2n+m∑
j=0

yij = 1, i ∈ [0,2n], (3)

2n+m∑
i=0

yij = 1, j ∈ [0,2n], (4)

yij ∈ {0,1}, i, j ∈ [0,2n+m], (5)

Bj ⩾ Bi + d(i, j)− ϕ(1− yij), i, j ∈ [0,2n+m],
(6)

Bi+n ⩾ Bi + d(i, i+ n), i ∈ [1, n], (7)

|fi − fj| ⩽ ϕ(1− yij), i, j ∈ [0,2n], (8)

yij = 0, i, j ∈ [2n+ 1,2n+m], i ̸= j. (9)

ϕ

xi ∈ E

Bi

yij = 1 Bj ⩾ Bi+

d(i, j)

ϕ

yij = 0

其中,  为一个足够大的常数. 约束 (3)和 (4)用于保

证每个取货节点、送货节点及仓库节点均被恰好访

问一次 (电梯节点 允许被多次访问, 故不受该

约束限制). 约束 (5)定义了二元决策变量的取值范

围. 约束 (6)通过对累计行驶距离变量 施加单调

递增条件以消除子回路 . 当 时 , 
保证路径上距离严格递增, 使回路无法满足该

单调性要求.  取所有节点对间最大可能距离的上

界, 以保证 时约束自动松弛. 约束 (7)用于保

证每个送货节点在其对应的取货节点访问完成之后

才能被访问. 约束 (8)用于限制车辆仅能在同一楼层

的节点之间进行直接行驶, 从而保证任意跨楼层移

动必须至少经过一个电梯节点. 由于电梯节点不定

义楼层属性, 不受该约束限制, 因此车辆可经由电梯

节点实现跨楼层转移. 约束 (9)用于禁止在不访问其

他节点的情况下在电梯节点之间进行连续切换, 以
避免产生不必要的无效移动.

MF-PDP与经典 PDP的根本差异并非简单增加

楼层属性与电梯节点, 而是体现在以下三个层面. 在
距离度量上, 经典 PDP中任意两节点间的行驶代价

由欧氏距离直接确定, 而 MF-PDP中不同楼层节点

之间无法直接到达, 必须经由电梯节点中转, 行驶距

离为到达电梯与离开电梯两段路径代价之和, 且实

际经由哪个电梯受路径整体规划的影响, 使得跨楼

层行驶代价依赖具体的路径选择, 无法仅由节点坐

标唯一确定.
在约束结构上, 经典 PDP中任意两节点均可直

接转移, 求解只需确定满足取送先后的访问顺序; 而
约束 (8)要求跨楼层移动必须经电梯中转, 访问顺序

与跨层可达性相互耦合, 取送对分布于不同楼层时,
访问顺序、跨层切换时机与中转电梯选择三者相互

制约. 在解空间上, 电梯节点允许重复访问, 解路径

长度不再固定, 每次跨楼层移动均引入中转电梯选

择这一额外决策维度, 使解空间呈组合级增长. 经典

PDP是 NP-hard问题, 且是 MF-PDP退化为单楼层

且无电梯时的特例. 结合上述分析, MF-PDP是经典

PDP在分层稀疏拓扑下的结构化推广, 求解复杂性

进一步增加. 

3    DRL-SCFO 方法

针对 MF-PDP中复杂拓扑结构所带来的挑战,
本文提出了一种基于深度强化学习的稀疏跨层路径

优化 (DRL-SCFO)方法. 该方法采用编码器-解码器

架构 , 其中编码器为双视域空间注意力编码器

(DSAenc), 解码器为潜在规划-实际执行双阶段解码

器 (PDSdec). DRL-SCFO的整体架构如图 2所示. 下
文将依次介绍 DSAenc与 PDSdec的设计思想与实

现细节, 并在本节最后给出相应的训练算法. 

3.1    双视域空间注意力编码器
 

图 2    DRL-SCFO 方法整体框架
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xi

xi+n xi = [xi;xi+n]

dh

h0
i

L

M intra M inter

在节点特征初始化阶段, 为增强取货节点的表

征能力, 将每个取货节点 的特征向量与其对应送

货节点 的特征进行拼接, 得到 . 对

于其它节点, 则保留其原始特征向量. 随后, 将所有

节点特征统一投影至 维的潜在空间中, 以获得初

始节点嵌入 , 并将其作为编码器的输入. DSAenc

旨在同时建模同一个楼层内与跨楼层间的空间结构

关系. 为此, DSAenc采用双分支结构, 分别由一个楼

层内视域注意力网络和一个跨楼层视域注意力网络

构成. 两个分支均包含 层具有独立参数的堆叠子

网络. 每个视域网络均基于 Transformer编码器结构

构建
[22], 并通过多头注意力 (Multi-Head Attention,

MHA)机制与前馈网络对节点表示进行逐层更新.
两个视域网络不同之处在于, 它们的注意力子层中

采用了不同的掩码策略, 分别记为 和 , 以
约束各自的注意力作用范围. 这些掩码分别在公式

(10)和 (11)中逐一给出定义:

M intra
ij =

{
0, if fi = fjorxj ∈ E

−∞, otherwise
(10)

M inter
ij =

{
0, if fi ̸= fj

−∞, otherwise
(11)

上述两种掩码将节点间的交互关系按楼层归属

划分为两个互斥的子集, 分别约束对应分支的注意

力作用范围. MF-PDP中同楼层节点之间直接可达,
其行驶代价由平面欧氏距离唯一确定; 跨楼层节点

必须经由电梯中转, 其实际代价取决于中转电梯的

选择且具有路径依赖性. 若采用单一全连接注意力

对所有节点统一建模, 这两类性质迥异的关系在同

一个 softmax归一化空间中混合计算, 模型被迫用同

一组投影参数同时拟合直接可达的局部交互与需要

中转的跨层依赖, 增加了特征学习的难度.
因此, 本文构造了如图 3所示的网络结构. 其中,

M intra

M inter

L

将楼层内分支中每个节点的信息传递限制在

同楼层节点与电梯节点之间 (图中同色节点与电梯

节点间的连线), softmax归一化的作用范围限定在

局部可达节点集合上, 使注意力权重专注于刻画局

部可达节点间的相对重要性;  将跨楼层分支中

每个节点的信息传递限制在不同楼层节点之间 (图
中不同色节点间的连线), 使跨层依赖关系不受楼层

内交互的干扰而获得充分表征. 两个分支各自拥有

独立的投影参数, 可分别学习适合各自关系类型的

特征变换, 降低了单一参数空间同时拟合两类异质

关系的优化难度. 经过 层编码后, 为后续的特征融

合提供具有区分性的空间表征. 下面以单头注意力

为例, 说明上述掩码在注意力计算中的具体使用方

式.
l

H l−1

在单头注意力中, 第 层的注意力输出是基于前

一层隐藏表示 计算得出的:

Attention(Qi,K,V ;Mi) =

softmax(
QT

i K√
dh

+Mi)V
T , (12)

Qi=W l
Q,eh

l−1
i , K=W l

K,eH
l−1, V =W l

V,eH
l−1.
(13)

W l
Q,e W l

K,e W l
V,e l

hl−1
i l − 1 xi

Qi K V

其中,  ,  和 是第 层的可学习投影矩

阵; 向量 表示来自第 层的节点 的嵌入; 向
量 以及矩阵 和 分别代表查询、键和值.

L

M intra

M inter

M intra

xi

xi xi

M inter

xi

图 3描述了 DSAenc双分支架构中的信息传递

过程. 其中, 每个分支网络均由 层堆叠子网络构成,
每一个堆叠子网络均包含一个应用了 或

的 MHA子层和一个紧随其后的逐节点 FF子

层.  使得楼层内视域注意力网络中的 MHA子

层只关注那些与节点 位于同一楼层的节点或电梯

节点, 从而使节点 能够聚合那些由节点 出发直

接可达的节点的信息. 相对地,  使得跨楼层视

域注意力网络的 MHA子层只关注和节点 不同楼
 

图 3    DSAenc 的双分支架构
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xi层的节点, 从而有效聚合节点 无法直接访问的区

域的信息. 通过上述两种掩码机制, 双分支注意力网

络在编码阶段分别建模了细粒度的楼层内交互关系

与长距离的跨楼层空间依赖关系. 随后, MHA子层

的输出进一步经由前馈网络 (Feed Forward, FF)处
理. 如图 3所示, MHA和 FF所构成的每个子层均引

入了残差连接
[23]

和批量归一化 (Batch Normalization,
BN)[24] 以稳定训练过程并增强特征表达能力.

β = (β1, β2, . . . , βdh
) γ = (γ1, γ1, . . . , γdh

)

k ∈ {1, . . . , dh}

然而, 在实际问题中, 当楼层数量较大时, 两个

视域注意力网络所提取的信息可能存在不平衡现象.
为缓解该问题, 本文在编码模块中引入了一种逐维

自适应融合机制, 用以动态整合来自不同空间视域

的注意力输出. 具体而言, 定义两个可学习参数向量

,  , 并通

过 softmax函数对每个嵌入维度 进

行归一化, 如公式 (14)和 (15)所示:

βk = softmax(
eβk

eβk+γk
), (14)

γk = softmax(
eγk

eβk+γk
). (15)

L

hL,intra
i hL,inter

i

xi hL
i

随后, 通过对经过 个编码层后的两个注意力

网络的输出 和 进行逐维加权求和, 可以

得到节点 的最终嵌入 :

hL
i = β ⊙ hL,intra

i + γ ⊙ hL,inter
i . (16)

β γ

βk = γk = 0.5

β

γ

其中⊙表示逐元素乘法. 可学习参数向量 和 初始

化为零向量, 经 softmax归一化后各维度初始权重为

, 即等价于对两分支输出取均值, 避
免在训练初期引入人为偏置. 在训练过程中,  和

随网络参数共同更新, 逐步学习各嵌入维度对楼层

内与跨楼层信息的融合比例. 

3.2    潜在规划-实际执行双阶段解码器

t Vt vp
t

Vt

vp
t

hp
t

t Ft vr
t

Ft

t+ 1

vr
t hr

t

hp
t−1 hr

t−1

hp
t−1 hr

t−1

t

hp,c
t hr,c

t

t

PDSdec将每一步决策分解为两个阶段: 全局潜

在规划阶段 (简称“规划阶段”)与局部实际执行阶

段 (简称“执行阶段”). 在规划阶段, 解码器在时间步

从全局候选集 中选择一个规划节点 . 其中 ,
为那些与当前节点之间满足取送优先级等 PDP

基本约束的节点构成的集合. 所选规划节点 的嵌

入表征 被传递至执行阶段以提供跨楼层的全局引

导. 随后, 在该引导信息的作用下, 执行阶段在时间

步 从局部可行集 中选择实际执行节点 . 其中,
由当前节点直接可达的节点构成, 并需满足 MF-

PDP的全部可行性约束 (即公式 (3)-(9)). 在下一时

间步 , 规划阶段节点的选择将结合上一时间步

执行阶段所选节点 的嵌入表征 进行调整, 从而

使两阶段在“规划—执行—再规划”的循环中形成

相互引导、逐步修正的协同关系, 如图 4所示. 此外,
上一时间步中所选规划节点和执行节点的嵌入表征

分别记为 和 . 为使当前决策显式利用上一

时间步两阶段的选择结果, 本文将 与 分别

引入时间步 的规划阶段与执行阶段的上下文中, 从
而为后续解码提供更充分的历史信息. 因此, 两个阶

段对应的上下文嵌入 和 分别由式 (17)和
(18)定义, 并且它们被作为规划阶段与执行阶段在

时间步 的上下文输入:

hp,c
t = Concat(hG,h

r
t−1,h

p
t−1), (17)

hr,c
t = Concat(hF ,h

p
t ,h

r
t−1). (18)

hG

hF

hr
t−1

其中 表示图嵌入, 由所有节点嵌入取平均得到;
表示楼层嵌入, 由与当前节点处于同一楼层的节

点嵌入平均得到. 规划阶段的上下文中引入了 ,
 

图 4    PDSdec 的解码流程
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hp
t

从而使全局规划能够依据上一时间步的实际执行结

果及时修正; 相应地, 执行阶段的上下文中引入了

, 以使得局部选择在满足可行性约束的同时, 能够

响应跨楼层的全局引导, 从而做出更合理的节点选

择. 通过规划与执行两阶段的逐步交互, PDSdec能
够更好地适应MF-PDP中楼层间稀疏连接这一特殊

拓扑结构所带来的挑战.

s ∈ {p, r} p r

s hs
g

接着, 将公式 (17)或 (18)得到的上下文嵌入作

为线性投影层的输入, 以生成对应阶段的查询向量.
该查询向量进一步送入 MHA模块 , 得到相应的

glimpse向量, 并用于指导当前阶段的节点选择. 如
图 4所示, 执行阶段和规划阶段在解码结构上保持

一致 , 其 MHA模块在参数层面部分共享 . 设
表示当前阶段 (其中 表示规划阶段,  表

示执行阶段), 则阶段 的 glimpse向量 可统一表示

为:

hs
g = MHA

 W s
Q,gh

s,c

(W s
K,g +W share

K,g )HL

(W s
V,g +W share

V,g )HL

 . (19)

W s
Q,g ∈ Rdh×dk W s

V,g ∈ Rdh×dk

s W share
K,g W share

V,g

hs
g

Vt

Ft vp
t vr

t

其中,  和 分别为阶段

的查询、键和值投影矩阵,  和 为两

个阶段共享的键和值投影参数. 阶段特定参数用于

保留规划与执行在决策目标上的差异, 共享投影用

于约束两阶段学习一致的底层语义特征, 从而促进

规划阶段与执行阶段之间的协同. 每个阶段中最终

使用的键、值投影矩阵都是由阶段特定投影与共享

投影之和构成的. 随后, 上述查询、键和值的投影共

同作为 MHA模块的输入, 为每个阶段生成对应的

glimpse向量 . 利用该 glimpse向量, 并参照 AM[5]

和 Heter-AM[6]
的解码方式, 分别计算规划阶段和执

行阶段的节点选择概率分布, 并据此从候选集 和

可行集 中采样得到规划节点 与执行节点 . 在
采样策略上, 执行阶段采用标准 softmax, 其动作概

率直接参与策略梯度计算, 可获得有效训练信号. 规
划阶段的输出为不进入最终路径序列的离散中间变

量, 使用标准采样会导致梯度在此处断裂, 故采用

Gumbel-Softmax[25] 进行可微近似, 使路径成本的训

练信号能够回传至规划阶段参数, 实现两阶段的端

到端联合优化.

t

st st

Ft P (at|st) at ∈ Ft

vp
t

上述两阶段决策结构使得 PDSdec的策略空间

相比单阶段解码器得到了拓展. 设时间步 的解码状

态为 , 单阶段解码器将 直接映射为局部可行集

上的概率分布 ,  . PDSdec中, 规划

节点 不进入最终路径序列, 其在策略中的角色等

zt = vp
t , v

p
t ∈ Vt价于潜变量, 记为 . 据此, PDSdec的

策略可形式化为潜变量增强的分层结构:

Pdual(at|st)=
∑

zt∈Vt

Pp(zt|st)·Pr(at|st, zt), at ∈ Ft.

(20)

Pp(zt|st) Vt

Pr(at|st, zt) zt Ft

Pr(at|st, zt) zt ∈ Vt

zt

zt

Pdual

其中 为规划策略在 上的概率分布 ,
为以 为条件的执行策略在 上的概

率分布. 当 对所有 相同时, 上式

退化为与 无关的单一分布, 等价于单阶段策略; 而
当不同的 通过公式 (18)改变执行上下文从而导致

不同的条件分布时,  成为多个不同分布的凸组

合, 能够表达单一分布无法覆盖的多模态动作偏好.
因此, PDSdec的策略空间严格包含单阶段解码器的

策略空间.
Ft

Vt

Ft ⊂ Vt

zt ∈ Vt\Ft

hp
t Pr(·|st, zt)

zt ∈ Ft Pr(·|st, zt)

在 MF-PDP中,  受约束 (8)限制仅包含当前

楼层节点与电梯节点, 而 还包含其他楼层的取送

货节点, 满足 . 上述策略空间的扩展在此具

有明确的结构意义. 当 为其他楼层节点

时, 其嵌入 进入执行上下文, 使 倾向于

为电梯节点分配较高概率以引导车辆向该跨楼层目

标移动. 当 为当前楼层节点时,  倾

向于直接选择同楼层取送货节点. 这种依据不同全

局目标对局部动作产生差异化选择倾向的能力, 是
单阶段解码器对同一状态只能输出固定分布所无法

实现的. PDSdec将全局规划与局部执行显式解耦,
使每一步局部动作都与明确的全局目标相关联, 从
而有效缓解了上述问题.

π = (vr
0, v

r
1, . . . , v

r
t )

X

令序列 表示由 PDSdec生
成的执行节点访问序列, 则对于给定的问题实例 ,
其解码序列的生成概率可分解为:

P (π|X) = Pθ(v
p
0 |X)Pθ(v

r
0|vp

0 , X)·
T∏

t=1

Pθ(v
p
t |vr

1: t−1, v
p
1: t−1, X)

Pθ(v
r
t |vr

1: t−1, vt, X). (21)

θ其中,  表示模型中所有的可学习参数. 

3.3    算法模型训练

DRL-SCFO的训练过程采用基于REINFORCE[26]

的策略梯度方法. 在每个训练实例上, 模型在当前策

略下逐步构造一条完整路径, 并以其总成本作为奖

励, 用于指导策略参数更新. 而前述的双阶段解码机

制仍属于参数化随机策略, 可在 REINFORCE策略

梯度框架下进行优化. 其策略梯度仍为无偏估计量,
在适当的学习率调度下可保证策略参数收敛至局部

最优
[26]. 整体训练流程如算法 1所示, 主要包括规划

阶段与执行阶段的逐步采样、greedy rollout基线的
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X计算以及网络参数的更新. 对于给定的实例 , 策略

梯度的估计形式如下:

∇L(θ|X)=EPθ(π|X)[(c(π|X))−b(X)∇ logPθ(π|X)]
(22)

c(π|X) π X

b(X)

X

X

θ

α = 0.05

其中,  表示路径 在实例 上的总成本 (即路

径长度),  表示 greedy rollout 基线策略在实例

上得到的路径成本, 用于降低梯度估计方差. 对于

每个训练批次, 本文采用 greedy rollout作为基线策

略. 在 greedy rollout基线机制下, 当当前策略在实例

上得到的解优于基线解时, 基线策略将更新为当

前策略. 与传统 Actor-Critic 方法中引入的 Critic 基
线

[5]
相比, 该基线无需额外训练价值网络, 从而在实

际训练过程中具有更好的稳定性. 模型参数 通过基

于该基线的 REINFORCE梯度估计进行更新. 在每

个训练 epoch结束后, 仅当当前策略在性能上显著

优于基线策略时, 才对基线进行更新. 这一显著性统

计检验是通过对当前策略与 greedy rollout基线在路

径总成本上的性能差异进行配对 t 检验来完成的, 验
证对象为一个包含 10 000个实例的独立验证集, 显
著性水平设为 .

　　算法 1　基于REINFORCE的DRL-SCFO训练算法

X E S

B θ θBL α

　　输入: 训练集 , 训练轮数 , 每轮批次数 , 批量大小

, 策略参数 , 基线策略参数 , 显著性水平

θ θBL　　1: 初始化当前策略网络参数 , 

epoch = 1 E　　2: for  to 

step = 1 S　　3:　for   to 

k = 1 B　　4:　　for   to 

Xk ← RandomInstance(X)　　5:　　　  //随机采样

πk　　6:　　　初始化空路径

t← 0　　7:　　　

πk　　8:　　　while 解  未完成 do

vp
t ∼P p

θ,t(v
r
1: t−1, v

p
1:t−1, Xi)　　9:　　　　  //Gumbel-Softmax

vr
t ∼ P r

θ,t(v
r
1: t−1, v

p
1: t, Xi)　　10:　　　　  //Softmax

πt ← [πt−1, v
r
t ]　　11:　　　　

t← t+ 1　　12:　　　　

　　13:　　　end while

πBL
k ← PθBL(Xk)　　14:　　　  // 基线策略采样

　　15:　　end for

∇L　　16:　　使用公式(22)计算得到

θ ← Adam(θ,∇L)　　17:　　

　　18:　end for

OneSidedPairedTTest(Pθ, PθBL) < α　　19:　If   then

θBL ← θ　　20:　　

　　21:　end if

　　22: end for

π　　输出: 可行解 
 

4    实验结果与分析 

4.1    实验设置

U [0,1]2

[1, f ]

(n,m, f)

n

n/2 m

f

在实验中, 所有节点的二维空间坐标均在单位

正方形内随机生成, 即服从二维均匀分布 , 这

与相关研究工作
[6,14]

保持一致. 节点的楼层属性在整

数区间 上独立采样, 服从离散均匀分布. 为准确

刻画MF-PDP的问题拓扑, 本文采用三元组

描述问题规模, 其中 表示取货与送货节点的总数

(即对应 个取送货任务),  表示电梯节点数量,
表示楼层数量. 后续实验分别在三种不同规模的

MF-PDP实例上进行, 即 (20, 3, 3)、(50, 4, 4)和 (100,
5, 5), 分别对应小规模、中规模和大规模的 MF-PDP
问题. 对于不同数据分布与问题规模的组合, 我们分

别生成 10 000个验证实例和 10 000个测试实例用于

性能评估.
在评估阶段, 本文分别报告 greedy与 sampling-

1280两类推理设置下的结果. 其中, greedy表示在每

一步解码时选择概率最大的动作, sampling-1280表
示对每个测试实例采样 1280条完整路径, 并选取其

中代价最小的路径作为最终解. 为保证采样预算的

一致性, 所有基于 DRL的方法在 sampling-1280设
置下均采用相同采样次数 . 后续实验表格通过

Setting列列出各方法对应的求解或推理设置. 

4.2    与基线方法的比较

本节将 DRL-SCFO与多种基线方法进行对比

分析, 包括两种传统优化方法以及四种基于 DRL的

方法. 其中, 两种传统方法分别为 Gurobi[27](一种基

于分支定界 (branch-and-cut)的商业优化求解器)和
OR-Tools[28] (一种开源的启发式求解框架). 四种基

于 DRL的 基 线 方 法 包 括 AM[5]
、 Heter-AM[6]

、

MVMoE[7]
和 RRNCO[11], 相关方法已在研究现状分

析章节中进行介绍 . 对于 Gurobi[27] 和 OR-Tools[28],
本文对单个实例设置了 1 000秒的求解时间限制, 并
仅在小规模 (20, 3, 3)实例上将两者纳入对比, 其中

Gurobi在时限内求得的解作为解质量的参考基准.
在 (50, 4, 4)和 (100, 5, 5)规模实例上, 由于MF-PDP
中电梯节点允许重复访问且约束 (8)(9)引入了跨层

可达性限制, Gurobi的分支搜索空间急剧膨胀, OR-
Tools则难以在其启发式框架下构造满足全部跨层

约束的可行解, 两者均未能在时限内返回结果. 这一

现象并非 MF-PDP所特有, 在经典 PDP中精确求解

器同样仅能处理小规模实例
[6]. MF-PDP更为复杂的
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约束结构进一步加剧了这一局限性. 基于上述原因,
本文仅对它们在小规模实例上的实验结果进行了统

计. 表 1汇总了各方法在不同实例规模下的平均目

标函数值 (Obj.), 与所有对比方法能找到的最优解之

间的性能差距 (Gap), 以及对应的所有实例总的推理

时间.
 
 

表 1     DRL-SCFO 与基线模型的性能比较 (DRL 方法含 greedy 与 sampling-1280 两种设置)

Method Setting
(20, 3, 3) (50, 4, 4) (100, 5, 5)

Obj. Gap Time Obj. Gap Time Obj. Gap Time

Gurobi MIP solver 7.74 1.70% 413.62s — — — — — —

OR-Tools heuristic solver 7.85 3.15% 784.25s — — — — — —

AM greedy 8.44 10.91% 0.81s 15.39 11.68% 1.72s 24.15 9.92% 3.89s

Heter-AM greedy 8.44 10.91% 1.04s 15.38 11.61% 1.93s 24.38 10.97% 3.94s

MVMoE greedy 8.43 10.78% 1.11s 15.37 11.54% 2.25s 24.07 9.56% 2.65s

RRNCO greedy 8.08 6.17% 1.12s 14.83 7.54% 2.40s 23.79 8.28% 8.84s

DRL-SCFO greedy 7.90 3.81% 1.04s 14.62 6.04% 2.70s 23.36 6.33% 7.24s

AM sampling-1280 7.93 4.20% 126.36s 14.22 3.19% 303.60s 22.33 1.64% 527.21s

Heter-AM sampling-1280 7.92 4.07% 404.57s 14.20 3.05% 318.42s 22.22 1.14% 568.43s

MVMoE sampling-1280 7.92 3.94% 463.55s 14.21 3.05% 352.04s 22.28 1.41% 711.17s

RRNCO sampling-1280 7.73 1.58% 478.64s 13.81 0.15% 471.69s 22.05 0.36% 846.51s

DRL-SCFO sampling-1280 7.61 0.00% 483.80s 13.79 0.00% 426.21s 21.97 0.00% 756.27s
 

如表 1所示, DRL-SCFO在两种评估设置下的

解质量均优于各基线方法. 在 (20,3,3)规模实例上,
DRL-SCFO的目标函数值较次优方法 RRNCO降低

了 2.23%, 较 AM、Heter-AM和 MVMoE降低了约

6.3%~6.8%. 附录中还对一个 (20, 3, 3)实例上的注

意力权重分布和路径决策结果进行了可视化分析.
在 (50,4,4)和 (100,5,5)规模实例上 ,  DRL-SCFO同

样取得了最低的目标函数值, 均优于 RRNCO及其

他对比方法. 上述结果表明, DRL-SCFO的解质量优

势源于模型结构本身, 而非依赖高次采样. 在小规模

实例上, 与两种传统方法相比, DRL-SCFO(g)的目标

函数值与 Gurobi较为接近, 且优于 OR-Tools.
在 sampling-1280设置下, 所有 DRL方法均采

用相同的采样次数, DRL-SCFO在各规模上仍取得

了最优的目标函数值, 优于次优方法 RRNCO. 在小

规模实例上, DRL-SCFO(s)的目标函数值优于 Gurobi
和 OR-Tools. 随着问题规模增大 , 各方法之间的

Gap呈现逐步缩小趋势, 这可能与大规模实例中单

个楼层内节点数量增加有关, 使得其他 DRL方法受

跨楼层稀疏拓扑的影响相对减弱.
在推理时间方面, 由于 PDSdec引入了两阶段决

策过程, DRL-SCFO的推理时间略高于 AM等单阶

段解码方法 , 但与 RRNCO处于同一量级 . 在
sampling-1280设置下 ,  DRL-SCFO的推理时间在

(50,4,4)和 (100,5,5)规模上甚至低于 RRNCO. 综合

来看, DRL-SCFO在解质量显著提升的前提下, 所引

入的额外开销并不会成为主要瓶颈. 

4.3    消融实验

为了进一步分析 DRL-SCFO中编码器和解码

器的有效性, 本小节将 DSAenc和 PDSdec分别替换

为 AM的编码器和解码器 (即 AMenc和 AMdec), 来
进行对应的消融实验. 所有消融模型均在相同的超

参数配置下从头训练, 并采用与表 1一致的 greedy
和 sampling-1280推理设置进行评估, 以确保实验结

果的可比性. 各模型在测试集上的性能结果汇总于

表 2中.
 
 

表 2     DSAenc 与 PDSdec 的消融实验

Method Setting
(20, 3, 3) (50, 4, 4) (100, 5, 5)

Obj. Gap Obj. Gap Obj. Gap

AMenc+PDSdec greedy 8.16 7.24% 15.16 9.94% 23.84 8.51%

DSAenc+AMdec greedy 8.00 5.12% 14.77 7.08% 23.72 7.94%

Full model greedy 7.90 3.81% 14.62 6.04% 23.36 6.33%

AMenc+PDSdec
sampling-
1280

7.86 3.22% 14.12 2.41% 22.20 1.01%

DSAenc+AMdec
sampling-
1280

7.64 0.41% 13.84 0.38% 22.15 0.82%

Full model
sampling-
1280

7.61 0.00% 13.79 0.00% 21.97 0.00%

 

如表 2所示, DRL-SCFO在两种解码策略下的

目标函数值均低于各消融变体 , 表明所提出的

DSAenc和 PDSdec在整体模型中发挥了积极作用.
具体而言, 在编码器消融实验中, 采用 AMenc替换

DSAenc后, 目标函数值相较完整模型增加约 1.0%
到 3.5%, 表明 DSAenc在刻画 MF-PDP所固有的复

杂空间关系方面更具优势 . 对于采用 AMdec替换

PDSdec的模型, 其目标函数值相较完整模型至少增

加约 0.38%, 表明在解码阶段, 仅依赖局部单跳邻域
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信息的 AMdec难以充分应对 MF-PDP的全局规划

挑战, 而 PDSdec所引入的两阶段决策机制有助于增

强模型的全局路径规划能力. 此外, 对比结果可以发

现, 其差异显著大于表 2中任一单一组件消融实验

所带来的性能变化. 这说明, 所提出的编码器和解码

器的协同作用能够进一步激发彼此的潜力, 从而促

成了 DRL-SCFO优异的整体性能表现. 这一现象源

于两个模块在信息链路上的功能互补. DSAenc的
inter分支经过 层编码后使节点嵌入显式携带跨楼

层依赖信息, PDSdec的规划阶段在全局候选集 上

选择规划节点后, 通过公式 (18)将其嵌入注入执行

上下文, 从而将全局规划意图转化为局部决策的引

导信号. 当编码器退化为 AMenc时, 节点嵌入不具

备楼层区分性, 规划阶段无法从中提取有效的全局

视野. 当解码器退化为 AMdec时, DSAenc编码的双

视域信息缺乏传递至局部决策的通道. 因此, 两个模

块缺失任一均会削弱另一模块的效能, 完整模型的

性能提升显著大于各单一组件消融所带来的变化. 

4.4    泛化能力分析

µ = (0.5, 0.5)

σ = 0.15 [0, 1]
2

为系统评估 DRL-SCFO的泛化能力, 本节从多

个维度进行实验验证, 包括跨数据分布与问题规模

的泛化、向传统 PDP退化场景的泛化, 以及面向真

实多楼层场景的分布外泛化. 上述实验中, 各方法均

使用在均匀随机分布上训练完成的模型权重, 不进

行重新训练或微调. 具体而言, 所采用的数据分布为

截断二维正态分布, 该分布的均值为 ,
标准差为 , 并截断于正方形区域 内;

所采用的问题规模为 (50, 4, 4)和 (100, 5, 5)这两种

更大的问题规模, 以及一种 (20, 0, 1)的退化情形. 相
应的实验结果汇总于表 3中. 需要指出的是, (20, 0,
1)的设置对应了一种不存在电梯且所有节点均位于

同一楼层的特殊 MF-PDP, 实际上就等价于传统的

PDP. 因此, 这一实验可进一步评估 DRL-SCFO在传

统 PDP场景下的泛化能力. 如表 3所示, DRL-SCFO
在 greedy和 sampling-1280两种解码策略下均取得

了较低的目标函数值. 在 (50, 4, 4)和 (100, 5, 5)两
种更大规模实例上, 即使在数据分布发生变化且问

题规模增大的情况下, DRL-SCFO的目标函数值较

RRNCO在 greedy设置下仍分别降低了 1.3%和 7.8%.
此外, 在 (20, 0, 1)规模问题上的实验结果表明,

DRL-SCFO在向传统 PDP场景迁移时仍能够取得

较好的求解效果. 值得注意的是, RRNCO在该退化

场景下性能显著下降, 其目标函数值远高于其他方

法, 这表明 RRNCO的边特征编码机制对多楼层拓

扑结构存在较强依赖, 在电梯节点缺失时难以有效

泛化. 相比之下, DRL-SCFO在该场景下仍保持了较

好的求解质量, 体现了更强的跨场景可迁移性. 综合

以上结果可以看出, DRL-SCFO在不同问题设置下

都具有较好的泛化表现, 这使得其在面向实际 MF-
PDP及传统 PDP场景时, 有望减少对模型重新训练

的依赖, 体现了模型在不同场景下的可迁移性和可

用性.
上述实验基于合成数据分布验证了模型的泛化

能力. 为进一步评估 DRL-SCFO在分布外真实多楼

层拓扑上的适用性, 本文采用 Wang等人
[29]

公开发

布的真实三维多楼层建筑数据 (含 18个主要楼层

及 69个电梯位置)作为空间分布来源, 从中采样构

造与主实验规模一致的 MF-PDP测试实例 (每规模

10 000个), 仅节点的空间分布来自真实场景. 各方法

均使用在均匀随机实例上训练的权重直接推理.
如表 4所示, DRL-SCFO在三种规模上均取得

了最低的目标函数值 , 与对比实验结论一致 . 在
(100, 5, 5)大规模实例上, DRL-SCFO仍优于次优方

法 RRNCO, Gap为 1.03%, 表明方法在大规模真实

场景分布下仍具竞争力 . 此外 ,  MVMoE在小规模

(20, 3, 3)上退化明显, Gap达 46.97%, 但在中大规模

上收窄至 8.25%, 说明其混合专家结构在节点数较

 

表 3     模型在不同问题规模和正态分布数据集上的泛化性能

Method Setting
(50, 4, 4) (100, 5, 5) (20, 0, 1)

Obj. Gap Obj. Gap Obj. Gap

AM greedy 8.77 12.29% 14.71 14.03% 3.02 13.96%

Heter-AM greedy 8.67 11.01% 13.81 7.67% 3.29 24.15%

MVMoE greedy 8.73 11.78% 14.59 10.54% 3.21 21.13%

RRNCO greedy 8.53 9.22% 14.70 13.95% 5.29 99.62%

DRL-SCFO greedy 8.42 7.81% 13.56 5.12% 2.86 7.92%

AM
sampling-
1280

8.07 3.33% 13.78 6.82% 2.72 2.64%

Heter-AM
sampling-
1280

8.13 4.10% 13.59 3.49% 2.82 6.42%

MVMoE
sampling-
1280

7.99 2.30% 13.57 5.19% 2.81 6.04%

RRNCO
sampling-
1280

7.91 1.28% 13.70 6.20% 4.84 82.64%

DRL-SCFO(s)
sampling-
1280

7.81 0.00% 12.90 0.00% 2.65 0.00%

 

表 4     真实场景数据分布下 DRL 方法性能比较

Method
(20, 3, 3) (50, 4, 4) (100, 5, 5)

Obj. Gap Obj. Gap Obj. Gap

AM 4.81 8.22% 8.46 6.09% 13.06 2.92%

Heter-AM 4.81 8.22% 8.41 5.44% 13.22 4.23%

MVMoE 6.53 46.97% 8.63 8.25% 13.73 8.25%

RRNCO 4.53 2.11% 8.10 1.03% 12.82 1.03%

DRL-SCFO 4.44 0.00% 7.98 0.00% 12.69 0.00%
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少时难以充分激活 .  Heter-AM与 AM表现接近 ,
Gap均在 4%到 8%之间, 表明异构注意力机制在分

布外拓扑上未带来额外增益. 

5    结　论

为应对现实世界中存在的多楼层取送货问题给

现有路径优化方法所带来的挑战, 本文给出了 MF-
PDP这一问题的形式化定义, 即一类具有子区域间

稀疏连接拓扑结构的新型 PDP变体. 在此基础上,
设计了一种基于深度强化学习的稀疏跨层路径优化

方法 DRL-SCFO. 该方法通过双视域空间注意力编

码器 (DSAenc), 分别刻画同楼层内的密集交互关系

与跨楼层间的稀疏连接结构; 同时, 引入“潜在规划-
实际执行”双阶段解码器 (PDSdec), 在全局规划与局

部执行之间建立协同机制, 从而有效缓解 MF-PDP
中由楼层间连接稀疏特性带来的决策挑战. 实验结

果表明, DRL-SCFO在不同 MF-PDP实例上相较于

多种主流路径规划方法取得了更优的求解性能, 并
在不同数据分布及问题规模 (包括退化为传统 PDP
的情形)下保持了稳定的求解质量, 体现出较好的泛

化能力.
未来的工作将从两个层面进一步拓展本文方法.

在方法通用性方面, 将进一步完善DSAenc和 PDSdec
的结构设计, 使其在不依赖特定问题结构假设的情

况下仍能保持较高的求解效率, 从而将 DRL-SCFO
的适用范围扩展至传统的 PDP乃至更一般的 VRP
问题. 在问题建模方面, 当前模型假设车辆具有无限

容量且电梯可即时通行, 而实际场景中车辆载重有

限、电梯存在等待与运行时间. 对于有限容量约束,
可在解码阶段维护车辆剩余容量状态并据此动态收

紧可行集的掩码条件, 该扩展不改变双阶段决策的

基本架构, DSAenc所建模的空间拓扑关系亦不受容

量约束的影响. 对于电梯等待时间, 可将其显式纳入

总路径代价, 即在计算跨楼层路径代价时叠加电梯

的预估等候与运行耗时, 同时在节点特征中加入时

间代价相关特征以增强编码器对动态通行代价的感

知能力. 上述扩展有望在保持现有编码与解码机制

核心设计的前提下, 进一步提升模型在实际多楼层

运输场景中的适用性.
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