
 

基于图神经网络与冲突搜索的多机械臂协同路径规划方法
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摘　要: 针对复杂受限环境下多机械臂协同路径规划中搜索空间维度高、冲突频繁且规划效率难以保障的问题,

提出一种基于图神经网络与冲突搜索相结合的多机械臂协同规划方法 (GNN-CBS). 首先, 在随机几何图构建阶

段引入关键区域偏置采样策略, 基于高斯混合模型对障碍物间约束通行区域与机械臂间交互冲突区域进行概率

建模, 在保证采样完备性的同时提升图结构连通性; 然后, 设计基于复合损失函数训练的底层神经规划器, 引导局

部决策与全局路径结构一致性, 从而降低冗余搜索与碰撞检测开销; 此外, 在高层采用基于冲突搜索的协调机制,

并结合时空约束掩码机制, 在冲突发生时仅对局部搜索空间进行调整, 实现多机械臂几何规划与时空协调的有效

解耦; 最后, 通过仿真实验与真实机器人系统验证表明, 所提出方法在复杂多机械臂场景中能够保持较高的任务

成功率, 且在规划时间与计算效率方面优于多种传统规划方法及学习型基线, 验证了该方法在处理大规模协同任

务时的稳定性和可扩展性.
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Abstract: To address the high-dimensional search space, frequent conflicts,  and limited planning efficiency in multi-
arm  collaborative  path  planning  in  complex  constrained  environments,  a  multi-arm  collaborative  planning  method
integrating  graph  neural  networks  with  conflict-based  search  (GNN-CBS)  is  proposed.  First,  a  key-region-biased
sampling  strategy  is  introduced  during  random  geometric  graph  construction.  Gaussian  mixture  models  are  used  to
probabilistically  model  constrained  passage  regions  between  obstacles  and  inter-arm  interaction  conflict  regions,
thereby  improving  graph  connectivity  while  preserving  sampling  completeness.  Second,  a  low-level  neural  planner
trained  with  a  composite  loss  function  is  designed  to  promote  consistency  between  local  decisions  and  global  path
structures,  reducing  redundant  search  and  collision-checking  costs.  In  addition,  a  high-level  coordination  mechanism
based  on  conflict-based  search,  together  with  spatiotemporal  constraint  masking,  adjusts  only  locally  affected  search
spaces  when  conflicts  arise,  thereby  effectively  decoupling  geometric  planning  from  spatiotemporal  coordination.
Simulation  and  real-robot  experiments  demonstrate  that  the  proposed  method  maintains  a  high  task  success  rate  in
complex multi-arm scenarios and outperforms multiple conventional planning methods and learning-based baselines in
planning time and computational efficiency, demonstrating its stability and scalability in large-scale collaborative tasks.
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0    引　言

随着工业自动化与智能制造技术的持续发展,
多机械臂系统 (MMS)已广泛应用于精密装配

[1]
、复

杂构件操作
[2]
及高密度物流

[3-4]
等场景, 并逐步拓展

至柔性制造、仓储分拣与服务机器人等应用中. 通过

多执行器在空间与时间维度上的协同配合, 多机械
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臂系统能够在有限工作空间内显著提升作业效率与

任务灵活性. 然而, 系统规模的扩展会加剧路径冲突

与协调负担, 对运动规划和安全协调提出了更为严

苛的要求
[5].

多机械臂路径规划 (MAPP)是保障系统安全高

效运行的核心问题之一, 其指在关节空间中寻找一

组无碰撞路径, 将各个机械臂末端执行器移动到姿

态目标
[6]. 与单机械臂情形相比, 多臂系统的复合构

型空间由各单臂构型空间的笛卡尔积构成, 其维度

随机械臂数量增加而快速升高, 搜索空间规模呈指

数级扩张. 此外, 在存在静态障碍物与机械臂间相互

干涉的协作环境中, 自由空间往往呈现高度受限的

“窄通道”结构, 使得高维非线性碰撞边界的显式建

模与搜索在计算上更加困难, 进一步加剧多臂路径

规划的求解复杂性
[7].

针对上述问题, 已有研究从不同建模与协调机

制出发展开探索. 第一类方法是基于耦合建模的协

同规划策略, 其将多个机械臂视为统一复合系统, 并
在联合构型空间中直接搜索无碰撞路径. 典型方法

包括基于图搜索的 Dijkstra[8]、A*[9] 以及基于采样扩

展的 RRT*[10]、RRT-Connect[11] 等. 该类方法能够统

一处理环境碰撞与机械臂间干涉, 但联合构型空间

维度随机械臂数量增加而迅速升高, 导致搜索效率

急剧下降. 近年来, GNN-Explorer[12] 等神经引导方法

利用图神经网络预测随机几何图上的边可行性, 以
减少碰撞检测开销; 然而, 该类方法仍主要依赖联合

空间建模或集中式图搜索, 在多机械臂规模增大时

可扩展性受限.
第二类方法是基于解耦协调的协同规划策略,

其通常先为各机械臂分别生成几何路径, 再通过优

先级、等待或安全区间机制进行时序协调. 优先规划

方法
[13]

通过设定执行顺序降低求解复杂度, Stop-N-
Go方法

[14]
通过插入停顿点或调整时间戳消解轨迹

冲突; 安全区间路径规划 SIPP[15] 及其连续时间扩展

方法 PSIPP/CTC[16-17]
则进一步刻画路径节点与边上

的安全时间区间. 该类方法计算效率较高, 但依赖初

始单臂路径质量; 当共享空间中冲突频繁或耦合关

系较强时, 往往需要引入较多等待与让行, 甚至陷入

局部协调困难.
第三类方法是基于冲突搜索的分层规划框架.

冲突搜索 (CBS)[18] 通过高层约束树分解主体间冲

突, 并在低层针对新增约束重新求解受影响主体的

路径. 在机械臂协同规划中, CBS-MP等方法
[19]

将

CBS引入连续构型空间规划, 通过低层 Dijkstra图
搜索生成满足约束的单臂路径, 从而在避免直接搜

索联合构型空间的同时实现系统化冲突协调. 此类

方法兼顾了解耦规划效率与集中协调可靠性, 但整

体性能高度依赖低层规划器效率; 当冲突数量增加

或低层搜索代价较高时, 约束树扩展会带来显著的

重复计算开销.
第四类方法是基于分布式强化学习的协同规划

方法, 该类方法将各机械臂视为独立智能体, 在局部

观测和有限通信下学习协同策略. Prianto等[20-21]
将

SAC与 HER用于多机械臂路径规划, 直接学习高维

连续空间中的无碰撞路径; D-MAMP[22] 采用去中心

化学习, 使机械臂仅依赖局部观测完成协同规划, 并
借助专家示范提升训练效率和跨规模泛化能力. 该
方法推理速度快, 但依赖训练数据和交互环境覆盖

范围, 在复杂受限场景下仍面临泛化性不足、安全约

束难以显式保证和可解释性较弱等问题.
第五类方法是近年来兴起的基于生成式模型的

协同规划方法. 该类方法利用扩散模型、流匹配等框

架学习高维轨迹分布, 为复杂运动规划生成多样化

候选解. 基于流匹配的策略生成方法
[23-24]

能够提升

连续轨迹生成与机械臂路径优化能力; DG-MAP[25]

则通过单臂轨迹生成与成对冲突修复的分层框架,
将生成式模型扩展到多机械臂协同规划. 总体而言,
生成式方法具有表达多峰轨迹分布的潜力, 但仍面

临训练成本较高、物理约束显式保证不足以及工程

部署成熟度有限等问题.
因此, 现有方法在高维受限空间中仍难以同时

兼顾搜索效率、解的可行性与系统扩展性. 受神经引

导规划
[12]

与冲突搜索理论
[19]

的启发, 本文提出一种

“几何—时空解耦”的混合式规划方法 GNN-CBS.
该方法并非简单地将神经网络与冲突搜索串联, 而
是在随机几何图上利用图神经网络学习低层几何连

通先验, 并通过高层冲突搜索机制系统化消解多机

械臂间的时空冲突, 同时借助时空约束掩码机制减

少约束树扩展过程中的重复推理与搜索开销. 本文

的主要工作与贡献如下:
1) 提出一种基于关键区域引导的随机几何图构

建方法, 通过对障碍物间约束通行区域与机械臂间

交互冲突区域进行偏置采样, 增强高维受限空间中

的图连通性.
2) 设计一种基于复合损失函数训练的低层神经

规划器, 引导模型学习具备结构一致性的规划策略,
从而减少无效搜索与冗余碰撞检测.

3) 引入基于冲突搜索的高层协调机制, 并结合

时空约束掩码机制, 实现多机械臂间几何规划与时

空协调的有效解耦. 
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1    多机械臂协同建模与 CRGG 构建 

1.1    多机械臂路径规划问题

M i

ni

qi ∈ Rni

Csys

多机械臂系统的运动规划核心在于处理高维度

的构型空间拓扑. 设系统由 个机械臂组成, 第 个

机械臂拥有 自由度 , 其构型由关节变量向量

唯一确定
[6]. 整个协同系统的复合构型空间

定义为各单臂构型空间的笛卡尔积:

Csys = C1 × C2 × . . .× CM ⊆ RN . (1)

N =
M∑
i=1

ni其中 为系统的总自由度.

Qstart Qgoal

τ : [0, T ]→ Csys

多机械臂路径规划问题被定义为: 给定系统的

起始构型 和目标构型 , 寻找一条连续的

时间参数化轨迹 , 使得该轨迹满足

以下两个核心约束:

τ(0) = Qstart τ(T ) = Qgoal

1) 边界约束 : 满足规划任务的起止要求 , 即
且 .

Q ∈ τ

Cfree
Cfree = Csys \ Cobs Cobs

2) 无碰撞约束: 轨迹上的任意一点 必须

位于系统的自由空间 内 . 自由空间定义为

, 障碍物空间 定义如下:

Cobs = {Q ∈ Csys | ∃i,Ri(qi) ∩ O ̸= ∅ ∨
∃i ̸= j,Ri(qi) ∩Rj(qj) ̸= ∅}. (2)

Cobs Ri(qi)

O
即 包含了所有机械臂占据的物理体积

与静态环境 发生重叠, 或任意两个机械臂之间发

生物理干涉的构型集合.
N在多臂协同场景下, 随着系统总自由度 的增

加, 复合构型空间规模快速扩张, 传统搜索方法易受

到维数灾难影响; 同时, 共享操作区域与机械臂间相

互干涉会使自由空间呈现受限的“通道效应”, 进一

步降低可行区域连通性并增加路径规划难度.
Cobs此外, 在高维空间中显式计算非线性的 边界

在计算上是不可行的. 因此, 本研究采用基于随机几

何图 (RGG)的离散化建模方法, 通过隐式碰撞检测

来近似连续空间的连通性, 将连续路径规划问题转

化为图搜索问题. 

1.2    基于随机几何图的离散化建模方法

Csys Cobs由于 是高维连续流形, 直接解析求解 的

边界在计算上不可行. 因此, 本研究采用概率路图法

(PRM)思想, 将连续路径规划问题转化为离散的随

机几何图 (RGG)搜索问题.

G(V,E) V Qstart

Qgoal Cfree n

E

我们将离散化后的搜索模型定义为无向图

. 如图 1所示, 顶点集 由起始构型 、

目标构型 以及在自由空间 中采样的 个无

碰撞构型集合组成; 边集 则包含所有满足距离约

束与无碰撞约束的节点对:

E = {(Qi,Qj) ∈ V × V | ρ(Qi,Qj) ⩽ rn ∧
CollisionFree(Qi,Qj)}, (3)

rn = γ(
logn
n

)1/N . (4)

γ N

rn n

其中,  为与空间体积相关的常数,  为系统总自由

度. 连接半径 需随采样点数 的增加而动态调整,
以保证规划问题的渐进最优性.

G π = {v1, v2, . . . ,

vk}

经过 RGG离散化后, 多机械臂路径规划问题可

转化为在图 中寻找最优顶点序列

的优化问题. 该问题描述如下:

min
π

J(π) =
k−1∑
i=1

w(vi, vi+1)

s.t. v1 = Qstart, vk = Qgoal

(vi, vi+1) ∈ E, ∀i ∈ {1, . . . , k − 1}. (5)

J(π) w(·)其中, 目标函数 表示路径总代价,  为连接相

邻顶点的边的权重 (通常定义为欧几里得距离).
传统的 RGG建模通常依赖均匀采样 (Uniform

Sampling), 但在多臂协同的高维受限空间中, 均匀采

样在广阔无障碍区会产生大量冗余节点, 而在任务

空间的关键区域覆盖不足, 导致图连通性中断, 进而

引发规划失效. 针对上述局限, 第 1.3节在通用 RGG
框架基础上进一步提出关键区域偏置采样改进方法. 

1.3    基于关键区域偏置采样的随机几何图建模方法

为了解决均匀采样在处理高维受限空间时的效

率瓶颈, 本文在通用 RGG框架基础上提出基于关键

区域偏置采样的随机几何图建模方法 (CRGG). 该方

法的核心思想是利用高斯分布对关键区域进行概率

建模, 并通过解析机械臂的运动学特性, 将低维任务

空间的几何约束映射为高维关节空间的采样概率密

度函数. 

1.3.1    关键区域定义与任务空间单中心高斯建模

如图 2所示, 在多机械臂协同作业中, “关键区

域”定义为构型空间中对连通性起决定作用但体积

占比较小的子集. 本文将其界定为两类物理约束域:
其一为障碍物间约束通行区域 (Obstacle-Constrained

 

Qgoal

Qs tar t

图 1    RGG 建模示意图
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Free Regions), 即由静态环境围成的物理通道, 是导

致采样路径中断的主要成因. 该区域并不局限于极

窄通道, 而是泛指由多个障碍物共同约束形成、对构

型空间连通性具有决定性影响的可通行区域; 其二

为 机 械 臂 间 交 互 冲 突 区 域 (Inter-Manipulator
Interaction Conflict Regions), 即多臂共用的重叠协作

域, 该区域存在强烈的动态耦合与避障约束.
 
 

(a)   障碍物间约束通行区域

(b)   机械臂间交互冲突区域

图 2   关键区域示意图
 

R3

xcrit xcrit

针对此类区域 , 首先在低维任务空间 (Task
Space,  )建立单模态概率模型. 设由高层任务规划

器提供的关键几何中心点为 . 构建一个以

为均值向量、以几何约束为协方差的单中心多元高

斯分布:

x ∼ N (µtask,Σtask), 其中 µtask = xcrit. (6)

Σtask协方差矩阵 量化了末端执行器在不发生

碰撞前提下的允许空间波动范围, 由几何约束项与

基础容忍度共同决定:

Σtask = min(Mobs,Minter) + ϵ · I. (7)

Mobs = diag(r2
gap)

rgap

Minter = diag(d2
safe) dsafe

ϵ

其中, 障碍物约束项 由物理通道

半径 决定, 间隙越窄, 采样越集中; 交互约束项

由机械臂间动态安全距离

决定;  为任务容忍度参数, 代表任务允许的最小控

制误差. 

1.3.2    构型空间多逆解映射与 GMM 构建

xcrit

Pbias(q)

由于机械臂运动学存在冗余性, 一个任务空间

位姿 通常对应关节空间中的多个逆运动学解

(IK Solutions). 因此, 单一的任务空间高斯分布映射

到关节空间后, 会在多个可行关节构型附近形成若

干局部采样分支. 本研究采用高斯混合模型 (GMM)
来描述这一偏置采样分布 . 如图 3所示, 构
建过程如下:

xcrit

K

Qseed = {q(1)
seed, . . . , q

(K)
seed}

1. 多逆解种子生成: 对关键点 进行逆运动

学求解 , 获得一组包含 个不同构型的种子集合

, 代表机械臂通过关键区

域时的一组可行姿态分支.

q(k)
seed

J(q) Σtask

x = f(q) d

2. 局部协方差映射: 利用线性化误差传播原理,
对于每一个种子构型 , 通过末端运动学雅可比

矩阵 将任务空间协方差 映射至关节空间.
该映射基于种子构型附近的一阶线性近似, 设任务

空间变量为 , 其维度为 , 则雅可比矩阵定

义为

J(q) =
∂x

∂q
, J(q) ∈ Rd×n. (8)

n d

d = 3

d = 6 J †

其中 为机械臂关节自由度,  为任务空间约束维度

(例如仅约束末端位置时 , 约束完整位姿时

). 利用其 Moore–Penrose伪逆 , 关节空间局

部协方差近似为

Σ(k)

joint ≈ J(q(k)
seed)

†Σtask(J(q
(k)
seed)

†)T . (9)

Pbias(q) K

3. GMM 分布定义: 最终的关节空间偏置分布

定义为以 个种子构型为中心的高斯分量

加权和:

Pbias(q) =
K∑

k=1

ϕk · N (q | q(k)
seed,Σ

(k)

joint). (10)

ϕk k
K∑

k=1

ϕk = 1

其中 为第 个高斯分量的权重系数 (满足

).
 
 

xcri t

障碍物间
约束同行区域

机械臂间
交互冲突区域

xcri t

关键区域偏置采样

关节空间任务空间z

x

y
xcr i t

逆向
动力学

(k)J(q )seed

N (μ , Σ )task task

(1) (2) (K)q ,  q , ... , q   seed seed seed

图 3   关键区域偏置采样流程
  

1.3.3    全局混合采样策略

为了平衡算法对关键区域的深度搜索能力与对

全图的广度探索能力 (概率完备性), 本文将关键区

域偏置采样分布与均匀采样分布进行加权混合, 构
建全局采样分布:

Pglobal(q) =
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λ
M∑

m=1

wm · P (m)
bias(q) + (1− λ) · Puniform(q), (11)

wm =
Vm · α(Tm)
M∑
j=1

Vj · α(Tj)

. (12)

λ ∈ (0, 1)

wm

M∑
m=1

wm = 1 m

Vm α(Tm)

其中,  为偏置采样比例系数, 用于调节关

键区域探索与全局探索之间的权衡. 权重系数 满

足 , 并根据第 个关键区域的物理体积

与任务重要性 动态分配, 用于平衡关键区

域引导与全局探索的采样比例. 

2    基于 GNN-CBS 的协同路径规划算法 

2.1    算法总体架构

针对多机械臂协同作业中高维构型空间的几何

复杂性与多机械臂时空耦合的组合复杂性挑战, 本
研究提出一种基于图神经网络与冲突搜索相结合的

多机械臂协同规划方法 (GNN-CBS). 如图 4所示 ,
该方法建立在第一部分所述的关键区域偏置随机几

何图 (CRGG)基础之上, 通过分层机制实现高效求

解.
 
 

A. 高层 CBS 规划器: 多机械臂时空冲突协调 C. 时空约束掩码: “几何-时空” 解耦

B. 低层 GNN 规划器: 各机械臂避障路径规划

多机械臂任务定义 基于冲突的搜索算法 (CBS)

机械臂 a i

机械臂 a j

v

t

t - 1

碰撞冲突检测 ‹a , a , v, t›i j

约束树 (CT)

碰撞约束
Ω : ‹a , v, t›1 i

碰撞约束
Ω : ‹a , v, t›2 j

碰撞约束 Ω

GNN 几何先验

时空约束掩码机制

t
t - 1

 

∞ if ‹a , v, t›   Ω ∃ i ∩

Cost(v, t|Ω) =

 
‹a , v, t›   Ω i ∩

碰撞冲突

选择次
优节点

P = 0.8
P = 0.4

P = 0.3
P = 0.2

各
机
械
臂
最
优
路
径
规
划

环境建模 CRGG

G(V, E)
点特征 v i

边特征 e i j

多臂全局编码 cbase

障碍物编码 Eobs

GNN 框架

编码层 Encoder 信息传递层 Processor

Node/Edge
MLP

Obstacle
MLP

Cross-
Attention

Mechanism

静态特征

x i
ε i j

信息传递层 Processor

k = 1,2,...,K
Messing Passing Layers

解码层 Decoder

M
L

P

概率矩阵 Ps tat ic

Training Losses
L (Imitation)mult i

L (Safety)edge

L (Exploration)entropy

路径时空约束掩码

路径规划推理 (Online Inference)

概率优先
贪婪搜索

概
率

递
减 ...

×

...

e (0.8)i1

e (0.4)i2

e (0.3)i3

e (0.2)i4

e (0)i j

延迟碰撞检测

仅针对选中边
进行碰撞检测

图 4   GNN-CBS 算法框架
 

在高层 (High-Level), 算法采用基于冲突的搜索

(CBS)来处理多机械臂间的时空冲突. CBS通过维

护约束树 (Constraint Tree)检测路径冲突, 并将复杂

的多臂协同问题分解为一系列受限的单臂规划子问

题, 通过时空约束引导底层进行快速重规划.

在低层 (Low-Level), 每个机械臂配备独立的

GNN规划器, 在 CRGG上进行边的概率推断, 实现

对候选边的优先级排序. 通过优先扩展高收益、低风

险连接, 并配合神经引导的延迟碰撞检测策略, 算法

能够减少无效扩展与冗余碰撞检测, 从而提升低层

几何路径搜索效率.

高低层之间通过“约束下发”与“路径回传”形

成闭环迭代 . 高层 CBS负责时空逻辑协调 , 低层

GNN负责几何路径求解; 二者之间进一步引入时空

约束掩码机制, 将高层生成的时空约束映射为低层

搜索过程中的候选过滤条件. 该机制能够在复用低

层静态几何先验的基础上, 仅对违反当前时空约束

的节点或转移进行屏蔽, 从而避免每次约束树扩展

时重复执行完整的 GNN前向推理.
因此, 本文方法并非简单地将神经引导规划与

冲突搜索进行串联. 与仅依赖 GNN进行集中式路径

推断的神经引导规划方法
[12]

相比 ,  GNN-CBS将

GNN限定于低层几何连通先验学习 , 并由高层

CBS系统化处理多机械臂之间的时空冲突; 与传统

CBS-MP等
[19]

方法相比, 本文不再完全依赖低层确

定性图搜索, 而是利用 GNN提供的边转移优先级减

少无效搜索和碰撞检测开销. 通过这种"低层神经几

何先验—高层冲突搜索协调—时空约束掩码接

口"的有机结合, 本文方法在保持 CBS显式冲突协调

框架完备性的同时, 借助神经先验显著提升了搜索

效率, 实现了规划效率与协调可靠性的有效兼顾.
 

2.2    GNN 引导的低层神经规划器

低层规划器用于求解高层 CBS分解得到的单

机械臂路径规划子问题 . 其核心是以图神经网络

第x期 林逸阳 等: 基于图神经网络与冲突搜索的多机械臂协同路径规划方法 5



(GNN)为驱动引擎, 通过习得的环境特征实现对随

机几何图搜索过程的智能引导. 本规划器遵循“神经

引导, 物理验证”的准则: 利用 GNN推断出的转移

概率对搜索分支进行优先级排序, 仅在扩展高概率

边时调用物理引擎进行安全碰撞检测. 其具体架构

如图 4所示. 

2.2.1    特征编码器: 静态几何与环境嵌入

编码器 (Encoder)旨在提取图的静态上下文特

征. 这些特征在后续的消息传递过程中保持不变, 充
当环境“底图”.

vi

qi qgoal

xi

对于 CRGG中的每个节点 , 网络通过拼接构

型 、目标 及其多尺度差分特征, 构建静态节点

嵌入 :
xi = MLPnode(qi ⊕ qgoal ⊕ (qi − qgoal)⊕

(qi − qgoal)
2 ⊕ cbase). (13)

⊕ cbase

eij

其中 表示向量拼接,  为多臂场景下的全局布

局编码, 用于刻画多机械臂基座位置、相对空间分布

及任务结构等协同上下文信息. 同理, 提取相邻节点

的构型特征生成静态边嵌入 .

eij = MLPedge(qi ⊕ qj ⊕ (qi − qj)). (14)

Eobs

xenv
i eenv

ij

为精准感知环境障碍物, 模型引入交叉注意力

机制. 首先将障碍物信息编码为嵌入序列 . 随后,
通过注意力模块, 利用节点或边的配置特征作为查

询, 与障碍物嵌入进行交互, 生成融合环境信息的特

征 和 :

xenv
i = Attn(Q = Fv(qi), K = Eobs, V = Eobs),

(15)

eenv
ij = Attn(Q = Fe(qi ⊕ qj),

K = Eobs, V = Eobs). (16)

Xi = [xi ⊕ xenv
i ] Eij = [eij ⊕ eenv

ij ]

该机制使得网络能根据当前位置动态聚合特定

的障碍物特征, 从而识别出潜在的可通行空间. 最终,
每个节点和边都拥有一组完整的静态特征集合 :

和 .
 

2.2.2    处理器与解码器: 动态价值传播与策略推理

Xi

h(k)
i

处理器 (Processor)在静态特征 的支撑下, 演
化动态隐状态 . 该过程采用“目标种子”策略进

行初始化, 并通过多轮迭代模拟价值信号从目标点

向全图的扩散.

h(0)
i vseed

sgoal

为了建立明确的价值传播源, 定义初始隐状态

. 网络仅在距离目标最近的节点 处注入可学

习的种子向量 , 其余节点初始化为零:

h(0)
i =

{
sgoal, if vi = vseed

0, otherwise
(17)

h(0)
i 在后续迭代中作为恒定的势能中心, 与静态

特征共同驱动信息流动.
k ∈ {1, . . . ,K}

vj vi

m(k)
ij

在第 轮迭代中, 网络显式融合

静态特征与动态状态. 首先, 计算从 传向 的消息

, 该消息由两端的动态状态差分及静态边特征

决定:

m(k)
ij = MLPmsg(Eij ⊕ h(k−1)

i ⊕ h(k−1)
j ). (18)

vi Xi

h(0)
i h(k−1)

i

随后, 节点 聚合邻域消息, 并将静态特征 、

初始种子 与上一轮状态 进行拼接, 通过更

新函数计算新的隐状态:

h(k)
i = MLPupd(Xi ⊕ h(0)

i ⊕ h(k−1)
i ⊕

∑
j∈N (i)

m(k)
ij ).

(19)

K h(K)
i

Xi zi

Pij

通过学习每一轮更新中的物理几何信息和目标

源头, 确保信息传播始终受制于环境拓扑约束. 经过

轮迭代, 解码器 (Decoder)利用最终隐状态 与

静态特征 生成规划表征 . 策略网络根据相邻节

点的表征差异 (模拟价值梯度)及边特征, 输出转移

概率 :

zi = MLPdec(Xi ⊕ h(K)
i ), (20)

Pij = σ(MLPpol(zi ⊕ (zi − zj)⊕ Eij)). (21)

σ

P ∈ RN×N

其中 为 Sigmoid激活函数 . 输出的概率矩阵

被用于 GNN路径规划的启发式引导, 实
现对边的“有目的”筛选. 

2.2.3    复合损失函数设计

Ltotal

为了训练出兼具安全性与长远视野的规划策略,
本研究设计了由三部分组成的复合损失函数 :

Lmulti

τ = {v1, v2, . . . , vT}

多步行为克隆损失  : 为了使模型掌握连

贯的路径规划逻辑并减少序列决策中的误差累积,
本研究利用 Dijkstra算法生成的完整专家最优路径

进行监督训练 . 多步行为克隆

损失定义为路径上所有单步交叉熵损失的均值:

Lmulti =
1

T − 1

T−1∑
t=1

LCE(π(·|vt), yt+1). (22)

yt+1 vt+1

LCE

其中,  为专家路径中下一跳节点 在邻居集合

中的索引标签;  为交叉熵损失函数.

vt

vt+1

与离散的单步采样不同, 该损失函数对路径上

的每一步决策进行约束, 要求网络在当前节点 的

邻域内准确预测出专家选择的下一跳节点 .
Ledge

Ecoll

边可行性损失 : 为确保路径的几何安全性,
通过二分类惩罚机制, 对指向障碍区域或穿越碰撞

边的动作概率进行约束, 强制网络对不可行边集合

输出趋近于 0的概率值:

Ledge =
1

|Ecoll|
∑

(u,v)∈Ecoll

π(v|u)2. (23)
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Ecoll其中,  表示当前图中所有与环境障碍物发生几

何相交的不可行边集合.
Lentropy策略熵正则损失 : 通过增加输出分布的

平滑度来鼓励模型在训练初期的探索能力, 防止策

略过早塌缩至局部最优解:

Lentropy = −
1

|Efree|
∑

(u,v)∈Efree

π(v|u) log(π(v|u)+ϵ).

(24)

Efree
ϵ

其中,  表示图中所有不与障碍物相交、可安全通

行的可行边集合,  为极小常数.
Ltotal = αLmulti+

βLedge + γLentropy

最终总损失函数定义为

, 通过加权平衡模仿精度、安全约

束与探索能力. 

2.3    CBS 高层冲突协调规划器

在双层架构中, 高层规划器采用了基于冲突的

搜索 (CBS)算法来处理多机械臂路径之间的时空冲

突协调问题. CBS通过维护一棵约束树 (CT), 将复

杂的多臂协同问题分解为一系列受时空约束限制的

单臂路径规划子问题. 

2.3.1    冲突检测与约束生成

⟨ai, aj, v, t⟩ ai aj

t v

CBS并不直接在联合构型空间中进行搜索, 而
是监测多条单臂路径在时间与空间维度上的干涉情

况. 定义冲突元组 , 表示机械臂 和 在

时刻 同时占据了同一拓扑节点 .
当检测到冲突时, CBS将当前 CT节点分裂为

两个子节点, 分别施加互斥的冲突约束:

Ω1 = Ω ∪ {⟨ai, v, t⟩}, Ω2 = Ω ∪ {⟨aj, v, t⟩}. (25)

⟨ai, v, t⟩ ai t

v

其中, 约束 禁止机械臂 在时刻 访问节点

. 通过约束树扩展, CBS将多机械臂时空冲突逐步

转化为带约束的单臂规划子问题, 从而实现系统化

冲突消解. 

2.3.2    时空约束掩码机制与几何-时空解耦

为了解决高层 CBS算法在动态冲突约束下需

频繁重推理的瓶颈, 本文引入时空约束掩码机制, 实
现了几何推理与时空协调的深度解耦.

Ω

该机制的核心思想是 : 低层 GNN预先输出

CRGG上的静态边转移概率, 用于刻画当前静态环

境中的几何连通先验; 当 CBS下发新的时空约束集

合 时, 低层规划器不重新构建图结构, 也不重复执

行完整 GNN前向推理, 而是在已有概率矩阵上对违

反约束的候选节点或转移进行屏蔽.

P (i)
static(vt, vj) Ω

设 低 层 GNN输 出 的 静 态 边 转 移 概 率 为

. 当 CBS下发约束集合 后, 对违反时

空约束的候选转移直接进行硬掩码:

P̃ (i)
t,j =

{
0, ∃⟨ai, vj, t+ 1⟩ ∈ Ω,

P (i)
static(vt, vj), otherwise.

(26)

P̃ (i)
t,j其中,  为约束作用后的有效转移概率. 该机制不

改变 GNN对静态几何结构的判断, 而是仅屏蔽违

反 CBS约束的候选节点, 从而在复用静态几何先验

的同时减少约束树扩展过程中的重复 GNN推理. 

2.4    GNN-CBS 分层协同推理流程

基于上述理论 ,  GNN-CBS确立了“分层决策、

掩码引导”的在线推理范式. 该架构严格遵循“高层

时空协调、低层路径求解”的功能分工:
● 低层 GNN 规划器专注于解决单个机械臂在

静态环境中的几何避障问题, 利用深度学习提取的

拓扑特征生成静态边转移概率矩阵;
● 高层 CBS 规划器则专注于解决多机械臂间的

时空协同问题, 通过管理约束树 (CT)来消解机械臂

间的时空冲突.
二者的协作通过时空约束掩码机制实现高效闭

环. 算法的具体执行流程主要包含静态几何预推理

与时空约束掩码引导的协同规划两个阶段. 

2.4.1    阶段一: 静态几何预推理

X E

Φ

在任务初始化阶段, 算法首先从 CRGG图中并

行提取所有机械臂的节点特征 与边特征 . 此时,
特征中仅包含静态障碍物信息. 随后, 调用 GNN模

型 对所有机械臂执行一次性前向推理, 计算静态

几何先验:

P (i)
static ← Φ(Gi, v

i
start, v

i
goal,O), ∀i ∈ {1, . . . ,M}.

(27)

P (i)
static i

Gi vi
start vi

goal

O

其中,  表示第 个机械臂在静态环境中的边转

移概率矩阵,  为对应的 CRGG,  与 分别

为起点与目标节点,  表示静态障碍物信息. 

2.4.2    阶段二: 时空约束掩码引导的协同规划

Ω

进入 CBS主循环后, 当高层检测到冲突并下发

时空约束集 时, 低层规划器被触发进行重规划, 并
采用概率优先贪心搜索策略直接生成路径:

vcurr

P (i)
static

Nsorted

1. 概率排序: 在当前节点 , 规划器根据缓存

的 获取所有邻居节点的转移概率, 并按从大到

小排序得到候选集合 .
Nsorted

vnext

Ω ⟨ai, vnext, t+ 1⟩ ∈ Ω

2. 时空约束掩码筛选: 按序遍历 中的邻

居 . 首先检查该转移是否违反高层下发的时空

约束 , 即是否存在 . 若违反直

接跳过, 将该候选转移概率置零.

(vcurr, vnext)

vnext

3. 延迟碰撞检测: 若通过掩码筛选, 则调用物理

引擎检测边 的几何连通性. 若无碰撞,
则立即移动至 并进入下一轮迭代; 若发生碰撞,
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Nsorted则放弃该节点, 尝试 中的次优邻居. 

3    实验验证与结果分析

为了全面评估本文提出的 GNN-CBS算法在高

维构型空间中的搜索效率、安全性及路径质量, 本章

通过构建多种仿真环境, 系统设计多组对比实验与

消融实验, 并通过真实双机械臂协作自动出餐任务

进行实物验证. 实验旨在验证所提出算法在处理复

杂多臂路径规划场景以及高维空间扩展性方面的性

能表现. 

3.1    实验设计与评价指标
 

3.1.1    仿真平台与环境配置

本研究基于 PyBullet物理引擎构建多机械臂协

同仿真平台. 受控对象为多台 6-DOF UR5机械臂,
模型由标准 URDF文件定义. 系统集成了逆运动学

求解与状态同步机制, 通过直接调用 PyBullet内置

碰撞检测算法, 对环境碰撞、自碰撞及多臂间相互干

涉进行统一检测, 以保证规划结果的物理可行性与

安全性. 硬件环境采用双路 x86_64 CPU与 NVIDIA
Tesla V100S  GPU,  实验采用的 GNN模型基于

PyTorch在单块 V100S GPU上进行训练与推理. 

3.1.2    任务生成与难度量化模型

sobs sdens

spath soverlap

wi

∑
wi = 1

D ∈ [0, 1]

实验通过参数化脚本随机生成不同的多臂协同

场景, 涵盖窄通道及高交互重叠, 实验场景如图 5所
示. 每类场景均包含 2000个训练实例与 1 000个测

试实例. 为了定量评估环境复杂度, 本研究综合考虑

障碍物数量 、障碍物密度 、关节空间路径长

度 以及机械臂工作空间的重叠比例 , 并

赋予各项相应权重 (满足 ), 定义综合难

度得分 :

D = w1sobs +w2sdens +w3spath +w4soverlap. (28)
 
 

简单 (Easy) 中等 (Medium) 困难 (Hard)

2 机械臂 3 机械臂 4 机械臂

2 障碍物 3 障碍物 4 障碍物

图 5   PyBullet 仿真实验场景
 

D基于得分 的取值范围, 实验场景被系统性地

D ∈ [0, 0.4] D ∈
(0.4, 0.7] D ∈ (0.7, 1.0]

划分为三个等级 : 简单   ( )、中等   (
)和困难 ( ). 

3.1.3    对比算法 (Baselines)
为了确保评估的全面性, 本文选取了六种具有

代表性的算法作为对比基线, 涵盖耦合建模、解耦协

调、冲突搜索、分布式强化学习以及生成式模型等多

类协同规划方法:
1) RRT*: 经典渐进最优采样规划方法

[10], 通过

随机树扩展与重连机制在高维空间中搜索可行路径.
2) GNN-Explorer: 基于图神经网络的神经引导

规划方法
[12], 将多机械臂系统视为整体耦合系统进

行图特征提取与路径推断.
3) PSIPP/CTC: 基于优先级分解与连续时间安

全区间的协同规划方法
[17], 用于多机械臂时序协调.

4) CBS-MP: 基于冲突搜索的协同规划方法
[19],

在高层通过约束树处理时空冲突, 在低层采用图搜

索求解单臂路径.
5) D-MAMP: 分布式强化学习方法

[22], 通过局

部观测条件下的策略学习实现多机械臂协同决策.
6) DG-MAP: 生成式协同规划方法

[25], 通过扩散

模型学习轨迹分布, 结合冲突修复生成多臂协同路

径.
对比算法的参数配置均采用其原始文献中报告

的最佳参数组合 . 其中 ,  GNN-Explorer和 CBS-MP
分别对应本文所借鉴的神经引导规划与冲突搜索两

类代表性方法, 用于定量比较本文方法相对于单纯

神经引导搜索和传统 CBS分层规划框架的改进效

果. 

3.1.4    评价指标体系

本实验采用五个维度的量化指标对各算法进行

综合评价:
1) 任务成功率 (Success Rate): 定义为在给定的

1 000秒规划时限内, 成功为全体机械臂找到无冲突

路径的任务比例.
2) 路径长度 (Path Length): 机械臂各关节运动

路径在构型空间中的总欧几里得长度之和, 反映协

同路径的总体运动开销.
3) 规划时间 (Planning Time): 从接收请求到规

划器输出完整、可执行轨迹的总计算耗时.
4) 执行代价 (Makespan): 所有机械臂完成各自

任务所需的最大路径执行代价, 用于衡量协同任务

的整体完成效率.
5) 碰撞检查次数 (Collision Checks): 由于碰撞

检测是运动规划中最耗时的计算环节, 该数值越低

代表搜索时的无效扩展越少、速度越快.
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为避免仅统计成功样本导致的评价偏差, 本文

对路径长度与执行代价均采用失败惩罚修正方式进

行统计: 若算法未能在限定时间内返回可行解, 则按

预设惩罚代价计入平均结果. 

3.1.5    数据采集与模型训练

GNN模型的训练过程遵循模仿学习范式. 利用

专家规划器生成的专家轨迹作为监督信号, 通过最

小化复合损失函数进行离线优化. 模型采用 Adam

10−3优化器, 学习率 , 训练 20 epochs, 使网络习得从

静态拓扑中提取避障先验. 

3.2    不同难度场景下的性能对比与分析

本节从任务可靠性、计算效率、路径质量与协同

执行代价等维度, 对 GNN-CBS在不同环境复杂度

下的性能进行评估. 图 6汇总了固定 2个机械臂条

件下, 各算法在简单 (Easy)、中等 (Medium)与困难

(Hard)场景中的可视化结果.
 
 

(d)   规划时间 (e)   碰撞检测次数

(a)   成功率 (b)   路径长度 (c)   执行代价
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图 6   不同难度场景下的各算法性能对比
 

如图 6所示, 随着环境难度提升, 各类方法性能

均出现不同程度下降 . 其中 ,  RRT*、PSIPP/CTC与

D-MAMP在困难场景中的成功率下降明显;  CBS-
MP虽能保持较高成功率, 但规划时间与碰撞检测次

数显著增加; 相比之下, GNN-CBS在三类场景中均

保持接近 CBS-MP的成功率, 同时具备更低的计算

开销, 说明其在复杂场景下具有更稳定的规划性能.
在任务成功率方面, 传统采样式 RRT* 随场景

约束增强显著退化, 成功率由 Easy场景下的 90.2%
降至 Hard场景下的 30.2%; PSIPP/CTC与 D-MAMP
在困难场景中也分别下降至 39.9% 和 49.3%. 相比

之下, GNN-CBS在 Hard场景中仍保持 98.2% 的成

功率, 与 CBS-MP的 97.9% 基本相当, 说明低层 GNN
几何先验与高层 CBS冲突协调机制的结合能够在

复杂受限环境中稳定生成可行协同路径.
在计算效率方面, GNN-CBS相比传统 CBS分

层框架具有明显优势 . 以 Hard场景为例 ,  CBS-

1.27× 105

6.76× 103

MP的平均规划时间为 16.24 s, 碰撞检测次数达到

次 ; 而 GNN-CBS的平均规划时间为

0.98 s, 碰撞检测次数约为 次. 相较于GNN-
Explorer, GNN-CBS也在规划时间和碰撞检测次数

上均更低, 表明时空约束掩码机制与神经几何先验

能够有效减少约束树扩展过程中的重复搜索开销.
在路径质量与执行代价方面, CBS-MP由于低

层采用确定性图搜索, 通常能够获得较短路径, 但其

计算代价较高. GNN-CBS的路径代价和执行代价略

高于 CBS-MP, 但明显优于 GNN-Explorer和 D-
MAMP, 并与 DG-MAP保持相近水平. 考虑到本文

对路径代价与执行代价均采用失败惩罚修正, GNN-
CBS在保持高成功率的同时, 在规划效率与路径质

量之间取得更优的平衡, 适合复杂多臂协同场景.
进一步与其他协同规划方法相比, GNN-CBS在

可靠性与效率之间表现出更均衡的优势 .  PSIPP/
CTC依赖优先级分解与安全区间协调, 在困难场景

第x期 林逸阳 等: 基于图神经网络与冲突搜索的多机械臂协同路径规划方法 9



中成功率下降至 39.9%; D-MAMP虽具有较快推理

速度, 但在复杂受限场景下成功率仅为 49.3%, 说明

分布式学习策略在强耦合任务中的泛化稳定性仍受

限制; DG-MAP通过生成式轨迹修复提升了路径生

成能力, 但计算效率远远不及 GNN-CBS, 难以满足

实时性的需求. 相比之下, GNN-CBS借助 CBS的显

式冲突消解机制和低层 GNN几何先验, 在 Hard场
景中保持 98% 以上的成功率与不到 1 s的规划时间,

体现出相较同类协同规划方法更稳定的综合性能.
 

3.3    可扩展性实验分析

本节通过改变机械臂数量与障碍物数量, 进一

步验证 GNN-CBS在任务规模变化与环境约束增强

条件下的可扩展性. 前者主要考察协同规模增长带

来的时空耦合压力, 后者主要考察障碍物增多导致

的几何搜索难度提升. 相关性能演化趋势如图 7所示.
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(a)   不同机械臂数量场景实验结果

(b)   不同障碍物数量场景实验结果
RRT* PSIPP/CTC D-MAMP DG-MAP CBS-MP GNN-CBS(ours)

机械臂数量 机械臂数量 机械臂数量

障碍物数量 障碍物数量 障碍物数量 障碍物数量

图 7   不同规模参数下的算法性能变化趋势
 
 

3.3.1    机械臂规模扩展性分析

随机械臂数量由 2增至 6, 系统总自由度持续升

高, 机械臂间共享空间冲突也显著增多. 由图 7(a)可
以看出, 不同方法在规模扩展过程中呈现出明显差

异: RRT* 与 PSIPP/CTC的成功率随臂数增加快速

下降, 说明传统采样搜索与优先级解耦策略在高维

强耦合任务中难以稳定求解; D-MAMP虽具有较快

推理速度, 但在更大规模场景下成功率与路径质量

均出现明显退化, 表明纯分布式学习策略的跨规模

泛化能力仍受限制.
相比之下, GNN-CBS在不同机械臂数量下始终

保持较高成功率, 规划时间虽随规模增加而上升, 但
整体增长更为平缓, 且明显低于 CBS-MP. 该结果表

明, GNN-CBS通过低层 GNN几何先验减少无效搜

索, 并利用高层 CBS将多臂冲突分解为受约束的单

臂规划子问题, 能够在协同规模增长时保持较稳定

的求解能力. 

3.3.2    障碍物密度扩展性分析

与机械臂数量增加主要带来时空协调压力不同,
障碍物数量增加反映的是环境约束增强对几何搜索

过程的影响. 由图 7(b)可以看出, 随着障碍物数量增

加, RRT*、PSIPP/CTC与 D-MAMP的性能均出现不

同程度退化, DG-MAP也表现出一定下降趋势; CBS-
MP虽能维持较高成功率, 但规划时间始终处于较高

水平, 说明在可行空间进一步收缩时, 单纯依赖随机

采样、时序协调或确定性低层搜索的方法难以同时

兼顾稳定性与效率.
相比之下, GNN-CBS在障碍物数量变化条件下

保持了较稳定的性能, 其成功率始终处于较高水平,
规划时间与执行代价的变化幅度也相对有限. 这说

明关键区域偏置采样能够在障碍物密集区域维持

CRGG的有效连通, 而低层 GNN学到的结构化几何

先验也能够较好适应不同障碍物分布, 从而支撑高

层 CBS在更复杂环境中稳定完成协同规划.
综合两组实验可以看出, GNN-CBS不仅在固定

场景中具备较好的规划性能, 而且在机械臂数量增

加和障碍物约束增强时仍能保持较高成功率与合理

计算开销, 体现出较好的可扩展性和鲁棒性. 

3.4    消融实验与关键机制分析

为明确 GNN-CBS各核心模块对方法性能的具

10 控 制 与 决 策 第x卷



体影响, 本文从随机几何图构建、策略学习和分层协

同三个层面设计消融实验, 并在不同环境难度下对

完整模型及其变体进行对比. 相关结果汇总于表 1.
具体而言, 本文构建了以下三类消融模型:

 
 

表 1     不同场景下的消融实验结果对比

场景难度 算法 成功率/% 路径长度 规划时间/s 执行代价

简单

GNN-CBS (Full) 100.00 48.56 ± 12.40 0.32 ± 0.15 28.43 ± 6.49
∟ w/o Bias 99.20 50.12 ± 14.23 0.85 ± 0.42 29.85 ± 7.14

∟ w/o Multi-loss 100.00 54.33 ± 15.62 0.45 ± 0.20 31.00 ± 7.46

∟ w/o Mask 100.00 48.56 ± 12.40 1.85 ± 0.65 28.43 ± 6.49

中等

GNN-CBS (Full) 99.40 58.12 ± 18.46 0.55 ± 0.65 34.69 ± 8.19
∟ w/o Bias 95.50 62.47 ± 20.15 2.15 ± 1.20 38.16 ± 9.66

∟ w/o Multi-loss 98.20 70.18 ± 22.43 0.95 ± 0.75 40.59 ± 9.99

∟ w/o Mask 99.40 58.12 ± 18.46 4.25 ± 2.10 34.69 ± 8.19

困难

GNN-CBS (Full) 98.20 73.78 ± 34.82 0.98 ± 1.45 44.68 ± 14.57
∟ w/o Bias 84.50 79.24 ± 38.61 5.45 ± 3.20 50.94 ± 18.21

∟ w/o Multi-loss 92.40 95.67 ± 40.28 2.12 ± 1.80 54.96 ± 20.12

∟ w/o Mask 98.20 73.78 ± 34.82 8.56 ± 4.50 44.68 ± 14.57
 

● w/o Bias: 移除随机几何图中的概率偏置项,
采用均匀随机采样替代关键区域偏置采样, 用于验

证偏置采样对受限空间图连通性的作用;
● w/o Multi-loss: 移除复合损失函数中的多步

行为克隆损失, 仅保留单步行为克隆损失进行训练,
用于分析损失设计对路径质量的影响;

● w/o Mask: 移除时空约束掩码机制 , 在高层

CBS生成新约束后重复调用低层 GNN完整规划过

程, 用于考察作为高低层接口的时空约束掩码机制

对整体效率的贡献.
从任务成功率来看, 偏置采样模块 (Bias)对复

杂场景下的搜索稳定性影响最为显著. 在 Hard场景

中, w/o Bias的成功率由完整模型的 98.20% 下降至

84.50%, 规划时间增至完整模型的 5倍以上. 该结果

说明, 关键区域偏置采样能够增强 CRGG在窄通道

和多臂交互区域中的有效覆盖, 是保证复杂场景下

图连通性与路径可行性的重要基础.
从路径质量与执行代价来看 , 复合损失函数

(Multi-loss)主要影响低层 GNN的路径决策质量. 移
除多步行为克隆损失后, Hard场景下路径长度和执

行代价分别增加约 30% 和 23%, 同时成功率下降至

92.40%. 说明仅依赖单步监督难以充分学习完整路

径中的顺序决策规律, 而复合损失有助于模型生成

更接近专家路径分布的协同路径.
从计算效率来看, 时空约束掩码机制 (Mask)主

要影响分层规划过程中的重复推理开销. 移除该模

块后, Hard场景规划时间增至完整模型的近 9倍, 而
路径长度与执行代价基本保持不变. 该现象表明,
Mask模块并不主要改变路径几何质量, 而是通过复

用静态几何先验提升约束树扩展过程中的低层重规

划效率.

为进一步分析掩码机制 (Mask)的效率来源, 本
文比较完整模型与 w/o Mask的分层规划开销, 结果

如图 8所示.
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图 8   时空约束掩码机制对分层协同推理效率的影响
 

可以看出, 去除掩码机制后, 高层 CBS时间变

化较小, 而低层规划时间与完整前向推理次数随场

景难度显著增加, 困难场景下平均完整前向推理次

数超过 40次. 这说明整体效率退化主要来自受约束

单臂重规划中的重复 GNN推理, 而非高层约束树搜

索本身. 相比之下, 时空约束掩码机制能够将新增时

空约束转化为候选转移过滤, 从而复用静态几何先

验并降低低层重规划开销.
综上, 关键区域偏置采样、复合损失函数与时空

约束掩码机制分别从图结构构建、路径策略学习和

分层推理接口三个方面提升了方法性能 , 验证了

GNN-CBS设计的有效性与合理性. 

3.5    真实双机械臂协作任务验证

为进一步验证 GNN-CBS在真实多机械臂系统
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中的可行性, 本文构建双机械臂协作自动出餐实验

场景. 实验平台由两台 UR3机械臂组成, 分别搭载

两指夹爪与吸盘末端执行器, 用于完成开柜、取餐与

出餐等操作. 该任务要求多机械臂在有限共享工作

空间中完成连续协作动作, 因此能够检验 GNN-CBS
在真实场景中的路径生成与时空冲突协调能力.

以蛋挞出餐任务为例, GNN-CBS根据双机械臂

的起止状态、操作目标和环境约束生成协同路径, 使
系统依次完成初始待机、开柜并取出餐盘、抓取餐

品、交接至餐盘、关闭柜门并转运至取餐区, 最终完

成出餐等操作. 如图 9(a)~(f)所示, 两机械臂在交接

区域能够保持空间分离并连续完成配合, 未发生机

械臂间干涉, 说明所生成的协同路径能够在真实机

器人平台上稳定执行.
 
 

(a)   初始状态 (b)   开柜与取盘阶段 (c)   取餐阶段

(d)   交接阶段 (e)   关柜与出餐阶段 (f)   任务完成状态

(g)   碰撞冲突场景 (h)   PSIPP/CTC 避障规划结果 (i)   GNN-CBS 避障规划结果

图 9   协作自动出餐实验执行过程
 

进一步地, 在典型冲突场景中, 若不进行协同规

划, 关柜与出餐过程容易在交接区域发生碰撞冲突,
如图 9(g)所示. 为此, 本文对比不同方法的冲突消解

效果, 如图 9(h)(i)所示. 采用 PSIPP/CTC方法时, 系
统主要通过等待避让消除冲突, 虽可保证安全性, 但
会引入额外停顿; 相比之下, GNN-CBS通过高层冲

突搜索生成时空约束, 并在低层对受约束路径进行

调整, 使多机械臂通过空间分离完成协同避让. 该结

果表明, GNN-CBS能够在真实多机械臂任务中实现

高效的冲突协调与连续执行. 

4    结　论

本文从高维受限构型空间下多机械臂协同规划

的搜索效率问题出发, 将神经引导策略引入冲突搜

索框架, 提出了一种基于 GNN-CBS的多机械臂协

同路径规划方法. 该方法通过偏置采样增强随机几

何图在关键区域的连通性, 并结合复合损失约束的

神经规划器引导低层搜索, 在高层采用冲突搜索与

时空约束掩码机制实现几何规划与时空协调的有效

解耦, 从而在保持显式冲突协调能力的同时显著降

低搜索冗余与计算开销.
为验证所提方法的有效性, 本文在不同环境复

杂度、机械臂规模与障碍物密度条件下对算法性能

进行了系统对比实验分析, 并与多种传统规划方法

及学习型基线进行了对比. 实验结果表明, 所提出的

GNN-CBS方法在复杂高约束场景中能够稳定保持

较高的任务成功率, 其规划时间与计算开销随环境

复杂度变化较小, 表现出良好的稳定性与可扩展性.
此外, 还通过真实双机械臂自动出餐实验进一步验

证了该方法的冲突协调能力与工程可行性.
需要指出的是, 本文方法仍主要针对静态障碍

环境下的多机械臂协同规划问题, 尚未充分考虑动

态障碍物与感知不确定性对规划性能的影响. 未来

的研究将进一步结合在线感知与预测机制, 拓展方

法在动态环境中的适用性, 并探索任务层与运动层

联合规划框架, 以支持更加复杂的多机械臂协作任

务.
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