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摘　要: 针对路侧感知中毫米波雷达点云稀疏且分布不均导致车辆跟踪精度受限的问题, 提出一种雷视融合的扩

展目标跟踪方法. 首先, 构建基于误差状态的雷视联合观测模型, 实现异构数据的协同表示. 其次, 针对路侧雷达

的非均匀生成特性, 提出基于软门控可见性的高斯混合测量模型 (Soft-Gated Visibility Gaussian Mixture Model, 

SGV-GMM), 通过显式建模反射点可见性并在变分贝叶斯框架下在线更新参数, 有效表征稀疏点云生成机理. 再

次, 为解决稀疏条件下的外形估计不稳定性, 构建基于关联责任度的自适应弹性骨架模型 (Responsibility-Aware 

Adaptive Elastic Skeleton, RA-ES), 利用责任度量化结构一致性并自适应调节骨架刚度, 增强轮廓估计鲁棒性. 最

后, 在变分贝叶斯框架下实现车辆运动与外形的协同递推估计. 基于  CARLA的实验表明, 该方法在车辆机动及

点云稀疏场景下, 能显著提升轮廓估计与状态跟踪精度.
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Abstract: To  address  the  problem  that  vehicle  tracking  accuracy  is  limited  by  sparse  and  unevenly  distributed
millimeter-wave  radar  point  clouds  in  roadside  perception,  a  radar-vision  fusion  extended  object  tracking  method  is
proposed.  First,  a  radar-vision joint  observation model  based on error-state  is  constructed to  realize  the  collaborative
representation of heterogeneous data. Second, aiming at the non-uniform generation characteristics of roadside radar, a
Soft-Gated  Visibility  Gaussian  Mixture  Model  (SGV-GMM)  is  proposed.  By  explicitly  modeling  the  visibility  of
reflection points and updating parameters online within a variational Bayesian framework, the generation mechanism of
sparse  point  clouds  is  effectively  characterized.  Third,  to  address  the  instability  of  shape  estimation  under  sparse
conditions,  a  Responsibility-Aware  Adaptive  Elastic  Skeleton  (RA-ES)  model  is  constructed,  which  utilizes
responsibility to quantify structural  consistency and adaptively adjusts skeleton stiffness to enhance the robustness of
contour estimation. Finally, the collaborative recursive estimation of vehicle motion and shape is implemented within
the variational Bayesian framework. Experiments based on CARLA demonstrate that the proposed method significantly
improves contour estimation and state tracking accuracy in scenarios with vehicle maneuvering and sparse point clouds.
Keywords: roadside perception；millimeter-wave radar；radar-vision fusion；extended object tracking；variational
Bayesian；Gaussian mixture model；vehicle contour estimation

0    引　言

随着“车路云一体化”试点及智能网联汽车规

模化应用的推进, 路侧感知系统作为智慧交通基础

设施的核心组成部分, 正由“实验部署”转向“大规

模商业化落地”. 相较于车载感知, 路侧感知具有视

野广、无视盲区及多车协同等先天优势, 是实现 L4

级自动驾驶及高级别车路协同 (V2X)的关键支撑
[1,2].

然而 , 在实际的工业化部署进程中 , 路侧单元

(Roadside Unit, RSU)的感知性能与硬件部署成本之

间的矛盾已成为制约大规模覆盖的瓶颈
[3].
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在众多的路侧感知方案中, 毫米波雷达因其抗

干扰能力强、全天候工作及直接测速等特性被视为

必备传感器
[4]. 但在实际工程场景下, 为了控制千万

级规模的路侧建设成本, 工业界往往倾向于采用中

低线数或低成本的毫米波雷达. 这类雷达受制于物

理天线孔径, 在远距离观测时产生的点云极其稀疏

且分布不均, 难以通过传统的几何建模方法准确还

原车辆外形
[5]. 虽然高分辨率成像雷达或多线 LiDAR

能提供更丰富的信息, 但其高昂的价格推高了单公

里建设成本, 不利于智慧高速及城市路口的全面铺

设. 因此, 如何在有限的硬件配置下, 通过软件算法

实现高精度的车辆轮廓重构与状态跟踪, 即实现“算

法弥补硬件缺陷”, 已成为车路协同领域亟待解决的

工程问题.
针对扩展目标跟踪中的形状建模难题, 现有研

究主要分为基于几何先验建模与基于数据驱动两类

策略. 在几何建模方面, 研究者通常将车辆形状划分

为具有不同反射中心和噪声特性的多个子区域. 具
体而言, Cao等人

[6]
针对矩形车辆目标, 利用几何先

验构建了一种精细化的雷达测量模型, 通过约束点

云在矩形边界上的分布来提升形状估计精度; Zhang
等人

[7]
则根据跟踪过程中点云的空间分布特性, 设

计了一种条件高斯混合模型  (Conditional Gaussian
Mixture Model, CGMM), 该模型由四个高斯分量组

成, 能够动态更新各分量的位置与方差, 以适应车辆

的机动变化; Tuncer等人
[8]
突破了单椭圆假设的限

制, 提出了一种基于多椭球体的扩展目标跟踪模型,
该模型具备在线动态调整子椭球体数量与位置的能

力, 从而更灵活地拟合非刚体或复杂轮廓目标. 然而,
此类依赖人工设计测量模型的方法, 其有效性高度

取决于点云轮廓的完整性. 在路侧稀疏雷达场景下,
由于缺乏足够的观测支撑, 其跟踪与形状估计性能

往往显著下降.
为应对稀疏雷达测量条件下的扩展目标跟踪挑

战, 部分研究转向数据驱动策略, 利用大规模数据预

训练雷达测量模型, 更精确地拟合真实场景中的点

云分布特性. 其中, Scheel等人
[10]

提出了一种基于变

分雷达模型的多目标跟踪方法, 利用变分高斯混合

模型  (Variational  Gaussian  Mixture  Model,  VGMM)
直接从真实数据中学习观测分布; Xia等人

[11]
构建

了一种基于学习的分层截断高斯雷达测量模型, 并
通过引入结构化几何参数实现了车辆跟踪; Deng等
人

[12]
进一步探索了跨模态数据的利用, 提出了一种

融合路侧稀疏雷达点云与像素关键点的三维扩展目

标跟踪方法, 旨在利用视觉语义信息补偿雷达几何

特征的缺失.
尽管多源融合为解决稀疏问题提供了新思路

[13],
但上述方法在实际部署中仍面临挑战: 一方面, 基于

分布学习的方法高度依赖大规模高质量标注数据
[14];

另一方面, 预训练模型在不同雷达配置下的泛化能

力有限, 且现有的松耦合融合方式难以解决误关联

导致的轮廓畸变问题
[15]. 在路侧固定感知条件下, 随

着车辆运动及相对方位发生变化, 不同车体表面的

雷达散射强度存在明显差异, 有限的雷达量测因而

呈现较强的时变性和局部聚集特征. 与此同时, 视觉

关键点虽然能够补充目标的结构信息, 但其可靠性

仍会受到遮挡、光照变化及检测误差的影响. 若仅对

两类观测进行简单融合, 局部异常量测可能破坏目

标结构节点之间的几何关系, 进而造成轮廓抖动或

形变. 因此, 如何依据观测可靠性动态协调雷达量测

与视觉结构约束, 是实现连续、稳定三维轮廓估计的

关键.
此外, 端到端学习型三维目标跟踪与多模态融

合方法发展迅速, 但其通常依赖大规模标注序列、固

定传感器配置和充分覆盖的训练场景. 当路侧雷达

安装高度、点云密度、相机视角或交通环境发生变化

时, 模型泛化能力和再训练成本仍是实际部署中的

重要问题. 相比之下, 本文方法属于模型驱动的变分

贝叶斯递推估计框架, 能够显式刻画稀疏雷达点云

生成机理、跨模态关联不确定性和车辆结构约束, 具
有较强的可解释性和小样本适用性. 因此, 本文主要

选取扩展目标跟踪领域中具有代表性的模型驱动方

法作为直接对比对象.
本文针对路侧感知场景下毫米波雷达点云稀

疏、分布非均匀以及多源观测间数据关联不确定性

强等问题, 提出了一种基于关联责任度的弹性融合

三 维 扩 展 目 标 跟 踪 方 法  (Responsibility-Aware
Elastic  Skeleton  Fusion  for  3D  Extended  Object
Tracking,  RA-ES-EOT).  该 方 法 在 变 分 贝 叶 斯

(Variational Bayes, VB)推断框架下, 实现了路侧稀

疏雷达点云与视觉关键点的深层协同建模与联合估

计. 本文的主要贡献概括如下:
1)针对路侧雷达非均匀生成的特性, 提出一种

基于软门控可见性的高斯混合测量模型 (SGV-GMM).
通过显式建模反射点可见性并在变分贝叶斯框架下

在线更新参数, 有效表征了稀疏点云的生成机理, 为
数据关联提供可靠的统计基础.

2)针对传统融合中固定权重导致轮廓易畸变的

问题, 构建了基于关联责任度的自适应弹性骨架模

型 (RA-ES). 通过引入责任度量化雷达测量与结构
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节点间的一致性, 并自适应调节骨架刚度, 在稀疏及

复杂观测条件下显著增强了轮廓估计的鲁棒性. 

1    系统模型 

1.1    算法架构与融合流程

如图 1所示, 本文提出的 RA-ES-EOT算法框架

旨在统一的状态空间下实现雷达点云与视觉语义信

息的深度融合. 该框架的核心逻辑在于: 利用视觉分

支提供的强几何拓扑约束, 补偿雷达分支在稀疏观

测下的结构缺失; 同时利用雷达分支提供的精确运

动信息, 提升整体状态估计的动态响应能力.
 
 

t 时刻第 i 个高斯分量的责任度

k 时刻雷达点云

k 时刻视觉关键点

关联熵评估指标

动态刚度系数

高斯分量的均值与协方差
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 cZ k
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雷达项 视觉项

r = z-h(x)∑ γ N(z|μ ,Σ )i k , i , t i i

+

图 1   RA–ES–EOT 流程图
 
 

1.2    目标状态模型

k

Ψk

为了在三维空间中同时对目标的运动学特性与

几何轮廓进行估计, 本文定义 时刻的目标联合状态

向量 如下:

Ψk ≜ [x⊤k ϑ⊤
k ]

⊤
, (1)

xk其中,  用于描述车辆本体运动特性的运动学状态:

xk = [p⊤
k v⊤

k q⊤k ω⊤
k ξ⊤

k ]
⊤
. (2)

pk ∈ R3

vk qk ∈ R4

∥qk∥ = 1 ωk ∈ R3

ξk = [lk, wk]
⊤

各分量含义如下:  表示车辆在世界坐标系下

的位置坐标;  表示车辆的速度;  为描述车

辆三维姿态的单位四元数 (满足 ); 
表示车辆的角速度向量;  则是描述车

辆几何维度的参数向量 (长、宽).
ϑk T为描述目标几何形态的轮廓状态, 由 个相

互关联的子状态组成:

ϑk ≜ {ϑk,t}T
t=1, (3)

ϑk,t每个轮廓子状态 旨在建立雷达反射点与车辆刚

体骨架之间的映射关系, 其表达式为:

ϑk,t = [u⊤
k,t ϖ

⊤
k,t d

⊤
k,t]

⊤. (4)

uk,t t

ϖk,t t

dk,t

其中,  表示第 个雷达反射点在车辆本体坐标系

下的相对位置;  对应于车辆刚体骨架上的第 个

关键节点坐标;  则为该骨架节点的形变速率.

x x̂ δx

x = x̂⊕ δx

xk+1 = f(xk,wk) k

在状态估计框架方面, 本文采用误差状态滤波
[16].

真实状态 可分解为名义状态 与误差状态 的广

义加法组合, 即 . 假设车辆服从非线性运

动模型 , 则 时刻误差状态的演化

方程可基于一阶泰勒展开近似表示为:

δxk+1 ≈ Φkδxk + wk. (5)

Φk =
∂f

∂δx
|x̂k wk

x̂k+1 =

f(x̂k, 0)

式中,  为误差状态转移矩阵,  为服从

高斯分布的过程噪声 . 名义状态则依据

进行递推.
 

1.3    SGV-GMM 雷达测量模型

Zr
k = {zrk,i}

nr
k

i=1

为了更精确地表征路侧场景下毫米波雷达点云

的空间分布特性, 本文提出了一种基于软门控可见性

的高斯混合测量模型 (SGV-GMM). 令
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k nr
k表示 时刻毫米波雷达获得的测量点集, 其中 为

测量点数量.

zrk,i
pk rrk,i

在理想条件下, 假设所有测量点均源自单一目

标, 且不考虑环境杂波的影响. 雷达测量点 可建

模为目标质心位置 与测量残差 之和:

zrk,i = pk + rrk,i. (6)

T

为了描述扩展目标的几何形态 , 假设目标由

个预定义的雷达反射点组成. 考虑到传感器视角

的限制, 不同雷达反射点对雷达的可见性存在差异.
传统方法通常采用硬阈值判决, 这会导致测量模型

的不连续性. 为解决该问题, 本文提出基于 Sigmoid
函数的软门控可见性 (Soft  Gating Visibility,  SGV)
机制, 实现雷达反射点从可见到不可见状态的平滑

过渡.
hk,t t首先, 定义 为第 个雷达反射点在传感器视

线方向上的归一化投影, 用于量化该点相对于车辆

中心的几何遮挡关系:

hk,t = − p⊤
k

∥pk∥
(R(qk)uk,t). (7)

R(qk)

t ρk,t

其中,  为由单位四元数确定的旋转矩阵. 基于

此, 定义第 个反射点的非归一化可见性强度 :

ρk,t = σ(κ(hk,t − τ)), (8)

σ(x) = (1 + exp(−x))−1

τ κ > 0

其中,  为 Sigmoid激活函数;
为可见性偏移阈值;  为门控陡度参数, 用于

控制权重变化的平滑程度.
t πk,t计算第 个高斯分量的混合权重 :

πk,t =
ρk,t

T∑
j=1

ρk,j

. (9)

rrk,i
πk = {πk,t}T

t=1

综上所述, 测量残差 的概率密度函数可建模

为受权重 调制的混合高斯分布:

p(rrk,i | πk, uk, qk) =
T∑

t=1

πk,t N (rrk,i; R(qk)uk,t, Qk).

(10)

Qk其中,  为雷达测量的噪声协方差矩阵. 该模型通过

结合几何投影与软门控机制, 能够自适应地描述不

同视角下的雷达点云分布. 

1.4    视觉关键点测量模型

Zc
k

Zc,b
k Zc,g

k

本文采用 YOLOv8算法提取图像中的二维关键

点观测集 , 并将其划分为两类: 车辆骨架节点观测

与车辆底部角点观测 . 两类观测均遵循标准

的针孔相机投影模型, 但作用于联合状态的方式不

同: 前者主要约束骨架拓扑与姿态, 后者主要约束车

辆长宽尺度与底部轮廓.

t zc,bk,t

xk ϖb
k,t

对于第 个骨架节点, 其像素测量 取决于车

辆运动状态 与该节点在车辆坐标系下的位置 .

测量方程建模为:

zc,bk,t = hc,b(xk,ϖ
b
k,t) + wc,b

k,t, (11)

hc,b(·) →
→

其中 为包含坐标系变换 (车辆坐标系 世界

坐标系 像素坐标系)的非线性投影函数
[17]. 为在误

差状态卡尔曼滤波中使用, 对该函数在参考状态处

进行一阶泰勒展开:

zc,bk,t ≈ hc,b(x̂k, ϖ̂
b
k,t)+Hb

xδx+Hb
ϖδϖb

k,t+wc,b
k,t. (12)

Hb
x Hb

ϖ式中 和 分别为观测函数对车辆误差状态和节

点位置误差的雅可比矩阵.
zc,gk,t

ξk Gi ϖk,g = Giξk

车辆底部角点的观测 主要用于约束车辆的

几何尺寸. 其在世界坐标系下的位置由车辆的长宽

参数 及角点转换矩阵 决定 (即 ). 测

量方程为:

zc,gk,t = hc,g(x) + wc,g
k,t, (13)

同理, 其线性化形式为:

zc,gk,t ≈ hc,g(x̂) + Hg
xδx+ wc,g

k,t, (14)

hc,g(·) →
Hg

x

其中 为包含坐标系变换 (世界坐标系 像素

坐标系)的非线性函数,  为观测函数对车辆误差

状态的雅可比矩阵. 

2    基于关联责任度的弹性融合感知算法 

2.1    变分贝叶斯推断框架

Zk−1

= {Zr
1,Z

c
1, . . . ,Z

r
k−1,Z

c
k−1} k − 1

为了处理雷达测量中数据关联的不确定性, 本
文在期望最大化 (Expectation-Maximization, EM)框
架下, 联合估计关联责任度与目标状态. 定义

作为截至 时刻的雷

达和视觉测量数据. 

2.1.1    关联责任度计算 (E-Step)
Sk = {sk,i,t} sk,i,t ∈

{0, 1} i zrk,i
t sk,i,t = 1

引入隐变量集合 , 其中

为二值指示变量. 若第 个雷达测量点 源自

第 个散射中心, 则 , 否则为 0. 假设各测量

点的关联相互独立, 则完全数据的对数似然函数期

望可表示为:

Q(Ψk) =

nr
k∑

i=1

T∑
t=1

γk,i,t(lnπk,t+

lnN (zrk,i; h(xk,ϑk,t),Q)). (15)

πk,t

γk,i,t ≜ p(sk,i,t = 1|Z,Ψ(l)

k ) l

γ(l+1)
k,i,t

其中,  为由式 (7-9)计算得到的先验可见性概率;
为第 次迭代中的后验关

联概率 (即责任度). 根据变分推断理论, 责任度

的更新公式为:
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γ(l+1)
k,i,t =

exp(L(l)
k,i,t)∑T

j=1
exp(L(l)

k,i,j) + ε
. (16)

L(l)
k,i,t其中 为对数似然的期望项. 为显式考虑状态估

计不确定性对数据关联的影响, 利用二阶泰勒展开

对期望对数似然进行近似:

L(l)
k,i,t ≈ lnπ(l)

k,t −
1

2
[(zrk,i − ẑ(l)k,t)

⊤Q−1

(zrk,i − ẑ(l)k,t) + Ω(l)
k,t]. (17)

ẑ(l)k,t

Ω(l)
k,t

式中第一项为基于当前估计均值的马氏距离,  为

预测观测值. 第二项 为不确定性惩罚项, 通过迹

运算捕获估计误差协方差的影响:

Ω(l)
k,t = tr(Hx P̂

(l)

k|k H
⊤
x Q

−1) + tr(Hϑ Σ̂
(l)

k|k,tH
⊤
ϑ Q

−1).
(18)

Hx Hϑ其中 和 分别为观测函数对运动状态和形状状

态的雅可比矩阵. 

2.1.2    联合状态最大化更新 (M-Step)
γ(l+1)
k,i,t

t

N eff
k,t z̄k,t

基于计算所得的后验责任度 , 最大化期望

对数似然函数等价于求解加权最小二乘问题. 为便

于利用卡尔曼滤波框架进行递归求解, 本文构建各

散射中心的等效观测统计量. 定义第 个散射中心的

等效观测点数 与等效观测均值 如下:

N eff
k,t =

nr
k∑

i=1

γ(l+1)
k,i,t , z̄k,t =

1

N eff
k,t

nr
k∑

i=1

γ(l+1)
k,i,t zrk,i. (19)

Q̃k,t = Q/N eff
k,t

xk
ϑk,t

在此基础上, 观测噪声协方差矩阵根据等效点

数进行自适应修正, 即 . 该修正反映了

数据关联的物理特性: 归属于某节点的测量点越多,
等效观测的置信度越高. 最终, 运动状态 与形状状

态 的更新转化为标准的高斯滤波校正步骤:

Ψ̂
(l+1)

k = Ψ̂
(l)

k + Kk(z̄k,t − h(x̂(l)k , ϑ̂(l)
k,t)), (20)

Kk Q̃k,t其中 为基于修正协方差 计算的卡尔曼增益.

通过 E步与M步的交替迭代, 算法能够同时实现关

联概率的收敛与联合状态的精确估计. 

2.2    基于信息熵的不确定性度量

k i zrk,i t

η γk,i,t

为了量化雷达测量点与车辆骨架节点之间的数

据关联模糊度, 本文提出了一种基于信息熵的不确

定性度量方法. 首先, 基于前述的高斯混合模型, 计
算 时刻第 个雷达测量点 源自第 个骨架节点的

后验概率 (即责任度). 为防止分母为零并保证数值

稳定性, 引入平滑因子 , 归一化后的责任度 表

示为:

γk,i,t =
νk,i,t∑T

j=1
νk,i,j + η

, (21)

νk,i,t

T∑
t=1

γk,i,t ≈ 1

Hk,i

其中,  为未归一化的似然值, 且满足近似约束条

件 . 基于此概率分布, 利用 Shannon熵

来度量单个测量点的数据关联不确定性. 定义点级

关联熵 如下:

Hk,i = −
T∑

t=1

γk,i,t log(γk,i,t + η). (22)

Hk,i

根据信息论原理, 当责任度分布高度集中于某

一特定节点时, 熵值 趋近于零, 表明关联关系置

信度较高; 反之, 若责任度均匀分散于多个节点, 熵
值增大, 反映出测量点归属的模糊性较高.

t H̄k,t

进一步地, 为了从结构层面评估骨架节点的观

测质量, 本文提出“节点级平均关联熵”. 该指标通

过对点级熵进行加权聚合, 消除了测量点数量对评

估的影响. 第 个骨架节点的平均关联熵 定义为:

H̄k,t =

∑nr
k

i=1
γk,i,tHk,i∑nr

k

i=1
γk,i,t + η

, (23)

nr
k

∑nr
k

i=1
γk,i,t

t

其中 为雷达测量点的总数. 分母项 表

征了第 个节点在当前时刻累积的观测权重. 该指标

能够有效识别出那些虽有观测点关联, 但关联关系

普遍模糊 (即高熵值)的骨架节点, 为后续的状态更

新权重分配提供依据. 

2.3    基于责任度驱动的动态刚度形状演化机制

H̄k,t

εk,t

雷达具备较强的质心定位能力但缺乏轮廓细节,
而骨架先验能提供精细的几何约束但在位置上存在

偏差, 鉴于雷达测量与视觉/骨架先验在不确定性分

布上的互补性, 本文提出一种基于动态刚度的形状

演化机制. 该机制利用前述的节点级关联熵 自

适应地调整骨架节点的刚度系数 , 从而在通过几

何约束抑制观测噪声的同时, 避免因过强约束导致

的结构畸变.

t ek,t

首先, 构建节点形状参数的二阶动力学模型. 设
第 个骨架节点的形变偏差 服从以下二阶齐次微

分方程:

ëk,t + ρk,t ėk,t + εk,t ek,t = 0, (24)

ρk,t其中 为阻尼系数. 为了将关联不确定性映射为动

力学参数, 定义刚度映射函数如下:

ε̃k,t = ε0[α+ (1− α) exp(−βH̄k,t)], (25)

ε0 > 0

H̄k,t 0

α ∈ (0, 1)

εmin =

其中,  为基准刚度系数, 代表当关联不确定性

趋于 时骨架节点维持几何结构一致性的最大

回复力强度;  为刚度下界保留因子, 用于

设定极端不确定条件下的最小结构约束强度
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αε0

β > 0

, 防止骨架在强杂波干扰下因刚度过低而发生结

构发散或坍塌;  为灵敏度调节参数, 用于控制

刚度随关联熵增加而衰减的速率.
ε̃k,t对 进行截断处理以保证数值稳定性:

εk,t = clip(ε̃k,t, εmin, εmax). (26)

∆t

∆k,t = ρ2
k,t − 4εk,t ∆k,t

S3,k,t S4,k,t

为了在离散时间域内对上述连续系统进行状态

递推, 需对时间间隔 内的系统响应进行解析求解.

本文首先对式 (26)对应的连续时间二阶系统求取闭

式解, 再按照零阶保持假设将位置、速度与形变速率

联合写为一阶增广状态, 从而构建离散状态转移矩

阵. 定义判别式 . 根据 的符号,

系统状态转移系数 与 分为以下三种情形:
∆k,t ≈ 01) 临界阻尼 ( ): 此时特征根重合, 状态

转移系数计算如下:

S3,k,t = −1 + exp(−ρk,t

2
∆t)+

1

2
ρk,t∆t exp(−ρk,t

2
∆t), (27a)

S4,k,t = ∆t exp(−ρk,t

2
∆t). (27b)

∆k,t > 0

λ1,2 = (−ρk,t ±
√
∆k,t)/2

2) 过阻尼 ( ): 系统存在两个不相等的

实特征根 , 则:

S3,k,t =
exp(λ1∆t)− exp(λ2∆t)

λ1 − λ2

, (28a)

S4,k,t =
exp(λ1∆t)− exp(λ2∆t)

(λ1 − λ2)2
. (28b)

∆k,t < 0

ωd =
√
4εk,t − ρ2

k,t / 2

3) 欠阻尼 ( ): 系统表现为衰减振荡. 定
义阻尼振荡频率 , 则:

S3,k,t = exp(−ρk,t

2
∆t) cos(ωd∆t)− 1, (29a)

S4,k,t = exp(−ρk,t

2
∆t)

sin(ωd∆t)

ωd

. (29b)

t

Φϑ,k,t ∈ R9×9

基于上述解析解, 构建第 个轮廓子状态的离散

状态转移矩阵 :

Φϑ,k,t = [A11,k,t A12,k,t ], (30)

其中分块矩阵定义为:

A11,k,t =

 I3 0
−S3,k,tI3 (1 + S3,k,t)I3

− εk,tS4,k,tI3 εk,tS4,k,tI3

 , (31a)

A12,k,t =

 0
S4,k,tI3

(1 + S3,k,t − ρk,tS4,k,t)I3

 . (31b)

最终, 车辆轮廓状态的预测方程可表示为:

ϑk,t = Φϑ,k,tϑk−1,t + wϑ
k−1, (32)

wϑ
k−1 ∼ N (0,Qϑ

k−1)其中过程噪声 .
 

2.4    关键算法伪代码

算法1　RA–ES–EOT算法

Ψ̂k−1 Pk−1

Zr
k Zc

k Lmax

输入上一时刻后验状态 、协方差 、雷达点云

、视觉关键点 , 最大迭代次数 .

Ψ̂k Pk输出当前时刻后验状态 及协方差 .

Ψ̂k−1 Pk−11. 初始化递推状态 与 .

Ψ̂k|k−1 Pk|k−1

2. 根据运动模型与轮廓演化模型进行时间预测 , 得到

和 .

3. 根据式(7)–(9)计算SGV可见性权重, 构造雷达混合测量先

验.

l = 0 Ψ̂
(0)

k
4. 令 , 并以预测状态初始化VB迭代状态 .

δmin ∆γ = ∞5. 设置收敛阈值 , 初始化责任度变化量 .

l = 0 Lmax − 16. for   to   do

zrk,i7.　for each雷达测量点  do

γ(l+1)
k,i,t8.　　执行E-Step, 更新责任度 .

9.　end for
10.　构建散射中心等效观测统计量, 执行M-Step更新运动

状态与轮廓状态.
11.　根据视觉骨架节点和底部角点计算投影残差, 修正姿

态、尺度及骨架节点.

Hk,i H̄k,t12.　计算点级关联熵 与节点级平均关联熵 .

H̄k,t εk,t13.　根据 更新刚度 , 完成弹性骨架递推.

∥∆Ψ∥ < δmin ∆γ < δmin14.　if  或  then break.
15. end for

{Ψ̂k,Pk}16. return  .
 

3    仿真实验
 

3.1    实验设置

Q = 0.5I3×3

λ ∈ {1, 5, 10}

为了全面验证所提算法在路侧感知场景下的性

能, 本文基于 CARLA仿真引擎构建了高保真度的

虚拟交通场景. 实验配置了毫米波雷达与相机两种

传感器, 并选取了公交车变道与轿车掉头两类典型

的非线性机动轨迹. 目标轨迹由仿真器根据预设的

起始点、终点及中间控制点自动生成. 视觉数据生

成: 首先在仿真车辆模型上定义了真实的三维关键

点集, 包含 24个骨架节点与 4个底部角点. 利用仿

真图像及其对应的投影坐标作为真值, 训练 YOLOv8

关键点检测网络, 从而获取图像平面上的像素级关

键点观测. 雷达数据生成: 通过对骨架关键点进行采

样合成三维雷达点云, 并叠加协方差为

的高斯测量噪声. 为评估算法在不同稀疏度下的鲁

棒性, 假设每一帧的雷达点数量服从泊松分布, 设定

泊松率 (平均点数) , 并强制每帧至少
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包含一个测量点. 针对每种场景配置与点云密度, 均
独立执行 50次蒙特卡洛仿真实验, 以保证结果的可

靠性.

l0 = 4.5 m w0 = 1.8 m

δx0 = 0

车辆长度和宽度初值由尺寸先验给定, 分别初

始化为   、 . 初始误差状态取

. 初始协方差按状态分量分块设置为

P0 = diag(Pp,0, Pv,0,Pθ,0,Pω,0,Pξ,0), (33)

Pp,0 = 1.0 I3, Pv,0 = 2.0,

Pθ,0 = 0.2 I3, Pω,0 = 0.5 I3,

Pξ,0 = diag(0.8, 0.3). (34)

ϑ0

NT = 24 [−l0/2, l0/2]

[−w0/2, w0/2]

ϖ0,t

d0,t = 0

Σ0,t = diag(0.5, 0.5, 0.3, 0.2, 0.2, 0.2, 0.1, 0.1,

0.1)

p v

初始形状状态 的参数设置如下: 散射中心数

目取 ; 纵向位置均匀初始化于 ,
横向位置对称初始化于 , 高度初值取

0; 骨架节点状态 由首帧关键点反投影获得; 形
变速率初值设为 ; 局部形状子状态协方差设

为

评价指标: 本文采用均方根误差 (RMSE)与多视

图交并比 (IoU)作为核心评价指标. 状态估计精度采

用 RMSE量化车辆中心位置 与速度 的估计偏差:

RMSEp =

√√√√ 1

N

N∑
k=1

Φpk − p̂k∥2,

RMSEv =

√√√√ 1

N

N∑
k=1

Φvk − v̂k∥2. (35)

 
 

表 1     RA–ES–EOT 算法超参数设置

超参数 符号 取值

可见性陡度 κ 5.0

可见性偏移阈值 τ −0.1

基准刚度 ε0 100

刚度保留因子 α 0.2

刚度边界 [εmin, εmax] [20, 200]

熵敏感系数 β 2

阻尼系数 ρk,t 2
√
εk,t

运动过程噪声 W diag(03, 0.1, 03, I3, 0.1I2)

形状过程噪声 Wg I9×9

视觉观测协方差 Qc 5I2×2

数值平滑因子 η 10−6

VB迭代次数 Nvb 3

 

N ·̂

V̂ V
XY,XZ, Y Z

其中 为总帧数, 带 的变量表示估计值, 不带

的为真值. 为了综合评估三维轮廓的拟合程度, 计算

估计形状 与真实形状 在车辆坐标系下三个正交

平面 ( )上的投影 IoU:

IoUs(V, V̂) =
Area(Projs(V) ∩ Projs(V̂))
Area(Projs(V) ∪ Projs(V̂))

, (36)

s ∈ {xy, xz, yz}其中 表示投影平面. 该指标能够直

观反映算法对车辆轮廓的估计准确性.
为验证算法优越性, 将本文提出的方法与四种

扩展目标跟踪算法进行了对比. 对比基准包括基于

视觉与雷达融合的基准方法 ES-EOT[12]; 基于高斯过

程的雷达 EOT方法 GPEOT与 GPEOT-P[18]; 以及基

于随机超曲面思想构建的扩展卡尔曼滤波方法MEM-
EKF*[19,20]. 

3.2    公交车变道场景实验分析

本小节在典型的“公交车变道”场景中对所提

RA-ES-EOT算法进行定性与定量评估.
图 2所示, 目标车辆沿远离传感器方向行驶, 并

在第 180帧左右执行非线性的变道机动. 该场景的

挑战性在于雷达点云随距离增加而显著稀疏, 且变

道过程伴随剧烈的横向位移, 易导致跟踪滤波器的

非线性误差发散.
  

图 2   公交车变道场景检测结果
 

X Y

图 3展示了 RA–ES–EOT方法在公交车变道场

景下的三维扩展目标跟踪结果, 其中横轴、纵轴分别

为 CARLA世界坐标系下的 、 方向位置, 单位为

m; 不同子图对应第 30、90、150、180和 240帧的关

键时刻结果. 尽管雷达测量 (红点)在远距离处极为

稀疏且分布不均, 所提方法仍能利用视觉骨架观测

(绿点与品红点)提供的强几何约束, 准确重建出车

辆的三维轮廓. 特别是在第 180帧的变道阶段, 算法

生成的蓝色估计曲面与真实车辆骨架 (黑色轮廓)保
持高度重合, 表明该方法在处理复杂机动与稀疏观

测时具有优异的结构保持能力.
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图 3   公交车变道场景下扩展目标跟踪结果
 

XY, Y Z,ZX

图 4绘制了车辆形状在 VCS坐标系三个正交

平面 ( )上的投影 IoU随时间的变化曲
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λ = 5

Y Z ZX

线, 其中横坐标为帧序号, 纵坐标为对应投影面的

IoU数值, 实验设置雷达密度 . 从图中可以观

察到, RA-ES-EOT在整个跟踪周期内均展现出优于

对比方法的性能. 值得注意的是, 在车辆发生机动的

区间 (约第 50帧及 150–200帧), 基准方法 ES-EOT
和 GPEOT的 IoU曲线出现了明显的震荡与下滑. 相
比之下, RA-ES-EOT凭借动态刚度调节机制, 有效

抑制了由观测噪声引起的外形畸变, 特别是在反映

高度与侧向结构的 和 平面上, 其性能优势尤

为显著.
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图 4   公交车变道场景下各投影面的 IOU
 

λ ∈ {1, 5, 10}
统计指标定量分析表 2与表 3进一步列出了不

同雷达点密度 下的定量统计结果.

λ = 1

XY

Y Z

ZX

λ = 5, 10

λ = 10 Y Z

如表 2所示, RA-ES-EOT在绝大多数配置下均

取得了最优的形状估计精度. 在 的极稀疏条件

下, RA-ES-EOT在 平面上的平均 IoU达到 0.656,
相比 ES-EOT提升了约 5.1%. 更重要的是, 与仅依赖

雷达测量的 MEM-EKF*方法相比, 所提方法在

平面上的 IoU提升了约 36.1%, 在 平面提升了

55.8%. 这充分证明了引入视觉骨架先验能够有效弥

补稀疏雷达点云在高度维度的信息缺失. 随着雷达

点密度的增加 ( ), 所提方法的优势进一步

扩大. 例如在 时, 其 平面 IoU达到 0.824,
显著优于 ES-EOT的 0.766.

λ = 10

如表 3所示, 由于 RA-ES-EOT与 ES-EOT均引

入了高精度的视觉观测来约束刚体运动, 两者在速

度 RMSE上表现相当. 其中 ES-EOT在部分换道配

置下取得略优的速度精度, 主要原因在于其形状演

化自由度较少, 在速度状态更新时表现出更强的“刚

体保守性”, 因而在单一速度指标上可能具有轻微优

势; 相比之下, RA-ES-EOT将更多自由度用于吸收

轮廓重排与形状畸变, 更强调复杂机动下整体几何

一致性与长期鲁棒性. 然而, 在位置估计方面, RA-
ES-EOT展现出显著的鲁棒性. 特别是在 时,
其位置 RMSE降至 1.843, 优于所有对比方法. 与传统

雷达方法 GPEOT和 MEM-EKF*相比, RA-ES-EOT
的位置误差降低了约 40%–50%. 

3.3    轿车掉头场景实验分析

本小节进一步在更具挑战性的“轿车掉头”场

景中验证算法性能.
图 5所示, 目标车辆首先在第 30帧左右执行变

道 , 随后在第 140帧驶入路口进行持续的大角度

U型转向掉头, 并在第 200帧左右完成航向调整. 该
场景不仅包含横向机动, 还涉及航向角的剧烈非线

性变化.
图 6展示了 RA–ES–EOT方法在轿车掉头场景

下的三维扩展目标跟踪结果. 图中坐标轴表示 CARLA
世界坐标系下的三维空间位置, 单位为 m; 各子图分

别对应第 30、90、140、180和 240帧的关键时刻结

果, 用于展示车辆在大角度转向过程中的轮廓演化

 

λ表 2     公交车变道场景下不同 设置下各投影面 IOU 对比

算法
xy ↑IOU   yz ↑IOU   zx ↑IOU  

λ = 1 λ = 5 λ = 10 λ = 1 λ = 5 λ = 10 λ = 1 λ = 5 λ = 10

RA–ES–EOT 0.656 0.767 0.801 0.588 0.797 0.824 0.776 0.825 0.829

ES–EOT 0.624 0.680 0.721 0.625 0.727 0.766 0.790 0.812 0.827

GPEOT 0.380 0.501 0.528 0.392 0.516 0.539 0.245 0.303 0.323

GPEOT–P 0.479 0.611 0.639 0.504 0.632 0.648 0.512 0.617 0.633

MEM–EKF* 0.412 0.437 0.437 0.432 0.457 0.455 0.498 0.525 0.520
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情况. 尽管在掉头过程中 (第 140–180帧), 雷达反射

点随视角变化发生了剧烈的空间分布重排, 所提方

法仍能利用视觉关键点的几何约束, 稳定地锁定车

辆轮廓, 未出现明显的形状漂移或航向发散现象.
图 7记录了跟踪过程中车辆形状在 VCS三个

投影平面上的 IoU变化曲线. 曲线的三个显著波谷

精确对应了车辆的三次机动行为: 在 30帧发生变道,
所提方法与 MEM-EKF* 的 IoU曲线保持平稳 , 而
GPEOT与 GPEOT-P方法出现显著下降, 表明传统

雷达方法对横向机动的鲁棒性较弱. 在 140帧左右

开始掉头, 受航向角快速变化影响, 所有方法的性能

均出现下滑. 然而, RA-ES-EOT下降幅度最小, 且在

机动结束后能够以最快速度恢复至高精度水平. 在
200帧结束掉头行为, 在航向微调过程中, 所提方法

始终保持最高的 IoU水平, 验证了其在强非线性机

动下的优越鲁棒性. 表 4与表 5汇总了该场景下的

定量统计结果.
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图 7   小轿车掉头场景下各投影面的 IOU
 

λ = 1

XY

Y Z ZX

如表 4所示, 在 的极度稀疏条件下, RA-
ES-EOT展现出优异的结构适应性. 尽管受场景复杂

度增加的影响, 整体提升幅度略低于变道场景, 但与

基准 ES-EOT相比, 其在 平面的 IoU提升了约

3.5%; 在 平面提升了约 5.1%; 在 平面提升了

约 2.0%. 此外, 对比 GPEOT等纯雷达方法, 所提方

法的性能优势依然显著, 表明引入视觉先验是应对

强机动场景的有效手段.

λ = 1

由表 5可知, 在位置估计方面, RA-ES-EOT在

时的位置 RMSE为 1.898. 虽然该指标略逊于

MEM-EKF, 但相比于同类的 GPEOT方法, 误差大

 

表 3     变道场景下的速度和位置 RMSE

算法
v ↓RMSE   p ↓RMSE  

λ = 1 λ = 5 λ = 10 λ = 1 λ = 5 λ = 10

RA–ES–EOT 0.812 0.812 0.819 1.988 1.904 1.843

ES–EOT 0.809 0.811 0.813 1.895 1.869 1.860

GPEOT 1.952 1.149 0.991 3.564 2.232 2.323

GPEOT–P 1.801 1.356 1.139 3.091 2.459 2.115

MEM–EKF* 1.781 1.460 1.337 3.881 3.697 3.662

 

图 5    小轿车掉头场景的检测结果
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图 6    小轿车掉头场景扩展目标跟踪结果

 

λ表 4     不同算法在不同 设置下各投影面 IOU 对比

算法
IOUxy ↑  IOUyz ↑  IOUzx ↑ 

λ = 1 λ = 5 λ = 10 λ = 1 λ = 5 λ = 10 λ = 1 λ = 5 λ = 10

RA–ES–EOT 0.507 0.638 0.660 0.739 0.772 0.766 0.460 0.637 0.697

ES–EOT 0.490 0.570 0.602 0.703 0.725 0.716 0.451 0.580 0.622

GPEOT 0.188 0.285 0.340 0.117 0.143 0.165 0.115 0.173 0.205

GPEOT–P 0.282 0.350 0.386 0.230 0.238 0.255 0.234 0.260 0.280

MEM–EKF* 0.250 0.475 0.501 0.157 0.331 0.369 0.150 0.308 0.342
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幅降低了约 63.5%, 有效避免了滤波发散 . 与 ES-
EOT相比, 两者在位置精度上表现相当. 在速度估计

方面, RA-ES-EOT与 ES-EOT均保持了较低的误差

水平, 显著优于 GPEOT系列方法, 体现了多模态融

合在非线性机动下对速度状态的鲁棒约束能力.

λ = 1

实验结果表明, RA-ES-EOT在不同雷达点密度

条件下, 特别是在极度稀疏观测 ( )场景中, 展
现出显著优于对比方法的三维外形估计精度. 这一

现象有力地证实了 SGV-GMM雷达测量模型的有

效性. 该模型通过引入软门控可见性机制, 精确刻画

了路侧雷达点云的空间非均匀分布特性. 与传统方

法将所有测量点视为等权重不同, 所提方法能够在

变分推断框架下, 根据物理几何先验对有限的雷达

测量进行概率加权. 这种处理方式不仅抑制了离群

点的影响, 更为后续的数据关联与结构参数更新提

供了具备物理一致性的统计基础.
定量分析结果表明, 所提方法在显著提升三维

外形估计稳定性的同时, 能够保持与融合基线相近

的运动状态估计精度. 需要指出的是, 在强机动场景

下, 纯雷达方法在位置 RMSE指标上可能取得较低

数值, 但其三维轮廓 IoU明显偏低, 说明其更偏向质

心状态拟合, 而难以稳定恢复车辆几何外形. 相比之

下, RA–ES–EOT更侧重于运动状态与三维轮廓的一

致性联合估计.
为评估各方法的实时性, 本文进一步统计了不

同算法在轿车掉头场景下的单帧平均处理耗时, 结
果如表 6所示. 可以看出, RA–ES–EOT与 ES–EOT
的单帧平均耗时分别为 4.829 ms和 4.736 ms, 二者

处于相同量级, 均能够满足实时处理需求. 说明在本

文实验设置下, 引入 RA–ES与 SGV–GMM仅带来

较小的额外计算开销, 并未显著影响算法的在线运

行效率. 

3.4    实测数据

为进一步验证所提方法在真实复杂交通场景中

的适用性, 本文选取路侧实测雷达与相机同步数据

进行定性分析. 该场景采集于城市十字路口, 被跟踪

车辆为一辆城市 SUV, 其由路口一侧驶入观测区域

并通过交叉口. 在观测过程中, 目标车辆相对路侧传

感器的距离、方位角和可见侧面均发生明显变化, 且
车辆运动轨迹呈现先向左侧偏移并随后向右回正的

趋势. 与仿真场景不同, 实测数据中的毫米波雷达点

云数量较少, 并受车辆姿态、道路环境杂波以及局部

强反射部位影响, 在车辆表面的空间分布具有明显

的稀疏性和非均匀性, 这对三维轮廓估计的连续性

和稳定性提出了更高要求.

W = diag(03×3, 0.1, 03×3, I3×3, I2×2)

考虑到真实采集数据中相邻有效观测帧之间可

能存在较大的目标位移, 本文在实测数据实验中适

当增大预测不确定性, 以增强滤波器对目标机动和

量测波动的适应能力. 具体地, 将运动过程噪声调整

为 . 同时, 考虑到

真实道路平面估计不可避免存在误差, 其余超参数

保持与仿真实验一致. 上述设置能够在不过度依赖

人工轮廓真值的条件下, 提升算法对实测稀疏点云

和道路平面扰动的鲁棒性.
图 8给出了目标车辆通过十字路口过程中的三

帧视觉检测结果, 其中红色矩形框表示视觉检测得

到的目标区域, 彩色散点表示对应时刻的雷达量测

点. 可以看出, 随着车辆横向位置变化, 雷达点云主

要集中在车身侧面、尾部及局部强反射区域, 不同帧

之间点云数量和空间分布均存在一定波动. 这种稀

疏且非均匀的量测特性说明, 仅依赖雷达质心或简

单外接框难以稳定描述车辆的三维扩展形态.
在此基础上, 图 9给出了所提方法在该实测数

据片段上的三维轨迹与轮廓估计结果. 可以看出, RA–
ES–EOT能够在雷达量测点云较为稀疏的条件下形

成连续的车辆三维包络估计, 且估计轮廓能够随目

标运动状态变化保持较好的空间一致性. 轨迹结果

与图像序列中车辆先左偏后回正的运动趋势相吻合,
说明所提方法能够利用视觉几何约束和雷达点云信

息对车辆扩展状态进行联合约束, 从而提升真实场

景下三维目标跟踪结果的可解释性.
需要说明的是, 实测场景中缺少高精度车辆三

维轮廓真值, 因此本文主要从视觉图像、雷达点云分

布以及轨迹连续性三个方面进行定性验证. 后续工

作将进一步结合高精度车辆轮廓标注或多视角重建

 

表 5     轿车掉头场景下的速度和位置 RMSE

算法
v ↓RMSE   p ↓RMSE  

λ = 1 λ = 5 λ = 10 λ = 1 λ = 5 λ = 10

RA–ES–EOT 1.025 1.005 0.993 1.898 1.873 1.851

ES–EOT 0.997 0.976 0.966 1.895 1.869 1.860

GPEOT 2.276 1.667 1.480 5.204 2.219 1.658

GPEOT–P 1.560 1.410 1.344 1.906 1.796 1.605

MEM–EKF* 1.349 1.178 1.107 1.449 1.217 1.189

 

表 6     不同扩展目标跟踪算法的实时性对比

方法 初始化耗时/ms 单帧耗时/ms FPS

MEM–EKF* 17.077 2.633 379.80

RA–ES–EOT 9.678 4.829 207.08

ES–EOT 9.439 4.736 211.15

GP–EOT 158.103 44.070 22.69

GP–EOT–P 84.987 63.653 15.71
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结果, 对真实数据场景下的三维轮廓估计误差进行

更严格的定量评估. 

4    结　论

针对路侧感知场景中毫米波雷达点云稀疏、空

间分布非均匀以及多源观测关联不确定性强等挑战,
本文提出了一种基于关联责任度的雷视融合三维扩

展目标跟踪方法 (RA-ES-EOT). 首先, 在统一的状态

空间与坐标框架下, 构建了融合毫米波雷达点云与

视觉关键点的联合观测模型, 并引入基于软门控可

见性的高斯混合模型 (SGV-GMM), 有效刻画了路侧

雷达测量的非均匀生成机理. 在此基础上, 本文提出

了一种责任度感知的自适应弹性骨架融合机制, 该
机制通过对数据关联不确定性的显式建模, 实现了

车辆几何结构约束强度的动态调节, 显著提升了稀

疏观测与复杂机动条件下三维形状估计的稳定性与

鲁棒性. 实验结果证明,RA-ES-EOT算法在低密度点

云下仍能保持优异性能, 这为低线数雷达在智慧路

口的广泛应用提供了理论基础, 能够显著降低路侧

感知的平均部署成本, 对推动车路协同基础设施的

集约化建设具有重要参考价值.
此外, 由于本文采用统一的联合观测残差与责

任度加权机制, 当系统中存在小幅时间延迟或外参

标定误差时, 其影响主要体现为跨模态残差增大与

视觉投影一致性下降. 在当前框架下, 这类误差可通

过观测门控、协方差膨胀以及责任度衰减机制实现

内生性吸收, 从而对轻微时空失配展现出一定的鲁

棒性. 但在较大延迟、严重标定偏差以及重型车辆持

续遮挡轻型目标等极端场景下, 仍需进一步引入显

式的时延补偿、在线标定修正与多目标遮挡建模策

略.
尽管本文方法在仿真环境中验证了其优越性,

但仍有进一步拓展的空间. 未来的研究工作将重点

聚焦于以下三个方面:
1)将所提框架拓展至多目标跟踪场景, 显式建

模目标间的相互遮挡与关联竞争机制, 以解决密集

交通流下的感知难题;
2)结合真实路侧毫米波雷达与相机数据, 系统

评估算法在实际部署环境中的泛化能力、长时稳定

性及实时计算性能;
3)探索变分推断与深度学习方法的深度融合,

旨在通过数据驱动的方式实现模型参数的自适应更

新, 降低算法对人工超参数调节的依赖. 上述研究将

进一步推动该方法在智能交通与车路协同感知系统

中的工程化落地与实际应用.
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