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摘　要: 带时间窗的多目标车辆路径问题 (MOVRPTW)的本质是在多个相互冲突的目标间寻求帕累托最优解

集, 但传统启发式与精确算法难以高效求解. 尽管多目标进化算法 (MOEAs)应用广泛, 其在处理复杂约束时仍存

在缺陷, 常因搜索过早收敛而陷入局部最优, 限制了求解性能. 为解决上述问题, 本文提出一种双阶段自适应协同

进化算法 (DS-ACEA). 为有效平衡算法的探索与开发能力, 该算法将进化过程划分为两个阶段. 在第一阶段, 算

法采用基于约束违反值 (CVs)的先分组后选择的可行性优先策略, 该策略在引导搜索向广阔可行区域扩展的同

时, 亦能提升种群多样性. 在第二阶段, 算法转而采用基于帕累托支配关系的精英选择策略. 该策略通过优先筛选

目标函数值更优的可行解, 加速种群向可行非支配帕累托前沿收敛. 为验证该算法性能, 本文在多个基准实例上

对 DS-ACEA进行了实证测试. 测试结果表明, 其在求解MOVRPTW问题时, 多项关键性能指标均显著优于前沿

对比算法, 验证了两阶段选择策略的约束处理技术的有效性.
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Abstract: The  multi-objective  vehicle  routing  problem  with  time  windows  (MOVRPTW)  aims  to  obtain  a  Pareto-
optimal  solution set  among multiple  conflicting objectives;  however,  traditional  heuristics  and exact  algorithms often
struggle to solve it efficiently. Although multi-objective evolutionary algorithms (MOEAs) have been widely applied,
they still exhibit limitations in handling complex constraints and are prone to premature convergence and local optima,
which  restricts  their  solution  performance.  To  address  these  issues,  this  paper  proposes  a  dual-stage  adaptive  co-
evolutionary  algorithm  (DS-ACEA).  To  effectively  balance  exploration  and  exploitation,  the  evolutionary  process  is
divided into two stages. In the first  stage, a feasibility-preferable strategy based on constraint violation values (CVs),
which follows a grouping-then-selection mechanism, is adopted. This strategy guides the search toward broader feasible
regions  while  improving  population  diversity.  In  the  second  stage,  an  elitist  selection  strategy  based  on  Pareto
dominance  is  employed.  By  preferentially  selecting  feasible  solutions  with  better  objective  values,  this  strategy
accelerates  the  convergence  of  the  population  toward  the  feasible  nondominated  Pareto  front.  To  evaluate  the
performance  of  the  proposed  algorithm,  extensive  empirical  experiments  are  conducted  on  multiple  benchmark
instances. The results show that DS-ACEA significantly outperforms advanced comparative algorithms on several key
performance  indicators  when  solving  MOVRPTW,  thereby  verifying  the  effectiveness  of  the  constraint-handling
technique based on the dual-stage selection strategy.
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0    引　言

车辆路径问题 (Vehicle Routing Problem, VRP)
是组合优化领域最著名的经典问题之一, 因其在物

流配送
[1-2]
、车辆运输

[3-4]
、医疗服务

[5-6]
以及应急救

援
[7-8]

等众多领域都有着广泛的现实应用而备受关

注
[9-10]. 作为一个典型的 NP-hard组合优化问题 ,

VRP衍生出大量具有不同约束的变种问题, 其中, 带
时间窗的车辆路径问题 (Vehicle  Routing  Problem
with Time Windows, VRPTW)是应用最为广泛的变

种之一. 该问题的核心目标是为一组具有载重限制

的车辆规划最优路径, 要求每个客户必须在其特定

的时间窗内被访问一次, 最终在满足所有约束的前

提下, 找到一条能够最小化总体成本 (如总行驶距

离)的哈密顿回路
[11].

在以往研究中, VRPTW通常被建模为带约束的

单目标优化问题. Clarke等[12]
提出的节约算法是早

期经典方法之一. 由于 VRPTW属于 NP-hard问题,
精确算法求解大规模实例时效率受限, 后续研究逐

渐转向元启发式算法. 例如, Ahmed等[13]
提出改进

足球比赛算法, 并在标准测试实例上验证了其有效

性. 总体来看, 传统 VRPTW研究多以最小化总行驶

距离等单一目标为主.
实际上, VRPTW涉及车辆数、行驶距离、服务

时间和客户满意度等多个相互冲突的目标, 具有明

显的多目标优化特征. 针对多目标 VRPTW, 一类方

法通过标量化技术将多目标问题转化为单目标问题

求解. Wu等[14]
采用加权线性聚合函数, 同时考虑车

队规模与总行驶距离. 然而, 此类方法依赖预设权重,
且易受目标量纲和权重取值影响. 另一类方法采用

分阶段优化策略, Zhao等[15]
基于大巡回分解思想,

将多目标问题转化为连续的单目标优化过程, 但目

标处理顺序可能影响最终解质量.
为克服上述方法的局限, 部分研究开始采用真

正的多目标优化框架, 以同时优化多个目标并获得

帕累托解集. Li等[16]
提出改进多目标进化算法, 用

于求解带时间窗的时变车辆路径问题; Wang等 [17]

基于分解策略, 将车辆数与行驶距离目标分解为多

个子问题并进行协同优化. 此外, Zhang等[18]
将自适

应局部搜索机制嵌入多目标模因算法, 以提升解集

的收敛性与多样性. 尽管现有研究已在 MOVRPTW
求解方面取得一定进展, 但仍存在两个问题: 一是探

索与开发平衡机制相对固定, 难以兼顾前期多样性

保持与后期收敛加速; 二是约束处理策略较为单一,
未能充分利用优质不可行解中蕴含的可行域边界信

息. 尤其在可行域狭窄或不连续的情况下, 简单丢弃

不可行解或固定采用可行性优先准则, 可能导致搜

索信息损失并影响帕累托解集质量. 因此, 如何通过

有效的约束处理机制协调探索与开发, 并获得高质

量可行帕累托解集, 仍是MOVRPTW研究中值得进

一步关注的问题.

CV CV

CV

针对上述关键问题, 本文提出一种双阶段自适应

协同进化算法 (Dual-Stage Adaptive Co-Evolutionary
Algorithm, DS-ACEA). 该算法的核心思想在于将进

化过程分解为两个自适应协同的阶段, 以动态平衡

探索与开发. 在第一阶段, 算法聚焦于多样性与可行

域扩展, 采用基于约束违反值 (Constraint Violation,
)的可行性驱动策略; 通过将种群按 分层并

结合拥挤度进行选择, 不仅能引导搜索朝向更广阔

的可行区域、避免种群被局限于狭窄的解空间, 还策

略性地允许部分 较低的优质不可行解存活, 使搜

索能有效跨越不相交的可行区域. 在第二阶段, 算法

转而采用基于帕累托支配关系的精英选择策略, 通
过优先筛选目标函数值更优的可行解, 使种群加速

向可行的非支配帕累托前沿收敛, 同时为防止早熟,
仍允许少量非支配的不可行解存活. 此外, 算法通过

一个不设容量限制的外部精英存档来确保整个进化

过程中的可行非支配解不丢失. 实例测试结果表明,
所提出的 DS-ACEA在多个基准实例上的性能均显

著优于其他前沿算法, 为解决MOVRPTW问题提供

了一种兼具鲁棒性与高效性的全新方案. 

1    MOVRPTW 问题相关描述 

1.1    MOVRPTW 问题相关理论描述

为深入理解基于约束多目标优化框架构建的带

时间窗多目标车辆路径问题, 本文首先概述约束多

目 标 优 化 问 题 (Constrained  Multi-Objective
Optimization Problem, CMOP)的基本概念 . 其形式

化定义如下:

minF (x) = {f1(x), . . . , fM(x)}, (1)

s.t.ci(x) ⩽ 0, i = 1, . . . , q. (2)

x = {x1, x2, . . . , xD} ∈ Ω D

F (x) M

fm(x) m m = 1, . . . ,

M ci(x)

式中,  是 维决策空间中

的决策向量;  表示由 个目标函数构成的目标

函数向量;  表示第 个目标函数, 
;  表示不等式约束条件; 满足所有约束条件

的解称为可行解, 所有可行解构成可行空间; 至少有

一个约束条件不满足的解称为不可行解.

x,y ∈ Ω 若∀i ∈ {1, . . . ,M} fi(x) ⩽

以下是对相关定义的描述 :  (1)帕累托支配

(Pareto Dominance): 描述的是解与解之间的一种优

劣关系 . 设 ,  , 

2 控 制 与 决 策 第x卷



fi(y) x ̸= y x y x ≺ y x

y x y

y

∈ Ω y ≺ x x ∈ Ω

PS = {x ∈ Ω|x is Pareto optimal}

, 且 , 则 支配 , 记为 , 如果 支

配 , 则 被认为优于 .  (2)帕累托最优解 (Pareto
Optimality): 亦称为非支配解 . 若不存在任何解

使得 , 那么解 就是帕累托最优解.
这意味着无法在不牺牲其他目标的前提下改善某一

目标. (3)帕累托解集 (Pareto Set): 决策变量空间中

所有帕累托最优解的集合, 代表了所有最优的权衡

选择, 定义为 .

(4)帕累托前沿 (Pareto Front): 帕累托解集在目标函

数空间中的映射, 由所有最优解对应的目标函数向

量构成, 直观展示了各目标间权衡的最优边界.
约束多目标优化问题 (CMOP)的目标是在满足

约束条件的前提下, 获得一组帕累托可行最优解, 为
决策者提供多样化方案选择. 因此, 求解算法不仅需

要保证解集的可行性, 还应使其尽可能逼近真实帕

累托前沿, 并在前沿上保持良好的分布性. 对于带时

间窗的多目标车辆路径问题而言, 车辆数量、行驶距

离、时间跨度及等待时间等目标之间往往存在冲突,
同时还受到容量、服务时间窗和路径连续性等约束

的共同影响, 因此该问题具有典型的强约束多目标

优化特征.

C

gi g0 = 0

带时间窗的车辆路径问题 (VRPTW)中在满足

客户需求的同时, 还需要考虑每个客户的服务时间

窗约束. 即车辆必须在规定的时间窗内到达客户点,
否则将受到惩罚或无法提供服务. 在带时间窗的车

辆路径问题中, 有一组客户需要车队在某个时间窗

内为其提供服务. 此外, 每辆车都有容量约束 , 每
个客户的需求量为 , 配送中心的需求量为 .
在这种情况下, 考虑到软时间窗约束, 因此存在等待

时间和延迟时间. 一般来说, 带时间窗的车辆路径问

题的目标函数可表示为:

minF (x) =
∑
k

∑
i

∑
j

cijxijk. (3)

xijk k i j

cij i j

式中 表示若车辆 从客户 行驶到客户 , 则为 1,
否则为 0;  表示 到 的成本.

G = (V,E) V = {v0, v1, . . . , vn}
v0 {v1, . . . , vn}

E = {eij = (vi, vj), vi, vi ∈ V, vi ̸= vj}
eij vi, vj

带时间窗的车辆路径问题可以被表示为一个有向

图 ,  是顶点集合, 其中

顶点 表示仓库, 其余每个顶点 分别代

表一个客户. 

是边的集合, 其中 连接两个顶点 , 它的值反

映了两个顶点之间的行驶距离或行驶时间. 带时间

窗的车辆路径问题的解用不同路线表示, 可以编码

成染色体. 如图 1(a)所示, 每辆车都从配送中心 (即
顶点 0)出发, 并在完成服务后返回配送中心. 客户

R =

{R1, R2}, Q = |R|
Ri = (0, ci1, ci2, . . . , ciNi

, 0), Ni

点 1-5由两辆车提供服务, 其中客户点 3、2、5依次

由一辆车提供服务, 客户点 1和 4依次由另一辆车

提供服务, 这就产生了如图 1(b)所示的两条车辆行

驶路线. 最后, 为了便于解决带时间窗的车辆路径问

题, 如图 1(c)所示将这两条路线编码为一个染色体,
两条路线之间用分隔符 0分隔 . 具体来说 , 

表示当前解中的路线数量, 每条

路线 表示其中的顶

点数.

3

3

2

5
0

1

2 5 0 1 4

4

配送网络拓扑

0 3 2 5 0

0 041

车辆行驶路线

染色体编码

路线 1:

路线 2:

图 1   两辆车服务一系列客户的表达形式

1.2    MOVRPTW 问题的数学模型

f1 − f5

带时间窗的约束多目标车辆路径问题是车辆路

径问题的扩展, 结合了时间窗约束和多目标优化. 该
问题的目标是在为客户提供服务的过程中, 同时优

化多个相互冲突的目标 ( ), 并同时满足约束

条件:
f1(1)车辆数量 ( ):

f1 = |R| = Q. (4)

Q式中 表示路线数量.
f2(2)总行驶距离 ( ):

f2 =
Q∑

i=1

DistRi
, (5)

DistRi
=

∑
cij∈Ri

ecijcij+1
. (6)

Ri i DistRi
i式中 表示第 条路线;  表示车辆在第 条路

线上行驶的总距离.
f3(3)时间跨度 ( )(即最长路线的行驶时间):

f3=max{TRi
|i = 1, 2, . . . , Q}, (7)

TRi
=

∑
cij∈Ri

(tcijcij+1
+ scij+1

+ wtcij+1
). (8)

TRi
i

tcijcij+1

式中 表示车辆在路线 上消耗的总时间, 包括行

驶时间、服务时间和等待时间;  表示车辆在
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cij cij+1 si i

[bi, ei] i ai

i wti wti = bi − ai

ai < bi dti dti = ai − ei

ai > ei

和 间的行驶距离;  表示车辆在第 位客户处

的交付时间;  表示第 位客户的时间窗;  表示

车辆到达第 位客户的时间;  即 表

示 时的等待时间 ;  即 表示

时的延迟时间.
f4(4)总等待时间 ( ):

f4 =
Q∑

i=1

WRi
, (9)

WRi
=

∑
cij∈Ri

wtcij . (10)

WRi
i其中 表示车辆在路线 上的总等待时间.

f5(5)总延迟时间 ( ):

f5 =
Q∑

i=1

DTRi
, (11)

DTRi
=

∑
cij∈Ri

dtcij . (12)

DTRi
i其中 表示车辆在路线 上的总等待时间.

f1

f2

f3 f4

由上述目标函数可知, MOVRPTW各优化目标

之间存在明显冲突. 例如, 减少车辆数量 往往会增

加单车服务客户数量, 进而可能导致总行驶距离 、

时间跨度 和总等待时间 上升; 而增加车辆数量

虽可缩短单车路径、降低时间压力和延迟风险, 但会

提高车辆使用成本. 因此, 该问题难以通过单一目标

函数获得最优解, 需要在多目标优化框架下寻求不

同目标之间的折中. 上述目标冲突性也为后续采用

帕累托支配关系和非支配解集进行算法设计提供了

理论依据.

C1 − C3

在带时间窗的约束多目标车辆路径问题中, 约
束条件 ( )必须在服务客户的过程中得到满

足:
C1

DT

(1)最大总延迟时间约束 ( ): 每辆车到达客户

点的延迟时间总和不得超过最大总延迟时间 .

G1(x) =
∑

Ri

max(0, DTRi
−DT ). (13)

C2(2)车辆容量约束 ( ): 对每辆车, 该线路上客

户所需货物的装载量不能超过车辆容量.

G2(x) =
∑

Ri

max(0,
∑

cij∈Ri

gcij − C). (14)

C3

T

(3)车辆返回时间约束 ( ): 对于每辆车, 车辆

最终返回配送中心的时间不能超过车辆返回时间 .

G3(x) =
∑

Ri

max(0, TRi
− T ), (15)

CV (x) =
3∑

j=1

Gj(x)

Gmax, j

. (16)

Gj(x) j其中 表示当前解在第 个约束条件下的约束

Gmax,j j违反值;  表示当前种群中与第 个约束条件相

对应的解的最大约束违反值.

x CV (x) ⩾ 0

CV (x) = 0 x CV (x) > 0

x CV (x)

性质 1(约束违反值的非负性与可行性判别): 对
于任一解 , 其约束违反值 . 当且仅当

时, 解 为可行解; 当 时, 解
为不可行解, 且 越大, 表示其偏离可行域的

程度越严重.

max(0, ·)
j ∈ {1,2, 3} Gj(x) ≥ 0 Gmax,j

j

Gmax,j > 0

CV (x) ⩾ 0 CV (x) = 0

Gj(x) = 0 x

x j

Gj(x) > 0 CV (x) > 0

证明: 由式 (13)-(15)可知, 每个单独的约束违反

函数均采用 的形式 , 因此对任意约束

, 恒有 . 同时 ,  表示当

前种群中第 类约束的最大违反值, 在归一化处理中

满足 . 因此, 式 (16)中各项均为非负项的

累加, 故 恒成立. 若 , 则要求

求和式中每一项均为 0, 即对所有约束均有

, 说明解 未违反任何约束条件, 为可行

解; 反之, 若解 至少违反一个约束 , 则必然存在

, 进而推导出 , 此时解为不可

行解. 证毕.
Gmax,j

CV (x)

CV (x)

式 (16)通过 对不同类型约束违反值进行

归一化处理, 可减弱量纲和数值尺度差异对

的影响, 使不同约束在统一尺度下参与不可行度评

价. 同时,  可用于后续分层选择, 帮助算法识

别低约束违反的优质不可行解, 从而兼顾可行性引

导与种群多样性保持. 

2    双阶段自适应协同进化算法模型

CV

针对 MOVRPTW在复杂约束条件下可行解获

取困难、帕累托前沿逼近能力要求较高等特点, 本文

提出双阶段自适应协同进化算法 (DS-ACEA), 以兼

顾可行域探索与多目标优化性能. 不同于一般分阶

段进化算法主要依据固定迭代次数或经验规则进行

阶段切换, DS-ACEA将阶段划分与种群的约束可行

性状态相结合, 通过可行解比例动态判别搜索进程,
从而实现搜索策略的自适应调整. 具体而言, 算法在

搜索前期利用约束违反值 对种群进行分层筛选,
以增强可行性引导能力并保持种群多样性; 在搜索

后期则基于可行解强化非支配排序选择压力, 促进

种群逐步向帕累托前沿逼近. 因此, 本文所提方法的

创新性并不局限于“双阶段”结构本身, 而在于将约

束驱动分层选择、自适应阶段转换, 以及可行解与低

约束违反不可行解的协同保留机制有机结合, 从而

提高算法在复杂约束多目标车辆路径优化问题中的

适应性与求解稳定性. 

2.1    第一阶段选择策略

第一阶段 (探索阶段)旨在增强种群对可行域及
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潜在帕累托前沿区域的搜索能力. 为此, 算法采用基

于约束违反值的分组选择策略, 并结合多样性维持

机制, 以在引导种群逐步逼近可行域的同时, 保留部

分目标函数值较优但尚未完全可行的个体. 此类不

可行解可能携带有利于后续进化的搜索信息, 有助

于避免种群过早陷入局部最优, 并提高解集在搜索

空间中的分布多样性.
Pt

Qt Ptemp

Ptemp

µ

µ

µ

µ

具体而言, 算法首先合并父代种群 与子代种

群 , 形成中间种群 , 并按照约束违反值升序

排列; 当个体约束违反值相同时, 采用随机方式确定

其排序 . 随后 , 根据约束违反程度将 划分为

3个等级: 约束违反值较小的前 个个体划入等级 1,
约束违反值较大的后 个个体划入等级 3, 其余个体

划入等级 2. 若可行个体数量超过 , 则对可行个体

进行快速非支配排序, 并结合二元锦标赛与相似度

判别机制, 从中选取 个个体进入等级 1.

Pt+1

Pt+1

Pt+1

在下一代种群构建过程中 , 算法首先将等级

1中的个体保留至 , 以增强种群的可行性引导.
随后, 依次从等级 2和等级 3中采用二元锦标赛选

择剩余个体: 优先选择约束违反值较小的个体; 若两

个个体的约束违反值相同, 则选择与 中已有个

体相似度较低的个体. 每个被选个体从候选集中删

除, 以避免重复选择, 直至 达到预设规模.

S1, S2 S3

CV

Pt Qt

CV

S1

S2

CV

为直观说明可行性偏好选择可能带来的局限,
图 2给出了一个解空间分布示意图. 图中假设各解

的适应度值由右上方向左下方递减, 即越靠近左下

区域的解具有越优的目标函数值;  和 分别

表示搜索空间中互不相交的可行区域, 靠近可行区

域的解通常具有较低的约束违反值 . 假设父代种

群 与子代种群 合并后形成的中间种群规模为

12, 并需从中选择 6个个体进入下一代. 若选择过程

过度强调可行性, 则会优先保留 值较低的个体,
如图 2(b)所示, 解 1-6将被选中. 此时, 种群搜索可

能长期局限于 附近, 难以进一步探索其他不连通

可行区域, 如包含全局最优解的 区域. 因此, 单纯

追求最小 可能削弱种群多样性, 并增加算法陷入

局部可行区域的风险.

CV CV

CV

CV

为增强第一阶段的全局探索能力, DS-ACEA采

用基于约束违反值的分层选择策略. 该策略首先依

据个体的 值将中间种群划分为不同等级:  值

较小或已满足约束的个体通常位于可行域内部或边

界附近, 能够为种群提供可行性引导;  值中等的

不可行个体虽然尚未满足约束, 但往往接近可行边

界, 具有进一步改进的潜力;  值较大的个体则主

要用于维持搜索多样性, 避免种群过早集中于局部

区域.
CV在选择过程中, 算法优先保留低 等级个体,

并从其余等级中结合约束违反程度和个体相似度继

续筛选候选解. 该机制并非简单排除不可行解, 而是

有选择地保留部分具有潜在进化价值的不可行个体,
使其在后续交叉和变异过程中可能引导搜索跨越局

部可行区域, 进一步探索更广阔的解空间. 由此, 第
一阶段选择策略能够在可行性引导与多样性保持之

间取得平衡, 为后续开发阶段提供更丰富的候选解

基础. 

2.2    第二阶段选择策略

与第一阶段相比, 第二阶段更加侧重局部开发

与收敛提升. 为强化对高质量个体的选择压力, 算法

首先对父代与子代合并形成的中间种群进行快速非

支配排序, 并在各非支配等级内部根据可行性将个

体划分为可行组和不可行组, 以协调高质量可行解

与优质不可行解的保留比例.

λ λ

由于 CMOP的最终目标是获得可行非支配解,
算法优先从可行组中按照非支配等级由低到高选择

个个体; 若可行个体数量不足 , 则保留全部可行

解. 对于无法完全容纳的非支配层级, 优先选择拥挤

距离较大的个体, 以维持解集分布性. 随后, 下一代

种群的剩余位置由不可行组中的个体按照非支配等

级和拥挤距离继续填充, 以保留部分具有较优目标

函数值的不可行解, 从而增强算法向帕累托前沿逼

近的能力. 需注意的是, 入选不可行解的非支配等级

不应劣于未入选的可行解; 若出现该情况, 则由未入

选且等级较优的可行解进行替补. 第二阶段选择流

程如图 3所示.

可行域

不可行域不可行域

可行域

S1

S2

S3

2
3

4
5

6

1

解空间解空间

S1

S2

S3

2

5
1

等级 1 中的解
等级 2 中的解
等级 3 中的解
全局最优可行解

适应度

解空间

不可行域

可行域

S1

S2

S3

2
3

4
5

6
8

9

7
10

12
11

(a)   原始空间

(b)   可行性偏好选择结果 ( c)   本文策略选择结果

图 2    解空间选择结果图
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Pt Qt 2N

Ptemp

Pt+1 N

λ

如图 3所示, 第二阶段选择过程首先将父代种

群 与子代种群 合并, 形成规模为 的中间种

群 , 并采用快速非支配排序确定各个体的非支

配等级. 随后, 在每一非支配等级内部, 依据约束违

反值将个体划分为可行组与不可行组. 下一代种群

的规模为 , 其中优先从可行组中按照非支配

等级由低到高选择 个体, 其余位置再由不可行组个

体补充, 以兼顾可行解开发与优质不可行解保留.
Ptemp λ

Pt+1

λ

Ptemp

λ Pt+1 N − β

具体而言, 当 中可行个体数量大于 时, 算
法依次选择非支配等级较优的可行个体进入 .
若某一等级无法被完全容纳, 则优先保留拥挤距离

较大个体, 以维持解集分布性. 在 个可行解名额填

满后, 剩余位置由不可行组按照非支配等级和拥挤

距离继续填充. 若 中可行个体数量小于或等于

, 则所有可行个体均直接保留至 , 其余

个位置由不可行组按照相同选择准则补足. 通过上

述策略, 第二阶段能够在强化可行非支配解选择压

力的同时, 保留部分具有潜在搜索价值的不可行解.
在第二阶段 (开发阶段), 算法需要在强化可行

解选择压力的同时, 保留部分具有潜在搜索价值的

低约束违反不可行解. 若仅依据非支配等级进行精

英选择, 部分可行解可能因非支配等级较低而被淘

汰, 从而削弱种群对可行域的保持能力; 若仅依据可

行性进行筛选, 则可能过早舍弃位于优势区域附近

的不可行解, 导致种群丧失逼近真实帕累托前沿的

潜在信息. 尤其当约束帕累托前沿与无约束帕累托

前沿较为接近时, 低约束违反不可行解往往能够为

搜索方向提供有效引导.
因此, 本文在第二阶段采用兼顾可行性与非支

配关系的选择策略, 在优先保留高质量可行解的基

础上, 适当保留具有较优目标函数值和较低约束违

反程度的不可行解. 该策略既能够增强种群向真实

帕累托前沿逼近的能力, 又可维持一定的种群多样

性, 从而降低算法陷入停滞或局部最优的风险. 

2.3    阶段转换条件

Ptemp rf rf ⩾ η

k k k maxk

maxk

maxiter/2

为实现探索阶段与开发阶段的自适应衔接, 本
文设计了基于可行解比例的阶段触发机制. 在每一

代迭代中, 算法首先合并父代与子代种群, 形成中间

种群 , 并计算其中可行个体比例 . 若 ,
则说明当前种群已达到预设的可行解比例阈值, 连
续计数器 加 1; 否则, 将 置零. 当 达到 时,
表明种群在连续若干代内均保持了相对稳定的可行

解比例, 算法由第一阶段转入第二阶段, 其中

表示连续满足阈值条件所需的代数. 为避免探索阶

段占用过多计算资源, 本文进一步设置最大探索代

数限制, 即当迭代次数达到 时, 即使连续

可行解比例条件尚未完全满足, 算法也将进入第二

阶段, 以保证后续开发过程具有充足的搜索时间. 与
固定迭代切换不同, 该机制可根据种群逼近可行域

的状态动态调整阶段转换时机, 在强化前期可行域

扩展的同时, 降低过早开发或过度探索风险. 

3    求解 CMOVRPTW 的 (DS-ACEA) 算法 

3.1    种群初始化

c i j

c11 c12 c13

c1

为兼顾初始解的质量与多样性, 本文采用改进

所罗门 (Solomon)I1启发式算法与随机初始化相结

合的混合策略. 改进所罗门算法首先选取种子客户

初始化路径, 随后依据最小插入成本准则将未规划

客户 插入至当前路径相邻节点 和 之间. 综合考虑

距离 、时间 及紧迫性 的增量影响, 构建加权

插入成本函数 如下:

c1(i(u), u, j(u)) = min
ρ=1,...,m

c1(iρ−1, u, iρ), (17)

c11(i, u, j) = eiu + euj − eij, (18)

c12(i, u, j) = aju − aj, (19)

c13(i, u, j) = eu − au, (20)

c1(i, u, j) = α1c11(i, u, j) + α2c12(i, u, j)+

α3c13(i, u, j), (21)

α1 ⩾ 0, α2 ⩾ 0, α3 ⩾ 0, (22)

α1 + α2 + α3 = 1. (23)

P (N)t

Q (N)t

P temp

等级 1

等级 2

等级 3

不可行

可行

可行

不可行

可行

不可行

不可行

快速非支配排序

优先保留

剩余填充

P t+ l

N-λ

λ
可行

不可行

不可行

不可行

P (N)t

Q (N)t

快速非支配排序

P temp

等级 1

等级 2

等级 3

可行

可行

不可行

可行

不可行

优先保留

剩余填充

P t+ l

N-β

β ≤ λ

(a)   通信距离 λ

(b)   可行组个体数小于 λ

图 3    第二阶段选择程序图
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α1, α2, α3

λ u e0u

c2

式中 为归一化权重系数. 在此基础上, 引入

参数 与客户 的最晚服务时间 , 计算最大化收

益因子 , 以锁定最佳插入位点:

c2(i, u, j) = c1(i(u), u, j(u))− λe0u, (24)

c2(i(u
∗), u∗, j(u∗)) = min

u
{c2(i(u), u, j(u))}. (25)

Q− 1

PF j j

wtr+1

随机初始化方法则侧重于拓展搜索广度, 采用

基于分隔符的编码策略, 即在客户随机序列中插入

个分隔符以划分车辆路径. 针对 MOVRPTW
的强约束特性, 算法利用前推法严格检验插入操作

的可行性. 定义 为节点 处的服务时间推迟量,
为后续节点的等待时间, 递推计算式为:

PF j = aju − aj, (26)

PF r+1=max{0, PF r − wtr+1}, j ⩽ r ⩽ m− 1.
(27)

DTRi

T

仅当上述推迟量满足如下路径总延迟 及

时间窗上限 的约束时, 该插入操作被判定为可行:

max(0, au − eu) +
m∑

r=j

max(0,(ar + PF r)− er) ⩽

DT −DTRi
, (28)

am + PFm ⩽ T. (29)

3.2    进化算子设计

为引导种群向帕累托前沿收敛并同步优化车辆

配置, 本文设计了一套包含选择、交叉、修复、变异

及局部搜索的组合进化策略. 该策略通过全局寻优

与局部开发的协同作用, 确保算法在维持种群多样

性的同时具备高效的收敛能力.
在全局搜索阶段, 算法首先采用基于“可行性优

先”准则的二元锦标赛机制筛选父代, 并利用单断点

序列交叉算子 (Single  Breakpoint  Sequence-Based
Crossover, SBSBX)执行基因重组. 该算子通过在父

代序列中随机选取断点并交换片段生成子代. 针对

交叉操作可能导致的客户重复、遗漏等解结构不可

行问题, 算法进一步引入修复机制进行校正. 需特别

指出的是, 为保留携带潜在搜索信息的不可行解并

维持种群多样性, 即使搜索不到满足全部约束的可

行插入位置, 算法仍执行最小成本插入, 以避免过早

丢失具有进化价值的个体.

cicj

在此基础上, 为进一步响应MOVRPTW对车辆

成本的控制, 算法集成了单级交换变异算子以实现

车辆缩减. 该算子利用轮盘赌策略优先选取客户数

量较少的路径, 遍历其中的客户并在其余路径中搜

索最佳可行插入点. 综合插入成本 定义如下:

cicj = weicj + (1− w)aicj. (30)

eicj aicj

w ∈ [0, 1] w = 0.5

式中,  与 分别表示归一化的空间与时间成本

增量,  为权重系数. 本文取 , 以同

时兼顾空间距离与时间代价, 避免局部搜索偏向单

一成本维度. 该加权成本函数能够在路径距离缩短

与时间可行性之间形成折中, 从而提高局部搜索对

MOVRPTW复杂约束场景的适应性. 若目标路径上

的所有客户均能成功转移至其他路径的可行位置,
则移除该路径, 从而实现车辆总数的缩减.

N1, N2, N3 N4

为提升解的精度并平衡计算复杂度与局部开发

能力, 本文仅针对部分可行非支配解执行基于移动

生成机制的局部搜索. 搜索过程中构建包含路径内

Or-opt移动 ( )及路径间 2-opt*交换 ( )
的邻域算子库. 其中, Or-opt算子通过移除并重新插

入连续客户节点, 对单条路径内的服务序列进行微

调; 2-opt*算子则通过交换两条路径的末端片段, 实
现不同车辆路径之间的结构重组与资源再分配.

∆d < 0

x
′

x

x
′

x

整个局部搜索过程以最小化空间成本为单一评

估准则, 即仅接受距离增量 的移动. 若生成

的邻解 可行且支配原解 , 则直接替换原解; 若
与 互不支配, 则尝试将其纳入外部存档, 以降低

算法陷入局部最优的风险, 并进一步保持最终解集

的多样性. 

3.3    DS-ACEA 算法的框架与计算复杂度分析

综合上述策略, 本文提出 DS-ACEA算法, 其核

心流程采用双阶段进化框架: 第一阶段侧重于全局

探索, 主要执行交叉与变异操作以快速拓展搜索空

间; 第二阶段则侧重于深度开发, 重点对筛选出的优

质可行非支配解执行局部搜索, 以提升解的精度. 所
提出的 DS-ACEA算法程序如下:

　　DS-ACEA程序

p η max_k

max_iter

　　输入:  : 变异概率;  : 可行解比例阈值;  : 连续

满足阈值条件所需的代数;  : 最大迭代次数

A　　输出: 存档

P S　　1: 初始化种群 中的 个个体;

A = ∅　　2: 创建存档 ;

iter = 0　　3:  ;

parent = P　　4:  ;

k = 0　　5:  ;

iter < max_iter　　6: while 
　　//第一阶段

k < max_k iter < maxiter/2　　7:　if  且

children = parent　　8:　　 交叉( );

A　　9:　　更新存档 ;
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i = 1 : size(children)　　10:　　for 

rand < p　　11:　　　if 

children(i) = (children(i)　　12:　　　　 变异 );

A　　13:　　　　更新存档 ;
　　14:　　　end if
　　15:　　end for

Ptemp = parent ∪ children　　16:　　 ;

Ptemp rf rf ⩾ η　　17:　　计算 中可行个体比例 , 若

k = k + 1　　18:　　　 ;
　　19:　　else

k = 0　　20:　　　 ;
　　21:　　end if

parent parent, children　　22:　　  = 第一阶段选择程序( );

i = 1 : size(parent)　　　for 

parent(i) rand < p　　23:　　　if  是可行非支配解并且

parent(i) = LS(parent(i));　　24:　　　　

　　25:　　　end if
　　26:　　end for
　　27:　else //结束第一阶段, 进入第二阶段

　　28:　//第二阶段

children = parent　　29:　 交叉( );

A　　30:　更新存档 ;

i = 1 children　　31:　for  : size ( )

rand < p　　32:　　if 

children(i) = (children(i))　　33:　　　 变异 ;

A　　34:　　　更新存档 ;
　　35:　　end if
　　36:　end for

parent parent, children　　37:　  =第二阶段选择程序( );

i = 1 : size(parent)　　38:　for 

parent(i) rand < p　　39:　　if  是可行非支配解并且

parent(i) = LS(parent(i));　　40:　　　

　　41:　　end if
　　42:　end for

iter = iter + 1　　43:　end if;  ;
　　44: end while

算法引入外部存档机制实时维护进化过程中的

可行非支配解. 存档更新严格遵循帕累托支配准则:
若新解支配存档内个体则进行替换, 若互不支配则

增补入档. 鉴于MOVRPTW强约束导致的可行解稀

缺性, 该策略摒弃了常规的基于多样性的削剪机制,
旨在全量保留所有探索到的可行非支配解.

本文所提出的 DS-ACEA算法的计算复杂度主

要由非支配排序、进化算子、可行性检验、外部存档

更新以及局部搜索启发式机制共同决定. 其中, 非支

O(MS2) M S

O(N) N

O(M · |A|)
|A|
O(N

2
)

O(depth ∗N 2) depth

max(O(MS2), O(depth ∗N 2))

η k

配排序是约束多目标进化算法的主要计算开销, 其
复杂度为 , 其中 为目标函数数量,  为种

群规模; 可行性检验复杂度为 , 其中 为节点

数量 ; 外部存档更新复杂度为 , 其中

表示存档规模; 交叉与变异等进化算子的复杂度

为 , 局部搜索启发式机制的最坏情况复杂度

为 , 其中 为局部搜索深度 . 因
此 ,  DS-ACEA的 整 体 计 算 复 杂 度 可 表 示 为

. 进一步从双阶段结

构看, 第一阶段侧重全局探索, 主要依赖进化算子、

可行性检验和选择操作完成种群扩展; 第二阶段强

化对优质可行非支配解的局部开发, 单代开销相对

更高. 但局部搜索仅作用于筛选后的部分优质解, 并
非覆盖全部个体, 因此不会导致整体复杂度发生数

量级跃升. 此外, 阶段转换参数 和 不改变单次操

作的理论复杂度, 仅通过影响两阶段迭代占比和局

部搜索触发频率, 间接影响实际运行时间. 

4    实验结果与分析 

4.1    实验配置与参数设置

n C T

c− t− δ c

t δ

为测试 DS-ACEA算法解决 MOVRPTW问题

的性能, 本文采用了 Cordeau等人
[19]

提供的 10个基

本实例进行测试, 并依据时间窗生成策略的不同将

其扩展为 20个测试实例. 这 20个实例依据时间窗

宽度分为 (a)、(b)两组, 其中 (a)组采用窄时间窗策

略, (b)组采用宽时间窗策略. 在实例的详细参数中,
代表客户数,  代表车辆容量,  代表最大路径持

续时间 (如表 1所示). 此外, 为验证算法在模拟真实

世界复杂场景下的表现, 本文还引入了文献
[20]

中提

供的 45个真实世界多目标车辆路径问题实例. 这些

实例的命名格式为 , 其中 代表客户规模,
代表时间窗类型,  代表调节车辆容量的松弛余量

(如表 2所示).

(0,100)

[100,200)

[200,300)

S

max_iter

maxk

η = 0.5

p Maxdepth

所有算法均使用 MATLAB 2022a编程实现, 所
有测试过程均在 Windows  10操作系统和 Intel
2.4 GHz、8 GB内存的硬件环境下进行, 每个实例都

独立运行 30次并计算统计结果. 所有实例可按客户

规模分为三种 :  1)小型实例 , 客户数量在 ;
2)中型实例, 客户数量在 ; 3)大型实例, 客
户数量在 之间. 对于这三种实例, 种群规模

分别设置为 100、 200和 300, 最大迭代次数

分别设置为 500、1 500和 2000, 连续满足

可行解比例阈值所需代数 分别设置为 30、
60和 90, 可行解比例阈值 . 此外, 变异概率

为 0.05, 局部搜索程序的深度 设为 300,
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µ第一阶段选择阈值 设为种群大小的 20%. 

4.2    对比算法及其设置

(2,1)

ρ

ϵ M H

为评估本文提出算法在求解 MOVRPTW问题

上的有效性 , 将其与 NSGA-II[21]、MOSA-ACO[22]
、

HMOMA[23]
、 TS-MOEA[24]

、 HEMT[25]
以 及

MMFEA/D[26]
进 行 了 对 比 .  其 中 ,  HEMT和

MMFEA/D分别代表近年面向 MOVRPTW的进化

多任务算法和基于分解的多形态优化算法, 用于增

强对比实验的时效性与针对性. 对比算法的参数设

置具体如下: 对于 NSGA-II, 其参数设置与本文所提

出的算法相同. 对于 MOSA-ACO, 启发式信息与信

息素重要性因子 (α, β)被设为 , 信息素蒸发率

设为 0.01, 最大迭代次数设为 200, 模拟退火部分

的初始温度设为 800, 目标温度设为 10, 冷却速率

设为 0.99. 对于 HMOMA, 目标数量 设为 5,  设

W

I

GI/GII

M = 5 H = 8 NII = 495

T K

RstageI/

RstageII I

ξ = 0.4 w

Cr = 0.9 F = 0.5

SG = 15 TN = 15

|W | = 70 K = 10

rmp = 0.3

depth = 5

为 8, 权重向量数量 设为 495. 存档容量设为 200,
局部搜索的深度 设为 10. 阶段计算资源分配比例

的参数 设为 1/3. 对于 TS-MOEA, 其参数设

置与 HMOMA类似 ,  ,  ,  .
MOEA/D的邻域大小 设为 5, 存档容量 设为

200.  两 阶 段 的 计 算 资 源 分 配 比 例

设为 1/3, 局部搜索深度 设为 10, 移除规

模 . Shaw移除算子的参数 根据文献
[24]

建

议设为 0.65. 对于 HEMT, 根据文献
[25]

的推荐设置,
交叉率 , 差分变异因子 , 最大连续

未更新代数 , 迁移解数量 . 对于

MMFEA/D, 根据文献
[26]

的推荐设置 , 子问题数量

, 替代问题形式数量 , 随机交配概

率 , 自适应局部搜索中每轮被选中执行局

部搜索的替代问题形式数量 . 为确保比较

的公平性, 所有算法均在相同测试实例、相同硬件环

境和相同评价指标下进行实验; 对于种群规模、最大

迭代次数、独立运行次数等公共参数, 均与本文算法

保持一致, 其余算法特有参数采用相应文献中的建

议取值. 

4.3    对比实验结果与分析
 

4.3.1    实验结果

IGD HV

C −metric

+、 ≈ −

为验证 DS-ACEA的有效性, 本文将其与 NSGA-
II、 MOSA-ACO、 HMOMA、 TS-MOEA、 HEMT及

MMFEA/D等六种代表性多目标优化算法进行比较.
实验采用反向世代距离 ( )、超体积 ( )和覆

盖度 ( )作为评价指标, 并在 5%的显著

性水平下采用 Wilcoxon秩和检验分析算法间差异,
其中 和 分别表示 DS-ACEA显著优于、性

能相当或显著劣于对比算法. 为兼顾结果代表性与

正文可读性, 正文仅给出基于全部测试实例的统计

检验汇总结果, 如表 3所示.

+

IGD HV C −metric

由表 3可知, DS-ACEA在传统基准实例和真实

世界实例上均获得了较多“显著优于 ( )”结果, 表
明其相较于多数对比算法具有更好的综合表现. 结
合 、 和 指标可知 ,  DS-ACEA
在收敛性、分布性和解集覆盖能力方面均表现出一

定优势, 能够在复杂约束条件下获得质量较高且分

表 2     20 个传统实例的详细信息

实例 n C T 实例 n C T 实例 n C T 实例 n C T

1a 48 200 500 6a 288 175 400 1b 48 200 500 6b 288 175 400

2a 96 195 480 7a 72 200 500 2b 96 195 480 7b 72 200 500

3a 144 190 460 8a 144 190 475 3b 144 190 460 8b 144 190 475

4a 192 185 440 9a 216 180 450 4b 192 185 440 9b 216 180 450

5a 240 180 420 10a 288 170 425 5b 240 180 420 10b 288 170 425

表 3     45 个真实世界实例的详细信息

实例
客户

数量

时间窗

类型

车辆

容量
实例

客户

数量

时间窗

类型

车辆

容量

50-1-1 50 类型 1 85 150-4-2 150 类型 4 638

50-2-1 50 类型 2 85 150-5-2 150 类型 5 638

50-3-1 50 类型 3 85 150-1-3 150 类型 1 1854

50-4-1 50 类型 4 85 150-2-3 150 类型 2 1854

50-5-1 50 类型 5 85 150-3-3 150 类型 3 1854

50-1-2 50 类型 1 250 150-4-3 150 类型 4 1854

50-2-2 50 类型 2 250 150-5-3 150 类型 5 1854

50-3-2 50 类型 3 250 250-1-1 250 类型 1 284

50-4-2 50 类型 4 250 250-2-1 250 类型 2 284

50-5-2 50 类型 5 250 250-3-1 250 类型 3 284

50-1-3 50 类型 1 690 250-4-1 250 类型 4 284

50-2-3 50 类型 2 690 250-5-1 250 类型 5 284

50-3-3 50 类型 3 690 250-1-2 250 类型 1 1 046

50-4-3 50 类型 4 690 250-2-2 250 类型 2 1 046

50-5-3 50 类型 5 690 250-3-2 250 类型 3 1 046

150-1-1 150 类型 1 182 250-4-2 250 类型 4 1 046

150-2-1 150 类型 2 182 250-5-2 250 类型 5 1 046

150-3-1 150 类型 3 182 250-1-3 250 类型 1 3 078

150-4-1 150 类型 4 182 250-2-3 250 类型 2 3 078

150-5-1 150 类型 5 182 250-3-3 250 类型 3 3 078

150-1-2 150 类型 1 638 250-4-3 250 类型 4 3 078

150-2-2 150 类型 2 638 250-5-3 250 类型 5 3 078

150-3-2 150 类型 3 638
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布较均匀的可行非支配解集, 验证了所提双阶段自

适应协同进化机制在MOVRPTW问题中的适用性.

IGD HV

IGD HV

IGD

此外, 为检验所有算法在多组实例上的整体性

能是否存在显著差异, 本文对各算法在传统实例与

真实世界实例上获得的平均 和 值进行了

Friedman检验, 其最终平均排名结果如图 4和图 5

所示. 由图 4可知, 在 20个传统实例上, DS-ACEA

在 和 指标下均取得最优平均排名, 说明其

在传统基准问题中具有较好的收敛性和解集分布质

量. 由图 5可知, 在 45个真实世界实例上, DS-ACEA

仍保持最优排名, 表明该算法在面对更复杂的问题

规模、时间窗约束和车辆容量约束时, 仍具有较强的

适应性与稳定性 . 其中 ,  排名较优说明 DS-

HVACEA生成的解集更接近参考 Pareto前沿,  排

名较优则表明其在目标空间覆盖能力和分布均匀性

方面具有优势. 综合来看, Friedman检验结果进一步

验证了本文算法在不同规模和不同复杂度实例下的

综合优势.

IGD HV

在 Friedman检验基础上 , 本文进一步以 DS-

ACEA作为控制算法, 采用 Holm事后检验分析其与

各对比算法之间的成对显著性差异. Holm检验能够

对多重比较问题进行校正, 当某一比较的 p-value小

于对应校正显著性水平时, 拒绝“算法间无显著差

异”的原假设. 表 4和表 5分别给出了 20个传统实

例和 45个真实世界实例上基于 与 指标的

Holm检验结果. 结果表明, DS-ACEA与各对比算法

表 3     DS-ACEA 与对比算法在不同指标与实例集上的 Wilcoxon 秩和检验统计汇总 (+\≈\−)

对比算法 IGD(传统实例) HV (传统实例) C −metric(传统实例) IGD(真实实例) HV (真实实例) C −metric(真实实例)

NSGA-II 20/0/0 15/3/2 17/2/1 41/1/3 40/3/2 41/3/1

MOSA-ACO 19/1/0 17/2/1 18/2/0 42/2/1 42/1/2 41/2/2

HMOMA 14/2/4 15/0/5 16/1/2 41/2/2 39/2/4 40/2/3

TS-MOEA 18/1/1 17/1/2 18/1/1 40/1/4 42/1/2 43/1/1

HEMT 14/4/2 16/3/1 16/3/1 40/4/1 43/0/2 40/5/0

MMFEA/D 15/3/2 15/4/1 15/5/0 40/3/2 43/0/2 41/3/1

NSGA-II

M
OSA-A

CO

HM
OM

A

TS-M
OEA

HEM
T

M
M

FEA
/ D  

DS-A
CEA

6

1

2

3

4

5

0

M
ea

n 
ra

n
k

in
g

IGD

NSGA-II

M
OSA-A

CO

HM
OM

A

TS-M
OEA

HEM
T

M
M

FEA/D

DS-A
CEA

6

1

2

3

4

5

0

HV

图 4    20 个传统实例上的平均排名
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图 5    45 个真实世界实例上的平均排名
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在两类实例和两个指标下均存在显著差异, 说明所

提算法在收敛性和解集分布质量方面具有较稳定的

优势.

表 4     20 个传统实例上的 Holm 检验结果

Algorithms
IGD HV

p-value α0.05 p-value α0.05

DS-ACEA/NSGA-II 1.7422e-8 0.008 33 1.8542e-5 0.016 67

DS-ACEA/MOSA-ACO 1.1313e-6 0.010 00 2.4686e-7 0.008 33

DS-ACEA/HMOMA 2.5258e-4 0.016 67 1.1255e-5 0.012 50

DS-ACEA/TS-MOEA 1.5719e-5 0.012 50 1.1313e-6 0.010 00

DS-ACEA/HEMT 0.001 28 0.025 00 0.002 39 0.025 00

DS-ACEA/MMFEA/D 0.033 79 0.050 00 0.004 31 0.050 00

表 5     45 个真实世界实例上的 Holm 检验结果

Algorithms
IGD HV

p-value α0.05 p-value α0.05

DS-ACEA/NSGA-II 2.2204e-16 0.010 00 2.2204e-15 0.012 50

DS-ACEA/MOSA-ACO 2.7089e-14 0.012 50 1.5321e-14 0.016 67

DS-ACEA/HMOMA 1.1990e-13 0.016 67 4.4409e-16 0.010 00

DS-ACEA/TS-MOEA 8.8299e-17 0.008 33 3.7704e-18 0.008 33

DS-ACEA/HEMT 2.6346e-7 0.025 00 6.3025e-5 0.025 00

DS-ACEA/MMFEA/D 5.0588e-6 0.050 00 3.6799e-4 0.050 00

4.3.2    实验结果分析总结

上述统计检验结果表明, DS-ACEA在强约束多

目标优化问题中具有较好的有效性与稳定性. 其在

IGD和 HV指标上的优势说明, 所提算法能够获得

收敛性和分布性较优的 Pareto解集. 该性能提升主

要得益于双阶段选择策略对目标优化与约束满足关

IGD

HV

系的协调: 第一阶段利用低约束违反不可行解中的

潜在信息拓展搜索区域, 增强种群多样性; 第二阶段

强化可行非支配解的选择压力, 促进种群向高质量

Pareto前沿收敛. 相比之下, 部分对比算法在复杂时

间窗约束与多目标耦合条件下难以兼顾探索、开发

和约束处理 , 导致解集质量受到限制 . 综合 、

及显著性检验结果可知, DS-ACEA在强约束多

目标车辆路径优化问题中表现出较好的综合性能和

鲁棒性.
为进一步比较各算法在高维目标空间中的解集

质量, 图 6采用目标两两组合正交投影方式, 展示典

型实例 1a和 150-1-1在不同目标平面上的可行非支

配解分布. 由于五维 Pareto前沿难以直接可视化, 二
维投影能够直观反映算法在关键目标组合下的收敛

性与分布性. 各目标均为最小化目标, 解点越靠近左

下方, 通常表示其在相应目标维度上具有更优权衡.

IGD HV

由图 6可见, DS-ACEA所得解集整体更接近优

势区域, 且在不同目标组合下分布较为连续、均衡,
说明其兼具较好的收敛性与多样性. 相比之下, 部分

对比算法存在解集局部聚集、覆盖范围有限或偏离

优势区域等现象. 该结果与前述 、 及统计

检验结果一致, 表明 DS-ACEA能够通过双阶段搜

索机制协调全局探索与局部开发, 并利用低约束违

反不可行解中的潜在信息引导种群逼近高质量可行

边界, 从而提升复杂强约束多目标车辆路径问题的

综合求解性能. 

500 3.5

240

200

160

120

f 3

f1

4 6 8 10 12 14 16

MOSA-ACO DS-ACEANSGA-II HEMTHMOMA MMFEA / DTS-MOEA

(a)   la: f -f1 3

250

200

150

100

50

0

f 4

0.8 1.0 1.2 1.4 1.6 1.8

(b)   la:  f -f2 4

0.8 1.0 1.2 1.4 1.6

( c)   la:  f -f2 5

0

2

4

6

8

f 3

450

400

350

300

250

4

0

1

2

3

3.0 3.5 4.0 4.5
f1

11 13 15 17 19

(e)   150-1-1: f -f2 4 (f)   150-1-1: f -f2 5

3.0

2.5

2.0

1.5

f
/ 

5 

4
1

0

(d)   150-1-1:  f -f1 3

3.0 3.5 4.0 4.5

3
f

 / 
1

0
5

3
f

 / 
1

0
4

3f  / 102

3f  / 102

3f  / 102

3f  / 102

图 6    典型实例在不同目标平面上的二维投影结果
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4.4    算法运行效率分析

为评估 DS-ACEA的计算开销, 本文在统一实

验环境下统计各算法运行时间 . 实验平台为

Windows 10操作系统、Intel Core 2.4 GHz处理器和

8 GB RAM. 选取 10个代表性算例进行测试, 客户规

模覆盖 48～288, 以反映不同问题规模、时间窗强度

和约束难度下的耗时变化. 每个算法在各实例上独

立运行 30次, 记录从算法初始化至达到终止条件的

纯计算时间, 不包括数据读取、图像绘制和结果文件

写入时间, 统计结果如图 7所示.

400

运
行
时
间

 / 
s

300

200

100

0
1a 1b

50-1
-1 3a

50-1
-1

50-2
-1 5a

250-1
-1

250-2
-1 10a

代表性实例

MOSA-ACO
TS-MOEA
DS-ACEA

NSGA-II
HEMT

HMOMA
MMFEA / D  

图 7   各算法在代表性实例上的运行时间对比

IGD HV

由图 7可知, 各算法运行时间整体随客户规模

和约束难度增加而上升, 但未出现异常耗时膨胀.
NSGA-II结构相对简单, 主要开销来自非支配排序

和遗传操作, 因此整体耗时最低; MOSA-ACO的耗

时主要受路径构造、信息素更新和解集维护影响;
HMOMA、TS-MOEA、HEMT和 MMFEA/D等算法

由于引入局部搜索、协同搜索或精英维护机制, 通常

产生一定额外开销. DS-ACEA虽然包含双阶段选

择、外部存档维护和局部搜索机制, 但其运行时间仍

处于同类多目标进化算法的合理范围内. 实测结果

表明, DS-ACEA的耗时高于基础 NSGA-II, 但低于

多数混合搜索或精英维护类对比算法; 在大规模实

例上, 其平均运行时间约为 3～4 min, 说明额外计算

开销可接受. 作为耗时量级参照, Konstantakopoulos
等 提 出 的 MOLNS算 法 在 1 000客 户 Gehring-
Homberger实例上的平均计算时间为 558～810 s, 并
指出该算法在大规模场景下具有实际应用价值

[27].
由此可见, DS-ACEA在 250～288客户实例上的运

行时间处于同类车辆路径元启发式研究的合理范围

内 . 结合前述 、 及显著性检验结果可知 ,
DS-ACEA能够以有限计算开销获得较优的收敛性

和分布性, 说明所提双阶段机制在运行效率与优化

性能之间取得了较好平衡. 

4.5    各阶段选择策略的有效性分析

为评估双阶段选择策略的作用, 本文设计消融

实验 , 构建仅保留第一阶段选择策略的 FP-DS-
ACEA和仅保留第二阶段选择策略的 SP-DS-ACEA,
并在相同实验配置下与完整 DS-ACEA进行对比 ,
以分析不同阶段对算法收敛性和分布性的影响. 图 8
展示了三种算法在典型实例不同目标组合二维投影

下的可行非支配解分布. 图中每个点表示一个可行

非支配解, 其横、纵坐标分别对应相应子图中的两个

目标函数值. 由于各目标均为最小化目标, 解点越靠

近左下方, 通常表示其在对应目标维度上具有更优

权衡.
由图 8可见, 三种算法变体在 Pareto前沿分布

上存在明显差异. FP-DS-ACEA所得非支配解集分

布范围较广, 但整体偏离左下方优势区域, 表明仅采

用第一阶段选择策略虽有利于全局探索和多样性保

持, 但收敛能力不足. SP-DS-ACEA所得解集更接近

优势区域, 但存在一定局部聚集现象, 说明仅采用第

二阶段选择策略能够增强收敛性, 却不利于维持解

集多样性. 相比之下, 完整 DS-ACEA能够综合两个

阶段的互补优势, 使解集在保持较好分布性的同时

进一步逼近优势区域. 该结果说明, 第一阶段的全局

探索与第二阶段的精细开发具有协同作用, 可有效

兼顾算法的收敛性、分布性和搜索稳定性, 从而提升

其在复杂约束环境下的综合性能. 

5    结　论

IGD,HV

针 对 带 时 间 窗 的 多 目 标 车 辆 路 径 问 题

(MOVRPTW), 本文提出了一种双阶段自适应协同进

化算法 (DS-ACEA). 该算法创新性地将进化过程结

构化为两个协同阶段: 第一阶段侧重全局探索, 第二

阶段聚焦精确开发, 并通过差异化的选择策略实现

两者的有机衔接. 在第一阶段, 算法依据约束违反值

对种群进行分层, 并基于可行性偏好筛选候选解, 允
许部分具有优异目标值但暂不可行的个体存活, 从
而在维持种群多样性的同时广泛搜索潜在可行区域.
进入第二阶段后, 算法通过提升优质可行解的生存

权重, 引导种群向帕累托最优前沿有效收敛. 基于标

准算例与现实场景的对比实验表明, DS-ACEA在收

敛性、多样性及综合评价指标 ( )上均表

现出显著的竞争优势, 验证了其在协调多目标优化

与强约束满足之间冲突的有效性. 此外, 目标空间中

非支配解分布的可视化分析, 进一步印证了双阶段

策略在复杂约束环境下定位最优前沿的可靠性. 本
研究证实 , 构建动态的约束处理机制是提升
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MOVRPTW求解质量的关键, 而本文提出的双阶段

选择框架也为解决其他各类复杂约束多目标优化问

题提供了具有参考价值的通用范式.
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