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摘　要: 在大尺度三维空间中, 气体扩散呈现出明显的各向异性、空间非均匀性与时间间歇性特征, 使传统信息

趋向策略在环境认知表征与运动决策过程中难以有效刻画搜索过程中的不确定性演化, 从而影响搜索效率与决

策稳定性. 针对上述问题, 提出一种基于认知不确定性建模的多智能体协同搜索决策策略. 在统一的贝叶斯推断

框架下, 利用加权粒子方差对环境认知不确定性进行量化, 实现对认知状态的动态表征. 在此基础上, 构建信息-

势场联合驱动的决策模型, 并基于认知不确定度量设计自适应权重调节策略与各向异性步长调节机制, 使搜索策

略能够根据环境认知状态变化动态调节探索与利用之间的平衡以及不同方向上的运动尺度. 同时, 引入约束更新

协商机制实现多智能体系统之间的决策交换, 以降低协同行为冲突与路径冗余. 仿真实验结果表明, 本研究提出

的多智能体协同决策策略能够有效提升气味源搜索任务中的搜索效率、决策稳定性与鲁棒性.
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Abstract: In  large-scale  three-dimensional  environments,  gas  diffusion  exhibits  pronounced  anisotropy,  spatial  non-
uniformity, and temporal intermittency. These characteristics make it difficult for traditional infotaxis-based strategies
to  effectively  characterize  the  dynamic  evolution  of  uncertainty  in  environmental  cognition  and  motion  decision-
making,  thereby  affecting  search  efficiency  and  decision  stability.  To  address  these  challenges,  a  multi-agent
cooperative  search  decision-making  strategy  based  on  cognitive  uncertainty  modeling  is  proposed.  Within  a  unified
Bayesian inference framework, the weighted particle variance of the posterior particle distribution is used to quantify
environmental cognitive uncertainty, enabling dynamic representation of the cognitive state during the search process.
On  this  basis,  an  information-potential-field  jointly  driven  decision-making  model  is  constructed.  Furthermore,  a
variance-adaptive weighting strategy and an anisotropic adaptive step-size strategy are designed based on the cognitive
uncertainty  measure,  allowing  the  search  strategy  to  dynamically  adjust  the  balance  between  exploration  and
exploitation, as well as the motion scale in different directions, in response to changes in the environmental cognitive
state.  In  addition,  a  constraint  update  negotiation  mechanism  is  introduced  to  enable  decision  exchange  and
coordination  among  agents,  thereby  reducing  cooperative  conflicts  and  path  redundancy.  Simulation  results
demonstrate that the proposed multi-agent cooperative decision-making strategy effectively improves search efficiency,
decision stability, and robustness in odor source localization tasks.
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0    引言

气味源定位 (Odor Source Localization, OSL)在
危险化学品泄漏预警

[1]
、城市环境监测

[2]
、工业安全

防护
[3]
以及灾害应急救援

[4]
等领域具有重要的应用

价值
[5]. 在真实复杂风场条件下, 气体羽流呈现间歇

性、斑块化和强随机性, 使固定式传感器难以实现高

精度定位
[6]. 相比之下, 搭载化学传感器的移动机器

人具备更高的机动性和自主决策能力
[7], 已成为应对

复杂环境气体探测任务的核心技术.
但是, 湍流扩散的非均匀

[8]
和非稳态特性

[9]
使

浓度信号极为稀疏, 传统梯度法与逆扩散方法往往

难以稳定工作. 同时, 群体智能算法缺乏对环境不确

定性与气体扩散机理的定量刻画
[10-12]. 因此, 近年来

研究者逐渐引入贝叶斯推理与信息论度量方法
[13],

通过概率推断对气味源位置进行建模, 并以信息增

益最大化作为决策依据, 从而形成了一类典型的信

息驱动搜索策略.
自 Vergassola等提出 Infotaxis[14] 以来 , 基于信

息增益最大化的概率推理框架逐渐成为 OSL的重

要研究方向. Moraud等[15]
将 Infotaxis应用于机器人

平台, 验证了其在稀薄信号下的有效性. 随后研究者

围绕信息度量形式、动作生成机制以及概率认知建

模等方面对 Infotaxis进行了持续改进. Ristic等人将

粒子滤波引入到信息趋向框架, 并提出了弱化利用

项的 Infotaxis II[16]. He等人
[17]

利用 Rényi散度代替

传统信息熵, 用于河流与海洋环境中的源释放定位

任务. Park等人
[18]

引入高斯混合模型对粒子后验分

布进行聚类分析, 从而生成连续的候选动作集合.
Sun等 [19]

进一步提出基于生成模型的信息趋向方

法, 通过高斯混合气柱与概率图推断实现源参数估

计. Song等人
[20]

则尝试将信息熵项与势能项相结

合, 用于增强自主嗅觉搜索过程中的目标趋近能力.
上述研究在单智能体气味源搜索问题上取得了较为

丰富的成果, 并在多种仿真与半真实环境中得到验

证
[21-24].
然而, 在搜索空间尺度显著增大、羽流结构高度

间歇、气流条件动态变化的情形下, 单智能体搜索策

略往往难以同时兼顾搜索效率与定位精度, 其在信

息获取速率、空间覆盖能力以及路径冗余控制等方

面的固有限制尤为突出. 因此, 多智能体系统 (Multi-
Agent Systems, MAS)被引入气味源搜索任务中, 通
过多平台的协作感知、分布式决策与并行搜索, 实现

大尺度范围内的高效溯源.
2009年 ,  Masson等人

[25]
首先将 infotaxis扩展

至多机器人系统. 张思齐等
[26]

基于自由能最小化原

理建立了气味源概率分布模型, 通过最小化自由能

实现个体决策与群体协同 .  Karpas[27] 等人提出

Socialtaxis, 将社会行为建模引入信息趋向框架. 宋
程等人

[28, 29]
进一步提出基于认知差异的协同信息趋

向算法, 首次引入了个体认知差异度量机制. Rahbar
等人

[30]
提出分布式源项估计算法, 在贝叶斯框架下

实现了多机器人间的后验信念传播与动态一致化,
有效降低了计算负担并提高了估计精度. Nanavati
等人

[31]
将分布式贝叶斯滤波与覆盖控制相结合, 提

出了一种基于共识的信念更新机制. Park等[32]
则从

通信与协作角度出发, 引入被动协调与协商协调模

式, 使多个智能体在共享最小信息量的条件下实现

信息驱动协作搜索.
尽管上述研究在多智能体气味源搜索领域取得

了重要进展, 但仍存在以下不足: 首先, 现有方法多

采用单一信息度量描述搜索状态, 缺乏对粒子后验

分布空间结构的系统刻画, 难以准确表征环境认知

不确定性. 其次, 搜索决策通常依赖固定或经验式参

数, 缺乏能够根据环境认知状态动态调节的决策机

制, 导致探索与利用之间难以保持有效平衡. 最后,
多智能体系统中各个体通常独立生成局部最优动作,
缺乏有效的一致化机制, 容易产生路径冲突与冗余

搜索, 从而降低整体协同效率.
针对上述问题, 本文提出一种基于认知不确定

性建模的多智能体协同搜索决策策略. 首先, 从粒子

滤波后验分布出发, 构建认知不确定性表征方法, 利
用加权粒子方差刻画潜在源位置估计的不确定程度.
在此基础上, 构建信息-势场联合决策模型, 并设计

方差自适应权重与各向异性步长调节机制, 实现探

索与利用关系以及运动尺度的动态调节. 同时, 提出

约束更新协商机制实现多智能体决策一致化, 从而

降低路径冲突与冗余搜索, 提升群体搜索效率与稳

定性. 

1    三维认知建模

基于无人机平台的气味源搜索问题天然具有三

维属性, 相较于二维情形, 三维气味源溯源面临更高

的建模与决策复杂度, 本节构建适用于三维运动的

贝叶斯推断框架, 为后续决策提供不确定性感知基

础. 
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1.1    气体扩散模型与传感器模型

rs = [xs,

ys, hs] Qs V

σ θ

rk = [xk, yk, hk]

在宏观湍流环境中, 气体扩散往往表现出各向

异性特征, 因此传统信息趋向算法中常用的各向同

性湍流模型并不适用于三维环境, 研究学者们常选

用高斯湍流模型作为气体扩散模型, 以更准确地描

述浓度变化. 高斯湍流模型由气味源位置

, 气体释放速率 , 平均风速 , 以及扩散系

数 进行描述, 整个参数集合由 表示. 标准高斯气

体扩散模型认为气体浓度沿扩散方向呈正态分布,
通过引入横向、垂直扩散系数, 进一步细化不同方位

的浓度分布, 在感知位置 上计算得

到的浓度为:

c(rk|θ) =
Qs

2πV σyσh

e
− (y−ys)2

2σy2 [e
− (h−hs)2

2σh
2 +e

− (h+hs)2

2σh
2 ].

(1)

x σy =
0.08dx√

1 + 0.001dx

σh =
0.06dx√

1 + 0.001dx

公式中, 风向沿 轴正半轴, 

代表横向扩散系数,  代表垂直

扩散系数.

R(rk|rs)
rs rk R(rk|rs)

在气味溯源过程中, 传感器模型用于计算粒子

在当前观测下的似然概率. Infotaxis策略中将传感

器捕获羽流信号的过程建模为粒子碰撞, 并用粒子

碰撞率 来描述信号的空间分布, 对于位于

的气味源, 传感器在位置 的粒子碰撞率

表现为:

R3D(rk|rs) =
aQs

|r − rs|
e

(x−xs)V
2D e−

|r−rs|
λ . (2)

dt

传感器的检测可以理解为对进入其敏感区域的

气体粒子的统计过程, 粒子击中传感器的行为可视

为相互独立的到达事件. 因此, 整个检测过程可以用

泊松过程进行建模, 传感器在时间窗口 内检测到

粒子的概率可以表示为:

p(zk|µk) =
µk

zk

zk!
e−µk . (3)

µk = R3D(rk|rs) ∗ dt
zk

其中,  代表在时间间隔 dt内检

测到粒子的平均次数,  代表粒子的击中次数. 

1.2    联合源估计

N

k n r(k,n) = [x(k,n),

y(k,n), h(k,n)]

z(k,n) k Zk =

{z(k,1), z(k,2), ..., z(k,N)}

在 个智能体组成的多智能体系统中, 假设在

离散时刻 时, 第 个智能体在位置

处 , 传感器模型获得的气体观测值为

. 将所有的智能体在时刻 的观测记为

. 在高斯湍流扩散模型的基

础上, 源位置的后验概率分布递推为:

p(θk|Z1:k) ∝ p(θk|Z1:k−1)p(Zk|θk). (4)

p(θk|Z1:k−1) p(Zk|θk)

θk

其中 是先验概率,  是联合似然

函数, 在给定源参数 的条件下, 假设各智能体的观

测相互独立, 则多智能体联合似然函数可表示为:

p(Zk|θk) =
N∏

n=1

p(z(k,n)|θk, r(k,n)). (5)

p(z(k,n)|θk, r(k,n))表示单个智能体的观测似然

函数, 通过式 (3)进行计算. 使用粒子滤波方法对后

验分布进行近似表示结果如下:

p(θk|Z1:k) ≈
M∑

m=1

w(m)
k δ(r − r(m)

k ). (6)

θ(m)
k = {r(m)

k , w(m)
k }Mm=1

r(m)
k w(m)

k

采样粒子 表示可能的源

估计, 称为“潜在源项”.  表示估计位置,  表

示可信度, 其更新公式如下:

w̃(m)
k = w(m)

k−1

N∏
n=1

p(z(k,n)|θ(m)
k , r(k,n)). (7)

通过归一化得到:

w(m)
k =

w̃(m)
k∑M

j=1
w̃(j)

k

. (8)

Mth

为避免粒子退化问题, 在权值分布过于集中的

情况下可引入重采样操作
[33], 以维持粒子集合的有

效样本规模. 设置阈值 , 当有效粒子数低于阈值

时进行重采样操作, 舍弃低权重粒子, 并根据高权重

粒子的分布重新生成粒子集合. 有效粒子数计算公

式如下:

Meff =
1∑M

m=1
(w(m)

k )
2
. (9)

通过上述权值更新与重采样过程, 粒子分布能

够随着观测信息的不断积累逐渐向高概率源区集中,
从而实现对气味源位置的持续逼近. 

2    基于不确定性认知的多智能体协同决策

在多智能体联合认知建模基础上, 本节进一步

研究基于共享后验的协同决策机制, 提出一种基于

信息-势场的联合驱动的自适应多智能体协同决策

策略 AMGraRényitaxis, 其基本框架如图 1. 

2.1    认知不确定性建模

在传统信息趋向方法中, 环境认知状态通常通

过后验概率的单一信息度量进行描述, 例如信息熵

或 Rényi散度. 这类度量主要反映信息增益或者概

率分布的不确定程度, 难以直接刻画粒子分布在空

间中的结构特征. 在粒子滤波表示中, 粒子分布的空

间离散程度能够更直观地反映当前对源位置认知的

不确定程度. 当粒子在空间中分布较为分散时, 说明
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智能体对源位置的认知仍然存在较大不确定性. 而
当粒子逐渐集中于某一区域时, 则表明认知不确定

性正在降低.
基于上述认知, 本文将粒子后验分布的离散分

布特性定义为认知不确定性 (Cognitive Uncertainty,
CU), 为了实现对认知不确定性的量化描述, 引入加

权粒子方差 (Weighted Particle Variance, WPV)作为

度量指标.

WPV =
M∑

m=1

w(m)
k ||r(m)

k − rk||
2

2
. (10)

rk WPV其中,  为潜在源项加权均值.  刻画了潜在源

项在搜索空间中的整体离散程度. 当粒子分布较为

分散时, WPV取值较大, 表示智能体对源位置的认

知仍存在较高不确定性. 当粒子逐渐向真实源位置

收敛时, WPV随之减小, 表明认知不确定性逐渐降

低.

r(m)
k = (x(m)

k , y(m)
k , h(m)

k )

进一步地, 为刻画认知不确定性在不同空间方

向上的分布特征, 将 WPV分解为三个方向分量. 设
粒子位置为 , 则粒子在各空

间方向上的离散程度可表示为:

WPVi =
M∑

m=1

w(m)
k ||i(m)

k − ik||
2

2
. (11)

i ∈ (x, y, h) WPVi

x y h WPV

其中,  表示不同空间方向,  表示粒

子分布在 ,  ,  方向上的离散程度. 因此,  揭

示了不确定性在不同空间方向上的分布差异, 为后

续运动决策提供重要依据. 

2.2    各向异性自适应步长策略

在三维空间中, 动作集合需要扩展至体素化环

A3D {·, ↑, ↓,←,→,↙,

↗}

境, 以满足智能体在 x-y-h三个方向上的移动需求.
典型的三维动作集合 包括

七个动作. 七动作模型提供了智能体最基本的可

达性, 使其能够在体积域中进行分层搜索, 同时保持

动作结构的简洁性和计算效率.
但是在实际搜索过程中观察到, 尽管粒子的后

验分布会随着观测信息的积累逐步向真实气味源位

置聚集, 但由于智能体移动步长固定或仅由整体尺

度调节, 其运动轨迹往往难以及时跟踪这种空间聚

集过程, 尤其是在不同方向收敛速率不一致的情况

下. 这种认知收敛快于运动响应的现象, 容易导致定

位延迟甚至搜索效率显著下降.

WPV

为此, 本文提出一种面向三维空间的各向异性

自适应步长策略 (Anisotropic  Adaptive  Step-Size
Strategy, AASS), 该策略不再为所有空间方向分配统

一的运动尺度, 而是根据认知不确定性度量

在不同方向上的分布差异分别确定 x, y及高度 h上
的自适应步长, 从而使智能体运动尺度更好地匹配

三维 CU的空间分布.
因此, 为实现自适应调节, 引入各方向的不确定

性因子:

ρi = clip(
WPVi

Wi

, 0, 1). (12)

Wi i ∈ (x, y, h)对应方向的归一化尺度常数,  .

同时定义各方向的归一化距离:

di = clip(
||i− ik||

Di

, 0, 1). (13)

在此基础上, 计算自适应步长如下:
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图 1    AMGraRényitaxis 框架
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∆stepi = smidρi+(smin+(smax− smin)di)(1−ρi).
(14)

A3D

由此, 智能体的运动控制策略在每个方向上均

具备独立的调节自由度, 从而避免在已收敛方向上

的冗余运动, 提高整体搜索效率. 结合基本动作 ,
上述各向异性步长可直接映射候选动作集如下:

A3D = {·,∆steph,−∆steph,−∆stepx,

∆stepx,∆stepy,−∆stepy}. (15)
 

2.3    信息-势场联合决策模型

在信息趋向搜索框架中, 智能体在搜索过程中

需要同时考虑对未知区域的探索能力和对潜在源区

的利用能力. 因此, 奖励函数被分为探索项和利用项

两部分. 在经典 Infotaxis中[14], 利用项表示找到源的

奖励, 探索项表示找不到源的奖励, 如下式:

RInfotaxis = p(r
′

k+1)[0−Hk]+

(1− p(r
′

k+1))[E(Ĥk+1(ẑk+1))−Hk]. (16)

Ristic等人删除奖励函数的利用项, 只保留探索

项, 提出 Infotaxis Ⅱ[16]
如下:

RInfotaxis II = [E(Ĥk+1(ẑk+1))−Hk]. (17)

Hk

Hk = −
M∑

m=1

w(m)
k logw(m)

k

以上奖励函数以香农熵 为信息度量基础, 有

. 其目的是根据后验概率

分布不确定性的变化来选择下一步移动方向. 然而,

在基于粒子滤波的联合源估计中, 后验概率分布由

有限数量的粒子及其权重近似表示. 当粒子数量较

少或经过多次重采样后, 粒子可能集中在少数高概

率区域, 导致不同候选动作对应的后验熵变化较小.

此时, 单纯依赖香农熵变化难以充分区分不同候选

动作对后验认知分布的影响, 容易降低动作评价的

敏感性.

α

因此, 研究采用 Rényi熵代替香农熵作为信息

度量基础. Rényi熵是香农熵的广义形式, 在香农熵

中增加阶数 , 提供了一种更灵活的方式来衡量分布

的不确定性, 如下式:

Hα(w
(m)
k ) =

1

1− α
log

M∑
m=1

(w(m)
k )

α
. (18)

进一步利用 Rényi散度代替传统 Infotaxis中的

熵降指标作为探索项, 可得:

Rexplore(k) =
1

α− 1
log

M∑
m=1

(w(m)
k )

α
(w(m)

k−1)
1−α

.

(19)

α

α

其中, 阶数参数 调节信息度量对概率分布不同区域

的敏感性, 通过合理设置 能够提高对粒子权重分布

细微变化的分辨能力, 从而更有效地区分不同候选

动作对源位置认知更新的贡献.
进一步, 将引力势场作为利用项, 构建信息-势

场联合奖励函数, 利用项计算形式如下:

Rexploit(k, n) =
M∑

m=1

w(m)
k

||r(k,n) − r(m)
k ||

γ
+ ϵ

. (20)

r(m)
k

w(m)
k

在公式 (19)(20)中, 潜在源项位置 及其权重

均来自多智能体联合观测更新后的后验分布,
因此探索奖励反映了群体共享认知状态随时间演化

的整体差异性, 而利用奖励则体现了群体共享认知

基础上的个体局部利用. 本研究并未将多个智能体

的引力势场进一步加权融合为统一的群体势场, 主
要原因在于, 后验分布已经完成了多智能体观测信

息在认知层面的融合, 而引力势场项的作用是为各

智能体提供与自身空间位置相关的局部利用评价.
若进一步将多个智能体的利用项融合为统一的群体

势场, 容易弱化不同智能体之间的位置差异和动作

选择差异, 使决策过程更接近集中式群体目标优化,
不利于保持分布式搜索中的局部适应性与空间互补

性.

WPV

针对复杂环境中搜索空间自由度增加所带来的

决策平衡问题 , 提出一种方差自适应权重策略

(Variance-Adaptive Weighting Strategy, VAWS). 该策

略以潜在气味源后验概率分布的不确定性 作

为调节依据, 不依赖显式时间变量, 通过动态调整权

重比例实现探索与利用之间的自适应平衡, 其计算

形式如下:
λV AWS(k) = wmin + (1− wmin∗

(1− e−0.002∗max(0,WPV −vmin))). (21)

λV AWS(k) k

wmin vmin

其中 ,  表示 时刻的自适应权重参数 ,
表示探索项的最小权重,  表示收敛阈值. 在

此基础上, AMGraRényitaxis的混合奖励函数如下:
RV AWS = λV AWS(k) ∗Rexplore(k)+

(1− λV AWS(k)) ∗Rexploit(k, n). (22)

λV AWS(k)

信息-势场联合决策模型并不是对信息项和势

场项的简单叠加, 而是利用自适应权重 将

“全局探索”和“个体利用”统一到同一候选动作评

价函数中. 当后验分布较为分散、CU较高时, 模型增

强探索项作用, 使智能体优先获取降低不确定性的

观测信息. 当后验分布逐渐集中、CU较低时, 模型增

强利用项作用, 引导智能体向高概率源区收敛. 因此,
该联合决策模型能够在不确定性削减和目标区域接

近之间实现动态平衡, 从而提高多智能体气味源搜

索的效率与决策稳定性. 
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2.4    动作选择

在获取所有候选动作之后, 利用 2.3节的联合决

策模型对每个动作进行评估, 智能体按照最大奖励

准则选择决策作为临时决策, 如下式:

a∗
k = argmax

ak∈A3D

(RV AWS(ak)). (23)

多智能体协同奖励函数的作用并非直接给出群

体的最终动作决策, 而是为各智能体提供在统一认

知基础下的动作评价准则, 从而定义一致的优化目

标. 在式 (23)中计算的是智能体在当前时刻和当前

认知条件下的临时最优决策, 而不是群体层面上的

最终一致决策. 群体决策并非由该评价过程直接确

定, 而是通过后续引入的分布式协商机制, 在多智能

体之间对临时决策进行迭代更新后形成. 

2.5    约束更新协商机制

在多智能体协同搜索过程中, 即使各智能体基

于统一的共享后验概率以及奖励函数进行动作评价,
其独立求解得到的最优动作依旧会产生方向冲突,
路径交叉以及冗余覆盖的问题, 进而降低整体搜索

效率和稳定性. 因此, 在单个决策周期内, 我们提出

了约束更新协商机制 (Constraint Update Negotiation
Mechanism, CUNM), 使群体在分布式计算的环境下

形成一致的最优决策. 进行协商的整体流程如下:
算法 1　约束更新协商机制 (第 n个智能体视

角)
θ(m)
k

A3D Lmax = 5

step 1: 输入: 共享后验粒子集 , 候选动作集

, 最大协商次数 ;

a(0)

(k,n) N
step 2: 根据式 (23)在候选动作集中选择初始临

时决策 , 并广播给其他智能体集合 ;

{a(l−1)

(k,j) }j∈N
l

step 3:  接收其他智能体的临时决策集合

,  表示迭代轮次;

θ̂(l)

(k,n)

step 4: 将接收到的临时决策集合视为其他智能

体的最优响应, 在此约束条件下更新本智能体的潜

在源项估计 ;

a(l)

(k,n)

step 5: 计算不同候选方向的奖励函数, 利用最

大奖励准则更新本轮次的临时决策 , 并广播给

其他智能体;
step 6: 判断当前轮次临时决策是否与上一轮一

致, 即是否满足以下一致性条件:
a(l)

(k,n) = a(l−1)

(k,n) : 本智能体的决策未发生变化

a(l)

(k,j) = a(l−1)

(k,j) : 其他智能体的决策也未发生变

化;

l Lmax

step 7: 如果未满足一致性条件, 判断当前迭代

次数 是否已达到最大迭代次数 ;

step 8: 如果未达到最大迭代次数, 转至 step3, 继
续协商. 如果达到最大迭代次数, 则选择在这些迭代

中最频繁出现的决策作为最终的下一步动作, 并结

束协商.
step 9: 如果在某一轮中, 所有智能体的临时决

策相较上一轮均未发生变化 (满足一致性条件), 直
接输出本轮决策作为下一步动作, 协商结束.

r(n)
k+1step 10: 输出: 智能体的下一步移动位置 .

本文规定, 当连续两轮迭代中各智能体的决策

向量保持不变, 则决策已经达成共识, 协商过程终止

并输出动作. 为保证在线决策的实时性, 将协商轮次

限制为 5次, 若在该上限内仍未完全收敛, 则采用保

守的兜底策略, 从迭代过程中选择出现次数最多的

动作输出, 以避免协商失败导致的停滞或不稳定行

为. CUNM的核心思想是在保持分布式计算架构的

前提下, 通过有限次的动作级信息交换逐步对齐各

智能体的行动选择, 从而抑制个体最优导致的群体

冲突, 提升协同行为的稳定性与执行一致性. 

3    仿真实验及结果分析

为保证不同搜索策略在仿真对比中的公平性与

可重复性, 本文给出统一仿真环境的基本参数设置.
除特别说明外, 后续所有仿真实验均在相同的环境

参数条件下开展. 通过固定环境配置, 仅改变搜索策

略, 可有效避免环境差异对实验结果的干扰, 从而确

保性能比较的客观性与一致性. 本文采用的仿真环

境基本参数如下:
rs = (10, 50, 25)

Qs = 10 τ = 400

1) 气味源参数 : 气味源位置 ,
源释放强度 , 扩散粒子寿命 ;

Ω = 200× 100× 50

V = 1

2) 环境参数: 问题规模 , 平
均风速 ;

ra = [(180, 30, 0),

(180, 50, 0), (180, 70, 0)] a = 2

dt = 1s

3) 智能体参数 : 初始位置

, 智能体搜索半径 , 采
样时间 . 

3.1    示例性运行

图 2为协同认知策略的经典搜索轨迹, 为了实

验可复现, 在仿真过程中设置随机种子 seed=2. 图
中, 三种不同颜色的路径曲线为搜索轨迹, 轨迹上的

空心圆表示击中点, 蓝色表示所构建的粒子滤波器

中的潜在源项, 其颜色深浅反映权重大小. (a)中表

示用 Infotaxis Ⅱ认知策略
[16, 32]

进行协同搜索的轨

迹, 使用 131个时间步找到了气味源. (b)中表示用

AMGraRényitaxis进行协同搜索的轨迹, 花费 58个
时间步找到了气味源, 与 Infotaxis Ⅱ相比搜索时间

减少了 55.73%, 极大地提高了搜索效率.
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从图 2(a)可以看出, 潜在源项的后验分布收敛

较为缓慢, 搜索过程中智能体存在明显的无效运动,
其轨迹在空间中发生局部的徘徊和偏移, 未能沿着

单一方向持续推进. 这是由于 Infotaxis Ⅱ删除了奖

励函数中的利用项, 导致决策过程过度偏向探索. 并
且在搜索后期, 三个智能体的路径高度重合, 智能体

选择相似的高信息收益区域进行搜索, 产生重复采

样和观测冗余. 在图 2(b)中, 随着搜索的推进, 潜在

源项快速收敛于上风向区域. 智能体首先向上进行

移动, 探索获取有效信息后, 迅速转向逆风运动, 气
味命中主要集中在逆风阶段. 同时, 三个智能体基本

保持在有效羽流区域内运动, 未出现明显的无效搜

索行为；其轨迹之间的重叠和交叉现象也显著减少,
从而有效降低了路径冗余. 

3.2    关键模块消融实验

为对比在三维空间中气体扩散模型、各向异性

自适应步长策略以及基于 VAWS加权机制的影响,
本节进行了多种算法配置组合的仿真. 另外, 本节设置

了两种不同场景, 分为早期可观测 (Early-observable,
EO)场景与迟滞可观测 (Delayed-observable, DO)场
景, 表示气味源与智能体初始位置的相对空间关系,
场景配置如下:

1) EO场景: 气味源位置 (10, 50, 25), 智能体搜

索起始位置 [(180, 30, 0),  (180, 50, 0),  (180, 70, 0)],
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图 2    协同 InfotaxisⅡ(a) 与 AMGraRényitaxis(b) 搜索轨迹图
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部分智能体在初始阶段与气味源在横向上具有较高

对齐程度, 能够较早进入有效气味羽流区域, 从而在

搜索初期获得相对充足的气味观测信息.
2) DO场景: 气味源位置 (10, 70, 25), 智能体搜

索起始位置 [(180, 30, 0),  (180, 20, 0),  (180, 10, 0)],
智能体初始位置与气味源在空间上存在较大偏移,
搜索早期难以获得稳定气味信息, 需依赖探索行为

逐步接近高置信区域, 整体可观测性显著滞后.
为了分析扩散模型的影响, 引入各向同性羽流

模型 (Isotropic Plume Model, IPM)进行对比; 为了分

析步长调节机制的作用, 引入固定步长 (Fixed Step,
FS)以及各向同性自适应步长策略 (Isotropic Adaptive
Step Size, IASS)对比; 为了分析加权策略的影响, 引
入时间衰减权重 (Time  Decaying  Weight  Strategy,
TDWS)作为对比, 其具体策略设置如表 1. 实验结果

如表 2.
 
 

表 1     策略设置

序号 策略名称 气体扩散模型 步长策略 权重策略

A AMGraRényitaxis GPM AASS VAWS

B AMGRT_IPM IPM AASS VAWS

C AMGRT_FS GPM FS VAWS

D AMGRT_AS GPM IASS VAWS

E AMGRT_DW GPM AASS TDWS
 
 
 

表 2     不同变体策略性能对比

场景 策略 平均搜索步数 标准差 平均移动距离

A 59.62 7.812 5 224.512 9

B 120.32 29.706 8 310.816 5

EO场景 C 168.16 22.863 4 336.306 7
D 69.46 8.752 6 274.384 1

E 66.94 14.316 9 241.284 6

A 93.24 9.644 8 299.682 5

B 136.80 20.204 0 343.729 2

DO场景 C 178.34 14.987 5 356.640 0
D 101.86 12.606 4 350.212 1

E 99.34 14.128 8 311.613 1

注: 各变体策略的搜索成功率(SR)均为100%, 因此表中未对该指

标进行单独展示.
 

为了评估不同模块对策略性能的影响, 本研究

选取成功率（Success Rate, SR）平均搜索步数（Mean
Search  Steps,  MSS） 、搜索步数标准差 （ Standard
Deviation,  STD）和平均移动距离 （Mean  Moving
Distance, MMD）作为主要评价指标, 对不同变体策

略的搜索性能进行对比分析. SR表示成功搜索次数

占总搜索次数的比例, MSS反映策略的搜索效率,
STD表征搜索过程的稳定性, MMD用于衡量智能

体完成源定位任务所需的运动代价. 这些平均指标

都是基于成功样本进行计算的.
基于表 2, 本文所提出的改进方法在搜索效率和

鲁棒性方面均展现出显著优势.在两种场景下与变体

策略对比, 策略 A(ours)均展现了最小的平均步数、

标准差以及移动距离. 在 EO场景下, 其搜索效率相

较于策略 B(使用 IPM)平均步数降低 50.45%, 相较

于策略 C(固定步长 )降低了 64.54%, 相较于策略

D(各向同性步长)降低了 14.16%, 相较于策略 E(时
间衰减权重)降低了 10.93%. 在 DO场景下 , 策略

A的平均搜索步数为 93.24步, 相较于策略 B、策略

C、策略 D和策略 E分别降低了 31.84%、47.72%、
8.46%和 6.14%. 这表明所提出策略在早期可观测和

迟滞可观测条件下均能够保持较高的搜索效率, 尤
其在观测信息不足、搜索过程更加困难的 DO场景

中, 仍能有效降低搜索步数并提升搜索稳定性.
图 3画出了在 50次重复试验条件下各策略搜索

步数的箱型分布, 可以看出, 提出的 AMGraRényitaxis
与 4种变体策略相比, 其搜索步数分布明显下移, 箱
型图长度缩短, 并且离群异常点减少, 表明该策略在

搜索效率与稳定性方面均具有明显优势. 三个对比

模块中, 对搜索步数影响最为显著的是步长策略, 由
固定步长改变为自适应步长可以大幅度提高效率.
但是由于三维空间中的各向异性特征, 各方向采用

相同的步幅进行移动仍可能会导致智能体产生部分

的冗余路径, 因此 AMGraRényitaxis的搜索效率优

于采用各向同性步长的策略 D, 再优于采用固定步

长的策略 C. 其次, 对搜索性能影响较大的因素为气
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图 3    EO 场景下 (a) 和 DO 场景下 (b) 搜索时间分布
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体扩散模型. 从实验结果中发现, IPM浓度预测阶段

引入了较大的模型误差, 导致观测带来的信息增益

降低, 使智能体的搜索效率大幅度下降. 而权重调节

策略主要影响搜索过程的稳定性. 从箱型图的长度

以及离群点分布可以看出, 权重策略的引入能够在

一定程度上降低搜索步数的波动范围, 使搜索过程

更加稳定, 但其对平均搜索效率的影响相对较小. 

3.3    经典策略对比

本节选取多种具有代表性的经典认知策略作为

对比算法, 包括 Infotaxis Ⅱ[16][32](策略 F), Entrotaxis[34]

(策略 G), Rényitaxis[17](策略 H), Gravtaxis(策略 I)以
及 Space-aware  Infotaxis[35](SAI, 策略 J). 这些策略

中, Infotaxis Ⅱ, Entrotaxis, Rényitaxis是纯信息驱动

的认知策略, Gravtaxis是引力势场驱动的认知策略,
SAI则是信息度量和距离度量混合驱动的认知策略,
通过与这些策略进行比较, 能够较为全面地反映目

前主流气味源搜索认知策略的性能特征.
考虑到气味源定位任务中环境不确定性对搜索

行为的显著影响, 本节分别在固定气味源与随机气

味源两种场景下开展对比实验. 在固定气味源实验

中, 气味源位置在所有重复实验中保持不变, 用于评

估各算法在相同目标条件下的搜索稳定性与路径一

致性. 在随机气味源实验中, 气味源位置在搜索区域

内随机生成, 用以检验算法在未知目标分布条件下

的鲁棒性与泛化性能. 对于每种算法和每类实验场

景, 均进行 50次独立重复实验, 以降低随机初始条

件和观测噪声对结果的影响. 实验结果如表 3, 图 4
中画出了两组实验的搜索时间分布箱型图.
 
 

表 3     经典策略性能对比

场景 策略 SR MSS STD MMD Tave(s) Tdes

A 100% 61.52 7.327 3 230.287 6 8.863 0 0.140 2

F 100% 111.44 29.775 9 288.383 3 9.273 9 0.083 2

固定 G 100% 111.34 29.775 6 288.249 3 8.320 8 0.074 4

气味源 H 100% 105.26 26.320 2 275.099 3 8.748 7 0.082 9
I 100% 107.06 24.065 3 271.472 2 8.135 1 0.076 0

J 100% 84.5 9.812 7 215.391 8 10.122 7 0.120 4

A 100% 72.82 40.511 6 203.724 3 8.852 5 0.120 2

F 100% 124.98 74.106 8 284.107 2 12.380 2 0.100 3

随机 G 100% 126.94 77.280 6 290.080 7 10.851 7 0.086 1

气味源 H 100% 108.92 49.413 7 251.407 9 10.620 4 0.097 2
I 100% 117.52 52.922 3 257.179 0 9.566 9 0.081 5

J 74% 104.621 6 83.701 3 197.222 4 9.926 3 0.092 6

注: 表中各项平均指标均基于成功搜索样本计算.
 

Tave Tdes

Tave

除 3.2节中的评价指标外, 本节还增加了平均任

务耗时 ( )以及单次决策耗时 ( )对不同策略

的计算开销进行分析,  表示成功完成一次气味

Tdes源搜索任务的平均运行时间,  则代表智能体进

行一次决策的平均时间.
在固定气味源条件下, 策略 A取得了最少的平

均搜索步数和最低的标准差. 平均搜索步数为 61.52,
相比策略 F、 G、 H、 I和 J分别降低了 44.80%、
44.75%、41.56%、42.54%和 27.20%. 在平均移动距

离中, 策略 J的移动路径最短, 策略 A次之.这是由

于策略 J将空间距离约束直接引入奖励函数中, 导
致搜索路径更倾向于短距离移动, 形成较短的搜索

路径. 但是这种方法对于搜索步数提升不明显, 并且

鲁棒性较差.整体来看, 策略 A在相同气味源条件下

具有更高的搜索效率和更好的搜索稳定性.
在随机气味源条件下, 策略 A同样实现了最好

的综合搜索性能. 其平均搜索步数为 72.82, 相比策

略 F、G、H、 I和 J分别降低了 41.73%、 42.63%、
33.14%、 38.04%和 30.40%.  平 均 移 动 距 离 为

203.724 3, 相对于 F、G、H和 I分别降低了 28.29%、
29.77%、18.97%和 20.79%.虽然策略 J的平均移动

距离略小于策略 A, 但其成功率仅为 74%, 且标准差

达到 83.701 3, 为所有策略中最高, 说明 SAI策略中

过强的空间距离偏好会削弱其对不同源位置的适应

能力, 容易导致搜索失败或搜索步数波动增大.
从计算开销来看, 策略 A由于同时引入 Rényi

散度、引力势场和自适应权重计算, 单次决策耗时较

高 , 在固定气味源和随机气味源场景下分别为

0.1402 s和 0.1202 s, 均高于其他策略. 但在随机气味

源场景中, 策略 A显著减少了搜索步数, 使其平均任
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图 4    固定气味源 (a) 随机气味源 (b) 搜索时间分布
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务耗时降至 8.8525 s, 为所有策略中最低, 说明其能

够通过更少的搜索步数弥补单步计算量的增加. 在
固定气味源场景中, 由于智能体初始位置正好位于

源的下风向羽流区域, 部分简单策略也能较快获得

有效观测, 因此策略 A的单步计算优势没有完全转

化为最短任务耗时. 不过策略 A的平均任务耗时也

与最优结果较为接近.
两种环境进行纵向比较, 策略 A无论在固定气

味源环境还是随机气味源环境中搜索步数和稳定性

都明显更优, 其单步决策耗时虽然最高但是可以通

过较少的搜索步数弥补, 从而缩短完整任务耗时. 策
略 A在搜索性能、鲁棒性和计算开销之间取得了较

好的平衡.
图 4可以进一步验证以上结论, 在两种场景中,

策略 A的箱体位置都明显低于其他策略, 并且箱体

高度较小, 这说明多数实验可以在较小的步数内完

成搜索. 另外, 采用 Rényi散度的策略 H与基于香农

熵的策略 F和 G相比, 其离群点明显减少, 平均值以

及中位数都降低. 这说明, Rényi散度能够更有效地

区分候选动作对后验分布更新的贡献, 从而减少搜

索过程中的波动. 

3.4    协同机制对比

为了评估分布式协商机制在多智能体气味源搜

索中的效果, 本节在共享感知的基础上, 对独立决

策、分布式协商决策和集中式决策对比. 独立式决策

表示各智能体基于共享后验独立选择动作, 但在决

策过程中不进行动作协商. 分布式协商决策利用提

出的 CUNM进行协商, 得到最终行动结果. 而集中

式决策则由中心节点统一迭代智能体的联合动作空

间.
实验结果表明, 协同机制对智能体进行气味源

搜索性能有显著影响. 如图 5所示, 三种决策方式中,
分布式决策获得了最短的搜索步数 78步, 并且其路

径相对于其他两种协同方式更平滑, 其次是集中式

决策.在图 5(c)中的集中式决策轨迹图中, 搜索后期

三个智能体的路径高度重合, 这是由于在集中式决

策中将分布式的个体势场变为了群体融合势场, 这
种方法导致三个智能体的差异性消失, 其移动目标

完全一致.而在图 5(a)的独立式决策中, 各智能体的

路径明显比分布式决策与集中式决策更曲折, 存在

较多的路径冗余和交叉, 这就是缺乏协商导致的后

果.从图 5可以看出, 分布式决策凭借合理的协商方

式, 显著提升了任务完成效率, 轨迹更平滑, 有效地

增强了智能体之间的协同性.

(20, 45, 35)

Q = 5

fd

fd = 7

×

73

表 4展示了对三种机制在完全相同的环境下重

复运行 50次的统计结果, 气味源位置为 ,

释放速率 , 其余参数与前文保持一致. 除前文

提到的评价指标外, 表 4中增加了决策复杂度 用

于表示每轮决策中需要评价的候选动作规模. 独立

式决策中, 各智能体仅从自身 7个候选动作中选择

最优动作, 因此 . 分布式协商决策在局部动作

评价基础上进行迭代协商, 若最大协商次数为 5, 则

最大评价规模为 7 (5+1). 集中式决策需要由中心

节点枚举所有智能体的联合动作组合, 当 3个智能

体各有 7个候选动作时, 其复杂度为 . 由此可见,

集中式决策复杂度随智能体数量呈指数增长, 而分

布式协商决策仅随协商次数近似线性增加.

分布式协商决策显著提高了多智能体源搜索的
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图 5    不同协同机制典型搜索轨迹图

 

表 4     不同协同机制性能对比

协同机制 MSS STD MMD Tdes(s) fd

独立式 95.9 21.495 4 295.550 9 0.019 9 7

分布式协商 85.6 22.725 3 275.242 7 0.162 3 最大为7×6

集中式 96.82 22.897 8 296.951 6 1.602 5 73
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搜索效率, 其平均搜索步数相对于独立式搜索降低

了 10.74%, 相对于集中式搜索降低了 11.59%. 从计

算开销上看, 独立式的单次决策耗时仅为 0.0199s,
其计算开销最低, 但由于缺乏协同约束, 其平均搜索

步数和平均移动距离均较大. 分布式协商决策由于

需要进行决策交换与迭代优化, 单次决策耗时增加

到 0.1623s, 但仍显著低于集中式决策的 1.6025s, 说
明 CUNM在引入协同优化的同时保持了较低的计

算开销. 综合来看, 分布式协商决策在搜索效率、移

动代价和计算开销之间取得了较好的平衡. 

4    结论

针对随机粒子采样条件下信息趋向策略在认知

表征与决策调节方面存在的信息梯度响应不足、搜

索尺度与方向适配性有限以及多智能体决策不一致

等问题, 本文提出了一种基于认知不确定性建模的

多智能体协同决策策略, 用于稀疏环境下的气味源

搜索定位. 该策略构建信息驱动探索与势场驱动利

用相结合的信息-势场联合决策模型, 利用认知不确

定性度量实现决策权重与各向异性运动步长的自适

应调节, 使搜索尺度与方向能够随环境认知状态动

态调整. 同时, 设计了约束更新协商机制实现多智能

体之间的决策一致化, 在保持分布式决策灵活性的

同时有效降低路径冗余与协同行为冲突.
为系统验证所提方法的有效性与鲁棒性, 本文

开展了大量仿真实验, 通过关键模块消融实验、经典

认知策略对比实验以及协同机制对比实验, 对算法

性能进行了系统评估. 实验结果表明, 所提出的协同

搜索决策策略在搜索效率、稳定性以及路径优化方

面均优于多种典型信息趋向方法, 并能够在固定气

味源与随机气味源条件下保持稳定的搜索性能. 同
时, 约束更新协商机制能够有效降低多智能体之间

的路径冗余与行为冲突, 并且避免了高维联合动作

的计算负担, 保证了系统的实时决策能力, 从而进一

步提升整体协同搜索效率.
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