
考虑设备退化的随机柔性作业车间双目标调度优化：一种基

于 D3QN的强化学习方法

贾之阳†，上官盼盼

(北京理工大学 自动化学院，北京 100081)

摘　要: 制造业正加速向高效率、低成本与高度柔性方向发展. 高端装备制造工件生产具有批量小、品种多、工艺

复杂等特征, 在设备退化与随机故障频繁发生的实际环境下, 传统确定性柔性作业车间调度模型难以准确刻画生

产过程. 为此, 本文聚焦考虑设备退化与随机故障影响的随机柔性作业车间调度问题（Stochastic Flexible Job Shop

Scheduling Problem, SFJSP）, 将柔性作业车间中的加工单元进一步建模为由退化机器构成的串行生产单元, 从而

构建更加贴近实际生产的调度模型. 在此基础上, 针对传统元启发式算法在复杂不确定环境中需反复迭代优化、

计算开销大的问题, 本文提出一种基于 D3QN（Dueling Double Deep Q-Network）的智能调度方法, 实现完工时间

与综合生产成本等多性能指标的联合优化. 数值实验结果表明, 所提出的方法在解质量方面优于对比算法, 且训

练完成后可实现快速决策推理, 在动态决策场景中具有较好的计算效率优势, 从而有效提升随机柔性作业车间生

产过程中的整体运行性能.
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optimization；random failure；transient analysis

0    引　言

制造业是推动国家经济发展和技术进步的重要

基础, 尤其在高端装备与航空航天等战略性产业中,
对提升国家创新能力与核心竞争力具有关键支撑作

用
[1]. 随着全球制造业加速向高效率、低成本和高度

柔性方向演进, 汽车制造、风电与核电装备加工, 以
及需求预测、机器视觉等领域不断对生产系统的组

织方式和调度决策提出更高要求
[2-5]. 航空航天制造

是复杂离散制造系统的典型代表, 其结构件生产具

有批量小、品种多、工艺路线复杂等显著特征
[6]. 在

多工序、高精度和严格质量约束的背景下, 生产流程

耦合度高、资源利用效率受限, 往往导致制造周期

长、生产成本高昂
[7]. 因此, 引入先进的生产调度方

法和智能优化技术, 已成为提升航空航天等高端装

备制造系统运行效率与竞争力的关键途径.
作业车间调度问题 (Job Shop Scheduling Problem,

JSP)以确定机器加工顺序、优化生产性能指标为核

心, 在制造系统优化领域得到了广泛研究
[8]. 柔性作

业车间调度问题 (Flexible Job Shop Scheduling Problem,
FJSP)在 JSP的基础上进一步扩展, 允许每道工序在

多台候选设备之间进行选择, 更加契合多品种、小批

量的生产模式, 是一类典型的 NP-hard组合优化问

题
[9]. 近年来, 研究者提出了多种基于元启发式与智

能优化的求解方法, 如混合遗传禁忌搜索算法
[10]
、夹

具-托盘协同优化模型
[12] 以及知识驱动的两阶段模

因算法
[13] 等, 验证了混合智能算法在复杂调度问题

中的良好求解能力.
然而, 实际生产环境中设备退化与随机故障普

遍存在, 导致加工时间波动、生产中断和系统性能下

降, 使得传统确定性 FJSP难以刻画真实场景
[14]. 因

此, 将随机扰动引入调度模型, 形成随机柔性作业车

间调度问题 (Stochastic Flexible Job Shop Scheduling
Problem, SFJSP), 已成为近年来的重要研究方向. 针
对该问题, 已有学者从不同角度开展研究, 提出了多

目标遗传算法
[15] 以及混合差分进化算法

[17], 并在模

型中进一步考虑了随机加工时间与序列相关设置时

间等现实因素
[18]. 尽管上述智能优化算法在全局搜

索能力和问题适用性方面表现出较好的性能, 却依

然存在迭代过程耗时较长、未能有效利用历史信息

来优化迭代搜索频率等问题. 因此, 在调度领域一些

学者开始将深度学习方法引入组合优化问题, 并取

得了较好的研究成果
[19-20]. 例如基于深度强化学习的

调度策略
[11]
、基于仿真的进化学习优化方法

[16]
、自学

习遗传算法
[21]

等.
另一方面, 在高端装备制造系统中, 有些生产过

程往往由多条串行生产线协同构成. 串行生产线作

为典型的生产组织形式, 凭借标准化与自动化优势,
被广泛应用于航空航天、电池制造等高端制造场景.
相关研究已围绕不可靠设备的节能控制

[22]
、有限缓

冲区串行系统建模
[23] 以及多产品柔性运输系统

[24]

等方面展开. 然而, 现有研究多聚焦于生产线层面的

效率优化, 对于退化设备特性与柔性作业车间调度

决策之间的耦合关系仍缺乏系统研究. 例如, 在航空

航天加工过程中, 钛合金等难加工材料被广泛应用,
其加工过程中容易引发刀具快速磨损与设备性能退

化
[25], 从而进一步加剧生产系统的不确定性. 针对退

化设备的运行与维护问题, 已有研究提出了多阶段

预防性维护策略
[25] 以及多状态退化建模方法

[26], 为
提升系统可靠性和降低制造成本提供了重要理论基

础. 然而, 上述研究多从设备可靠性或维护策略角度

展开, 对退化设备特性在柔性作业车间调度问题中

的建模仍有待进一步探讨.
综上所述, 本文聚焦考虑设备退化与随机故障

影响的随机柔性作业车间调度问题 (SFJSP), 通过将

柔性作业车间中的加工单元进一步建模为由退化机

器构成的串行生产单元, 构建更加贴近实际的生产

调度模型. 在此基础上, 本文进一步设计了一种基于

双层深度 Q网络 (Double Deep Q-Network, DDQN)
的智能调度方法, 通过分层决策结构协同优化工序

分配与资源配置过程, 在复杂不确定制造环境下实

现完工时间与生产成本性能指标的多目标联合优化. 

1    系统建模与性能指标 

1.1    系统建模

Q

K

随机柔性作业车间调度问题,主要研究包含 种

工件订单在 个加工车间中完成加工的生产系统,
其中每类工件由多道加工工序构成. 本文在不改变

调度决策粒度的前提下, 将每个车间建模为由多台

退化设备及有限缓冲区构成的串行生产线. 为在最

小化完工时间 (makespan)的同时提升生产效率、企

业盈利能力与客户满意度, 以车间生产总成本与整

体完工时间为优化目标, 构建了一个同时考虑实际

生产约束的双目标 SFJSP模型, 如图 1所示. 左半部

分梯形代表所需分配工序, 右半部分代表多台加工

车间, 其中, 在不同车间中的加工时间与加工成本存

在差异, 且这些差异由对应车间内部串行生产线的

运行状态所决定. 此外, 工件在不同车间之间转移所
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产生的运输时间与运输成本具有差异性, 其具体数

值由车间间距离及运输条件共同决定.

WS1

M M − 1

m1,i i = 1, 2, . . . ,M

b1,i i = 1, 2, . . . ,

M − 1

N1,i

针对上述问题, 本文采用一种“两步法”求解框

架. 具体而言, 首先对由退化设备构成的串行生产线

进行建模与分析, 刻画工件订单在不同车间中的加

工过程特性, 并获取关键生产参数; 随后, 在此基础

上为各类工件订单的每道工序分配合适的加工车间,
并同步对多个给定优化目标进行联合优化, 从而实

现复杂制造环境下调度方案的协同改进. 在高端装

备制造领域, 工件在加工过程中往往具有工序复杂、

加工路径长等特点, 其关键工序通常需要在多台设

备上连续完成. 例如, 在航空航天领域中, 涡轮盘的

精加工过程通常需依次经历半精磨、精磨及检测等

多个连续工序, 加工过程呈现出显著的阶段性与顺

序性特征. 同时, 该类产品普遍具有体积大、占用空

间多等特点, 使得生产过程中缓冲区容量受到严格

的物理空间约束, 从而对在制品的流动产生重要影

响. 因此, 本文将车间内部结构建模为由不可靠机器

与有限缓冲区构成的串行生产线. 具体而言, 车间内

部的结构如图 2(a)所示, 以第一台车间 为例,
一条生产线由 台退化机器和 个缓冲区组

成, 其中 代表每台退化机器,  , 由
图 2(a)中的圆圈表示;  代表缓冲区, 

, 由图 2(a)中的方框表示. 每个缓冲区内都有

一个最大容量 .
对车间内部由退化机器构成的串行生产线模型

作如下假设:
τ1)生产线内所有设备具有相同的加工周期 , 以

τ加工周期 为单位对生产过程时间进行离散化. 每台

机器均在每个加工周期开始时刻启动加工.

W

Dw w = 1, 2, . . . ,W

Df D1

Dw

Dw

Dw+1 Df

2) 每台退化机器具有 种运行状态 , 记为

( ), 并额外包含一个故障状态

, 其中 表示最佳运行状态 . 当机器在状态

下完成一次加工后, 在下一个加工周期开始时,

将以固定概率保持在 , 或退化至相邻的更差状态

, 或退化至故障状态 .

Df

D1

Df

3) 若机器在某一加工周期内处于故障状态 ,

则该周期内无法完成加工任务. 在下一个加工周期

开始时, 机器以固定概率恢复至最佳状态 , 或继

续保持在故障状态 .

pl,w Dl Dw

Dl pl,l + pl,l+1+

pl,f = 1 Df pf,1+

4) 退化机器状态转移模型如图 2(b)所示 , 设

表示退化机器由状态 转移至状态 的概率.

当机器处于运行状态 时 , 满足

, 当机器处于故障状态 时 , 满足

工序

Trans(1,k)
C (1,k)t rans

J1,1 J1,2 J1,3 J1,x工
件

J2,1 J2,2 J2,2 J2,y

J i ,1 J i ,2 J i ,3 J i ,z

…

…

…
…

工件加工路径顺序

同一台车间内下一步可加工路径

车
间
选
择

Ws1
ps tate1,1

N1,1 N1,M- 1 ps tate ,M

m2,1

b1,1 b1,M- 1
m1,M

C (2,k)t rans

…

Trans(1,2)
C (1,2)t rans

WS 2

ps tate2,1

N2,1
N2,M- 1 ps tate2 ,M

… b2,M- 1b2,1
m2,M

m1,1

1

T (2,k)t rans

…

ps tatek ,1

Nk ,1 Nk ,M- 1 ps tatek ,M
Wsk

m j ,k bk ,1 bk ,M- 1
mk ,M…

图1    随机柔性作业车间调度模型

…m1,1 b1,1

N1,1 N1,2 N1,M-1

m1,2 b1,2 b1,M-1
m1,M

… …

p1,1
p l , l

p l- 1, l

p1,2

D1 D l

p1, f

p f ,1

p l , f

p l , l+1

pw- 1,w

pw ,w

Dw

D f

pw , f

p f , f

(a)   车间内部产线结构

(b )   退化机器状态转移模型

图2    车间内部产线与退化机器状态转移模型图
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pf,f = 1

pl,f > pl+1,f

P state
i

i = 1, 2, . . . ,M

. 此外, 假设机器状态越差, 其在下一加工周

期退化至故障状态的概率越大, 即 . 每台

机器均服从给定的退化概率参数矩阵 , 其中

表示生产线中的机器编号, 其形式

为

P state
i =


p1,1 p1,2 . . . p1,f

0 p2,2 . . . p2,f

...
...

. . .
...

pf,1 0 . . . pf,f

 .

m1,i

b1,i−1

Dw w = 1, 2, . . . ,W

m1,1

5) 在某一加工周期开始时, 若退化机器 前

序缓冲区 中无工件可供加工, 且该机器处于运

行状态 ( ), 则称该机器在该加工

周期处于饥饿状态, 假设 不会发生饥饿.
m1,i

b1,i N1,i

m1,M

6) 在某一加工周期开始时, 若退化机器 的

后继缓冲区 已达到容量上限 , 且该机器处于

运行状态, 同时其下游设备处于故障状态, 则称该机

器在该加工周期处于阻塞状态 , 假设末台机器

不会发生阻塞.
q Bq

Bq

7) 每类工件 的生产批量为 件. 所有缓冲区

在初始时刻均为空, 当生产线完成 个工件的加工

后即停止运行. 

1.2    性能指标与暂态分析

基于前文建立的系统模型, 本文从加工时间与

生产成本两个方面刻画系统的暂态性能, 并引入如

下关键性能指标.
PCq,j,k q j

k Bq

1) 完工周期 : 表示第 类工件的第 道工

序在第 个加工车间内完成全部生产批量 所需的

加工周期数.
At,k k2)时间映射系数 : 用于刻画第 个加工车间

的加工效率水平.
Ac,k k3)成本映射系数 : 用于刻画第 个加工车间

的成本水平, 并满足

At,k ·Ac,k = α, (1)

α > 0

At,k

Ac,k

其中 为常数, 反映加工性能与成本之间的权衡

关系, 即加工效率越高 ( 越小), 对应的生产成本

越高 ( 越大).

CTq,j,k q j

k

4) 加工时间 : 表示第 类工件的第 道工

序在第 个加工车间内的总加工时间, 即

CTq,j,k = At,k · PCq,j,k. (2)

Ctotal(q,j,k) q

j k

5) 总加工成本 : 表示第 类工件的第

道工序, 在第 个加工车间内完成全部加工所产生

的综合成本, 由运行成本、修复成本与损失成本构

成, 即

Ctotal(q,j,k) = Ac,k ·(Crun(q,j,k)+Crepair(q,j,k)+Closs(q,j,k)),
(3)

Crun(q,j,k)

Crepair(q,j,k)

Closs(q,j,k)

其中运行成本 , 表示在加工过程中设备正常

运行所产生的费用; 修复成本 , 表示由于

设备故障或退化而进行维修所产生的费用; 损失成

本 , 表示由于等待或阻塞等因素导致的生

产损失成本.
Ttrans(kx, ky) x

y

6) 车间转移时间 : 工件从车间 转

移到车间 所产生的时间, 其大小与车间之间的物理

距离及运输设备效率相关, 即:

Ttrans(kx, ky) =
dkx,ky

v
, (4)

dki,kj
kx ky v其中,  表示车间 与 之间的距离,  为运输速

度.
Ctrans(kx, ky) x

y

7) 车间转移成本 : 工件从车间 转

移到车间 所产生的成本, 与运输时间及单位时间运

输费用成正比, 即:

Ctrans(kx, ky) = α · Ttrans(kx, ky) (5)

对于由多台退化机器构成的生产线, 采用马尔

可夫方法对系统暂态行为进行建模, 通过计算各缓

冲区占有情况、机器运行状态以及末端设备的完工

数量, 刻画生产线在每一加工周期内处于不同状态

的概率分布. 然而, 当退化机器具有多种运行状态且

生产线规模较大时, 采用马尔可夫方法将导致状态

空间呈指数级增长, 从而带来严重的计算负担.

D1 Dw U

Df

Df

为克服上述维数爆炸问题, 本文引入一种等效

近似聚合方法. 首先, 对单台退化机器进行状态简化,
将所有运行状态 至 聚合为统一状态 , 而故

障状态 单独表示. 由于退化机器的修复路径唯一

(即由 恢复至最佳运行状态), 可采用几何可靠性

模型对该过程进行刻画 (如图 3所示).

…

1-PU ,F

p1,1
p1,2 p l-1,l

p l,l

D1 D l

p l,l+1

pw,f

Dw

pw,w

pw-1,w

p f,1

p1, f p l,f

p f,f

D f

1-PF ,1

F

PU ,F

PF ,1

U

图3   退化机器近似聚合过程

M − 1

mb
1,i mf

1,i+1

然后, 将多机生产线分解为若干局部双机子系

统, 使上游缓冲区的流出量等价于对应辅助双机线

的输入量, 从而用 条虚拟双机线表征原系统.
在每条双机线上, 采用前向聚合与后向聚合思想, 分
别构建等效上游机器 与下游机器 , 并递推

计算其时变损坏率与修复率 (如图 4所示). 该近似

求解框架已在作者以往工作中得到验证
[27], 其对应

的算法描述将在下文给出.
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算法 1    基于分解–聚合的多机退化生产线暂态

性能近似评估

M Bq N1,i

P state
i nmax

输入 :    (机器数 ),  (批量 ),  (缓冲区容

量),  (退化转移矩阵),  (迭代周期上限);

n = 01: 
i = 1 M2: for   :   do

m1,i {D1, . . . ,

Dw} U F

3:      对退化机器 , 将运行状态

聚合为 , 故障状态记为 ;

4: end for
n < PCq,j,k Bq5: while   & 未完成 件 do

n = n+ 16:     
i = 1 M − 17:     for   :   do

Li : m1,i → b1,i →
m1,i+1

8:          构造辅助双机线

;
Li mb

1,i

P b
1,(Ui,Fi)

(n) Rb
1,(Fi,1i)

(n)

9:         基于双机线 后向聚合, 计算 的损

坏率/修复率 ,  ;

Li mf
1,i+1

P f
1,(Ui+1,Fi+1)

(n) Rf
1,(Fi+1,1i+1)

(n)

10:        基于双机线 前向聚合, 计算 的

损坏率/修复率 ,  ;

11:    end for
12:end while

1.3    优化目标

Tmax C

Tmax

C

基于前述系统建模与性能指标定义, 本文构建

了一个同时考虑加工时间 与生产成本 的多目

标优化模型, 从而在缩短生产周期的同时有效控制

成本. 完工时间 由各类工件在不同车间完成加

工与工序间运输所消耗的时间加权得到, 而综合成

本 则由各工序对应的运行成本、修复成本与损失

成本以及跨车间运输成本加权构成.
此外, 模型中引入了一些工艺与资源约束, 以保

证调度方案的可行性: 每一道工序仅允许在一个加

工车间上执行; 工件必须严格按照既定工序顺序完

成加工; 加工分配需满足车间能力限制; 并通过时间

—成本映射约束刻画不同车间之间的性能差异.

min f = min{Tmax, C}
s.t.

Tmax = min
K∑

k=1

Q∑
q=1

Oq∑
j=1

(CTq,j,k+

Ttrans(k1,k2))xq,j,k;

C = min
K∑

k=1

Q∑
q=1

Oq∑
j=1

(Ctotal(qjk)+

Ctrans(k1,k2))xq,j,k;
K∑

k=1

xq,j,k = 1, ∀ q, j;

xq,j,k ≤ aq,j,k, ∀ q, j, k;
K∑

k=1

O2∑
j=O1

(CTq,j,k xq,j,k + Ttrans(k1, k2)xq,j,k) > 0,

∀ q, O1 < O2 < Oq;

xq,j,k ∈ {0, 1}, ∀ q, j, k. (6)

2    D3QN 强化学习优化分析

为求解第 1节提出的双目标调度优化问题, 本

文引入一种基于深度强化学习的 D3QN(Dueling

Double Deep Q-Network)方法.
 

2.1    D3QN 整体框架

D3QN通过融合Double DQN与Dueling Network

两种结构优势, 在复杂不确定制造环境中有效缓解

动作价值函数的过估计问题, 从而提升学习过程的

稳定性与调度决策的精度.

1) 在标准 DQN中, 目标 Q值通常采用同一网

络同时进行动作选择与价值评估, 容易导致价值函

数的系统性高估. Double DQN通过引入在线网络

(Online Network)与目标网络 (Target Network), 将动

P1,(U1,F1)
P1,(Ui+1,Fi+1) R1,(FM ,1M)

B m1,1
m1, i

b1, i

m1 , i+1

b1, i+1

m1 , i+1 m1 ,M

P1,(F1,11)

P1,(Ui ,Fi) ,

R1,(Fi ,1 i) ,

bm1, i
m1, i b1, i

m1, i+1
fm1, i+1

bP (n)1,(Ui ,Fi ) , bR (n)1,(Fi ,1 i )
N1, i

f fP (n) , R (n)1,(U ( i+1),F( i+1)) 1,(F( i+1),1( i+1))

N1, i

R1,(Fi+1,1 i+1)

N1, i+1 P1,(U ( i+2),F ( i+2)) ,
R1,(F( i+2),1( i+2))

P1,(UM ,FM ) ,

… … …

图4    多机产线近似聚合过程

第x期 贾之阳 等: 考虑设备退化的随机柔性作业车间双目标调度优化：一种基于 D3QN的强化学习方法 5



作选择与价值评估解耦, 其目标值更新公式为

yDDQN = r + γQθ−(s
′, argmax

a′
Qθ(s

′, a′)), (7)

r γ θ θ−其中,  表示即时奖励,  为折扣因子,  与 分别为

在线网络与目标网络参数 . 该结构能够有效抑制

Q值过估计现象, 提高训练稳定性. 综合上述两种机

制, D3QN在网络结构上采用 Dueling架构估计状态

价值与优势函数, 在参数更新过程中采用Double DQN
的目标值计算方式, 从而形成更加稳健的 Q学习框

架. 该方法既降低了 Q值估计偏差, 又加快了策略收

敛速度, 尤其适用于具有随机扰动与高维状态空间

的生产调度问题.
Q(s, a)

V (s) A(s, a)

2) Dueling Network通过将动作价值函数

分解为状态价值函数 与优势函数 , 使网

络能够更加专注于状态本身的重要性, 其表达形式

为

Q(s, a) = V (s)+(A(s, a)− 1

|A|
∑
a′∈A

A(s, a′)), (8)

A其中,  表示动作集合. 该结构在存在大量冗余动作

或不同动作效果差异不明显的场景中, 能够显著提

升学习效率与泛化能力.
在构建的 SFJSP强化学习环境中, D3QN通过

与车间系统的持续交互学习调度策略, 实现对工序

分配与资源配置过程的在线优化, 并在多目标奖励

函数的引导下同步改善完工时间与综合生产成本等

关键性能指标. 

2.2    规则动作与参数化设计

at ∈ {0, 1, . . . , 9}

(q, j, k)

at

rat
st

本文将强化学习的动作定义为一组具有工程启

发意义的调度规则 , 每一条规则在

当前系统状态下均可直接输出一个可行的工件-工
序-车间分配对 , 在不同系统阶段自适应选择

最合适的调度规则. 每一个动作 对应一条确定性

的调度规则 , 其在状态 下直接生成一个可行调

度决策:

(ot,mt) = rat
(st). (9)

为构建动作空间, 选取如下十条规则构成动作

集合:
1) 随机选择 (Random): 在当前可调度工序集合

中随机选择一道工序, 并在其可用车间集合中随机

选择一台.
2) 最早完工时间 (EFT): 对准备加工集合内的

所有工件进行完工时间预计:

Eq,j,k = max(Tk, Tq,j) + pq,j,k, (10)

Tk Tq,j q其中,  是当前选择车间的可用时间,  是第 类

j pq,j,k

Eq,j,k

工件的第 道工序的可加工时间,  为该道工序的

加工时间, 选择使 最小的组合.

Sq,j,k

3) 最早开始时间 (EST): 计算所有可行组合的

开始加工时间, 选择开工时间最早的组合 .

Sq,j,k = max(Tk, Tq,j). (11)

(q, j, k)

4) 最小加工成本 (SCP): 选择加工成本最小的

组合 .

α ∈ [0, 1]

5)最小成本-时间加权值 (WTC): 对加工时间与

加工成本进行归一化, 并构建加权评分函数, 选择评

分最小的组合, 其中 为权衡系数:

Scoreq,j,k = α
pq,j,k

pmax

+ (1− α)
cq,j,k
cmax

. (12)

Lk

6)完工时间-车间负载组合规则 (EFT–Load): 在

考虑最短完工时间的同时, 引入车间负载惩罚项, 其

中 为车间当前累计负载:

Scoreq,j,k = Eq,j,k + βLk. (13)

7) 完工时间-最低柔性车间组合规则 (EFT–LF):

优先选择可加工工序最少的车间, 再在其中应用 EFT

规则, 以避免低柔性工序在后期成为瓶颈.

8)开始时间-最高柔性车间组合规则 (EST–HF):

优先选择可加工工序数量最多的车间, 并在其中应

用 EST规则, 以提升整体加工推进速度.

Tcur

9) 对完工时间影响最少: 估计调度当前组合后

系统完工时间的变化, 选择对整体完工时间影响最

小的组合, 其中 表示当前系统已安排工序导致的

最大完工时刻:

Scoreq,j,k = max(Tcur, Eq,j,k). (14)

10) 完工时间-成本加权值 (ECFT): 综合考虑该

工序的完工时间和加工成本, 选择得分最小的组合.

Scoreq,j,k = Eq,j,k + λcq,j,k. (15)

2.3    状态空间建模

st ∈ Rd

为了刻画车间运行状态, 本文构建连续状态向

量 , 其由反映负载分布、加工进度、资源利用

率以及系统演化趋势的多维特征拼接组成, 从而为

价值网络提供充分的决策依据.

k1) 车间负载: 对每个车间 , 记录其类及加工时

间, 并进行归一化处理, 用于反映系统中的负载均衡

情况.

sload
k =

Lm

Lmax

. (16)

q2) 工件进度: 对每种工件 , 统计其已完成工序

数与总工序数之比, 以反映其当前所处加工阶段.
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sprog
q =

ndone
q

ntot
q

. (17)

q3) 工件时间与成本比例: 对每种工件 , 记录其

已消耗加工时间与加工成本在总量中的占比.

stime
all =

P done
all

P tot
q

, (18)

scost
all =

Cdone
all

Ctot
all

. (19)

k4) 机器利用率: 对每台车间 , 统计其忙碌时间

占当前系统时间的比例, 用于反映设备使用强度.

Uk =
busyk

Tcur

. (20)

5) 整体调度进度: 统计系统中所有工件的总体

完工比例, 用于反映调度任务的整体推进程度.

sprog
q =

ndone
q

ntot
q

. (21)

6) 累积成本: 机器完成当前所有已分配加工工

件所消耗的总成本.
7) 当前完工时间: 当前最后一个车间的完工时

刻, 用于刻画完工时间的实时变化. 

2.4    奖励函数设计

为实现完工时间与总成本的双目标优化, 本文

构建由即时奖励与终止奖励组成的分层奖励函数,
引导智能体在调度过程中逐步形成兼顾效率与经济

性的决策策略.
q j k对于即时奖励, 针对工件 的工序 在车间 上

的加工时间与成本, 定义相对最优差距 (regret)指标:

∆t
q,j,k =

pq,j,k − pmin
q,j

pmin
q,j + ε

, (22)

∆c
q,j,k =

cq,j,k − cmin
q,j

cmin
q,j + ε

, (23)

pmin
q,j cmin

q,j

ε

其中,  与 分别表示当前可行车间集合中该工

序的最短加工时间与最低加工成本,  为防止分母为

零的极小正数.
即时奖励函数定义为:

rt = −wt∆
t
q,j,k − wc∆

c
q,j,k. (24)

wt wc其中 与 为时间与成本权重系数.
在调度完成时, 智能体额外获得终止奖励, 以鼓

励其生成整体性能更优的调度方案:

rT = ηt

M base −M

M base + ε
+ ηc

Cbase − C

Cbase + ε
, (25)

M base Cbase

M C

ηt ηc

其中,  与 分别为采取随机策略下对应的

完工时间与总成本,  与 为当前策略的实际结果,
与 为两目标权重参数.

2.5    D3QN 算法流程

本节在前文规则动作设计、状态空间建模及奖

励函数设计的基础上, 构建用于求解随机柔性作业

车间调度问题的 D3QN算法, 其具体流程如下:
算法 2    Dueling Double DQN for SFJSP

K Q输入:  (车间集合), (工件集合);
πθ输出:  (调度策略);

Qθ Qθ−1: 初始化策略网络 与目标网络 ;
D2: 初始化经验回放池

M base Cbase3: 计算基准 makespan  与成本 ;
= 1 N4: for episode   :   do

s05:     重置环境并获得初始状态

6:     while未终止 do
Avalid

t7:         计算可行动作集合 ;
ε at8:         采用 -greedy选择动作 ;

rat
(qt, jt, kt)9:         执行规则 得到 ;

(qt, jt, kt) st+110:        调度 并获得 ;
rt11:        计算即时奖励 ;

(st, at, rt, st+1) D12:        存储 至 ;
13:        采样小批量并更新:

y = rt + γQθ−(st+1, argmax
a

Qθ(st+1, a));

14:        每隔 100步同步目标网络;
15:    end while

rT16:    加入终止奖励

17:end for

3    实验结果 

3.1    测试实例与实验平台

所有实验均在统一的硬件与软件环境下完成,
算法采用 Python语言实现, 并在 PyCharm开发环境

下完成程序开发与运行.
针对前文建立的随机柔性作业车间调度 (SFJSP)

模型, 构建了一个包含 10类工件、7个不同加工车

间的测试算例. 每类工件随机生成多道加工工序, 每
个车间内部由数量不等的退化机器构成串行生产单

元, 以刻画实际生产系统中设备配置的差异性与不

确定性.
考虑到设备退化过程的阶段递进性与不可逆性

特征, 对状态转移概率进行如下设置: 系统在当前状

态的自保持概率控制在 [0.10,0.20]之间, 即可在短

时间内维持稳定运行; 向下一退化状态转移的概率

设置为 [0.70,0.85], 体现退化过程的主导趋势; 同时,
引入小概率的损坏转移 [0.05,0.15], 用于刻画机器在

任一阶段发生突发性故障的可能性, 给出一组典型

的状态转移概率矩阵示例如下所示. 同时考虑到退

第x期 贾之阳 等: 考虑设备退化的随机柔性作业车间双目标调度优化：一种基于 D3QN的强化学习方法 7



{3, 4, 5, 6, 7}
化机器损坏后容易对生产线造成堵塞, 本文设置串

行线缓冲区容量属于 , 以提高系统的鲁

棒性, 同时有效避免过大缓冲区带来的系统响应滞

后问题.

p_state1 =


0.04 0.93 0 0 0.03
0 0.07 0.81 0 0.12
0 0 0.02 0.81 0.17
0 0 0 0.79 0.21

0.78 0 0 0 0.22


依据第 1节中提出的退化机器串行生产线模型

与暂态分析方法, 对每类工件的工序在不同车间内

的加工过程进行暂态性能近似评估, 进而获得对应

的加工时间与完工成本等关键参数. 上述评估结果

作为调度模型中加工时间、加工成本的基础数据来

源, 为后续调度算法的训练与性能评估提供输入. 

3.2    超参数设置训练

在基于深度强化学习的调度问题中, 超参数设

置对算法的收敛速度、稳定性以及最终解的质量具

有重要影响. 为保证所提出 D3QN调度方法在随机

柔性作业车间环境中的有效性与可重复性, 本文在

大量预实验的基础上, 对关键超参数进行系统化设

计与统一配置.
α γ B选取学习率 、折扣因子 与批量大小 作为研

究对象. 这三类参数分别作用于强化学习过程的不

同关键环节, 具有较强的代表性, 同时在已有研究与

预实验中均表现出较高的敏感性, 对调度性能具有

显著影响. 各参数取值范围如下:
α ∈ {0.0005, 0.001, 0.005}(1) 
γ ∈ {0.90, 0.95, 0.99}(2) 
B ∈ {32, 64, 128}(3) 

α 0.0005 0.005

γ γ

B

B = 64 B = 32

B = 128 B = 64

各水平下算法参数对性能指标的的主效应结果

如表 1所示. 当学习率 从 增加到 时, 整
体实验结果均有所改善. IGD和 Spread指标也呈现

下降趋势, 说明较大学习率可以加快策略的更新速

度, 有助于算法生成分布均匀、靠近最优解集的解.
从折扣因子 的角度分析, 随着 的增大, 实验结果

变得更好, 说明较大的折扣因子使算法更加重视未

来回报. 然而, 当折扣因子与学习率同时较大时, 过
大的学习步长与高折扣因子导致策略更新幅度过大,
系统的 IGD和 Spread指标也有所增加, 从而产生解

集分布略不均匀的现象. 在批量大小 的影响方面,
实验结果在中等批量 时略优于批量

或批量 .  IGD在 时达到最小值 ,
Spread在各批量下差异不大, 中等批量在梯度估计

和策略更新上能够实现较好的平衡, 解集分布均匀

α = 0.001 γ = 0.99

B = 64

性对批量大小的依赖有限. 综合考虑实验结果, 可得

出在学习率 、折扣因子 和批量大

小 时, 算法性能最佳.

ε ε

ε

ε

step P

具体参数设置如表 2所示. 学习率、折扣因子等

核心参数在训练过程中保持不变, 而探索策略参数

随训练进程动态调整, 以实现探索与利用的平衡. 为
了保证算法在训练初期具有足够的探索能力, 从而

避免陷入局部最优; 同时在训练后期逐步增强策略

利用能力, 加快收敛速度, 本文采用基于步数的线性

衰减 -greedy策略来更新探索概率, 其中 表示智能

体在当前状态下选择随机动作 (探索)的概率. 训练

初期设置较大的 值以增强探索能力, 随着训练推进

逐步降低 , 并设置最小探索概率以保持一定的随机

性. 其中,  为当前步长数,  为当前测试算例的

总工序数:

表1     超参数组合实验结果

α γ B Spread IGD

0.000 5

0.90
32 1.04 55.5
64 0.93 78.93
128 0.76 65.8

0.95
32 1.02 42.1
64 0.78 40.8
128 0.81 50.9

0.99
32 0.96 44.6
64 0.91 19.9
128 0.80 21.3

0.001

0.90
32 0.76 70.2
64 0.86 79.7
128 0.93 67.6

0.95
32 0.89 43.2
64 1.12 61.2
128 0.96 42.7

0.99
32 0.83 29.72
64 0.81 2.72
128 0.81 15.8

0.005

0.90
32 0.89 47.3
64 0.91 41.9
128 0.81 12.2

0.95
32 0.88 40.5
64 0.76 40.9
128 0.85 38.74

0.99
32 0.93 47.07
64 0.74 38.2
128 0.85 43.8

表2     D3QN 算法超参数设置

参数名称 符号 取值

学习率 α 0.001

折扣因子 γ 0.99

经验回放容量 Nbuffer 10 000

批量大小 B 64

目标网络更新频率 C 100

初始探索概率 εstart 1.0

最小探索概率 εmin 0.1

探索衰减系数 µ 0.5

动作空间规模(规则数) |A| 10

训练回合数 Episodes 1 000
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εsoft = max(0.1, 1− step

P µ
). (26)

D3QN算法在训练过程中的平均奖励变化情况

如图 5所示. 在训练初期, 由于探索概率较高, 智能

体频繁尝试不同调度规则, 奖励值波动较大且整体

水平较低; 随着训练轮次的增加, 策略逐渐学习到有

效的调度行为, 平均奖励呈现出明显的上升趋势.

-22

-20

-18

-16

-14

-12

0 200 400 600 800 1000

训练周期

原始数据

整体平滑曲线

总
奖

励

图5   D3QN 算法平均奖励变化情况

在训练中后期, 随着探索概率的逐步降低, 算法

由探索阶段向利用阶段过渡, 奖励增长速度趋于平

缓并最终稳定收敛. 该结果表明, 所设计的探索策略

与超参数配置能够在保证充分探索的同时, 实现稳

定有效的策略学习. 

3.3    对比实验与分析

为验证所提出 D3QN算法在随机柔性作业车间

调度问题中的有效性与可行性, 将其计算结果与多

种具有代表性的元启发式优化算法进行对比分析,
包括改进人工蜂群算法 (ABC)[27]、非支配排序遗传

算法 (NSGA)[30]、强度帕累托进化算法 (SPEA2)[31]

以及粒子群优化算法 (PSO)[29].
此外, 为从强化学习角度进一步评估所提出方

法的性能, 本文引入了典型深度强化学习算法作为

对比, 包括双层集成深度 Q网络 (IDQN)算法
[32]. 所

选对比算法对应的参数如表 3所示. 这些算法及其

改进版本在多目标优化与调度问题研究中得到了广

泛应用, 并在近期研究中通过多种改进策略进一步

提升了求解复杂组合优化问题的搜索性能与稳定性,
因此具有较强的代表性与对比意义.

∗

在性能评价方面 , 本文选用 Spread和 Inverse
Generational Distance(IGD)两个指标对不同算法的

求解效果进行综合评估. 其中, Spread指标用于衡量

非支配解集在目标空间中的分布均匀性, 数值越小

表示解集分布越均匀; IGD指标则同时反映算法的

收敛性与分布性能, 其值越小表明算法整体性能越

优. 本文将不同算法在多种运行条件下获得的最优

非支配解集合并后构成参考帕累托前沿 PF (real
Pareto Front)[28], 并据此计算各算法的性能指标. 五种

算法的主要参数设置如表 4 所示. 可以看到, 不同算

法在收敛性与解集分布方面存在明显差异. 其中,
PSO、NSGA、SPEA2的 IGD平均值分别为 299.9、
467.9、329.3, 明显高于其他两个算法, 说明其解集与

参考帕累托前沿之间仍存在较大距离, 整体收敛性

能相对较弱. ABC算法的 IGD平均值为 176.3, 较前

两种算法有所改善, 但仍存在一定优化空间, 相比较

而言, IDQN相较于传统元启发式算法在 IGD指标

上已有明显改善, 表明强化学习方法在复杂调度问

题中具备更强的策略学习能力.

表4     算法平均指标对比

算法名称 IGD AVG Spread AVG

PSO 299.9 0.90

NSGA 467.9 1.01

SPEA2 329.3 1.11

ABC 136.3 0.98

IDQN 148.7 0.99

D3QN 16.1 0.97

然而, 与上述算法相比, 本文提出的 D3QN算法

在 IGD指标上取得了显著更优的结果, 其平均值仅

为 16.1, 远低于其他对比算法, 表明该方法能够更有

表3     多目标对比算法参数设置

算法 参数 数值

PSO

c1个体学习因子 0.68

c2群体学习因子 0.68

K子群规模 3

κ缩放系数 0.689 343

NSGA-III

Popsize种群规模 100

Pc交叉概率 0.8

Pm变异概率 0.1

Pr参考点参数 0.5

t1阈值参数 200

t2终止阈值 2000

SPEA2

Popsize种群规模 100

ArchiveSize档案规模 100

Pc交叉概率 0.8

Pm变异概率 0.1

k邻域参数 14.14

DLIDQN

高层IDQN隐藏层数 3

高层IDQN每层节点数 10

高层IDQN输入维度 6

高层IDQN输出维度 2

低层IDQN隐藏层数 7

低层IDQN每层节点数 50

低层IDQN输入维度 7

低层IDQN输出维度 9

激活函数 ReLU
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效地逼近参考帕累托前沿, 具有更强的收敛能力. 在
解集分布方面, 各算法的 Spread指标整体差异相对

较小, D3QN的 Spread值为 0.97, 与其他算法处于同

一数量级, 表明在保持较好解集分布性的同时, 其收

敛性能显著优于传统算法.
综合 IGD与 Spread两个指标可以看出, D3QN

算法不仅能够有效提高解集对参考帕累托前沿的逼

近程度, 同时能够保持较为稳定的解集分布, 从而在

整体优化性能上表现出明显优势. 同时, 图 6与图 7
给出了不同算法下 IGD与 Spread指数的箱线图, 为
保证结果的统计可靠性, 所有实验均独立运行 30次,
并基于统计结果进行分析. 通过箱线图可以看出, 所
提出的 D3QN方法在 IGD指标上显著优于其他对

比算法, 其箱体整体位置最低, 中位数远小于其他算

法, 同时四分位区间较为集中, 表明其在逼近真实

Pareto前沿方面具有更高的精度与稳定性. 相比之

下, 其余算法的 IGD值整体较高, 且离散程度较大,
表明其在复杂随机环境下难以获得高质量且稳定的

解集. 在 Spread指标方面, D3QN方法同样表现出较

优性能, 其箱线图中位数较低且分布范围较窄, 说明

所得解集在 Pareto前沿上的分布更加均匀且稳定.
相比之下, 其余算法的 Spread值整体偏高, 且存在较

多离群点, 表明其解集分布均匀性较差, 易出现解集

聚集或分散不均的问题.
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为更加直观地比较不同算法在多车间调度问题

中的求解表现, 本文进一步绘制了五种算法对应的

帕累托前沿, 如图 8所示. 可以看出, SPEA2与 NSGA
算法虽然在一定程度上具备收敛能力, 但其所得解

集分布较为离散, 且易陷入局部最优, 难以在加工时

间与生产成本之间取得有效平衡; PSO算法在降低

加工成本方面表现出一定优势, 但对完工时间的优

化能力不足, 导致整体加工周期显著延长; ABC算

法则在减少完工时间部分体现出了相对其他三个算

法较大的优势, 但是牺牲了较大程度的加工成本.
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图8   算法帕累托前沿对比图
 

相比之下, 本文提出的 D3QN算法在多目标优

化性能上表现出更好的均衡性, 不仅能够有效避免

局部最优解, 还能同时兼顾完工时间与综合生产成

本的优化, 其生成的帕累托前沿更加集中、连续且接

近参考帕累托前沿, 充分体现了该方法在求解复杂

多车间调度问题方面的显著优势. 

4    总结和展望

本文针对随机柔性作业车间调度问题 (SFJSP)
开展研究, 构建了考虑设备退化特性的柔性车间结

构模型, 并将车间内部设备建模为由退化机器构成

的串行生产线. 在此基础上, 通过对该生产结构进行

性能分析, 获取了 SFJSP模型所需的加工时间与完

工成本等关键性能指标, 并以完工时间和综合生产

成本为优化目标 , 提出了一种基于 D3QN(Dueling
Double Deep Q-Network)的强化学习调度方法. 通过

与多种元启发式算法的对比实验, 结果表明所提出

的 D3QN算法在收敛性能与解集分布方面均表现出

较好的综合性能, 其获得的帕累托前沿更加接近参

考帕累托前沿, 并能够在缩短完工时间与降低生产

成本之间取得更为合理的平衡, 体现了该方法在解

决多车间调度双目标优化问题中的有效性与优势.
未来研究将进一步探索强化学习方法在复杂调

度问题中的应用, 通过改进算法结构与训练策略, 提
高算法在大规模调度问题中的求解效率与决策稳定
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性. 同时, 进一步考虑更加复杂的生产环境因素, 如
设备维护策略以及多层级生产系统等, 提升模型对

实际制造场景的刻画能力, 从而进一步增强强化学

习方法在 SFJSP多目标优化问题中的工程应用价值.
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