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摘　要: 数据要素市场的发展迫切需要科学估值方法, 现有方法基于静态资产逻辑, 难以适配数据价值随场景与

时间动态波动的特性. 鉴于此, 提出一种融合多智能体强化学习与动态  Shapley值机制的数据资产动态估值框架,

该框架将数据资产估值重构为多智能体协同序贯决策过程, 每项数据资产被建模为自主智能体, 在模拟业务环境

中通过试错交互自主学习并释放其信息价值. 提出可微分  Shapley值近似方法, 能够实时、可解释地量化各数据

资产在协同决策中的边际贡献, 将计算复杂度由指数级降低至线性级, 突破传统方法的静态局限与计算瓶颈. 在

自建数据集及两个公开数据集上的实验结果显示, 相比最优基线模型, 所提出模型估值准确性提升  6.5%, 分配公

平性改善  22%, 收敛效率提升约  23%, 各项指标均显著优于现有基准. 本框架可为数据要素市场提供可计算、可

扩展的动态估值工具, 支撑数据交易定价、企业资产核算与收益分配等现实场景.
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Dynamic  valuation  and  fair  distribution  method  of  multi-source  data
assets
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(School of Economics and Management，Xi'an University of Technology，Xi’an 710048，China)

Abstract: The  development  of  the  data  element  market  urgently  calls  for  scientific  valuation  methods.  Existing
approaches rely on static asset logic and fail  to accommodate the dynamic fluctuations in data value across scenarios
and  over  time.  This  paper  proposes  a  dynamic  valuation  framework  for  data  assets  that  integrates  multi-agent
reinforcement learning with a dynamic Shapley value mechanism. The framework reformulates data asset valuation as a
collaborative, sequential decision-making process involving multiple agents, in which each data asset is modeled as an
autonomous  agent  that  learns  through  trial-and-error  interactions  within  a  simulated  business  environment,  thereby
unlocking its informational value. The core innovation lies in a differentiable Shapley value approximation method that
quantifies  the  marginal  contribution  of  each  data  asset  in  real  time  and  in  an  interpretable  manner,  reducing
computational  complexity  from  exponential  to  linear  and  overcoming  the  static  limitations  and  computational
bottlenecks of traditional methods. Experiments conducted on a proprietary dataset and two public datasets demonstrate
that, compared with the optimal baseline, the proposed approach achieves a 6.5% improvement in valuation accuracy, a
22% enhancement in allocation fairness, and an approximately 23% increase in convergence efficiency, with all metrics
significantly  outperforming  existing  benchmarks.  This  framework  provides  a  computable  and  scalable  dynamic
valuation tool for data element markets, supporting practical scenarios such as data transaction pricing, corporate asset
accounting, and revenue distribution.
Keywords: data  assets； asset  valuation； data  factor； Shapley  value；marginal  contribution  quantification； data
governance

0    引　言

数字经济深度渗透实体经济背景下, 数据已成

为与土地、劳动力等并列的关键生产要素, 其价值转

化效率直接关乎产业数字化转型深度与企业核心竞
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争力构建
[1]. 随着数据要素市场培育推进, 数据流通

交易、核算及协同收益分配等需求, 对数据资产科学

量化估值提出迫切诉求, 即缺乏精准方法将阻碍数

据合规流通、效益衡量与利益分配, 制约要素价值最

大化释放
[2]. 因此, 开展数据资产估值方法研究, 是破

解要素市场化配置瓶颈的关键, 具有鲜明实践意义
[3].

政策与行业已形成“建立科学数据资产估值体系”

的共识. 2023年“数据二十条”
[4]
明确提出探索构建

价值评估框架, 为数据定价、交易及监管提供依据.
但政策落地的难点的是, 数据的非竞争性、隐私敏感

性与场景依赖性, 使其无法套用传统要素估值逻辑,
导致稀缺性定价失效、可比案例难获取、统一标准难

适用
[5]. “十五五”规划纲要的战略目标和 2026年数

字经济发展工作要点对“数据要素市场化配置改

革”以及“全国一体化数据市场”等任务作出系统部

署
[6], 而数据资产估值方法的科学性是这些政策目标

实现的技术前提. 传统成本法、市场法、收益法以静

态资产为评估对象, 无法捕捉数据全生命周期价值

波动. 即便引入 Shapley值方法, 也因适配性不足, 难
以支撑多源数据实时协同场景

[7].
基于此 , 本文研究融合多智能体强化学习与

Shapley值的数据资产动态估值方法. 二者特性与估

值核心诉求高度契合, MARL可建模多主体动态协

同决策, 捕捉数据价值演化以解决动态估值问题.
Shapley值能为协同贡献分配提供严谨数学框架, 破
解多源数据价值拆分难题, 为数据资产实务与政策

落地提供技术支撑. 

1    相关研究 

1.1    数据资产估值

数据资产具有非竞争性、可复用性、价值依赖性

及动态演化性等特征, 致使传统资产评估方法难以

适用. 早期数据资产估值研究多借鉴无形资产或传

统商品评估框架, 核心分为成本法、市场法与收益法

三类. 成本法
[3]
从数据资产形成成本切入, 涵盖采

集、存储、清洗等直接与间接成本, 操作简便但核心

问题是数据价值与成本常严重背离, 成本高低与数

据实际价值无必然关联. 市场法
[6]
依托同类数据资

产市场交易价格定价, 需以活跃透明的交易市场和

易获取的可比案例为前提, 而当前数据市场不成熟、

数据非标准化及隐私合规要求, 导致难以找到有效

可比对象. 收益法
[8]
通过折现数据资产未来经济收

益定价, 理论上最贴合数据价值本质, 但难点在于收

益归因于复杂业务中收益是数据、算法、人力等多要

素协同结果, 难以孤立剥离数据贡献. 传统方法均为

静态估值
[3], 无法捕捉数据全生命周期价值波动, 也

难以公平衡量多源数据融合场景下各数据源的边际

贡献. Jia[9] 等人探讨了数据估值在模型生命周期中

的变化, 为动态视角提供启示, Sim[10]
则明确在线数

据估值为未来核心研究方向. 雷蕊冰
[11]

等人构建了

用户价值模型 , 电商企业采用 CVBC模型 , 结合

AHP-熵值法动态修正权重, 反映用户行为对数据价

值的长期影响. 张雨源
[12]

等在多虚拟电厂协同运行

中利用混合博弈与动态定价机制实现灵活性资源的

优化调度与收益分配, 为多智能体协同决策与公平

贡献量化提供了多主体博弈与动态激励思路. 宋河

发
[13]

等人提出基于增加值核算、知识产权及应用场

景系数动态调整的数据资产价格评估方法. 

1.2    多智能体强化学习

多智能体强化学习 (Multi-agent  reinforcement
learning, MARL)[14] 是多智能体系统与强化学习的结

合, 研究多智能体在共享环境中通过感知、交互与学

习达成个体或集体目标的问题. 完全合作范式中, 智
能体共享全局奖励以最大化团队回报, 是目前研究

最广泛的方向. 将其他智能体视为环境一部分的独

立学习法虽简单可扩展, 但易因环境非平稳性导致

学习不稳定
[16]. Littman等人

[17]
引入马尔可夫博弈框

架, 通过联合动作函数建模智能体交互, 理论更优却

受限于联合动作空间的扩展性. 值函数分解方法可

平衡扩展性与准确性, 如 VDN[18]
、QMIX[19]

通过个

体 Q值单调性实现高效端到端学习. Foerster等人
[20]

将 AC框架应用于 MARL, 反事实多智能体策略梯

度算法借助反事实基线评论家网络实现精细信用分

配, 思想与 Shapley值契合. 完全竞争范式常建模为

双人零和博弈, AlphaGo[21] 为典型应用, 核心是极小

化极大原则. 而一般和博弈对应混合关系, Heinrich
等人

[22]
提出均衡学习目标是收敛到博弈均衡, 虚构

自我博弈通过与自身历史策略博弈收敛至纳什均衡.
针对部分可观测性问题, 智能体通信是有效解决方

案. Jiang等人
[23]

利用注意力机制让智能体自适应选

择通信对象与内容, 优化协同策略. Yang等人
[24]

研

究智能体间激励机制, 其设计思路可用于动态估值

中的回报分配. 

1.3    合作博弈论

多源数据融合场景中, 公平衡量各数据源的边

际贡献成为关键难题, 而合作博弈论为此提供了适

配的数学框架, 其研究参与者联盟形成及收益公平

分配的核心, 与多数据源贡献评估需求高度契合. 为
解决该问题, Shapley值[25]

被引入机器学习与数据科

学领域, 可基于边际贡献实现联盟收益的公平分配.
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O(2n)

Ghorbani等人
[26]

提出“Data Shapley”, 用于评估单

数据点价值. Wei等人
[27]

则探索其在联邦学习中激

励数据所有者、实现公平回报分配的应用. 但经典

Shapley值存在局限, 不仅计算复杂度随数据源数量

呈指数级增长 , 且属于事后静态工具. 李志远

等
[28]

在小样本条件下利用 Shapley值进行属性权重

分配以评估决策规则的可信度, 提出了公平量化的

博弈论分配模型. 当前研究仍局限于静态事后分析

框架
[29], 未来趋势将转向动态、在线、高效的估值方

法. 赵敬华等
[30]

在异质信息环境下利用广义 Shapley
值处理属性间的交互作用, 并结合案例推理与灰色

关联分析进行相似性度量, 提出了属性关联性建模

方法. 陆晓雪等
[31]

在新能源汽车评估中利用 Shapley
值处理属性关联与权重分配, 为数据资产动态估值

中多源数据协同贡献的公平量化提供思路. 本文将

各数据源建模为智能体, 结合多智能体强化学习与

环境持续交互, 以内生 Shapley值或同类机制作为信

用分配核心, 有望突破静态估值瓶颈
[32], 实现数据资

产动态估值, 为数据要素市场建设提供技术支撑. 

2    模型构建

本研究构建了一个基于多智能体强化学习的数

据资产估值模型, 该模型包含一个多智能体强化学

习环境, 用于模拟数据资产在业务场景中的协同作

用与价值实现过程. 同时, 本文引入动态 Shapley值
作为每个智能体的信用分配机制, 将总奖励公平地

回溯分配给每个数据资产智能体, 这个分配值即为

其动态估值. 

2.1    多智能体环境设置

本文将数据资产的价值评估问题构建为一个协

作式多智能体序贯决策过程
[33]. 该环境旨在模拟真

实业务场景中, 多种数据资产协同作用、共同影响最

终决策结果的动态过程.

g = ⟨N,S,A, P,R,O, γ⟩

N = {1,2, . . . , n} n

i

Di

首先定义一个部分可观测的马尔可夫决策过程,
它由一个元组 来描述 . 其

中元素分别表示强化学习模型中的智能体集合、状

态空间、动作空间、状态转移函数、全局奖励函数、

观测函数以及折扣因子.  代表 个

智能体的集合. 在本文中, 每一个智能体 唯一地对

应一个待估值的数据资产 .
S表示环境的全局状态空间. 本研究将其设计为

包含两个主要部分:

St = (Ct,Ht). (1)

Ct

Ht t

−→a t−1,
−→a t−2, . . .

Ht

表示当前任务的上下文特征向量, 其是环境

固有的, 独立于智能体.  表示到时刻 为止的决策

历史特征向量, 是过去一段时间内智能体联合动作

的聚合, 本研究采用 LSTM隐藏状

态来表示历史决策结果的统计信息
[34].  的存在引

入了状态的时序依赖性, 使模型能够处理动态演变

的环境.
A = A1 ×A2 × . . .×An

Ai i i

St πi ai
t ∈ Ai

是联合动作空间 , 其
中 是智能体 的个体动作空间. 每个智能体 在状

态 下根据其策略 选择一个动作 .

P : S ×A× S → [0,1]

P (St+1|St,
−→at )

−→at = (a1
t , a

2
t , . . . , a

n
t )

St+1

状态转移函数 定义了状

态转移概率, 即 . 它模拟了环境在智

能体采取联合动作 后如何演化

到新状态 .
R : S ×A → R全局奖励函数 是环境在每一个

回合 (Episode)结束时产生的全局标量奖励信号.
 

Agent1 Agent2 Agent3

Reward

Episode

Critic

Actor

AC

1 0 1 1 1

输入

文本信息

历史数据

静态估值

动态估值

V = 成本 + 市场

长期估值 E(ϕ )i

输出

资产估值 交易市场

政府政策 决策管理

配置环境

C t H t

S t

S t+1

a t

P(S |S a )t+1 t , t

策略优化

Reward

ActorEnv Env EnvActor

Reward

s1 a1 a2s2 a3

r2r1
O(Actor)

2L(ϕ )=E[(r +γV (S )-V )S )) ]i i , t i t+1 i t

策略网络

S t

f (S ;θ )enc t enc

s t

d i

f (S ;ϕ )cr i t ic t i

v i

tc i

g i

动态 Shapley 值

tz1
tz2

tz3

f (z ;θ )mix t mix

V (z )total t

tMCi

r i

Φ i

图 1    模型框架图
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St

oi
t = St

观测函数 O定义了每个智能体对全局状态的局

部观测. 在完全协作且信息可共享的设定下
[35], 本研

究假设每个智能体都能观测到全局状态 , 即
.

γ ∈ [0, 1]折扣因子 用于计算累积回报, 权衡当

前回报与未来回报的重要性.
通过上述环境设定, 本研究成功地将一个静态

的数据资产估值问题, 转化为一个动态的、可交互

的、可学习的多智能体协作问题. 智能体的目标是通

过学习协作策略, 最大化共同获得的长期回报, 而其

个体在协作中的贡献度将通过后续的 Shapley值机

制进行量化, 即为该数据资产的动态价值. 

2.2    智能体策略网络

πi

在模型框架中, 每个数据资产对应的智能体通

过参数化策略网络 实现自主决策, 该网络作为函

数近似器, 将环境观测映射为动作概率分布, 定义给

定状态下各动作的选择概率.
St

St Ct Ht

策略网络的输入是当前环境的全局状态 . 然
而, 状态 是一个包含上下文 和历史 的复合向

量. 为了更高效地处理信息, 本文首先对状态进行编

码和特征提取.
fenc

St

st

每个智能体共享一个状态编码网络 , 该网络

将原始状态 映射到一个更高级、更抽象的特征表

示 .

st = fenc(St; θenc). (2)

fenc θenc

st

这里,  可以是一个多层感知机, 其参数

在所有智能体间共享, 以学习通用的状态表示. 编码

后的状态 捕获了与决策最相关的环境特征.
i

Di

gi

st Di di

cit

尽管状态是全局的, 但每个智能体 所代表的数

据资产 有其独特的属性和信息含量. 因此, 本研究

为每个智能体引入一个数据特征提取网络 . 该网

络以状态 和原始数据资产 的嵌入向量 作为输

入, 输出一个数据特定的上下文向量 .

cit = gi(st, di; θ
g

i ). (3)

cit向量 融合了当前环境信息和数据资产自身的

特性, 为后续的策略生成提供了个性化的上下文.
cit

hpolicy
i ai

t

µi
t log(σi

t)

网络将数据特定的上下文向量 输入到一个策

略头 中. 该策略头的输出定义了动作 的概率

分布参数. 若动作空间是连续的, 即贡献一个连续的

预测分数或权重向量, 本研究采用高斯分布. 策略头

输出高斯分布的均值 和标准差 .

(µi
t, log(σ

i
t)) = hpolicy

i (cit; θ
policy

i ). (4)

i St则智能体 在状态 下的策略定义为:

πi(a
i
t|St) = N(ai

t|µi
t, (σ

i
t)

2
I). (5)

N I

ai
t ∼ πi(·|St)

其中,  表示多元高斯分布,  是单位矩阵. 智能体的

动作通过对该分布进行采样得到:  .
若动作空间是离散的, 即选择几种预设的贡献

模式之一, 策略头输出每个可能动作的得分, 然后通

过 Softmax函数转换为概率.

P i
t = softmax(hpolicy

i (cit; θ
policy

i )), (6)

πi(a
i
t= k|St) = pi

t,k. (7)

k pi
t,k k其中,  是动作索引,  是选择动作 的概率.

πi(·|St)

ai
t

Vi(St;ϕi)

St i

st

策略网络的最终输出是一个概率分布 .
在训练阶段, 智能体通过从这个分布中采样来选择

动作 , 这鼓励了探索. 在评估或部署阶段, 为了获

得确定性行为, 选择分布的均值或概率最高的动作.
为了有效训练策略网络, 本研究为每个智能体配备

一个价值函数网络 . 这个网络评估在状态

下, 智能体 遵循当前策略所能获得的期望长期回

报. 它不直接用于动作选择, 而是在策略梯度算法中

用于减少方差, 指导策略网络的更新方向. 它的输入

同样是编码后的状态 , 输出是一个标量价值估计.

Vi(St) = fcritic(st;ϕi). (8)
 

2.3    融合 Shapley 值的信用分配机制
 

2.3.1    问题描述

R i

ϕi

n∑
i=1

ϕi≈ R

在多智能体协作环境中, 信用分配的核心任务

是解构 , 并将其公平地分配给每个智能体 , 即计

算其个人贡献 , 使得 . 合作博弈论中的

Shapley值为此提供了理想的理论基础, 其计算公式

为:

ϕ(v) =
∑

S⊆N\{i}

|S|!(|N | − |S| − 1)!

|N |!

(v(S∪{i})−v(S)). (9)

n

然而, 将 Shapley值直接应用于本文所述的序贯

决策问题面临三大挑战: 1)计算复杂性: 联盟数量随

智能体数 呈指数级增长 , 在实际应用中不可行 ;
2)静态性假设: 经典 Shapley值评估的是静态联盟

的效用, 无法捕捉智能体在时间维度上演进的边际

贡献; 3)不可微分性: 离散的联盟求和操作无法与基

于梯度的深度神经网络训练流程兼容. 为解决上述

挑战, 本文提出了一种动态可微的 Shapley值近似方

法. 

2.3.2    动态可微 Shapley 值近似

本文中提出的动态可微 Shapley值近似是一种

面向动态估值任务的时序贡献近似方法, 其作用在

4 控 制 与 决 策 第x卷



Vtotal

zt = [z1
t , z

2
t , . . . , z

n
t ]

于为多源数据资产的公平分配提供可计算、可训练

的度量基础. 本研究将智能体或数据源在各时刻的

边际贡献纳入统一的时间累积框架, 并结合状态演

化过程对其贡献进行连续刻画, 从而反映数据资产

价值随时间变化的分配结果. 本方法通过构建一个

可微的价值分解网络, 并引入虚拟掩码技术, 实现了

对时序边际贡献的高效近似. 首先构建一个全局价

值函数 , 该函数作为一个混合网络, 负责整合所

有智能体的个体价值信息. 令 表

示由各智能体观测或价值函数产生的特征向量. 全
局价值函数定义为:

Vtotal(zt) = fmix(zt; θmix). (10)

fmix θmix其中,  是参数为 的神经网络.
i t MCi

t智能体 在时刻 的边际贡献 计算如下:

MCi
t = Vtotal(zt)− Vtotal(zt ⊙m−i). (11)

⊙ m−i

i

其中,  表示逐元素乘法,  是一个二进制掩码向

量, 其第 位为 0, 其余位为 1.

Φi

为了得到智能体在整个决策回合中的总贡献,
本研究对其所有未来边际贡献进行折扣积分, 定义

为动态 Shapley贡献度 :

Φi =
T∑

t=0

γtMCi
t . (12)

R

R

Φi

ri

在回合结束时, 环境产生全局奖励 . 本研究将

视为待分配的总价值, 并依据各智能体的贡献度

进行比例分配, 从而得到每个智能体的个性化回

报 :

ri = R · Φi

n∑
j=1

max(Φj, 0)+ϵ

. (13)

ϵ

max(Φj, 0)

Φi < 0

其中,  是一个极小正数, 用于防止除零错误. 此分配

方案在分母中使用 确保仅对净贡献为正

的智能体分配正奖励, 同时允许 的智能体获

得负回报, 这符合数据资产可能产生负向价值的现

实情况.
经典 Shapley值主要针对固定联盟和静态收益

函数, 关注的是在给定合作结构下各参与方的平均

边际贡献, 而本文关注的是动态决策过程中数据资

产价值的持续生成与分配问题, 因此需要引入时间

维度上的贡献聚合机制. 与已有动态 Shapley值研究

相比, 本文进一步结合了时序积分、折扣累计与可微

分近似, 使其更适用于在线估值与训练优化场景. 与
边际 Shapley方法相比, 本文不是仅在排列或联盟顺

序上刻画单次边际增益, 而是将边际贡献扩展到时

间序列维度, 实现对动态过程中的持续信用分配. 

2.3.3    计算复杂度分析

T

i t ϕt
i

i S ⊆ N\{i}
2n−1 S

V (S ∪ {i})
V (S)

O(n · 2n−1) = O(n · 2n)

Texat = O(T · n · 2n)

M

n

O(M · n) T TMC =

O(T ·M · n) n

M

n M

多源数据资产估值算法能否在实际工业级场景

中落地的关键, 在于其计算复杂度对数据源规模的

可扩展性. 设系统内参与协同的数据资产智能体总

数为 n, MARL在动态资产评估过程中的单次完整

评估时序长度为 , 蒙特卡洛排列采样机制的采样

次数为 M. 根据合作博弈论定义, 为了精确计算第

个智能体在时序步骤 时的 Shapley值 , 必须遍历

除 之外的所有可能子集 . 子集的总数

为:  , 对于每一个子集 , 都需要调用一次全局

联合价值评估函数来计算联盟效用 与

. 因此, 在单步时序下, 计算所有 n个智能体的

精确 Shapley值的复杂度为 .
在总步长为 T的长周期动态博弈中, 其总时间复杂

度呈指数级爆炸 . 这就是静态

或精确博弈方法在多源数据资产估值中面临的维度

灾难, 当智能体数量 n>15时, 计算在物理时间上便

不可行. 为了缓解指数爆炸, 传统方法通过随机采样

个排列来近似边际贡献. 每次采样中, 计算一个排

列中所有智能体的边际贡献需要调用 次价值评估.
单步时序下 , 计算所有智能体近似值的复杂度为

. 在长周期 下, 总时间复杂度为

. 虽然时间复杂度关于 降为线性, 但
为了保证估值的精度与置信度, 采样数 必须足够

大. 随着 增大,  的剧增仍会带来巨大的计算负担,
且高频重复采样在MARL的在线训练中难以承受.

Qtotal

Qi

∂Qtotal/∂Qi

O(n) T

Tours =

O(T · n)
O(T · n · 2n)

O(T · n)

本文提出的新范式通过引入可微分神经算子与

值分解梯度传导机制, 巧妙地规避了组合数遍历与

外部重复采样. 我们将全局价值函数 设计为关

于个体效用特征 的可微分混合网络. 利用反向传

播算法的链式法则, 仅需单次前向传播得到所有智

能体的效用, 以及单次反向传播, 求混合网络对各输

入的偏导数 , 即可直接解析式地近似输

出所有 n个智能体的动态边际贡献. 前向与反向传

播的计算量与智能体网络参数规模成正比, 单步计

算复杂度仅为 . 在长周期 的序贯决策下, 由于

无须重复采样或子集重组, 总时间复杂度为

. 这一结果在理论上证明了本文机制成功

将计算复杂度由指数级 彻底降低至线

性级 .

O(2n)

精确方法为了记录所有联盟的动态博弈特征,
理论上需要存储所有联盟的状态值, 空间复杂度为

, 若即时计算, 则需要频繁载入网络参数, 带来
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O(M · n)

Sours = O(n)

巨大的 I/O开销. 传统蒙特卡洛方法需要存储采样

路径上的临时梯度与转移样本, 其空间复杂度受采

样样本量影响, 表现为 . 本文方法由于可微

分机制完全嵌入在 MARL的集中式 Critic结构中,
空间开销仅取决于神经网络自身的参数量. 每个智

能体采用参数共享技术, 仅需存储单套网络权重. 因
此, 空间复杂度被严格限制在 , 具有极

佳的空间友好性.

n = 50

n ⩽ 15

O(n)

如图 2(a)所示, 精确 Shapley算法在智能体数

量超过 15后发生严重的维度爆炸, 时间消耗呈指数

级攀升. 相较之下, 本文提出的可微分机制实测耗时

与智能体数量呈现严格的线性对应关系. 在
时, 单步计算仅耗时 0.15秒, 相较于传统的蒙特卡洛

采样近似, 在同等规模下计算效率提升了两个数量

级. 如图 2(b)所示以精确值为真值, 在 可测

区间内, 本文模型的平均绝对百分比误差始终稳定

控制在 1.0%~1.8%之间, 且置信区间极窄. 这证明了

本文模型通过值分解梯度混合网络 , 不仅实现了

的线性计算复杂度, 更在极低时间开销下保持

了极其优异、稳定的估值分配精度, 在计算效率与精

确度之间取得了最佳折衷.
 
 

内存溢出/超时区域
(精确算法不可解)

不可行阈值 
(n > 15)

20 40 5010

每
步

执
行
时
间

 / 
秒

  310

  110

110

310

510

30

智能体数量 / n

(a)   计算时间复杂度标度

n精确 Shapley O(n2 )
蒙特卡洛 (M = 1 000) O(Mn)

2
留一法 (L00) O(n )
本文方法 O(n)

8 12 146

相
对
近

似
误

差

 0

30

10

智能体数量 / n

(b)   近似精度

10

20

4

蒙特卡洛 (M = 1 00)

留一法 (L00) 

本文方法

蒙特卡洛 (M = 1 000)

图 2   经验可扩展性与误差收敛分析
  

2.3.4    信用分配与策略学习的集成

ri

Vi(St;ϕi) ri

计算得到的个性化回报 作为强化学习信号,
用于优化每个智能体的策略. 在 Actor-Critic框架下,
各智能体的价值网络 通过最小化基于 的

时序差分误差进行更新:

L(ϕi) = E[(ri,t+γVi(St+1)− Vi(St))
2
]. (14)

πi(a
i
t|St; θi)各智能体的策略网络 通过策略梯度

方法进行更新, 以最大化期望累积个性化回报:

∇θiJ(πi) ≈ E[∇θi logπi(a
i
t|St) ·Ai(St, a

i
t)]. (15)

Ai(St, a
i
t) ri Vi(St)其中, 优势函数 可通过 和 估计.

Φi

Φi Di

Φi

E(Φi)

通过这种端到端的训练, 智能体学会调整其策

略以最大化其公平贡献 . 当模型收敛时, 对于任一

业务实例, 其输出 即为数据资产 在该次决策中

的动态估值 . 通过对大量独立实例的 求期望

, 则可得到该数据资产在特定业务场景下的

稳健基准价值, 为数据资产的量化管理、交易与投资

提供了坚实的理论依据和实用的技术工具. 

2.4    面向异质场景的复杂度削减策略

∆St =

||St − Slast||2 ∆St θ

T Ttrigger ≪ T

针对高频实时流式数据场景, 本文提出时间尺

度门控触发更新策略. 由于数据采样频率达毫秒级

且边缘设备算力薄弱 , 逐时序步连续计算动态

Shapley值将导致系统崩溃. 为此, 在共享状态编码

器输出端设计状态变化偏离度度量算子

, 仅当 超过预设门限 时触发状态

重编码、动作决策及 Shapley值重估, 其余时刻沿用

最近触发点的估值权重. 该策略将计算量由连续时

长 压缩至离散触发频次 , 实测可消减

75%~90%的在线推断算力, 且因流式数据的时间平

滑性, 估值精度损失低于 1.5%.

n > 1000

k

O(nT ) O(kT )

k ≈
√
n

而对于超大规模异质特征场景来说, 本研究设

计双层联合聚类与虚拟智能体池化策略. 当异质智

能体数量 时, 直接映射将引发维度灾难. 为
此, 构建双层协同降维网络: 下层利用自编码器或互

信息自注意力机制, 将原始特征聚类聚合为 个虚拟

智能体. 上层仅对虚拟智能体运行多智能体长周期

协同估值, 生成动态 Shapley值. 虚拟智能体内部各

数据源的最终估值通过局部可微线性映射分摊. 该
策略将博弈学习复杂度由 降至 , 选取

时, 协同寻优效率呈几何级数提升, 使模型

具备处理千维以上异质特征的工程可行性. 

2.5    面向异质场景的分配公平性策略

s ∈ S

τ ε

τ = fτ(s) ε = fε(s) fτ fε

τ

本文进一步设计了场景自适应的公平性调节机

制. 首先, 构建场景感知的回报分配权重调节模块.
该模块以当前任务场景标签 作为额外输入, 动
态调整分配温度参数 与平滑因子 . 具体地, 定义场

景映射函数 、 , 其中 与 为可

学习的轻量级网络或预设规则表. 对于强调精细贡

献区分的交易场景, 取较小的 值以保持 Shapley值
的高分辨率; 对于噪声较大的协同场景, 适当增大
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τ ε以抑制估值波动; 对于医疗等敏感场景, 则提高 以

避免极端负贡献带来的分配不稳定.

Lfair = λ1·Gini(Φ) + λ2·∑
i
max(0, v({i})− Φi) + λ3 ·

∑
S⊆N

max(0, ϕ(S)−

v(S)) v({i}) i

Φ(S) S Lfair

其次, 引入约束型公平性优化目标. 将公平性评

价指标以软约束形式纳入策略梯度的损失函数中.
定 义 公 平 性 正 则 项

 

, 其中 为智能体 独立行动的收益 ,
为子联盟 的总贡献估值. 通过最小化 ,

模型在追求全局奖励最大化的同时, 主动约束估值

结果满足个体理性与核条件, 从而在不同场景下实

现公平性与效率的自适应平衡.

τ

实验验证了所提场景自适应公平性调节机制的

有效性. 如图 3(a)所示, 不同业务场景下个体理性满

足率均维持在 82.5%以上, 其中医疗场景高达 91.3%,
表明模型能够保障各数据资产获得不低于独立行动

的收益. 图 3(b)表明联盟稳定性核条件违背率控制

在 3.1%~8.2%之间, 说明估值结果满足合作博弈的

核约束, 联盟结构具备内生稳定性. 图 3(c)展示了温

度参数 对不同场景分配公平性的调节作用, 通过场

景感知的权重映射, 可灵活实现公平性与激励性的

权衡. 图 3(d)进一步表明, 引入公平性正则项后主任

务性能保持率仍达 89.7%以上, 验证了该机制在提

升公平性的同时未显著牺牲核心任务效能. 

3    实验设置 

3.1    数据集

为全面评估本文模型在多源数据资产动态估值

任务中的性能与泛化能力, 本研究采用了三个来源、

特征分布与场景模态各不相同的数据集, 分别对应

数据要素市场交易数据、社会人口统计分类数据以

及传统不动产估值数据.
本研究爬取了第三方数据资源管理与交易平台

Youe数据资产网络. 本研究选用 Youe数据集网络

公开的数据资产交易区块数据作为实验数据 . 如
表 1所示, 该数据集共包含 3 782条数据资产记录,
每条记录涵盖 10个结构化字段与 7个数据质量评

分指标, 并附带描述数据资产应用场景与特性的文

本信息. 为使原始数据适配实验仿真环境, 对所获取

的数据集开展系列预处理操作. 结合数据资产的文

本描述信息, 通过人工标注方式将其映射至金融风

控、电商推荐与医疗诊断三大典型业务场景, 为多任

务强化学习环境的构建提供支撑.
为进一步验证模型在不同数据来源及特征分布

下的稳健性 , 本研究选取 Adult  Income[36] 和 UCI
Real Estate Valuation[37] 公开数据集作为跨领域验证

基准 .  Adult  Income数据集共包含 48 598条记录、

15个特征变量, 特征覆盖年龄、职业、受教育程度、

工作时长、性别、种族、婚姻状况等人口统计学维度,
目标为预测个体年收入是否超过 5万美元. 该数据

集可从 Kaggle平台公开获取 .  UCI  Real  Estate
Valuation数据集共包含 414条房地产交易记录, 含
6个特征和 1个预测标签. 

3.2    参数设置

ot
i

本研究基于 PyTorch, 采用 RLlib多智能体框架

构建了一个部分可观测的协同式多智能体环境. 每
个数据资产被建模为一个独立的智能体. 其观测状

态 包含两部分, 其自身的静态特征向量和动态环
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图 3    面向异质场景的公平性分析结果
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Ct at
i境上下文 . 每个智能体的动作 是一个连续的

3维向量, 代表其在当前决策步骤中对最终决策的贡

献权重. 同时为模拟真实世界的不确定性, 本研究在

环境中引入了两种动态机制, 场景切换和价值扰动.
场景切换是指智能体在训练过程中会随机在不同业

务场景间切换, 以测试其泛化能力. 价值扰动是指在

状态中加入高斯噪声, 模拟市场波动对数据效用带

来的随机影响. 本研究在进行仿真实验过程中所涉

及到的参数设计如表 2.
λ1 λ2 λ3

[0.01,0.3]

λ1 = 0.05 λ2 = 0.10 λ3 = 0.15

±50%

⩽ 2.1% ⩽ 3.5%

公平性正则项中三个权重系数 、 、 的取

值通过网格搜索确定, 搜索范围为 , 步长

0.01. 最优组合为 ,  ,  .
在最优值附近 范围内的敏感性测试表明, 主
任务性能波动 , 公平性指标波动 , 验
证了权重选取的鲁棒性. 

3.3    评估指标

为确保对本文提出的融合多智能体强化学习与

Shapley值的数据资产动态估值方法进行全面且严

谨的评估, 本研究设计了一个多维度的评价指标体

系.
(1)估值准确性评估

ρSpearman秩相关系数 ( ): 用于衡量模型输出

的估值排序与市场共识价值排序之间的一致性.

ρ = 1−
6

n∑
i−1

d2
i

n(n2 − 1)
. (16)

di i为第 个数据资产在模型估值排名与市场真

ϕi值排名中的秩次差. 模型估值 和市场真值基准. 该
指标值越高, 表明模型的估值排序能力越强.

平均绝对误差 (MAE): 衡量模型估值与市场真

值之间的平均绝对偏差.

MAE =
1

n

n∑
i=1

|Φi − Truthi|. (17)

Φi i T ruthi为模型对数据资产 的动态估值,  为

对应的市场真值基准. MAE越小, 估值精度越高.
均方误差 (MSE): 对大误差更敏感的估值精度

指标. 该指标与 MAE配合使用, 反映是否存在显著

离群估值.

MSE =
1

n

n∑
i=1

(Φi − Truthi)
2
. (18)

(2)分配公平性评估

基尼系数 (Gini): 衡量所有数据资产智能体之间

估值分配的均衡程度.

Gini =

n∑
i=1

n∑
j=1

|Φi − Φj|

2n2Φ
. (19)

基尼系数越接近 0, 表示估值分配越均衡; 越接

近 1, 表示分配越集中. 本文模型的目标并非追求绝

 

表 1     原始数据字段结构

字段名 字段说明 取值范围/示例

asset_id 数据资产唯一标识 64位十六进制

asset_name 资产名称 金融_风控_数据集_01

data_category 数据类别 金融、电商、医疗

data_scale 数据规模 0.5~5 000

completeness 完整性评分 (0-1)

consistency 一致性评分 (0-1)

accuracy 准确性评分 (0-1)

timeliness 及时性评分 (0-1)

uniqueness 稀缺性评分 (0-1)

usability 业务可用性评分 (0-1)

privacy_level 隐私敏感等级 1、2、3、4、5

license_type 授权使用类型 公开、受限、专有

provider_type 供给方类型 企业、政府、个人

transaction_price 实际成交价格 1 000~500 000

roi_label 实际投资回报率 −0.2~1.5

business_scenario 应用场景 金融、电商、医疗

timestamp 交易时间戳 2024-05-12 14:30:00

 

表 2     实验参数配置

参数类别 参数名称 参数值

强化学习基础参数

γ折扣因子( ) 0.99

学习率(Actor) 1× 10−4

学习率(Critic) 1× 10−3

批次大小 512

回放缓冲区大小 1× 105

目标网络更新频率 500

网络架构参数

策略网络隐藏层 [128,64,32]

价值网络隐藏层 [128,64,32]

状态编码网络 128

丢弃率(Dropout) 0.1

训练过程参数

训练轮数(Epoch) 100

回合长度 100

梯度裁剪阈值 0.75

Shapley值计算参数

采样次数(M) 100

τ温度参数( ) 0.5

ε分配平滑因子( ) 1× 10−8

优化器参数

优化器类型 Adam

动量参数
β1 = 0.9

β2 = 0.999

 
 

权重衰减 1× 10−5

实验设置参数

随机种子数 10

并行环境数 5

评估频率 30

早停耐心 10
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对平均, 而是使分配与边际贡献相匹配, 故基尼系数

以适度为佳, 通过与基线模型对比来评估公平性.
个体理性满足率 (IRR): 定义为估值不低于该数

据资产独立行动收益的智能体比例.

IRR =
1

n

n∑
i=1

I(Φi⩾ v({i})). (20)

v({i}) i其中,  为智能体 独立行动时的收益. 该指标

反映估值结果是否满足合作博弈的个体理性条件.

S ⊆ N
∑

i∈S
ϕi < v(S)

核条件违背率 (CVR): 检测是否存在子联盟

使得 , 若存在则称核条件被

违背.
(3)收敛性能评估

平均收敛步数 : 奖励曲线达到并稳定在峰值

95%水平所需的平均训练轮数. 在验证集上每 10轮
评估一次, 若连续 10轮的平均奖励不再提升且波动

幅度小于 1%, 则判定为收敛. 

3.4    基线模型

为进行对比分析, 本研究选取了以下代表性基

线方法:
(1)静态 Shapley值[27]: 基于经典合作博弈论, 其

核心思想是通过联盟边际贡献计算实现公平分配.
该模型在数据估值领域被 Ghorbani等扩展为 Data
Shapley框架.

(2)独立 Q学习
[17](IQL): 单智能体 Q函数扩展

形式, 以全局 Q值最大化为协作核心, 作为传统强化

学习基准, 验证模型的复杂协作性能优势.
(3)价值分解网络

[19](VDN): 可微分分解方法, 将
全局 Q函数简单拆解为个体 Q函数之和, 作为价值

可微分分解基准, 验证动态积分机制的有效性.
(4)反事实多智能体策略

[21](COMA): 以反事实

基线量化个体净贡献、实现信用分配, 作为先进协

作 MARL算法, 复杂博弈场景中纳什均衡收敛快,
用作基准验证动态估值的信用分配合理性. 

4    实验结果分析 

4.1    对比实验

为评估各方法在不同数据源上的估值质量与公

平性 , 本文在 Youe、Adult  Income及 Real Estate三
个数据集上分别进行了对比实验. 表 3实验结果表

明, 本文模型在三个来源、特征分布各异的公开数据

集上均展现出综合最优的性能. 在数据集上, 本文模

型的 Spearman秩相关系数均显著高于所有基线. 同
时本文模型的基尼系数在数据集上均为最低, 显著

优于静态 Shapley和 COMA. 这表明模型在动态多

源数据资产估值场景中, 能够精准捕捉数据资产的

时序价值演化并实现公平分配. 本文模型在所有强

化学习基线中收敛轮数最少. 这是因为共享状态编

码网络有效提取了跨智能体的共性环境特征, 降低

学习冗余. 以及动态可微 Shapley值为每个智能体提

供了精准、低方差的信用分配信号, 减少了多智能体

协同中的盲目探索, 从而大幅加速策略收敛. 在 Real
Estate数据集上, IQL的MSE略优于本文模型, 这源

于 IQL在该静态任务上的低方差特性. 但本文模型

的 Spearman和均优于 IQL, 收敛速度也更快, 表明

模型在估值相关性上的显著优势. 说明模型在整体

估值排序和极端误差控制方面更具优势.
  

表 3     各模型在三个数据集上的性能对比表

数据集 模型 Spearman MAE MSE Gini 收敛轮数

Youe

Static Shapley 0.78 0.072 0.009 5 0.21 N/A

IQL 0.80 0.066 0.008 3 0.18 68

VDN 0.82 0.059 0.006 8 0.16 60

COMA 0.83 0.055 0.0059 0.15 55

本文模型 0.87 0.045 0.003 7 0.12 42

Adult
Income

Static Shapley 0.75 0.085 0.011 2 0.23 N/A

IQL 0.77 0.075 0.009 0 0.19 70

VDN 0.79 0.072 0.008 4 0.18 65

COMA 0.80 0.068 0.0085 0.18 62

本文模型 0.84 0.052 0.004 8 0.14 48

Real
Estate

Static Shapley 0.71 0.092 0.013 5 0.26 N/A

IQL 0.73 0.083 0.006 0 0.22 68

VDN 0.75 0.079 0.009 5 0.21 62

COMA 0.77 0.075 0.009 8 0.20 65

本文模型 0.82 0.062 0.0072 0.17 50

注: 所有数值为10次独立重复实验的均值. 加粗表示该数据集上最

优值, 下划线表示次优值. Static Shapley为静态事后评估, 无收敛

轮数.
 

本文模型的性能优势源于其创新框架设计. 其
一, 通过多智能体强化学习建模数据资产与环境、数

据资产间的动态交互, 精准捕捉价值时序演化过程,
突破传统静态估值方法的局限; 其二, 引入可微分动

态 Shapley值近似机制, 在继承合作博弈论公平性理

论基础的同时, 解决了经典 Shapley值计算复杂度

高、静态性、不可微分的核心问题, 实现信用分配的

精准与高效.
此外, 模型在部分时刻会输出负贡献. 在多源数

据协同估值框架下, 数据源的负贡献并非对数据资

产绝对价值的否定, 而是表征该数据源在当前联盟

结构、业务任务与时序环境下, 对系统整体估值收益

产生的负向边际效应, 反映了数据资产动态协同过

程中的相对作用特征. 从形成机制来看, 负贡献的产

生主要源于四类核心因素, 一是数据源间冗余度较

高, 新增有效信息匮乏, 易引发特征重叠与协同干扰

问题; 二是数据质量存在缺陷, 数据缺失、噪声干

第x期 扈文秀 等: 多源数据资产动态估值与公平分配方法 9



扰、异常样本及标注误差等问题, 降低了多源数据联

合估值的精度; 三是数据与业务场景适配性不足, 数
据来源、采集时序与应用目标的偏差, 削弱了多数据

协同的整体收益; 四是数据存在时效衰减特性, 过期

数据无法为当期估值决策提供有效支撑, 反而会造

成估值结果偏移. 

4.2    消融实验

为验证本文模型中各核心模块的有效性, 并阐

明其在动态估值任务中的必要性, 我们设计了四项

针对性消融实验. 消融项目与说明:
A1(w/o Shapley):  移除动态可微 Shapley近似 .

采用基于边际贡献权重的比例分配, 但仍保留MARL
训练结构. 该方法通过静态启发式权重分配收益, 用
于验证博弈均衡在分配公平性上的必要性.

A2(w/o MARL): 移除 MARL动态学习模块. 采
用基于多项式回归的静态估计器和 Shapley机制. 具
有与 MARL相当的参数拟合能力, 但缺乏时序动态

调整和智能体交互能力, 用于验证多智能体强化学

习在动态场景下的贡献.
A3(w/o 多源协同交互): 移除多源协同交互. 采

用独立强化学习智能体和动态可微 Shapley近似. 各
数据源智能体独立学习, 不进行状态空间共享, 用于

验证多源异质协同对估值准确性的提升.
A4(w/o 个性化回报): 去掉个性化回报模块, 智

能体仅以全局奖励训练, 全局奖励直接作为 Critic
target, 不回溯分配. 用于验证个体贡献刻画对智能体

学习效率的影响.
表 4实验结果表明, MARL动态学习模块是保

障模型性能的基石, 其移除后MSE性能损失比剧增

至 327.0%, 证实了强化学习在捕获资产价值时序动

态演化轨迹中的不可替代性; 多源协同交互模块的

缺失导致 Spearman相关系数显著下降, 说明跨源数

据间的状态共享能有效挖掘异质资产间的互补信息,
进而提升估值精度上限. 在训练效率方面, 个性化回

报机制对收敛速度具有关键影响, 其缺失导致收敛

轮数增加近三倍, 揭示了精准信用分配在复杂多源

环境下加速智能体策略优化的必要性. 最后, 对比

w/o Shapley组可以发现, 尽管其估值精度维持在次

优水平, 但反映分配公平性的 Gini指数显著恶化, 这
有力地证明了动态可微 Shapley机制在平衡多源数

据非线性博弈关系、保障多劳多得公平分配方面的

卓越效能.
图 4展示了本文模型及其各消融变体在训练过

程中的MSE收敛轨迹, 直观地揭示了各核心组件对

学习效率与模型性能的贡献. 本文模型在初始阶段

即表现出最陡峭的下降斜率, 并最终稳定在全局最

低误差水平, 证明了各模块耦合后的协同增益. 综合

消融实验结果, 完整模型在核心指标上均表现最优,
各变体模型的性能退化程度与对应模块的功能重要

性高度一致. 其中, 动态可微 Shapley值近似与MARL
交互结构为模型两大核心创新点, 个性化回报模块

保障核心机制的效用落地, 共享状态编码网络则起

辅助优化作用, 实验验证了模型架构设计的科学性

与完整性.
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图 4   消融实验各对照组收敛过程对比图
  

4.3    协同收敛性分析

为进一步验证本文模型在处理异质数据时的学

习效率及其对多源信息的融合能力, 本节进行了协

同收敛性分析. 图 5实验结果描述了单源数据基准

与本文多源协同模型在训练过程中的误差收敛轨迹.
虽然单源基准在训练初期下降速度较快, 表现出较

低的初始建模复杂度, 但受限于特征维度的单一性,
其 MSE曲线很快进入平台期, 陷入局部最优解. 而
本文模型通过跨源异质信息的深度融合, 成功突破

了单源信息的价值瓶颈, 最终收敛误差显著低于单

源组, 体现了显著的协同增益. 图中阴影区域代表了

多次实验的方差范围. 可以发现, 多源协同模型在收

敛后期的波动幅度明显小于单源组, 这表明多源数

据的互补性能够有效抵消单一数据源的随机噪声干

扰, 增强了价值评估结果的稳定性. 多源模型在起步

阶段的误差略高且下降坡度较缓, 这反映了模型在

处理高维异质特征交互时的学习成本. 然而, 随着智

 

表 4     消融模型在数据集上的性能对比表

Model Spearman MAE MSE Gini 收敛轮数 性能损失比

w/o Shapley 0.82 0.058 0.0052 0.28 48 40.5%

w/o MARL 0.65 0.124 0.015 8 0.16 — 327.0%

w/o 多源协同交互 0.76 0.082 0.008 9 0.15 72 140.5%

w/o 个性化回报 0.79 0.071 0.007 5 0.13 115 102.7%

本文模型 0.87 0.045 0.003 7 0.12 42 —

注: 在Youe数据集上进行消融试验, 所有数值为10次独立重复实验

的均值. 加粗表示该数据集上最优值, 下划线表示次优值. 性能损

失比以MSE为基准计算, 反映各模块缺失对整体效能的影响.
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能体间动态博弈机制的成熟, 这种早期的认知成本

转化为更精准的非线性拟合能力, 证明了牺牲少量

初期计算效率以换取更高估值精度在实际应用中是

高度价值的.
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图 5   多源数据协同收敛性对比图
  

4.4    动态性分析

本研究通过动态性验证, 评估模型在平稳期与

突变期的动态响应. 构建含 100个时间窗口的时序

估值对比图, 以标准化估值消除量纲差异, 对比本文

模型、市场基线及 Static  Shapley模型结果 , 通过

95%置信带表征估值稳定性. 图 6结果显示, 模型动

态估值轨迹与市场真实价格高度协同 , 显著优于

Static Shapley的静态估值. 平稳期模型估值稳定在

1.75到 2.05, 与真实价格偏差≤0.1, 95%置信带宽

度 0.08到 0.12, 准确性与稳定性优良. 突变期模型在

窗口 48同步响应, 滞后 3个窗口, 峰值偏差仅 0.05,
突变期置信带宽度 0.13, 与平稳期相近, 稳定性保持

良好.
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4.5    定量统计误差分析

在可计算精确解的小规模数据集上, 我们量化

了动态可微 Shapley值近似 (DDSV)对 Shapley公
理的遵循程度. 从如图 7(a)的 APE分布来看, 大部

分样本的绝对百分比误差集中在 5%−10%之间, 平
均 APE约为 8.03%. 考虑到多源数据资产估值中存

R2 =

0.9653

在的噪声干扰, 这一误差水平在实际应用中是完全

可以接受的 . 此外 , 箱线图显示极少有误差超过

20%的异常点, 证明了可微分近似机制在不同价值

量级的数据资产上均展现出良好的鲁棒性和统计稳

定性. 为定量评估近似误差, 我们对比了 DDSV预测

值与真实 Shapley值. 如图 7(b)所示, 拟合优度

, 这表明模型能够解释真实 Shapley值中超

过 96%的方差. 虽然神经网络引入了微小的随机波

动, 但在统计意义上, DDSV与精确解保持了高度的

一致性, 且拟合线与理想对角线高度重合. 其误差主

要来源于神经网络的泛化能力. 由于模型在损失函

数中显式包含了效率公理约束项, 神经网络会自动

学习如何在不同规模的输入下强制满足总和相等的

特性.
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图 7   统计误差定量对比分析
 

此外, 为验证模型的扩展性, 我们分析了效率公

理误差随参与方数量 N增加的演变过程. 如图 11所
示, 随着参与方数量 N从 10增加到 1 000, DDSV的

效率误差曲线表现平缓, 并未出现传统组合优化问

题中常见的指数级爆炸现象. 这定量地证明了模型

在处理大规模数据资产时的统计稳定性. 

4.6    计算效率分析

在多源数据资产被建模为自主智能体并引入动

态 Shapley值近似机制的评估框架中, 衡量方法实际

落地可行性的关键, 在于厘清计算代价与具体任务

完成度之间的博弈与协同关系. 已有研究表明, 多智

能体强化学习在提升协作表现的同时往往带来高昂

的计算开销. 为此, 本节从定量化考核指标体系和跨

模型帕累托支配性分析两个方面, 系统论证本文方

第x期 扈文秀 等: 多源数据资产动态估值与公平分配方法 11



法的计算效能与应用可行性.

n

O(2n)

O(nT )

Ctotal = Econv × tepoch Econv

tepoch

ρSpearman P = ρSpearman

η =
∆P/Pbaseline

∆C/Cbaseline

∆P = POurs−Pbaseline

∆C = COurs − Cbaseline

η > 0 ∆C < 0

本文构建了一个双维度定量考核框架, 将计算

代价与任务完成度显式关联. 计算代价从理论复杂

度与实测开销两个层面加以度量. 在理论层面, 传统

合作博弈方法的计算复杂度随智能体数量 呈指数

增长 ( ), 在大规模数据资产场景中难以承受;
而本文所提可微分近似机制将单步计算复杂度降至

. 实测计算开销则定义为模型达到稳定收敛

的总计算时间, 即 , 其中

为收敛轮数,  为单轮平均训练时间. 对于任务

完成度, 多源数据资产估值任务的核心目标是算法

输出的估值结果与市场共识或真实价值排序之间的

吻合程度 , 故采用通用的 Spearman秩相关系数

作为效能表征, 记 . 在
此基础上 , 进一步定义计算 -性能效能比

, 以度量单位计算开销变化所引起的

任务性能相对变化. 其中,  为

任务完成度的绝对提升,  为

计算开销的绝对变化 . 当满足 且 时 ,
即表明模型同时实现了性能提升和代价降低的双重

优化.

∆C < 0

∆P > 0

基于上述考核框架, 我们将本文模型与当前主

流的多智能体决策与分配算法进行了系统对比, 实
验结果如图 8所示. 本文模型在显著提升任务完成

度的同时, 以收敛轮数衡量的计算代价反而大幅下

降 . 以 VDN和 COMA作为基线进行定量考核 , 与
VDN相比 , 本文模型任务完成度从 0.82提升至

0.87, 提升率约为 6.1%, 而计算代价由 60个收敛轮

数 降 至 42轮 ,  降 幅 达 30.0%.  由 于 且

, 呈现出绝对的效能双重优化. 与 COMA相

比 , 任务完成度从 0.83提升至 0.87, 计算代价从

55轮降至 42轮, 同样形成了计算代价大幅降低而任

务完成度稳步提升的绝对支配优势. 这一双重优化

现象的深层机理在于, 传统算法如 VDN缺乏精细的

个体信用分配机制, 而 COMA则因边际贡献估计不

准确导致策略搜索中产生大量冗余探索, 引发协作

不协调与公地悲剧效应. 本文模型引入的可微分动

态 Shapley值近似机制, 能够为每个数据资产智能体

提供实时、高精度的梯度引导与信用反馈信号, 从而

显著加速策略收敛. 正如图 8中阴影所示的支配区

域, 所有对比基线模型均落入本文模型的支配范围

内, 有力验证了方法在多源数据资产估值应用中的

帕累托优越性. 

5    总结与展望

本研究提出融合多智能体强化学习与动态

Shapley值的数据资产动态估值模型, 提供了科学可

行的技术方案. 核心通过多智能体序贯决策环境建

模数据资产与环境、资产间的动态交互, 依托动态可

微 Shapley值近似机制解决经典 Shapley值计算复

杂度高、静态性、不可微分的核心问题, 搭配共享状

态编码与个性化策略网络适配数据异质性, 实现多

源数据协同贡献的公平量化、价值时序演化的精准

捕捉及端到端高效训练. 本模型具有明确的应用边

界约束: 其一, 该范式适用于具有时序交互与动态演

化特征的流式数据, 在一次性静态非交互数据中存

在计算冗余; 其二, 它高度依赖于可建立数字化仿真

环境或收益明确可量化的应用场景, 以提供准确的

奖励反馈; 其三, 受强化学习非平稳性与跨域隐私保

护红线制约, 该范式更适用于智能体规模 n适中的

中等粗粒度数据资产包联合估值, 而不适用于超大

规模、极细粒度的单条数据记录估值. 该模型的显著

优势的是突破了传统静态估值的理论局限, 构建了

MARL与合作博弈论融合的估值框架, 具备良好的

参数鲁棒性与业务可解释性, 可直接应用于数据交

易定价、资产核算等场景, 为数据要素市场规范化提

供实用技术工具. 金融风控中动态量化多源数据边

际贡献, 支撑信贷审批数据采购定价与策略调优
[38];

医疗健康中实现隐私合规下跨机构数据资产公平估

值; 政务治理中支持多部门数据协同量化, 为公共数

据授权运营提供分配基准; 数据资产金融化中为质

押融资与证券化提供动态监测工具. 模型可向 AI训
练数据估值、数据信托等新兴领域扩展, 场景自适应

机制能快速适配行业需求, 具备与数据交易平台及

资产管理系统集成的工程可行性, 为数据要素市场

提供可计算技术底座. 但其局限性主要体现在大规

模部署下的计算效率瓶颈. 未来研究可以采用弱监

督、迁移学习等方法解决真实市场标签稀缺问题, 增
强模型适用性. 此外, 本文在模型构建中假设各智能

体能够观测全局状态, 但在真实数据要素市场中仍

存在一定局限性. 因此, 后续研究可进一步放宽全局

可观测假设, 结合中心化训练、分散执行机制, 以提
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升模型在真实市场环境中的适用性和鲁棒性.
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