
 

基于双源不确定性的有模型离线强化学习

程玉虎，杨远航，杨　露，王雪松†

(中国矿业大学 信息与控制工程学院，江苏 徐州 221116)

摘　要: 有模型离线强化学习利用静态数据集学习动力学模型, 并借助模型生成样本辅助策略优化, 为真实世界

中高风险、高成本的决策问题提供可行方案. 然而, 现有方法面临双重挑战: 静态数据集覆盖不足导致经验贝尔

曼算子与真实贝尔曼算子之间存在认知误差; 动力学模型多步预测中的误差累积会引发模型幻觉, 所生成虚拟样

本进一步加剧价值估计偏差. 针对上述问题, 提出基于双源不确定性的有模型离线 Actor-Critic方法 (MDSU). 首

先, 分别针对静态数据集和动力学模型构建不确定性量化器, 以刻画两类数据源下的估计风险; 然后, 将不确定性

量化器以惩罚项形式引入静态与虚拟贝尔曼目标中; 最后, 通过加权融合机制构造双源不确定性融合算子, 从而

在策略评估阶段同时抑制两类误差的负面影响. 理论分析证明, 当两类不确定性量化器能够有效约束相应认知误

差时, MDSU的次优后悔具有显式上界. MuJoCo连续控制任务上的实验结果表明, MDSU在多数任务中取得最

高归一化得分, 验证了所提出方法在性能提升与训练稳定性方面的有效性.
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Abstract: Model-based  offline  reinforcement  learning  learns  a  dynamics  model  from  a  static  dataset,  and  leverages
model-generated  samples  to  assist  policy  optimization,  providing  a  feasible  solution  for  high-risk  and  high-cost
decision-making  problems  in  the  real  world.  However,  existing  methods  face  two  major  challenges:  insufficient
coverage  of  the  static  dataset  leads  to  cognitive  errors  between the  empirical  Bellman operator  and the  true  Bellman
operator; error accumulation during multi-step prediction of the dynamics model induces model hallucination, and the
resulting virtual samples further exacerbate value estimation bias. To address these issues, this paper proposes a model-
based offline Actor-Critic method with dual-source uncertainty (MDSU). First, uncertainty quantifiers are constructed
for the static dataset and the dynamics model, respectively, to characterize the estimation risks arising from the two data
sources. Next, the uncertainty quantifiers are incorporated as penalty terms into the static and virtual Bellman targets.
Finally,  a  dual-source  uncertainty  fusion  operator  is  constructed  through  a  weighted  fusion  mechanism,  thereby
simultaneously suppressing the adverse effects of the two types of errors during policy evaluation. Theoretical analysis
proves  that,  when  the  two  uncertainty  quantifiers  can  effectively  constrain  the  corresponding  cognitive  errors,  the
suboptimality  regret  of  MDSU admits  an  explicit  upper  bound.  Experimental  results  on  MuJoCo  continuous  control
tasks show that,  MDSU achieves the highest normalized scores on most tasks,  demonstrating the effectiveness of the
proposed method in improving performance and training stability.
Keywords: model-based  offline  reinforcement  learning； uncertainty  quantifier； dual-source  uncertainty；Bellman
operator；cognitive error；dynamics model

 

0    引　言

随着计算机科学的迅速发展, 机器学习
[1]
成为

实现人工智能的一种重要途径. 作为机器学习领域

的重要分支, 强化学习 (Reinforcement Learning, RL)
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在智能决策与控制领域展现出重要的研究价值和应

用潜力
[2-3]. 目前, 强化学习已在机器人

[4-5]
、医疗健

康
[6]
、自动驾驶

[7]
、飞行控制

[8]
等多个领域取得广泛

应用. 根据智能体是否与环境进行实时交互, 强化学

习可以分为在线强化学习和离线强化学习. 在线强

化学习通过与环境实时交互收集数据并更新策略,
但在许多现实场景中, 探索试错往往伴随较高的交

互成本与安全风险. 幸运的是, 这类领域通常积累了

大量的历史操作数据或日志, 为离线强化学习提供

了数据基础
[9].

离线强化学习 (Offline RL, ORL)的核心思想是

智能体不与环境进行任何额外的交互, 仅利用一个

预先收集好的静态数据集来学习策略, 因此其在部

署策略代价高昂的场景中具有显著优势. 然而, 由于

习得策略可能偏离收集数据的行为策略, 其生成的

状态-动作对可能超出数据集的分布范围, 导致价值

函数对分布外样本的估计不准确, 进而引发分布偏

移和外推误差. 针对上述问题, 现有研究主要分为无

模型 ORL[10]
和有模型 ORL[11-12]. 无模型 ORL通常

通过约束策略或正则化价值函数, 限制习得策略偏

离行为策略. 有模型 ORL则尝试从离线数据中学习

环境的动力学模型, 并利用该模型生成模拟数据以

扩充数据集, 从而辅助策略学习. 由于能够借助动力

学模型扩展数据覆盖范围, 有模型 ORL受到广泛关

注.
在无模型离线强化学习方法中, 研究者主要围

绕行为约束和保守价值估计两条思路展开. Fujimoto
等

[13]
提出带行为克隆正则的双延迟深度确定性策略

梯 度 (Twin  Delayed  Deep  Deterministic  Policy
Gradient with Behavior Cloning, TD3+BC), 在策略更

新中引入行为克隆正则项, 以限制习得策略偏离行

为策略. Kumar等[14]
提出保守 Q学习 (Conservative

Q-Learning, CQL), 通过惩罚分布外动作的高 Q值并

提升数据集中动作的估值实现对价值函数的保守约

束 .  Mao等 [15]
提出了双重温和泛化 (Doubly  Mild

Generalization, DMG),  允许策略进行有限泛化 .
Wu等[16]

提出了不确定性加权 Actor-Critic, 利用贝

叶斯不确定估计来减少分布外数据的权重. Park等[17]

提出了流 Q学习, 利用流匹配模型刻画复杂动作分

布, 提高策略的表达能力. Deng等[18]
提出虚假相关

性 削 减 (False  Correlation  Reduction  for  Offline
Reinforcement Learning, SCORE)方法, 从削弱离线

数据中的虚假相关性出发提升策略泛化能力. Ran
等

[19]
提出基于数据集约束的策略正则化 (Policy

Regularization with  Dataset  Constraint,  PRDC),  通过

施加数据分布约束减少分布外动作. Kostrikov等[20]

提出隐式 Q学习 (Implicit Q-Learning, IQL), 在不显

式查询分布外动作的条件下完成策略评估与提升.
有模型离线强化学习根据静态数据集学习得到

的动力学模型在分布外区域往往存在预测偏差, 其
误差会在多步滚动过程中不断累积, 因此如何量化

并抑制模型误差成为有模型 ORL的核心问题. 为降

低不完美动力学模型带来的风险, Yu等[21]
提出了有

模型离线策略优化 (Model-Based  Offline  Policy
Optimization,  MOPO). Kidambi等 [22]

提出了有模型

离线强化学习方法, 通过强化对未来状态分布的刻

画并结合不确定性量化机制, 对模型误差进行界定

与控制, 进而构建一个安全的策略优化过程, 避免在

离线数据上产生过拟合问题. Sun等[23]
提出了基于

贝尔曼不一致性的模型离线学习 (Model-Bellman
Inconsistency  Penalized  Offline  Policy  Optimization,
MOBILE), 利用模型集成下的贝尔曼估计不一致性

刻画虚拟样本风险, 进而降低模型误差对策略更新

的影响. 近期, Alles等[24]
提出了约束潜在动作策略

方法, 通过学习状态-动作联合分布的生成模型, 并
在潜在动作空间中施加支持集约束, 以降低模型误

差和分布外动作带来的性能退化风险. Lee等[25]
提

出了时序距离感知转移扩充方法, 将轨迹间的时序

距离信息引入转移样本扩充过程, 从而增强模型生

成数据对长时序状态演化关系的刻画能力. 总体而

言, 有模型离线强化学习能够通过动力学模型扩展

数据覆盖范围, 从而提升策略的泛化能力.
然而, 现有的有模型离线强化学习方法仍存在

显著局限
[26]. 一方面, 动力学模型在离线数据覆盖不

足区域往往难以获得准确监督, 当利用模型进行多

步滚动生成虚拟样本时, 预测误差会逐步累积并放

大, 从而导致价值估计产生偏差. 另一方面, 静态数

据集本身的覆盖不足同样会导致经验贝尔曼目标与

真实贝尔曼目标之间存在偏移. 现有研究大多仅关

注模型误差带来的风险, 对静态数据不确定性的刻

画相对不足. 因此, 如何同时考虑静态数据覆盖不足

与动力学模型误差所引起的双源不确定性, 并构建

更加可靠的价值评估机制, 是有模型离线强化学习

研究领域面临的关键问题. 为此, 提出一种基于双源

不确定性的有模型离线 Actor-Critic方法 (Model-
Based  Offline  Actor-Critic  with  Dual-Source
Uncertainty, MDSU), 主要贡献如下:

1) 分别针对静态数据集与动力学模型构建不确

定性量化器, 并将其以惩罚形式注入对应的贝尔曼

目标中, 从而提升价值函数估计的准确性;
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2) 在策略评估阶段, MDSU将两类带不确定性

惩罚的贝尔曼目标进行加权融合, 得到更稳健的双

源不确定性融合算子;
3) 理论证明在两类不确定性量化器能够约束相

应认知误差的条件下, MDSU的次优后悔具有显式

上界;
4) 与目前先进的 ORL方法在 MuJoCo机器人

控制任务上进行对比. 实验结果表明, MDSU相较于

对比方法在性能上取得了明显提升. 

1    基于双源不确定性的有模型离线强化学

习

MDSU框图如图 1所示. 首先, 分别针对静态数

据集和动力学模型构建不确定性量化器, 并将其作

为惩罚项引入静态贝尔曼目标和虚拟贝尔曼目标,
以约束两类数据源所引起的认知误差. 随后, 通过加

权融合静态贝尔曼目标与虚拟贝尔曼目标, 构造双

源不确定性融合算子. 最后, 将双源不确定性融合算

子嵌入 Actor-Critic框架中, 得到MDSU方法.
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图 1   MDSU 框图
 
 

1.1    问题描述

M = (S,A, T, r, γ, ρ0) S
A T

r γ ∈ [0, 1) ρ0

强化学习问题通常被建模为一个马尔可夫决策

过程 (Markov Decision Process, MDP), 可以用六元

组 来描述. 其中,  表示有限

状态空间,  表示有限动作空间,  为状态转移概率

分布,  为奖励函数,  为折扣因子,  为初

始状态分布.

π V π(s)

Qπ(s, a)

对于任意策略 , 定义状态价值函数 和状

态-动作价值函数 分别为

V π(s) = Eπ,T
[ ∞∑
t=0

γtr(st, at)|s0 = s
]
, (1)

Qπ(s, a) = Eπ,T
[ ∞∑
t=0

γtr(st, at)|s0 = s, a0 = a
]
.

(2)

π∗强化学习的目标是寻找一个最优策略 , 最大

化期望累积折扣回报:

π∗ = argmax
π

Eπ,T,ρ0
[ ∞∑
t=0

γtr(st, at)
]
. (3)

ϕ

πϕ θ

Qθ

Actor-Critic是一种结合价值函数学习和策略优

化的强化学习方法, 包含交替进行的策略评估和策

略改进过程. 本文使用参数为 的神经网络表示确定

性策略 , 并采用参数为 的神经网络来表示状态-
动作价值函数 .

在策略评估阶段, Critic网络通过最小化贝尔曼

均方误差进行更新:
L(θ) = E(s,a,r,s′)∼D[(Qθ(s, a)−

(r + γQθ′(s
′, πϕ′(s′))))2], (4)

θ′ ϕ′其中,  和 为目标网络参数, 用于稳定训练过程.
Actor网络通过最大化期望状态-动作价值函数进行

更新:

J(ϕ) = Es∼D[Qθ(s, πϕ(s))]. (5)

D = {(si, ai, ri, s′
i)}Ni=1

µβ

πϕ′ µβ πϕ′

在离线强化学习中, 训练过程基于一个固定的

数据集 , 该数据集由某个未

知的行为策略 预先收集. 在训练过程中, 智能体无

法与环境进行任何额外的交互. 在更新 Critic网络

时, 式 (4)中的下一时刻动作由当前策略的目标网络

生成, 而非行为策略 . 当 生成的下一时刻动
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D作偏离数据集 的分布范围时, 对应的估计状态-动
作价值将包含外推误差. 这种误差会随着贝尔曼自

举操作不断累积和放大, 导致价值估计偏差增大, 并
使策略性能显著下降. 

1.2    研究动机

有模型离线强化学习通过构建环境动力学模型

来辅助策略学习, 在引入先验结构信息与支持长时

规划方面具有显著优势. 然而, 其核心挑战在于构建

的动力学模型是否可信. 为应对这一挑战, 常见方法

通常在模型学习或价值估计阶段引入不确定性惩罚

机制, 从而抑制策略对高不确定性状态-动作区域的

过度利用. 尽管取得了一定效果, 但往往仅对单一来

源的不确定性进行约束: 要么仅依赖静态离线数据

进行保守估计, 从而导致策略泛化能力受限; 要么依

赖模型生成数据扩大覆盖范围, 却容易受到模型幻

觉影响.
实际上, 在有模型离线强化学习中, Critic网络

的贝尔曼目标通常同时受到两类数据源的影响: 一
方面, 静态数据集的经验转移受限于行为策略的采

样分布, 若数据覆盖不足, 则经验贝尔曼算子与真实

贝尔曼算子之间会产生偏差; 另一方面, 动力学模型

生成的虚拟转移虽然能够扩展训练数据, 但随着滚

动步数增加, 模型误差在自举更新中逐步累积并放

大. 因此, 仅从单一来源刻画不确定性难以全面反映

贝尔曼目标的不可靠性, 有必要同时考虑静态数据

集覆盖不足和模型预测误差所带来的双源不确定性. 

1.3    贝尔曼目标不可靠性分析
 

1.3.1    静态数据集诱导的认知误差

在离线强化学习中, 静态数据集中的状态和动

作分布往往难以覆盖最优策略所需的关键决策区域.
如图 2所示, 这种覆盖不足会导致 Critic网络对部分

动作的价值产生过度乐观估计: 即使某些动作在真

实环境中是次优的, 也可能在有限样本轨迹中偶然

表现出较高回报, 从而诱导策略错误地偏向这些动

作, 最终产生次优后悔.
D

T̂sta(s
′|s, a) T (s′|s, a)

B̂πsta
Bπ

由于静态数据集 仅由有限样本构成, 其诱导的

经验动力学 与真实环境动力学

存在偏差, 因此经验贝尔曼算子 与真实贝尔曼算

子 不等价:

BπQ(s, a) = r + γEs′∼T (·|s,a)[Q(s′, π(s′))], (6)

B̂πstaQ̂(s, a) = r + γEs′∼T̂sta(·|s,a)[Q̂(s′, π(s′))]. (7)

π T

Qπ Bπ

Qπ = BπQπ

T̂sta π

Q̂π
sta B̂πsta

Q̂π
sta = B̂πstaQ̂π

sta

策略 在真实环境动力学 下的状态-动作价值

函数 可视为真实贝尔曼算子 的不动点 , 即
. 相应地, 在静态数据集诱导的经验动

力学 下, 将策略 对应的估计状态-动作价值函数

记为 , 其可视为经验贝尔曼算子 的不动点, 即

. 上述算子不一致性意味着 Critic网

络实际拟合的是静态数据集中的自举目标, 而非真

实环境中的贝尔曼目标. 为衡量该偏移程度, 定义静

态数据集诱导的认知误差为:

ℓπsta(s, a) = |BπQ(s, a)− B̂πstaQ̂(s, a)|. (8)

T̂sta T

在在线交互设定中, 若状态-动作对能被持续采

样, 则经验动力学 可逐渐逼近真实环境动力学 ,
认知误差可随样本量增加而减小; 然而在离线设定

下, 数据集固定且分布外区域无法被进一步访问, 因
此认知误差无法被消除.

π̂引理 1[27]
　根据静态数据集学习到的策略 , 其

相对于真实最优策略的次优后悔满足:
SubRegret(π̂) =

V π∗
(s0)− V π̂(s0) ⩽

Eπ∗

[ ∞∑
t=0

γtℓπ
∗

sta (st, at)
]
− Eπ̂

[ ∞∑
t=0

γtℓπ̂sta(st, at)
]
+

(V̂ π∗

sta (s0)− V̂ π̂
sta(s0)). (9)

V π∗
(s0) V π̂(s0) π∗

π̂ T V̂ π∗

sta (s0)

V̂ π̂
sta(s0) π∗ π̂

T̂sta

式 (9)中的 和 分别表示策略

和 在真实环境动力学 下的期望回报,  和

分别表示策略 和 在静态数据诱导的经验

动力学 下的价值函数. 根据引理 1可知, 静态数

据覆盖不足导致的认知误差越大, 习得策略可能产

生的次优后悔风险也越大. 

1.3.2    动力学模型诱导的认知误差

T̂vir(s
′|s, a) τvir =

{ŝ0, â0, ŝ1, â1, ...}

有模型离线强化学习方法通过学习一个虚拟动

力学模型 来生成一个虚拟轨迹

, 以扩展训练数据分布并提升策略

泛化能力. 随着滚动步数增加, 策略访问至静态数据

集未覆盖的区域, 使得模型预测进入分布外状态空

间, 在该区域内动力学模型预测误差迅速累积, 从而

产生显著的模型幻觉. 该现象如图 3所示, 在数据集

 

Q 值

动作

次优

最优

真实值

估计值

置信区间

数据点

图 2    次优后悔示意图
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支持集内, 模型生成轨迹仍能与真实轨迹保持接近;
但一旦进入数据稀疏区域, 模型生成的轨迹会发生

明显偏移.
  

分布内
分布外

S0

S1 S2 S3
S4 S5 S6

S7
S8S9 S10 S11

S12 S13
S14

S1 S2 S3
S4

S5
S6
S7

S8 S9 S10 S11
S12

S13

S14

˰ ˰ ˰ ˰ ˰ ˰ ˰ ˰ ˰ ˰ ˰ ˰
˰

˰

真实动力学轨迹

虚拟动力学轨迹

离线数据集

真实状态点

虚拟状态点

图 3   真实动力学轨迹与虚拟动力学模型生成轨迹的偏离

示意图
 

T̂vir T

T̂vir B̂πvir

然而, 虚拟样本的有效性依赖模型的预测精度.
当虚拟动力学模型 与真实环境动力学 存在偏

差时, 虚拟轨迹将逐步偏离真实环境演化, 并通过自

举机制导致贝尔曼目标发生偏移. 基于虚拟动力学

模型 构造的虚拟贝尔曼算子 定义为

B̂πvirQ̂(s, a) = r + γEs′∼T̂vir(·|s,a)[Q̂(s′, π(s′))]. (10)

π T̂vir

Q̂π
vir B̂πvir

Q̂π
vir = B̂πvirQ̂π

vir

策略 在虚拟动力学模型 下的估计状态-动
作价值函数记为 , 其可视为虚拟贝尔曼算子

的不动点, 即 . 虚拟贝尔曼算子与真实

贝尔曼算子的不一致性意味着 Critic网络实际拟合

的是动力学模型中的自举目标, 而非真实环境中的

贝尔曼目标. 为衡量动力学模型引入的贝尔曼目标

偏移程度, 定义动力学模型诱导的认知误差为

ℓπvir(s, a) = |BπQ(s, a)− B̂πvirQ̂(s, a)|. (11)

π̄

引理 2[27]
　根据虚拟动力学模型学习到的策略

, 其相对于真实最优策略的次优后悔满足:
SubRegret(π̄) =

V π∗
(s0)− V π̄(s0) ⩽

Eπ∗

[ ∞∑
t=0

γtℓπ
∗

vir (st, at)
]
− Eπ̄

[ ∞∑
t=0

γtℓπ̄vir(st, at)
]
+

(V̂ π∗

vir (s0)− V̂ π̄
vir(s0)). (12)

V π̄(s0) π̄

T V̂ π̄
vir(s0) V̂ π∗

vir (s0)

π̄ π∗ T̂vir

式 (12)中的 表示策略 在真实环境动力

学 下的价值函数,  和 分别表示策略

和 在虚拟动力学模型 下的价值函数. 根据引

理 2可知, 基于虚拟动力学模型学习得到的策略, 其
次优性同样与动力学模型诱导的认知误差密切相关.
当动力学模型偏差过大导致认知误差增大时, 习得

策略的次优后悔也会随之增大. 

1.4    基于双源不确定性的有模型离线强化学习
 

1.4.1    静态数据不确定性估计

由 1.3.1节可知, 对于覆盖能力有限的静态数据

D集 , 由经验贝尔曼算子近似真实贝尔曼算子所引

入的认知误差难以消除, 并且该误差是导致策略次

优性的关键因素. 因此, 本节首先引入不确定性估计

方法对静态数据集诱导的认知误差进行量化.

(s, a) X = {|ℓsta(s, a)| =
|BπQ(s, a)− B̂πstaQ(s, a)| ⩽ usta(s, a)} 1− ξ

usta : S ×A → R ξ

定义 1 (静态数据不确定性量化器)　对于任意

状态-动作对 , 若存在事件

以至少

的概率成立, 则称函数 为一个 -不
确定性量化器.

B̂π Bπ
上述不确定性量化器用于刻画经验贝尔曼算子

近似真实贝尔曼算子 所引入的认知误差. 当认

知误差较大时, 不确定性量化器应给出较大的取值;
反之, 当认知误差较小时, 不确定性量化器的取值应

相对较小.

K

{Qθi(s, a)}Ki=1

{Qθ′i
(s, a)}Ki=1

为了有效刻画认知误差, 本文采用集成估计的

方法构造不确定性量化器. 具体而言, 学习 个独立

的 Q网络 以及对应的目标 Q网络

, 利用每个 Q网络在当前状态-动作对

上的离散程度来衡量不确定性. 由此, 基于静态数据

集得到的不确定性量化器定义为

usta(s, a) =

√√√√ 1

K

K∑
i=1

(Qθi(s, a)− Q̄θ(s, a))2, (13)

Q̄θ(s, a)其中,  是集成 Q函数的平均值, 定义为

Q̄θ(s, a) =
1

K

K∑
i=1

Qθi(s, a). (14)

从贝叶斯视角来看, 上述标准差刻画了 Q函数后

验分布的不确定程度. 在数据覆盖充分的状态-动作

区域内, 各 Q网络给出的估计趋于一致, 从而导致较

小的不确定性; 而在数据稀缺区域, 不同网络的估计

结果分歧较大, 对应的不确定性量化值随之增大. 基
于此, 将该不确定性量化器作为惩罚项引入贝尔曼目

标中, 可以有效抑制由认知误差引发的过度乐观估

计, 从而提升离线强化学习过程的稳定性与可靠性.
D因此, 根据 中的状态-动作对, 提出如下的静态

贝尔曼目标:

B̂πstaQθi(s, a) =

r + γ · Es′∼D[Qθ′i
(s′, πϕ′(s′))− αstusta(s, a)], (15)

αst其中 为静态数据不确定性惩罚系数. 

1.4.2    动力学模型不确定性估计

根据 1.3.2节可知, 动力学模型在静态数据支持

集内能得到有效监督, 随着滚动步数增加, 状态会逐

步向数据稀疏的分布外区域扩展, 模型误差在自举

传播中累积放大, 并进一步导致基于虚拟样本构造
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K {T̂ψi
}Ki=1

s l

Dvir

的贝尔曼目标产生系统性偏移. 因此, 有必要对动力

学模型诱导的不确定性进行显式估计, 并将其纳入

策略评估过程以降低模型偏差风险. 具体而言, 学习

个独立的动力学模型 . 对于每一个动力

学模型, 从静态数据集中的状态 开始滚动 步生成

虚拟轨迹, 并将其添加到虚拟数据集 中.

(s, a) X = {|ℓvir(s, a)| =
|BπQ(s, a)− B̂πvirQ(s, a)| ⩽ uvir(s, a)} 1− ξ

uvir(s, a) : S ×A → R
ξ

定义 2 (动力学模型不确定性量化器)　对于任

意状态-动作对 , 若存在事件

以至少

的概率成立 , 则称函数 为一

个 -不确定性量化器.
(s′, a′)对于动力学模型生成的虚拟轨迹样本 ,

通过集成动力学模型的贝尔曼目标的离散程度刻画

模型误差累积导致的不确定性. 由此, 根据集成动力

学模型得到的不确定性量化器定义为

uvir(s, a) =

√√√√ 1

K

K∑
i=1

(B̂πvirQθi(s, a)− B̂πvirQ̄θ(s, a))2,

(16)

B̂πvirQ̄θ(s, a)其中,  是集成贝尔曼估计 Q值的平均值,

定义为:

B̂πvirQ̄θ(s, a) =
1

K

K∑
i=1

B̂πvirQθi(s, a). (17)

Dvir因此, 针对虚拟数据集 , 提出以下的虚拟贝

尔曼目标:

B̂πvirQθi(s, a) =

r + γ · Es′∼Dvir
[Qθ′i

(s′, πϕ′(s′))− βviruvir(s, a)],
(18)

βvir其中,  是动力学模型不确定性惩罚系数. 

1.4.3    基于双源不确定性的有模型离线 Actor-Critic
B̂πMDSU双源不确定性融合算子 定义为

B̂πMDSUQθi(s, a) =

λB̂πstaQθi(s, a) + (1− λ)B̂πvirQθi(s, a), (19)

λ ∈ [0, 1] λ

λ

其中 是平衡系数. 当 取较大值时, 融合目

标中静态贝尔曼目标的权重更大, 从而降低对模型

滚动的依赖; 当 较小时, 则更积极利用虚拟数据扩

展覆盖范围. 与 MOPO仅利用动力学模型预测方差

对奖励进行惩罚、MOBILE主要利用模型集成下的

贝尔曼不一致性刻画虚拟样本风险不同, MDSU通

过对静态与虚拟贝尔曼目标进行加权融合, 降低了

模型生成误差在自举目标中的主导作用, 在保留离

线数据中可信信息的同时适当扩大泛化范围, 从而

提升在双源不确定性条件下价值函数学习的稳定性.
可以注意到, 双源不确定性融合算子与真实贝

尔曼算子存在不一致性, 这种不一致性会直接影响

价值函数的估计准确性. 因此, 为衡量其偏移程度,
定义双源不确定性融合算子的认知误差为:

ℓπMDSU(s, a) = |BπQ(s, a)− B̂πMDSUQ(s, a)|. (20)

ℓπMDSU(s, a) ⩽ λℓπsta(s, a) + (1− λ)ℓπvir(s, a)

引理 3　双源不确定性融合算子的认知误差满足

不等式 :  .
由引理 3可知, 双源不确定性融合算子的认知

误差可由静态数据集与动力学模型诱导的认知误差

联合控制.
考虑提出的双源不确定性融合算子, 定义一个

替代 MDP, 在该替代 MDP下学到的最优策略即是

用静态数据集和虚拟动力学模型学到的最优策略.
Dmix = D

∪
Dvir (s, a) ∈ S

×A Dmix

suppDmix
(s, a) = {s′ ∈ S|∃r, (s, a, r, s′) ∈ Dmix}

TDmix
(·|s, a)

s′ /∈ suppDmix
(s, a) TDmix

(s′|s, a) = 0

MDmix
Dmix

定义 3　令 . 对于任意

, 由 诱导的转移概率支持集合表示为

,  称

状态转移概率 是数据支持的. 如果对于

任意的 ,  成立, 那

么由此得到的 是一个与 相关的替代MDP.

π V̂ π
MDSU(s) Q̂π

MDSU(s, a)

MDmix

π

MDmix
Q̂π

MDSU

Q̂π
MDSU = B̂πMDSUQ̂

π
MDSU

对于任意策略 ,  和 分别代

表在 下根据双源不确定性融合算子学习到的

状态价值函数和状态-动作价值函数. 由此, 策略 在

下的状态-动作价值函数 满足贝尔曼不

动点方程 .

{π̃h}∞h=0 h

π̃h

SubRegret(π̃h) = V π∗
(s0)− V π̃h(s0)

定义 是 MDSU经过 次交替的策略评

估和策略提升学习得到的策略序列.  的次优后悔

定义为 , 其可

以进一步分解为

SubRegret(π̃h) = V π∗
(s0)− V̂ π∗

MDSU(s0)︸ ︷︷ ︸
(i)

+

V̂ π∗

MDSU(s0)− V̂ π̃h
MDSU(s0)︸ ︷︷ ︸

(ii)

+ V̂ π̃h
MDSU(s0)− V π̃h(s0)︸ ︷︷ ︸

(iii)

,

(21)

(i)

(ii)

π∗ h π̃h

(iii) h

其中, 第 项表示真实最优策略与MDSU学习到的

最优策略之间的价值差异, 反映双源不确定性融合

算子相对于真实贝尔曼算子的偏移; 第 项表示最

优策略 与第 次迭代学到的策略 之间的估计价

值差异; 第 项表示由 MDSU第 次迭代学到的

策略迁移回真实环境时产生的价值差异. 接下来, 分
别得到这三项的上界.

π∗引理 4　给定 , 有

V π∗
(s0)− V̂ π∗

MDSU(s0) =
∞∑
t=0

γtEπ∗ [ℓπ
∗

MDSU(st, at)].

(22)

π̃引理 5　给定 , 有
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V π̃
MDSU(s0)− V̂ π̃(s0) = −

∞∑
t=0

γtEπ̃[ℓπ̃MDSU(st, at)].

(23)

π∗ h

π̃h

命题 1　最优策略 与第 次迭代学到的策略

之间的估计价值差异满足:

V̂ π∗

MDSU(s0)− V̂ π̃h
MDSU(s0) ⩽ γh

Rmax

1− γ
|A|. (24)

π̃h综合上述结果, 可以得到 的次优后悔上界.
π̃h

usta(s, a) ⩽ ν uvir(s, a) ⩽ ζ 1− ξ

定理 1　对于 , 如果在任意迭代步数均有

以及 , 则有 的概率

可以得到:

V π∗
(s0)− V π̃h(s0) ⩽

γh
Rmax

1− γ
|A|+ 2λ

1− γ
ν +

2(1− λ)

1− γ
ζ. (25)

usta(s, a)

uvir(s, a)

π̃h

π∗

h π̃h

h γh

ℓπsta(s, a)

ℓπvir(s, a)

λ 1− λ

ℓπsta(s, a) = 0

ℓπvir(s, a) = 0

定理 1表明, 当静态数据不确定性量化器

和动力学模型不确定性量化器 能够有效刻

画相应认知误差时,  的次优后悔具有显式上界. 该
上界由三部分组成: 第一部分为最优策略 与第

次迭代学到的策略 之间的估计价值差异, 该项

随迭代次数 以 的速率衰减; 第二部分和第三部

分分别对应静态数据集诱导的认知误差 与

动力学模型诱导的认知误差 在贝尔曼自举

传播中的累积影响, 并由平衡系数 和 进行加

权. 当静态数据集诱导的经验转移与真实环境转移

在相关状态-动作区域内一致, 且学习到的动力学模

型与真实环境动力学一致时 , 有 且

, 此时次优后悔上界中的第二部分和第

三部分消失 , 策略可进一步逼近真实最优策略 .
MDSU在策略训练时对认知误差进行了约束, 因此

得到较小的次优后悔.
根据双源不确定性融合算子构造的贝尔曼目标,

Critic网络的损失函数定义为:

Lcritic(θi) = E(s,a,r,s′)∼D∪Dvir
[(B̂πMDSUQθi(s, a)−

Qθi(s, a))
2]. (26)

通过以下损失函数来进行策略提升:

Lactor(ϕ) = −Es∼D∪Dvir
[ min
i=1,...,K

Qθi(s, πϕ(s))]. (27)

综上所述, MDSU的训练伪代码见算法 1.
　　算法1　MDSU

D {T̂ψj
}Kj=1

{Qθi}Ki=1 {Qθ′i
}Ki=1 πϕ

η

　　1: 初始化: 静态数据集 , 集成动力学模型 , 集

成Q网络 , 集成目标Q网络 , 策略网络 ,

软更新系数 .

D T̂ψ(s
′, r|s, a) = N (µψ(s, a),

Σψ(s, a))

　　2: 在 上训练动力学模型

.

Dvir ← ∅　　3: 初始化虚拟数据集 .

　　4: 循环每一次迭代:

T̂ψ l

Dvir

　　5:　由动力学模型 生成 步虚拟轨迹, 并将生成的转

移数据加入虚拟数据集 .

D
∪
Dvir (s, a, r, s′)　　6:　从 中采样一个小批次 .

　　7:　通过式(13)计算静态数据不确定性量化器.
　　8:　通过式(15)得到静态贝尔曼目标.
　　9:　通过式(16)计算动力学模型不确定性量化器.
　　10:　通过式(18)得到虚拟贝尔曼目标.

θi　　11:　通过最小化式(26)更新 .

t mod d = 0　　12:　判断 是否成立.

ϕ　　13:　通过最小化式(27)更新 .

θ′ ← ηθ + (1− η)θ′ ϕ′ ← ηϕ+

(1− η)ϕ′

　　14:　更新目标网络:  , 

.

　　15:　结束判断

　　16: 结束循环
 

2    实　验 

2.1    实验设置

本文在 OpenAI Gym平台提供的 MuJoCo连续

控制环境上, 对 MDSU及对比方法进行性能评估.
实验所使用的静态数据集均来自 D4RL基准数据集,
以保证实验设置与现有工作的一致性和可比性. 选
取 MuJoCo中三类经典机器人连续控制任务 :
halfcheetah, hopper和 walker2d, 以模拟现实中的复

杂场景. 这三类任务均具有连续动作空间与较强的

动力学耦合特性, 适合作为离线强化学习方法在连

续控制场景下的标准评测基准. D4RL是用于离线强

化学习的一套标准基准数据集, 每个任务包含不同

质量的数据集 , 具体包括 : 随机策略数据集

(random)、中等策略数据集 (medium)、中等回放策略

数据集 (medium-replay)以及中等专家策略混合数据

集 (medium-expert).

usta(s, a) uvir(s, a)

[0, 10] [0, 15]

MDSU采用基于神经网络的函数逼近器, 其网

络结构与超参数设置如表 1所示. 在实际实现中, 为
避免不确定性估计值在训练过程中异常增大, 本文

采用固定数值截断, 将 和 分别截断

至 和 区间. 实验环境配置如表 2所示.

综上, 在三类 MuJoCo连续控制环境上, 结合每

个环境对应的四类静态数据集, 共构建 12个具有不

同数据质量与覆盖特性的离线强化学习任务, 用于

系统评估所提出方法在多样化离线场景下的性能表

现. 为保证评估结果的公平性, 采用归一化得分作为

性能评价指标. 该指标以随机策略得分作为基准, 以
专家策略得分作为参考上界, 对习得策略在环境中
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获得的平均得分进行归一化计算, 从而能够在不同

任务和数据集之间进行统一比较. 归一化得分接近

0表示策略性能接近随机策略水平, 归一化得分超

过 100表明学习到的策略在该任务上优于专家策略.
其具体计算公式如下所示:

归一化得分 = 100× 平均得分−随机策略得分
专家策略得分−随机策略得分

.

(28)
 

2.2    实验结果分析

为验证 MDSU在 MuJoCo离线连续控制任务

上的有效性与训练稳定性 , 本文选取 TD3+BC[13],
SCORE[18],  MOPO[21],  MOBILE[23],  CQL[14],  PRDC[19],
IQL[20], DMG[15]

作为对比方法. 为保证对比的公平

性, 所有对比方法均基于其原论文开源代码进行复

现, 并在相同的数据集划分、网络结构规模与训练评

估协议下进行实验 . 表 3和表 4分别展示了最后

10个回合的平均归一化得分以及各方法在全部测试

任务上的平均训练时间, 图 4展示了 MDSU与各对

比方法在 MuJoCo任务上的归一化得分随训练过程

的变化. 图中实线表示在 5个随机种子下的平均性

能表现, 阴影区域表示各次实验结果的离散程度, 本
文使用标准差来量化这种离散性. 实验设置训练更

新总步数为 100万步. 基于上述实验结果, 现分析如

下:

±
1) 由表 3可见, MDSU在 12个任务上的归一化

得分均值达到 78.6 1.6, 显著优于对比方法. 进一步

结合图 4可观察到, MDSU在多数任务上曲线提升

更持续, 后期波动更小, 体现出其对双源不确定性带

来的外推误差具有更强抑制作用.
2) 在 random数据集上, MDSU在三项任务上均

取得更高的平均归一化得分, 并且整体方差较小.

 

表 1     MDSU 的参数设置

超参数 取值

Actor网络隐藏层数量 2

Actor网络隐藏层维度 256

Critic网络隐藏层数量 2

Critic网络隐藏层维度 256

激活函数 ReLU

优化器 Adam

Actor学习率 0.000 1

Critic学习率 0.000 3

批次大小 256

折扣因子 0.99

软更新系数 0.005

迭代次数 1× 106

真实样本的比例 0.05

集成数量 4

静态数据不确定性惩罚系数 1.0

动力学模型不确定性惩罚系数 1.0

平衡系数 0.2

 

表 2     实验环境配置

软硬件设备 型号

CPU Intel i5-12600KF

RAM 32 GB

GPU NVIDIA GeForce RTX 4060 Ti

操作系统 Ubuntu 20.04

Python版本 Python 3.7

PyTorch版本 PyTorch 1.8.1

CUDA版本 CUDA 11.4

 

表 3     MuJoCo 任务上的平均归一化得分对比

数据集 任务 TD3+BC SCORE MOPO MOBILE CQL PRDC IQL DMG MDSU

random

halfcheetah 11.5±1.0 14.1±1.4 33.7±3.5 38.3±3.5 16.0±1.0 9.9±3.7 9.9±3.7 30.2±1.6 40.6±0.4

hopper 8.6±0.7 31.4±0.3 16.5±12.1 31.4±0.3 8.4±1.0 31.1±0.3 8.1±0.4 7.8±1.1 31.6±0.3

walker2d 3.1±2.8 3.4±4.8 6.8±7.6 18.2±5.0 4.7±1.7 0.0±0.6 6.0±0.8 9.1±2.1 21.5±0.9

medium

halfcheetah 48.4±0.3 54.7±0.9 67.4±2.7 72.5±1.3 46.9±0.3 48.8±0.2 47.5±0.2 55.0±0.3 74.1±1.2

hopper 59.3±4.9 100.4±2.6 44.6±30.1 103.7±4.4 62.6±6.3 100.3±1.1 56.4±5.0 96.8±5.8 105.0±1.0

walker2d 83.5±2.4 85.9±11.6 39.4±25.1 87.3±0.3 81.4±2.2 85.0±1.6 82.4±2.7 87.2±6.9 85.0±2.3

medium-expert

halfcheetah 90.9±4.9 71.4±10.4 66.7±20.9 98.7±1.8 89.9±6.8 64.7±12.3 87.1±6.7 93.2±2.4 98.0±4.1

hopper 100.0±10.0 86.8±19.9 50.8±41.5 98.1±12.5 93.8±15.3 94.8±16.8 60.8±13.4 95.8±17.7 111.7±1.4

walker2d 110.3±0.6 110.9±1.0 70.3±28.3 106.2±3.2 109.7±0.4 111.7±0.9 108.3±2.2 111.5±0.3 107.7±2.7

medium-replay

halfcheetah 44.5±0.9 47.8±0.8 66.9±2.7 67.9±5.2 45.3±0.7 45.4±0.5 44.0±0.7 50.9±0.7 69.9±1.3

hopper 68.6±23.8 99.0±2.7 48.3±27.6 98.7±8.7 85.3±17.1 96.6±2.7 44.0±4.0 101.7±0.4 105.0±1.4

walker2d 82.0±6.9 85.0±6.2 70.3±13.8 87.9±1.9 79.0±6.2 61.8±36.3 73.2±9.4 93.6±2.9 92.9±1.9

平均 59.2±4.9 65.9±5.2 48.5±18.0 75.7±3.5 60.3±4.9 62.5±6.4 52.3±4.1 69.4±3.0 78.6±1.6

 

表 4     运行时间对比

方法 TD3+BC SCORE MOPO MOBILE CQL PRDC IQL DMG MDSU

运行时间/s 5 117 11 043 5 502 12 712 10 428 14 979 5 972 11 356 12 274
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random设置下数据分布对有效动作覆盖不足, 容易

出现价值高估与错误策略改进. MDSU通过分别构

建静态数据不确定性量化器与动力学模型不确定性

量化器, 并在训练目标中引入相应惩罚, 使得策略更

新更谨慎地远离高风险区域, 从而在低质量离线数

据下仍能保持较高且更稳定的归一化得分.

3) 在 medium与 medium-replay设置下, MDSU

的归一化得分整体处于最优或次优水平, 且训练过

程较为稳定. 结合图 4可见, MDSU在多数任务上能

够在更长的训练阶段内持续提升, 并能更快地收敛.

该结果说明, MDSU在利用离线数据提升性能的同

时, 能够通过不确定性约束控制分布外风险, 从而在

保证训练稳定性的前提下获得更显著的性能提升.

4) 在高质量数据集上, 部分保守型离线方法可

能因惩罚过强而压制最优性能上界. 表 3结果表明:

MDSU在 medium-expert设置下仍能保持较高得分

水平, 并在多项任务上取得具备竞争力的结果. 这说

明 MDSU并未因悲观估计而显著限制高覆盖区域

的策略改进空间, 而是能够在降低不确定性影响的

同时兼顾稳定性与可达上界.

5) MDSU的优势在数据覆盖不足、轨迹质量混

杂或模型滚动更容易进入边界区域的任务上更明显.

例如, 在 random数据集中, 静态数据分布更分散且

有效动作覆盖不足, 仅依赖模型误差难以区分静态

数据集稀疏导致的不确定性和动力学模型预测不一

致导致的不确定性. MDSU通过静态数据不确定性

量化器刻画离线数据覆盖风险, 并与动力学模型不

确定性量化器共同作用, 因此在 random设置下相较
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(a)   halfcheetah-r-v2 (b)   halfcheetah-m-r-v2 (c)   halfcheetah-m-v2

(d)   halfcheetah-m-e-v2 (e)   hopper-r-v2 (f)   hopper-m-r-v2

(g)   hopper-m-v2 (h)   hopper-m-e-v2 (i)   walker2d-r-v2

(j)   walker2d-m-r-v2 (k)   walker2d-m-v2 (l)   walker2d-m-e-v2
MDSU TD3 + BC SCORE IQL MOBILE

MOPO DMG PRDC CQL

图 4    MuJoCo 任务上的归一化得分曲线
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对比方法取得更稳定提升 . 相反 , 在部分 medium-
expert任务中, 数据分布相对集中且高质量样本较

多 , 两类方法均可获得较可靠的价值估计 , 因此

MDSU的得分并未高于所有对比方法.
6) 由表 4可知, MDSU的运行时间高于多数轻

量级无模型方法, 但低于 PRDC和MOBILE, 说明其

额外集成 Q网络与不确定性计算带来一定开销, 但
仍处于可接受范围. 

2.3    参数分析

由于静态数据不确定性量化器由集成 Q网络在

真实离线样本附近的离散程度计算得到, 其数值尺

度相对稳定. 因此, 当静态数据不确定性惩罚系数在

合理范围内时, MDSU的平均性能变化小于动力学

模型不确定性惩罚系数与平衡系数所引起的变化,
故本文将静态数据不确定性惩罚系数固定为默认值

1.0, 并将参数敏感性分析重点放在更直接影响模型

滚动风险的动力学模型不确定性惩罚系数和平衡系

数上.
图 5展示了不同动力学模型不确定性惩罚系数

下 MDSU在代表性任务上的性能变化趋势. 总体而

言, 随着动力学模型不确定性惩罚系数增大, MDSU
的归一化得分呈现先提升后趋于平稳或下降的规律.
当该参数过小时, 价值网络对高不确定性状态-动作

对的乐观估计难以被约束, 训练曲线往往前期上升

较快但后期波动明显, 说明分布外区域的错误外推

会通过自举目标持续传播; 当该参数处于适中范围

时, MDSU能够在抑制过估计风险的同时保持足够

的策略改进强度, 通常表现为收敛速度较快、训练后

期得分更高且波动更小; 当该参数过大时, 惩罚项主

导目标, 策略提升受到抑制, 曲线常表现为收敛值偏

低或提升变慢, 说明过度保守会牺牲高覆盖区域的

可达性能上界.
图 6给出了不同平衡系数取值下的训练曲线对

比. 可以看出, 当平衡系数取较大值时, MDSU更依

赖静态贝尔曼目标, 性能提升幅度较为受限. 反之,
当平衡系数取较小值时, MDSU更依赖虚拟贝尔曼

目标, 在中后期性能提升更明显, 但方差可能增大、

稳定性下降, 表明模型误差更容易被放大并影响价

值估计. 当平衡系数处于中等范围时, 两类目标贡献

更均衡, 通常能够同时获得较高的训练后期得分与

较好稳定性. 参数敏感性实验表明, MDSU的关键超

参数作用机制清晰且可解释. 在合理取值区间内, 算
法性能变化趋势平滑, 训练稳定性较好. 适度的不确

定性惩罚能够有效降低价值高估与波动, 而合适的

平衡系数能够兼顾静态数据可靠性与模型扩展能力,
从而提升整体性能与训练稳定性.
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图 6   平衡系数对 MDSU 性能的影响
  

3    结　论

本文针对离线强化学习中由静态数据覆盖不足

与动力学模型误差引入的双源不确定性问题, 提出

了 MDSU方法. MDSU分别针对静态数据样本与虚

拟滚动样本构建不确定性量化器, 并将其作为惩罚

项引入静态贝尔曼目标与虚拟贝尔曼目标中, 进而

通过双源不确定性融合算子实现两类贝尔曼目标的

加权折中, 以提升价值估计的可靠性与训练稳定性.
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图 5    动力学模型不确定性惩罚系数对 MDSU 性能的

影响
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理论分析表明, 在两类不确定性量化器能够约束相

应认知误差的条件下, MDSU习得策略的次优后悔

具有显式上界. 实验结果显示, MDSU在多个离线连

续控制任务上优于现有主流离线强化学习方法, 验
证了其有效性.
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