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摘　要: 时间序列深度聚类方法能有效从无标记时序数据中自动学习判别性特征与聚类结构. 为进一步提升模型

的鲁棒性与泛化能力, 聚类集成技术被引入. 然而, 现有深度聚类集成方法通常需独立训练多个模型以生成多样

性基聚类, 导致计算成本高昂、资源消耗大, 且难以在单一模型中协同优化质量与多样性. 针对上述问题, 本文提

出一种基于对比学习和动态多样性的时间序列深度聚类集成算法. 首先, 设计时序编码器提取多层次时序特征,

并通过时间级和实例级对比学习增强特征判别性; 其次, 构建多投影头聚类生成机制, 基于互信息实现动态多样

性约束, 从而协同优化基聚类的质量与差异度; 最后, 将聚类目标与多样性约束融入到端到端训练框架, 实现对时

序数据的鲁棒且精准划分. 在 10个公开 UCR数据集上的实验结果表明, 所提算法在聚类效果上显著优于现有基

线方法, 并在保持较高性能的同时有效降低了计算开销.
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Abstract: Time series  deep  clustering  methods  can  effectively  learn  discriminative  features  and  clustering  structures
automatically from unlabeled temporal  data.  To further enhance the model's  robustness and generalization capability,
clustering  ensemble  techniques  have  been  introduced.  However,  existing  deep  clustering  ensemble  methods  often
require  training  multiple  models  independently  to  generate  diverse  base  clusterings,  resulting  in  high  computational
costs,  significant  resource  consumption,  and  difficulty  in  collaboratively  optimizing  quality  and  diversity  within  a
single model.  To address these issues, this paper proposes a time series deep clustering ensemble algorithm based on
contrastive  learning  and  dynamic  diversity.  First,  a  temporal  encoder  is  designed  to  extract  multi-level  temporal
features, and the discriminative power of the features is enhanced through temporal-level and instance-level contrastive
learning.  Second,  a  multi-projection-head  clustering  generation  mechanism  is  constructed,  which  enforces  dynamic
diversity constraints based on mutual information, thereby collaboratively optimizing the quality and diversity of base
clusterings.  Finally,  both  clustering  objectives  and  diversity  constraints  are  integrated  into  an  end-to-end  training
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framework  to  achieve  robust  and  accurate  partitioning  of  temporal  data.  Experimental  results  on  ten  public  UCR
datasets  demonstrate  that  the  proposed  algorithm  significantly  outperforms  existing  baseline  methods  in  clustering
performance, while effectively reducing computational costs while maintaining high performance.
Keywords: time series；deep clustering；contrastive  learning；dynamic diversity；mutual  information；clustering
ensemble

 

0    引　言

时间序列是一种与时间紧密关联的数据形态,
广泛存在于金融市场

[1]
、医学分析

[2]
、工业过程监控

与故障诊断
[3]
等领域. 时间序列聚类

[4]
旨在揭示数

据中的潜在结构和知识, 帮助研究者从海量数据中

提取有价值的信息, 对于实时过程监控、异常检测与

智能决策具有重要意义
[5]. 然而, 时间序列通常具有

时间跨度长、数据规模大等特点, 传统聚类算法往往

难以有效处理此类高维、大规模数据
[6-7]. 随着深度

学习技术的发展, 其强大的特征学习能力为提升时

间序列聚类的准确性与效率提供了新的途径
[8]. 早期

研究中, Ma等[9]
首次将自编码器引入时间序列深度

聚类, 通过将数据映射至低维空间, 并依据聚类预测

分布反向更新网络参数与聚类中心. 近年来, 基于对

比学习的深度聚类算法通过区分正负样本对, 能够

高效学习判别性特征表示
[10]. Li等[11]

提出一种融合

对比学习的单阶段在线聚类算法, 通过在行空间与

列空间分别实施实例与聚类级对比学习, 在端到端

框架中联合优化特征表示与聚类分配. 然而, 时间序

列固有的动态性与复杂性, 使得有效捕捉其内部时

序依赖与演化模式仍面临严峻挑战. 为获得更稳健、

更有效的聚类结果, 研究者们尝试将深度聚类与聚

类集成技术相结合. 然而, 现有方法通常需独立训练

多个模型以生成多样化基聚类, 不仅计算成本高昂,
也难以在统一框架下协同优化聚类质量与多样性

[12].
为此, 本文提出一种基于对比学习和动态多样性的

时间序列深度聚类集成算法 (Time  series  deep
clustering  ensemble  algorithm  based  on  contrastive
learning and dynamic diversity, TDCECD). 现有深度

聚类方法多侧重于学习单一聚类划分, 难以充分捕

捉时间序列中潜在的复杂模式与多视角结构; 而传

统聚类集成方法虽能融合多种划分结果, 却通常依

赖多次独立训练, 导致计算开销大且多样性控制困

难. 针对上述问题, TDCECD通过设计实例级与时间

级双重对比学习机制, 增强时序特征的判别性与鲁

棒性; 在此基础上, 构建多投影头聚类生成网络, 由
于互信息对聚类分配整体相关性更敏感且无需簇对

应, 本文采用基于互信息的动态多样性约束, 使单一

模型能够高效生成多组既高质量又具有互补性的基

聚类, 从而在降低计算成本的同时提升聚类集成效

果. 

1    相关工作

基于深度学习的时间序列聚类方法在特征表示

学习和复杂模式建模方面展现出显著优势. 该类方

法通常通过联合优化特征提取与聚类目标, 自动捕

获数据中的深层结构, 从而提升聚类性能与模型鲁

棒性. Yue等[13]
提出一种通用时序表示学习框架, 能

够在不同语义层级上对时间序列进行编码, 并通过

层次化对比学习增强上下文建模能力, 在分类与预

测任务中表现优异. 然而, 该框架的学习目标并未显

式针对聚类结构进行优化, 因此在直接应用于聚类

任务时可能存在局限. Zhong等[14]
利用数据增强构

建双视角表示, 分别在实例级与聚类级施加对比损

失, 通过最大化视角间一致性取得了显著效果, 但其

性能高度依赖于增强策略的质量, 且未能充分考虑

时间序列本身具有的动态特性. Lee等[15]
从表示空

间的结构对齐出发, 提出一种基于拓扑损失的深度

聚类方法, 通过潜在空间中时序结构的对齐提升聚

类效果, 但该方法涉及复杂的特征分解运算, 计算成

本较高, 且对初始聚类分配较为敏感.
尽管时间序列深度聚类方法已在特征学习方面

取得一定进展, 但现有方法大多仅能生成单一聚类

划分, 难以充分挖掘时序数据中潜在的复杂模式与

多视角结构. 同时, 将聚类集成与深度聚类相结合的

研究仍显较为有限. 例如, DeepCluE [16]
采用权值共

享卷积网络, 结合实例级与聚类级的双重对比学习

进行无监督训练, 进而生成多样化基聚类, 并通过构

建加权簇二部图实现共识划分. 然而, 该方法在基聚

类生成阶段仅部分依赖模型学习, 且整体框架主要

针对图像数据设计, 难以有效捕捉时间序列中的时

序依赖与动态演化特性. 为此, 本文提出一种基于对

比学习和动态多样性的时间序列深度聚类集成算法

(TDCECD), 通过单一深度模型实现多组高质量且多

样化的基聚类生成, 在显著降低计算开销的同时, 增
强了对时序结构的学习能力与聚类集成的鲁棒性. 

2    本文方法

X = {X1, X2, . . . , XN}
N i Xi = {x1

i , x
2
i , . . . ,

xT
i } xt

i t

给定时间序列数据集 ,
其中 为样本数, 对于第 个样本

, 其中 表示该样本在第 个时间戳上的观测值,
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T为时间序列的长度.
本文所提方法 (TDCECD)主要由以下五个模块

构成: 数据增强、时间序列编码器、对比学习策略、

多样性聚类生成机制以及整体损失函数. 整体框架

如图 1所示, 其核心在于通过时序编码器提取多层

次特征, 并借助实例级与时间级对比学习增强特征

判别性; 在此基础上, 通过多投影头机制配合动态多

样性约束生成多组互补的基聚类; 最终联合多项损

失进行端到端训练, 实现对时序数据的鲁棒划分. 下
文将对各模块展开详细阐述.
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图 1   模型框架图
 
 

2.1    数据增强

对比表示学习的核心在于通过数据增强构建正

负样本对, 以拉近正样本、推远负样本的方式优化特

征空间
[17]. 针对时间序列数据, 本文采用随机裁剪作

为增强策略, 通过对原始序列进行局部采样, 构建具

有重叠部分的子序列对. 该方法不仅能促使模型学

习时序局部模式的不变性, 增强其对不同时间窗口

的鲁棒性, 且相比其他增强策略实现更为简单、计算

开销更低
[18].

T Xi

La Lb

Xa
i Xb

i Loverlap

La + Lb − Loverlap ⩽ T

具体而言, 对于长度为 的时间序列 , 随机选

取两条长度分别为 与 且存在重叠的子序列

与 , 其重叠部分长度为 , 并满足 :
. 之后, 将裁剪得到的子序列

输入至时序编码器, 生成低维特征表示, 供后续对比

学习模块计算相似性. 

2.2    时间序列编码器

在深度聚类模型中, 编码器作为核心特征提取

模块, 承担着将高维、复杂的原始时间序列映射至低

维、判别性强的表示空间的关键作用. 其强大的非线

性拟合能力有助于有效捕捉数据中的时序依赖与潜

在结构
[19-20].

fθ Xi

Hi

Hi = fθ(Xi) Hi ∈ RT×l i

T l

本文设计的编码器 接收输入序列 , 通过多

层级卷积操作提取时序特征 , 得到低维表示 :
, 其中 表示第 个样本的时序

特征矩阵,  为时间步数,  为特征维度. 编码器主体

由若干结构相同的卷积模块堆叠而成, 如图 2所示,

每个模块包含两条并行路径:
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图 2   时序编码器结构图
 

2k

主路径: 采用逐步递增的扩张一维卷积 (扩张率

按 增长), 配合 GELU激活函数, 以捕获多层次、多

尺度的时间依赖关系;

1× 1

辅助路径: 通过通道分组的一维卷积独立处理

各通道组, 再经 卷积进行通道融合, 以增强对

局部细微特征的提取能力.

Hi

两条路径的输出经合并与层归一化后, 与输入

通过残差连接相结合, 最终得到具有上下文感知能

力的时序表示 . 该设计不仅增强了模型对长短时

序模式的捕捉能力, 也通过残差机制缓解了梯度消

失问题, 提升了训练稳定性. 

2.3    对比学习策略

通过编码器获取时序表示后, 为进一步增强模

型对序列内部动态变化及不同实例间差异的刻画能

力, 本文采用一种结合实例级与时间级的双重对比

学习策略. 该策略旨在约束特征空间, 使相似样本的

表示尽可能接近, 而不相似样本的表示相互远离.
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Xa
i

Xb
i Ha

i Hb
i t

Ha,t
i Hb,t

i

具体地 , 对于经裁剪得到的两个子序列 与

, 通过编码器得到其表示 与 . 对于时间戳 ,
其对应特征向量分别记为 与 .

(1)实例级对比损失

t对于时间戳 处, 将同一实例内其他时间戳的特

征以及同一批次其他实例的特征视为负样本, 实例

级对比损失定义为:

L(i,t)
inst =

− ln
exp(Ha,t

i ·Hb,t
i )

N∑
j=1

(exp(Ha,t
i ·Hb,t

j ) + αexp(Ha,t
i ·Ha,t

j ))

(1)

α i = j其中 为指示变量, 当 时为 0, 否则为 1.
(2)时间级对比损失

将同一时间序列中相同时间戳的特征表示视为

正对, 不同时间戳的特征表示视为负对. 时间级对比

损失定义为:

L(i,t)
temp =

− ln
exp(Ha,t

i ·Hb,t
i )∑

t′∈Ω

(exp(Ha,t
i ·Hb,t′

i ) + βexp(Ha,t
i ·Ha,t′

i ))

(2)

Ω β t = t′其中 为两个子序列重叠的时间戳集合,  在

时为 0, 否则为 1.
(3)总体对比损失

T N设 为时间序列的长度,  为个数, 基于实例和

时间级对比损失的总体对比损失可表示为:

Lcontrastive =
1

NT

N∑
i=1

T∑
t=1

(L(i,t)
temp + L(i,t)

inst) (3)

实例级对比推动模型区分不同样本, 增强特征

的判别性; 时间级对比则促进模型对同一实例内部

动态变化的鲁棒建模. 二者协同作用, 共同提升时序

表示的聚类友好性. 

2.4    多样性聚类生成机制

传统深度聚类方法通常仅输出单一聚类划分,
难以充分捕捉数据中可能存在的多视角结构, 且对

初始化及参数设置较为敏感
[12]. 而聚类集成的性能

在很大程度上取决于基聚类集合的质量与多样性之

间的平衡. 尽管通过随机初始化、特征子集采样等方

式可生成多样性聚类, 但这些方法通常计算成本高

且缺乏可控性. 为此, 本文提出一种多样性聚类生成

机制, 旨在通过单一模型高效生成多个具有适度差

异性的聚类结果, 并实现质量与多样性的协同优化.
该机制主要由两部分构成: 多投影头聚类生成模块

和动态多样性控制模块. 具体流程如下:
(1)多投影头聚类生成

K

hK
kk=1

hk C

多投影头聚类生成模块包含 个并行的投影头

, 每个投影头独立生成聚类分配, 其中投影头

输出 维概率向量:

pk(X) = hk(fθ(X)) ∈ RC (4)

hk

Dk

其中 通过样本特征与聚类中心之间的距离来计算

软分配概率, 距离矩阵 定义为:

Dk[i, j] = ∥Hi − µk,j∥2
2 (5)

Hi i µk,j k

j Dk Pk

其中 为第 个样本的特征表示,  为第 个聚类

分配的第 个聚类中心. 基于 的软分配概率 为:

Pk[j, i] =
(1/Dk[i, j])

1/(m−1)

C∑
j=1

(1/Dk[i, j])
1/(m−1)

(6)

m

Pk[j, i] i j

k

其中 为模糊度参数 , 用于控制分配的模糊程度 ,
表示样本 属于聚类 的概率. 基于软分配概

率矩阵, 定义第 个投影头的聚类损失为:

L(k)
clust =

1

C ·N

N∑
i=1

C∑
j=1

Pk[j, i] ·Dk[i, j] (7)

C K其中 为聚类数量. 对于 个投影头, 总聚类损失为:

Lclust =
1

K

K∑
k=1

L(k)
clust (8)

(2)动态多样性控制

A B PA

PB A B PA

i i j j

SAB ∈ RC×C

SAB(i, j) A i B j

为量化两个聚类 和 之间的相似性, 设 和

分别表示聚类 和 的软分配概率矩阵 的第

行对应第 个样本的分配概率, 第 列对应第 个聚

类的成员分布. 定义 为聚类间相似性矩

阵,  为聚类 的第 个簇与聚类 的第 个簇

之间的余弦相似度:

SAB(i, j) =
qA(i) · qB(j)

∥qA(i)∥2∥qB(j)∥2

(9)

qA(i) = PA[ : , i] ∈ RN A i其中 表示聚类 中第 个簇的

成员分布向量.

d

A B

为了控制聚类间的多样性, 本文引入多样性损

失, 其目标是将聚类间的相似度限制在阈值 以下.
对于聚类 和聚类 的聚合相似度有:

Saggr
AB =

1

C

C∑
i=1

maxj∈{1,...,C}SAB(i, j) (10)

Saggr
AB A B其中 反映了聚类 中每个簇与聚类 中最相似

簇的平均相似度. 基于此, 两个聚类之间的多样性损

失可以定义为:

Ldiv(A,B) = [Saggr
AB − d]

+
(11)
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[·]
+
= max(0, ·)

d

其中 为 ReLU函数. 该损失仅在聚合

相似度超过阈值 时被激活. 总的多样性损失为:

Ltotal
div =

1

K(K − 1)

K∑
i=1

K∑
j=i+1

Ldiv(Pi, Pj) (12)

(3)动态阈值调整

d

由于软分配概率在训练过程中不断变化, 阈值

的设定将直接影响多样性程度, 而固定阈值难以保

证稳定的多样性控制 .  NMI对聚类标签的排列不

变、对簇对应关系不敏感, 能更稳定地反映聚类划分

间的结构差异. 基于此, 本文引入动态阈值调整机制,
在训练过程中根据当前聚类相似度自适应调节多样

性.

DT

DR

早期训练阶段, 聚类结构尚未稳定, 允许较高的

相似性, 避免过早强制差异导致结构崩塌. 随着训练

推进, 模型逐渐降低相似度阈值, 引导各投影头学习

更具区分性的聚类结构. 设 为用户设定的目标相

似度上限, 在训练过程中, 定期评估当前聚类间实际

相似度 , 其定义为:

DR =
2

K(K − 1)

K−1∑
A=1

K∑
B=A+1

NMI(LA, LB) (13)

Lk Pk DR

DT d

其中 为通过 得到的硬分配标签 . 基于 和

调整当前阈值 , 其更新规则为:

dt+1 =

{
max(dt · γ, dmin), if D

R > DT

min(dt/γ, dmax) if D
R ⩽ DT

(14)

γ ∈ (0, 1)

dmax dmin

其中 为调整因子, 用于控制阈值向目标相

似度调整的步长, 越接近 1则调整越平缓, 可使阈值

在训练过程中缓慢下降, 避免早期因聚类结构未稳

定而过度强制多样性,  和 为上下限.

K C l

O(K·
N · C · l +K2 · C2 · l)
K (K ×N × C)

(K × C × l)

多样性聚类生成机制的计算开销主要受投影头

数 和聚类数 影响. 在特征维度为 的情况下, 时
间复杂度集中在聚类分配与多样性计算, 为

. 空间复杂度主要来自存储

个投影头的软分配矩阵 与聚类中心

矩阵 .
因此, 该机制在保证生成多组高质量聚类的同

时, 通过动态约束有效控制其多样性, 从而提升集成

效果, 且整体计算开销可控, 具有良好的可扩展性. 

2.5    损失函数

本文方法通过联合优化特征表示与聚类生成,
构建了一个端到端的深度聚类集成框架. 其总体损

失函数由三部分组成: 对比损失、多样性损失以及聚

类损失, 并通过可调权重进行平衡:

Ltotal = Lcontrastive + λclusterLclust + λdivLtotal
div (15)

其中:
Lcontrastive为对比学习损失 (公式 (3)), 用于增

强特征的判别性与时序一致性;
Lclust为聚类损失 (公式 (8)), 促使各投影头学习

语义清晰的聚类结构;
Ltotal

div 为多样性损失 (公式 (12)), 动态约束不同

投影头输出之间的差异性, 避免聚类结果过于相似;
λcluster λdiv和 为平衡权重, 用于调节聚类目标与

多样性约束在训练中的相对重要性.
在训练过程中, 通过反向传播同时更新编码器

参数、投影头参数及聚类中心, 实现对上述损失的协

同最小化. 该联合优化机制使得模型能够在单一框

架下同时获得判别性的特征表示与多样化、高质量

的基聚类结果, 从而提升最终聚类集成的稳健性与

准确性. 

3    实　验

[0, 1]

为评估本文所提算法, 选取 9种代表性基线方

法进行对比, 使用聚类领域广泛的指标来评估模型

的性能, 采用归一化互信息 (NMI)和兰德指数 (RI)
两种指标对实验结果进行分析,NMI和 RI的取值范

围均为 , 值越高性能越好 . 实验配置为 :
Windows11 64位操作系统, Intel i5-10 500六核 3.10
GHz中央处理器, 16G内存. 

3.1    实验数据集

本实验使用来自 UCR的 10个真实公开数据

集, 每个数据集包含了数据的样本个数、时间长度和

类别三个维度, 数据集详情如表 1所示. 其中, ME、
BE和 SY为平稳或形态明显的时间序列, 噪声相对

较低; DA、PA和 PT为医学时序数据, 包含一定噪

声和类别不均衡; EF和 MS分别反映了周期性与高

噪声的传感器数据特性; OL和 PL则涉及复杂轨迹

与多类别模式.
 
 

表 1     数据集及数据描述

数据集 个数 长度 类别

Meat (ME) 120 449 3

DistalPhalanxOutlineAgeGroup (DA) 539 81 3

ECGFiveDays (EF) 884 137 2

Beef (BE) 60 471 5

MoteStrain (MS) 1 272 85 2

OSULeaf (OL) 442 428 6

Plane (PL) 210 145 7

ProximalPhalanxOutlineAgeGroup (PA) 605 81 3

ProximalPhalanxTW (PT) 605 81 6

Symbols (SY) 1 020 398 6
 

3.2    对比算法与实验参数设置

为验证本文所提模型的有效性 , 选用 DEC[21]
、
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m

K DT

γ dmin dmax

λcluster λdiv

IDEC[22]
、 DTC[9]

、 DSC[23]
、 SDCN[24]

、 TS2Vec[13]、
TCGAN[25]

、R-clust[26] 和 SE-shapelets[27] 作为对比实

验模型. 模型的学习率为 0.001, 使用 Adam优化器

及其默认超参数, 时序编码器的隐藏层的大小为 64,
输出层的大小为 32. 在聚类层中, 聚类中心通过 K-
means算法进行初始化, 模糊度参数 为 2. 投影头

的个数 为 10, 多样性阈值 为 0.95, 调整速率

为 0.99,  为 0.1,  为 1.0. 平衡损失的调整

因子 为 0.1,  为 0.01. 每个数据集进行 50
轮迭代. 

3.3    实验结果与分析

聚类性能对比实验结果如表 2所示. 可见, 本文

算法在大部分的数据集中获得了最优或接近最优的

结果, 在 NMI指标方面, TDCECD在 6个数据集上

表现最优 , 平均为 0.649; 同样地 , 在 RI指标方面 ,
TDCECD在 5个数据集上表现最优, 平均为 0.853,
两项指标的平均得分在 10种算法中均为第一. 此外,
TDCECD在全部 10个数据集中有 9次进入前三, 体
现出优异的稳定性与泛化能力. 总体而言, 本文算法

在多数数据集上优于现有方法, 且鲁棒性更强.

DT

为了评估不同多样性对聚类性能的影响, 实验

测试了不同多样性程度 下的评价指标, 如表 3所
示. 可以看出, 当多样性程度设置为 0.95时聚类效果

最佳; 而设置为 1时, 即不施加任何多样性控制, 所
得聚类效果最差. 这表明, 通过对聚类过程施加适度

的多样性约束, 能够引导模型生成多个具有差异性

的聚类结果, 从而为单一的深度聚类模型提供更丰

富、更全面的样本划分视角.

K

考虑到不同集成规模可能对本文算法的影响,
本文评估了不同集成规模下的聚类效果, 如图 3所
示. 分析表明, 当投影头数量 设置为 10时, 模型取

得了最优的聚类性能 . 当数量增加至 20、30和 40
时, 各项性能指标虽保持相对稳定, 与最优结果的差

距并不显著, 但模型的计算复杂度和训练开销会随

之上升.

λcluster λdiv

在总损失函数中, 聚类损失和多样性损失由权

重参数 和 平衡, 为探究不同权重组合对模

型效果的影响, 进行了网格搜索实验, 对两个权重参
 

表 2     不同算法在 10 个数据集上的结果

ME DA EF BE MS OL PL PA PT SY Average

DEC[21]
NMI 0.517 0.441 0.018 0.246 0.387 0.214 0.895 0.250 0.586 0.742 0.430
RI 0.648 0.779 0.510 0.595 0.744 0.748 0.945 0.426 0.819 0.884 0.710

IDEC[22]
NMI 0.225 0.440 0.022 0.246 0.382 0.241 0.895 0.540 0.329 0.742 0.406
RI 0.622 0.779 0.511 0.628 0.732 0.761 0.945 0.809 0.903 0.886 0.758

DTC[9]
NMI 0.225 0.341 0.002 0.275 0.009 0.220 0.868 0.415 0.620 0.800 0.378
RI 0.322 0.781 0.502 0.635 0.506 0.733 0.904 0.743 0.838 0.905 0.687

DSC[23]
NMI 0.202 0.150 0.003 0.499 0.099 0.020 0.874 0.068 0.193 0.911 0.302
RI 0.303 0.611 0.003 0.493 0.522 0.438 0.647 0.898 0.500 0.607 0.502

SDCN[24]
NMI 0.202 0.276 0.020 0.303 0.556 0.020 0.813 0.058 0.072 0.712 0.303
RI 0.302 0.574 0.505 0.573 0.575 0.602 0.839 0.513 0.500 0.892 0.588

TS2Vec[13]
NMI 0.110 0.191 0.184 0.187 0.001 0.189 0.640 0.148 0.072 0.109 0.183
RI 0.570 0.487 0.621 0.579 0.500 0.738 0.837 0.493 0.567 0.716 0.611

TCGAN[25]
NMI 0.506 0.317 0.002 0.253 0.449 0.183 0.895 0.491 0.509 0.798 0.440
RI 0.732 0.721 0.501 0.663 0.758 0.740 0.949 0.782 0.788 0.900 0.753

R-clust[26]
NMI 0.626 0.422 0.020 0.247 0.488 0.498 0.982 0.564 0.546 0.942 0.534
RI 0.823 0.740 0.512 0.670 0.779 0.827 0.995 0.800 0.788 0.984 0.792

SE-shapelets[27]
NMI 0.480 0.346 0.017 0.217 0.014 0.121 0.794 0.434 0.418 0.482 0.332
RI 0.725 0.725 0.504 0.529 0.512 0.715 0.926 0.768 0.741 0.775 0.692

TDCECD
NMI 0.758 0.434 0.988 0.243 0.517 0.405 1.000 0.565 0.620 0.956 0.649

RI 0.850 0.747 0.998 0.668 0.809 0.799 1.000 0.817 0.856 0.989 0.853

 

表 3     不同多样性在 10 个数据集上的结果

DT ME DA EF BE MS OL PL PA PT SY Average

1.0
NMI 0.749 0.432 0.941 0.229 0.493 0.397 1.000 0.562 0.599 0.951 0.635

RI 0.875 0.745 0.984 0.664 0.799 0.797 1.000 0.814 0.857 0.987 0.852

0.95
NMI 0.758 0.434 0.988 0.243 0.517 0.405 1.000 0.565 0.620 0.956 0.649

RI 0.850 0.747 0.998 0.668 0.809 0.799 1.000 0.817 0.856 0.989 0.853

0.9
NMI 0.738 0.432 0.948 0.238 0.496 0.410 1.000 0.569 0.599 0.949 0.638

RI 0.884 0.748 0.987 0.661 0.802 0.795 1.000 0.817 0.817 0.987 0.650
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数分别取值为 0.01、0.1、1.0和 10.0, 共 16种参数组

合. 实验以平均 NMI为指标, 聚类性能随权重变化

的分布情况如图 4所示, 可以看出不同参数组合下

的聚类性能存在明显差异, 当 取 0.1,  取

0.01时, 模型取得最优结果 0.648 6. 

3.4    消融实验

为了更加清晰地观察对比损失和多样性聚类对

聚类效果的影响, 在本节中, 评估了模型中这两部分

的影响 , 将本文算法过程分为仅进行多样性聚类

(TDCECD-L)、仅进行对比学习 (TDCECD-D)和两

者均不使用 (TDCECD-A)三种策略,TDCECD-L移

除对比损失 , 保留多投影头机制与多样性损失 ;
TDCECD-D移除多样性损失与多投影头, 仅保留单

个投影头, 并保留对比损失; TDCECD-A同时移除

对比损失与多样性损失, 退化为仅由编码器和单投

影头组成的深度聚类模型, 结果如表 4所示. 显然,
TDCECD在所有评价指标上均取得了最佳性能, 显
著优于其他三种简化策略. 这一方面证实了对比损

失与多样性聚类机制均对提升聚类效果具有积极贡

献, 二者缺一都会导致性能下降; 另一方面也说明,
这两个组件在模型中发挥着互补而非重复的作用.
对比损失通过拉近相似样本、推远不相似样本, 增强

了特征空间的判别性; 而多样性聚类机制则通过引

入适度的约束, 促使模型探索更全面、更稳健的样本

划分方式. 两者协同工作, 使得 TDCECD能够学习

到既紧凑又具有泛化能力的特征表示, 从而在复杂

数据上实现更准确、更稳定的聚类结果.
 
 

表 4     采用不同策略获得的实验结果

ME DA EF BE MS OL PL PA PT SY Average

TDCECD-L
NMI 0.752 0.425 0.964 0.244 0.498 0.403 1.000 0.565 0.616 0.947 0.641

RI 0.876 0.744 0.991 0.664 0.799 0.795 1.000 0.818 0.843 0.985 0.852

TDCECD-D
NMI 0.749 0.432 0.941 0.229 0.493 0.397 1.000 0.562 0.599 0.951 0.635

RI 0.875 0.745 0.984 0.664 0.799 0.797 1.000 0.814 0.857 0.987 0.852

TDCECD-A
NMI 0.623 0.421 0.432 0.239 0.414 0.357 0.989 0.529 0.493 0.933 0.543

RI 0.723 0.741 0.753 0.663 0.749 0.785 0.997 0.789 0.783 0.982 0.797

TDCECD
NMI 0.758 0.434 0.988 0.243 0.517 0.405 1.000 0.565 0.620 0.956 0.649

RI 0.850 0.747 0.998 0.668 0.809 0.799 1.000 0.817 0.856 0.989 0.853
 
 

4    结　论

本文提出了一种基于对比学习和动态多样性的

时间序列深度聚类集成算法, 该方法通过时序编码

器提取多层次特征, 并使用时间级与实例级对比学

习增强其判别性; 进一步构建多投影头机制生成聚

类, 并以互信息实现动态多样性约束; 最终通过聚类

目标与多样性约束的端到端联合训练, 实现对时序

数据的精准划分, 首次在单一模型中实现了时间序

列深度聚类集成. 基于多个时间序列数据集上的实

验结果表明, 本文方法具有较高的性能和鲁棒性. 然
而本文方法仍存在一定局限性, 如对超长序列的计

算复杂度较高, 投影头数量固定且需预先指定聚类

数目而无法直接适用于类别数未知的场景. 未来工

作将围绕长序列高效建模、自适应聚类数估计以及

投影头动态调整机制等方面展开, 以进一步提升方

法的实用性与泛化能力.
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图 3    不同规模下的评价指标

 

 

图 4    不同规模下的评价指标
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